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1. Contexto

O "No Free Lunch Theorem" [7] leva a conclusdo de que ndo hd um algoritmo de
aprendizagem de méaquina que tenha um desempenho melhor que os outros algoritmos
para todos os problemas. Um alternativa para contornar a ndo existéncia de um
classificador universalmente superior aos outros € combinar varios classificadores, com
0 intuito de explorar a competéncia de cada um localmente para obter uma melhor
performance no geral [8].

Os Sistemas de Multiplos Classificadores (MCS) séo, entdo, divididos em trés
fases: Geracdo, Selecdo e Integracdo. Na primeira fase, o pool de classificadores é
gerado. Na segunda fase, um subconjunto ndo vazio dos classificadores do pool é
selecionado. Na terceira e Ultima fase, a resposta dos classificadores selecionados
previamente é entdo combinada para gerar uma resposta final do sistema. Na etapa de
Selecdo, pode-se ter as seguintes abordagens: Selecdo Estética de Classificadores, na
qual o mesmo ensemble de classificadores € utilizado para classificar todos os padrdes
de teste, ou Selecdo Dinamica de Classificadores (DES), que por sua vez seleciona
ensembles especificos de acordo com cada padréo de teste [2].

Os MCS que utilizam tecnicas de DES podem ter altas taxas de acerto apenas com
classificadores localmente precisos no pool. I1sso pode ser mostrado na Figura 1.1, que
ilustra uma base de dados estruturada em uma configuracdo do tipo XOR. Pode-se
observar que, como os dados ndo séo linearmente separaveis, um unico Perceptron ndo
pode classificar corretamente as instancias desse conjunto. Esse exemplo pode ser
encontrado em [5].
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Figura 1.1 - Conjunto de dados representando o problema XOR

Entretanto, esse problema pode ser resolvido utilizando DES. Considerando um
pool formado pelo Perceptron 1 e pelo Perceptron 2, cujas respostas sédo



complementares, cada instancia do conjunto de treinamento pode ser corretamente
classificada por um classificador no pool. Desse modo, uma taxa de acerto de 100%
pode ser obtida, se o Perceptron correto for escolhido na etapa de Selecéo.

Este trabalho, portanto, foca na geracdo de pool de classificadores para MCS que
utilizem técnicas de DES. Os métodos classicos de geracdo de pool de classificadores
sdo Bagging [1], Random Subspace [3] e Boosting [6], mas muitas variagdes dos
mesmos foram desenvolvidas nos Gltimos anos.

Bagging é uma técnica na qual um numero predeterminado de conjuntos de
treinamento sdo gerados via reamostragem com repeticdo do conjunto original (método
de Bootstrapping). Cada conjunto de treinamento gerado é entdo usado para treinar um
classificador do pool [4,9].

O método de Random Subspace também gera um namero predeterminado de
conjuntos de treinamento utilizando o conjunto original. Entretanto, cada conjunto
formado é um subespaco de menor dimensdo do espaco original. Isso é feito reduzindo
aleatoriamente o numero de atributos do conjunto de treinamento original. Cada
classificador do pool €, entéo, treinado com um dos conjuntos gerados [4,9].

Por outro lado, o método de Boosting e seus variantes sdo baseados na ideia de
que muitos classificadores fracos podem superar em desempenho um classificador forte.
A geracdo desses classificadores fracos € incremental: o algoritmo gera um classificador
a cada passo, e cada um deles € treinado com um subconjunto do conjunto de
treinamento original. Cada subconjunto é gerado pela atualizacdo de sua distribuicdo a
cada passo, de tal forma que o classificador a ser criado no passo n+1 acerte mais as
instancias que o classificador gerado no passo n errou [4,9].

Todos 0s metodos previamente expostos requerem o treinamento dos
classificadores do pool. Mesmo sendo comum utilizar classificadores basicos para
reduzir o tempo de treinamento, ainda assim é um processo custoso. Além disso, o
namero de classificadores no pool tem que ser definido antecipadamente, o que pode
ndo ser vantajoso, jA que é razoavel acreditar que a quantidade de classificadores
necessaria para produzir uma boa solugédo dependa do problema.



2. Objetivo

Este trabalho se propde a realizar um estudo sobre geracdo de pool de classificadores
em selegé@o dindmica de classificadores, com a finalidade de implementar um algoritmo
capaz de gerar um pool de Perceptrons. O tamanho desse pool deveré variar de acordo
com a distribuicdo dos dados do conjunto de treinamento, e os Perceptrons gerados néo
devem ser treinados, com o intuito de otimizar o processo em termos de tempo.

O algoritmo proposto sera capaz de produzir um pool tal que cada instancia do
conjunto de treinamento seja corretamente classificada por pelo menos um dos
Perceptrons. Essa abordagem possibilitara que seja gerada a quantidade necesséria de
classificadores localmente precisos, conforme os dados de treinamento. Além disso, a
utilizacdo de uma heuristica proposta para obtencdo dos pesos dos Perceptrons
eliminard a necessidade de treinamento dos mesmos.
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