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1. Introdução

Em classificação supervisionada, encontra-se muitos problemas do mundo real nos quais os dados não possuem uma distribuição equilibrada entre as diferentes classes do problema abordado. Exemplos de domínios com essa característica incluem telecomunicações, finanças, a web, biologia, medicina, etc, os quais são referenciados como bases de dados desbalanceadas [2]. Essas bases são caracterizadas quando o número de instâncias de uma classe é muito menor que o número de instâncias de outra(s) classe(s). As técnicas mais utilizadas para lidar com esse problema consistem em pré-processar os dados anteriormente ao processo de aprendizado, chamada de abordagem externa, ou optar por criar ou modificar algoritmos de aprendizagem existentes para levar em conta o problema de desbalanceamento, chamada de abordagem interna [4]. Uma mistura das duas abordagens também é comum muitas vezes obtendo resultados ainda melhores. 


A classificação em bases desbalanceadas é um dos desafios atuais da pesquisa em mineração de dados [5] . Uma vez que algoritmos de aprendizagem tradicionais são desenvolvidos para minimizar a medida de erro global, a qual é independente da distribuição das classes, isso causa um bias sobre a classe majoritária no treinamento dos classificadores e resulta em uma sensibilidade mais baixa em detectar exemplos da classe minoritária. Esse tipo de problema também está diretamente ligado à classificação sensível a custo [6].


Um dos processos principais em mineração de dados é conhecido como data reduction. O objetivo é reduzir o tamanho do conjunto de treinamento principalmente para aumentar a eficiência da fase de treinamento reduzindo dados redundantes e diminuindo  o erro de classificação, removendo dados ruidosos. A seleção de instâncias (IS – Instance Selection) é uma das técnicas de redução mais empregadas em mineração de dados [7] e historicamente tem sido principalmente usada para melhorar a eficiência de classificadores do tipo Nearest Neighbor [8].
Entre os algoritmos de IS podemos destacar três tipos: Métodos baseados em regras de classificação do vizinho mais próximo (CNN, ENN), métodos baseados em remoção ordenada (DROP1, DROP2) e métodos baseados em amostragem randômica [8]. Além desses, também podemos destacar os chamados de algortimos de seleção evolucionária de instâncias que  consideram o problema de seleção como sendo um problema de busca..
Algoritmos evolucionários são métodos adaptativos baseados na evolução natural que podem ser utilizados para busca e otimização. A idéia básica é manter uma população de cromossomos, os quais representam soluções plausíveis para o problema e que evoluem com o tempo através de um processo de competição e variação controlada [8]. Muito do sucesso da aplicação desses algoritmos é devido a sua habilidade de explorar a informação acumulada sobre um espaço de busca inicialmente desconhecido, oferecendo uma abordagem válida para problemas que requerem técnicas eficientes e efetivas de busca.
2. Objetivos

Desenvolver e avaliar métodos de seleção de instâncias baseados em algoritmos evolucionários, usando bases de dados desbalanceadas para a análise. Atualmente essa abordagem é chamada de seleção evolucionária de instâncias (EIS - Evolutionary Instance Selection ) e muitas propostas da literatura confirmaram  a sua eficácia, algumas focando em melhoramento da regra do vizinho mais próximo e outras no aumento da performance dos modelos gerados por  algoritmos conhecidos de data mining [9].
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