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Resumo

Agrupamento de dados é uma técnica tem como objetivo agrupar um conjunto
de itens em grupos de forma que os itens de um mesmo grupo apresentam maior
similaridade e itens de grupos diferentes mostram uma maior dissimilaridade. Os Mapas
Auto-organizéveis de Kohonen, chamados de SOM (Sdf-Organizing Maps), consistem
em um método de rede neural que além de fornecer uma classificacdo néo-
supervisionada dos dados também produz uma representacéo visual dos mesmos. Esse
trabalho tem como objetivo a proposta de um agoritmo de agrupamento de dados
baseado no SOM, tendo como funcéo de vizinhanca a distancia de Manhattan, por
apresentar mais robustez e menor sensibilidade sobre dados com valores atipicos e
também uma versdo que usa um fator de relevancia adaptativo para as variaveis.

Palavr as-chave: Agrupamento de dados, Classificagao ndo-supervisionada, Kohonen



Abstract

Clustering is a technique that groups a set of items into groups so that items of
the same group are similar and items in different groups have a greater dissimilarity.
The Self-Organizing Maps of Kohonen (SOM) consists of a heural network method that
besides provides an unsupervised classification of the data also gives a visual
representation of them. This work aims at proposing a data clustering algorithm based
on SOM, with the neighborhood function the Manhattan distance, due to its lower
sensitivity and robustness of data with outliers, and also a version that uses an adaptive
factor of relevance for the variables.

Keywor ds. Clustering, Kohonen, Unsupervised classification
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1. Introducao

Agrupamento de dados € uma das atividades muito comum na descoberta de
conhecimento, bastante utilizada em vérias aplicacbes e problemas com que apresentam
a necessidade de uma identificacdo de distribuicbes de padrdes e caracteristica dos
dados. O objetivo dessa técnica € classificar e dividir os dados em grupos segundo
critérios de usabilidade, significado ou mesmo ambos, de forma que os individuos em
cada um desses grupos sdo mais similares do que os individuos dos outros. [13]

As principais atividades realizadas nesse procedimento estdo retratadas na
Figura 1 mostrando cada uma de suas fases: (1) Extracdo, mostrado por Jain et al [2] ser
uma fase importante para o desempenho do agoritmo e que se bem for bem executada
também pode ocasionar a reducdo do esforgco necessario da proxima fase; seguindo pela
(2) Algoritmo de Agrupamento, que € um dos focos desse trabalho, consiste na defini¢do
da funcdo de critério a ser utilizada , resolucéo de problemas de otimizacdo produzidos
por ela também, nesse ponto € importante falar que ndo existe um algoritmo universal
para a resolucdo de todos os diferentes problemas desse campo, provado através do
teorema da impossibilidade [9]; (3) Validagdo, dado o resultado da classificagéo
proposta na fase anterior sdo calculados indices de validagdo para possivel comparagao
deles, os indices que serdo usados na parte de experimentos desse trabalho foram os
coeficiente gustado de Rand (CR) [10], a F-measure [4] e um fator de erro global
segundo uma abordagem de escolha gulosa; (4) Interpretacdo, que € afase final onde o
usuério com os dados originais e a organizac&o dos mesmos produzidos nesse processo,
0s especidistas da éea podem interpretar e andisar, até mesmo fazer outros
experimentos sobre essa particdo de forma a extrair os resultados desejados. [16]
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[ Conhecimento |

Figura 1. Sequéncia de atividades comuns r ealizadas na classificagdo de dados

Os Mapas Auto-organizaveis de Kononen(SOM) é mais um desses algoritmos
disponiveis para producdo de uma organizacdo de dados que tem como uma de suas
principais carateristicas a producdo uma representacéo visual dos dados ao mesmo
tempo que faz a classificagdo. Variantes do SOM tem sido feito visando sua melhoria,



como proposto em Kangas et al. [8], onde ele apresenta duas abordagem baseadas no
SOM, uma delas com ponderacdo dinamica dos sinais de entrada em cada entrada de
cada neurdnio, que melhorou a ordenagdo quando muitos diferentes sinais de entrada
s80 usados, o outro na definicdo de vizinhanga no agoritmo de aprendizagem pela
arvore de espahamento minima, que proporcionou uma aproximacdo melhor e mais
rapida gque outras.

1.1. Objetivo

Nesse contexto, objetivo desse trabalho € a proposta de um algoritmo de
agrupamento de dados baseado no SOM, tendo como funcéo de vizinhanca a distancia
de Manhattan, também conhecida como a métrica do taxi ou distancia L1, o intuito de
utilizar ela é por ser uma funcéo mais robusta do que a distancia Euclidiana, distancia
L2, sobre dados que apresentam outlier [3] [17], esses valores atipicos favorecem uma
producdo de resultados mais instaveis para a distancia L2 do que aL1. Uma versdo que
usa um fator de relevancia adaptativo para as variavels baseado no algoritmo principal
também sera um dos focos, visando melhoria nos resultados de agrupamentos. Para fins
de avaliacdo de desempenho do método desenvolvido serdo também implementandos os
model os que usam a distancia Euclidiana dos modelos BSOM, ABSOM [12], os datasets
que serdo Uutilizados para comparagdo dos resultados encontram-se disponiveis na
Internet através do UCI Machine Learning Repository [21].

1.2. Estruturado documento

Esta monografia esta organizada da seguinte forma. Esse capitulo comecou com
a introducdo do assunto e do trabalho que foi feito, o préximo tem o objetivo de
introduzir o contexto ao qual esse trabalho esta relacionado e a descri¢do de algoritmos
gue foram usados no seu processo. O capitulo 3 mostra a descricdo do algoritmo
proposto, suas etapas com mais detalhes e como feito resolvido os problemas
otimizacdo nele. O capitulo seguinte apresenta os resultados obtidos através de
simulagdes de teste que avaliaram o desempenho dos algoritmos implementados sobre
os datasets que foram escolhidos. Por fim o capitulo 5 traz as conclusdes e opinides dos
resultados obtidos e também alguns trabal hos que podem ser realizados posteriormente.

Ainda esta presente no apéndice todo o codigo do algoritmo que sera discutido
nessa monografia para fins de andlise e comparacdo para possiveis clarezas que sgam
necessarias sobre os resultados obtidos, se bem como uma atualizacdo do mesmo para
trabal hos futuros.
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2. Contextualizacéo

Nés vivemos num mundo repleto de dados. Diariamente pessoas se encontram
com uma grande quantidade de informagdo que é armazenada na forma de dados para
posterior andlise e gerenciamento. Um ponto vital no tratamento desses dados € ter a
capacidade de fornecer uma classificagdo em grupos ou categorias de forma gque se torna
possivel uma analise dos mesmos. Na verdade classificacdo de dados € uma atividade
existente desde tempos mais primitivos, no qual desempenhou um papel importante e
indispensavel papel ao longo da histéria e do desenvolvimento da humanidade. Seja
para aprender sobre um novo objeto ou entender um novo fendmeno, pessoas sempre
tentam procurar uma caracteristica que pode descrever cada um deles, e isso € feito
através de comparacdo com outros objetos ou fendmenos existentes e conhecidos,
baseados na semelhanca ou diferenca entre eles. [16]

Andlise de agrupamentos é um campo da andise exploratéria de dados cujo
objetivo é organizacdo ndo-supervisionada um conjunto de itens em grupos tais que
itens em um mesmo grupo apresentam um alto grau de similaridade, enquanto itens
pertencentes a diferentes grupos apresentam um alto grau de dissimilaridade. Sendo um
problema muito comum em diversos contextos, pesquisas tais como analise de padroes,
segmentacdo de imagens, aprendizagem de méquina, mineragdo de dados, classificagdo
de padrdes, recuperacdo de informacéo e também tem presenca em disciplinas tais como
biologia, psiquiatria, arqueologia, marketing, geografia. [1]

2.1. Técnicasde agrupamento

As principais técnicas de agrupamento de dados podem ser dividas em
hierérquicas e particionais. Métodos hierarquicos fornecem uma sequéncia de particoes
aninhadas dos dados de entrada, em uma estrutura chamada de dendograma, podem ser
aglomerativos, abordagem bottom up no qual cada item € o0 seu préprio grupo e
gradativamente sdo feitas fusdes entre grupos segundo um critério de vinculagcdo até
todos itens pertencerem a um mesmo grupo, ou divisivos, abordagem top down no qual
0s itens pertencem inicialmente ab mesmo grupo e em cada etapa ele é subdividido em
menores. Enquanto os métodos particionais procuram obter uma Unica divisdo dos
dados em um numero fixo de grupos geralmente através da otimizacéo de uma funcéo
objetivo, critério de otimizacdo do algoritmo no qual seu valor vai diminuindo até a
convergéncia, sdo divididos em particdes hard e fuzzy, tendo como principa diferencaa
restricdo de pertinéncia de cada item, na particdo hard cada item pertence a exatamente
um unico grupo e no fuzzy existe um determinado grau de associacdo parcia de um item
com todos os grupos. [2]

2.2. Validacéo de Agrupamentos

Como critério de comparagéo entre as particdes produzidas pela resposta dada
por agoritmos de agrupamento de dados é usado alguns indices de validagtes, os que
foram usados nesse trabalho foram o coeficiente gustado de Rand (CR), a F-measure, e
umataxa de erro global baseada na matriz de confus&o.
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Matriz de Confusao

Trata-se de uma matriz especifica que mostra a interseccdo entre as classes priori
dos dados pela das propostas, entéo de forma sumarizada o resultado pode ser analisado.
Assumindo por exemplo uma amostra de 27 animais divididos em 3 classes. 8 gatos, 6
cachorros e 13 coelhos, o resultado pode ser visto na Tabela 1 abaixo. Os 8 gatos
classificados como 5 gatos e 3 cachorros, 0s 5 cachorros em 2 gatos, 3 cachorros e 1
coelho e finalmente os 13 coelhos foram divididos em 2 cachorros e 11 coelhos.

Tabela 1. Exemplo de matriz de confuséo

Grupo\ Classe Gato Cachorro Coelho

Gato' 5 3 0
Cachorro' 2 3 1
Codho' 0 2 11

Uma abordagem de célculo de erro global usado nesse trabalho foi dada essa
tabela com dimensdes NxM, ja que ela nem sempre é uma matriz quadrada, foi a
conversdo do mesmo para um problema muito conhecido na érea de teoria dos grafos,
chamado de fluxo maximo a custo minimo, essa solucdo permitiu uma forma mais
genérica de calcular um valor de erro desgado, como a garantia de que numa matriz
quadrada cada classe a priori sgja escolhida de uma classe proposta garantindo-se o
acerto sendo 0 maximo possivel.

O fluxo méximo a custo minimo [20], € um problema relacionado na érea de
teoria dos grafos que consiste em encontrar o(s) menor(es) caminho(s) que envia(m)
uma certa quantidade de fluxo através de uma rede de capacidades. Seja G = (V , E)
uma rede direcionada definida por um conjunto de V' vértices, também chamandos de
nés, € um conjunto E de arestas, ou arcos. Para cada aresta (i, j)€E nds temos
também uma capacidade U; associada, que denota a maior quantidade que pode
circular por ela e também temos um custo C; para cada unidade de fluxo que for
utilizada. Cada um dos n6és i€V esta associado um b, onde os que apresentam
valoresde b,>0 sdo chamandos de fornecedores e os com b, <0 de demandas. Um

exemplo de um grafo com essas caracteristicas pode ser visto nafigura 2.

Possuindo a matriz de confusdo ja computada podemos entéo construir um grafo
em que os nads fornecedores sdo 0s grupos propostos com valor de fluxo com valor um
j& que cada grupo vai esta relacionado a uma Unica classe, 0s nds de demanda sdo as
classes a priori dos dados eles tem fluxo igual a quantidade de grupos do algoritmo ou
valor um também de forma a garantir que cada grupo proposto estd sendo mapeado para
uma Unica classe, os valores em cada posi¢cdo da matriz de confuso € convertido para
uma arestaem queo grupo i seligaaclasse j com fluxoumecusto —M|il|j]| ,
com valor negativo porque queremos erro minimo, no caso do algoritmo custo minimo e
fluxo méximo por que cada grupo deve esta associado a uma classe. O vaor do fluxo
depois de executado o algoritmo sera igual a0 numero de grupos e o valor do custo
corresponde ao valor do erro desegjado com sinal trocado.
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Figura 2. Um exemplo de grafo de redes como os nds fornecedores 1 e 2, 0s
de demanda 6.5e 4

Coeficiente de Rand ajustado

O coeficiente gjustado de Rand [10] mede o grau de similaridade entre uma
particdo a priori e a particdo produzida por um algoritmo de classificacdo, seu valor
indica também o nivel de estabilidade da solucéo [14]. Sgja U = {ul,...,u,.,...,uR} e

V= {'vl,...,vj,...,vc} as particbes do mesmo dataset tendo R classes e C

grupos que queremos comparar. O CR &

-1

a_(g) [b-c] c R
CR =~ — onde a =), (”éu) : b:Z(”2f~) :
1 _(n ) i=1 j=1 i=1
b+cl- () [be]
< n e om . n n'(n_l) L
c=>. (") , temos o binémio <2):T e n; representa o nimero de

j=1
individuos que estdo na classe u; e no grupo Vv; ; n; indica o nimero de

individuos na classe n; e n; o nimero de individuos no grupo v, ; n a
quantidade total de individuos no dataset. Os valores do CR tém seus vaores no

intervalo [-1,1], naqual o valor 1 indica uma concordancia perfeita entre as particoes.
F-measure

A F-measure tradicional € uma medida que usa a combinacdo de dois outros
termos, precision e recall, seu valor é a medida harmbnica dessas duas [4], vamos
definir seu valor entreaclasse u;(i = 1,...,R) eogrupo v;(j =1,...,C)

)

Precision (u;, v;)-Recall (u;,v )

F —measure(u., v.) = 2-
(1, v)) Precision(u,, v;)+ Recall(u;,v )

A Precision entre a classe u(i=1,..,R) e o grupo v,(j=1,...,C) é
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definida como arazéo entre o nimero de individuos ques estédo naclasse u; eno grupo
Vv, com o numero deindividuosno grupo Vv; .

Precision(u;, v;) = L =

A Recall entreaclasse u;(i=1,...,R) eogrupo v,(j =1,...,C) é definida
como a razéo entre o numero de individuos ques estdo na classe u; e no grupo Vv,
com o nimero de individuosnaclasse u; .

Recall(u;, v;) = — =

Ty

i=1

=

JaaF-measure entre apartigio apriori U = |u,,...,u,,...,u,| eaparticdo hard
V= {:v],...,vj,...,vcj‘ produzida pelo algoritmo utilizado nesse trabalho € definida

R
F—measure(U, V) = (l)Z n, max, _ ;.. F —measure(u;,v )
i=1
Os valores do indice da F-measure tém seus valores no intervalo [0,1], naqual o
valor 1 indica uma concordancia maxima entre as parti¢oes.

2.3. MapasAuto-organizaveis

Os mapas de Kohonen, chamados SOM (Self-Organizing Maps) [18] sdo um
método ndo-supervisionado com uma estratégia de aprendizagem competitiva com uma
fungdo de interagéo de vizinhanga, sendo uma técnica de agrupamento de dados bastante
utilizada que também fornece uma representacdo visua dos dados através do
posicionamento espacial dos representantes desses grupos, esse mapa de visualizagéo
desvenda assim uma estrutura topol 6gi ca escondida nos dados.

O algoritmo proposto por Kohonen [18] tem sido em diversos campos de
aplicacdo. Seu uso mais tipico esta relacionado a visualizagdo e interpretacdo de grande
conjunto de dados com muitas dimensdes [11]. O Laboratory of Computer and
Information Science (CIS) [11] cita diversas dessas aplicacdes que tem sido usada:
reconhecimento automatico da fala, analise de voz clinica, monitoramento da condicéo
de plantas e processos industriais, classificacdo de nuvens a partir de imagens de
satélite, andlise de sinais elétricos do cérebro, organizacdo e recuperacdo de grandes
colecdes de documentos e andlise e visualizagdo de grandes conjuntos de dados.

O SOM tem uma estrutura de projecdo dos dados, geralmente € utilizada uma de
dimensdo baixa, 1D, 2D ou 3D, que na verdade € um grafo ndo direcionado ,que
chamamos de mapa, onde estéo dispostos 0s neurdnios que sao 0s NOs e suas relacdes de
vizinhanca representadas pelas arestas. De forma mais forma podemos dizer que o
mapa é descrito por um grafo  map = (C, T) ,onde C é o conjunto de neurdnios

14



interligados segundo a topologia em T , o fator de vizinhanga entre dois desses
neurdnios 0d(a,b) é regido pela menor distancia entre eles nesse grafo. Cada
neurénio € representado por um vetor p -dimensiona (o protétipo) em que p éa
mesma dimensdo dos atributos de cada individuo contindo na entrada.

2.4. Programacao linear convexa

Um dos algoritmos mais importantes desse trabalho foi o da resolucdo de um
subproblema de minimizacdo linear que surgiu devido a0 uso da distancia L1,
diferentemente da L2 que tem uma solucdo bem conhecida usando derivada.

Dentre as propriedades de func¢des convexas [6] as que foram exploradas para a
resolucdo do problema de minimizagdo desse trabalho foi: dado que f e g duas
fungbes convexas entdo tanto m(x) = maximof(x),g(x) e g(x)={f(x)+ g(x)
serdo funcdes convexas também.

O problema encontrado consiste em encontrar o valor de x que minimiza o

somatorio Y |a;x+b| (1). As propriedades discutidas anteriormente permitiram uma
i=1

computago eficiente desse problema, pois cada termo desse somatério  |a;x+b/| é

equivalente a maximo(a,-x+b,,—a,-x—b,) , o valor de maximo entre duas fungdes

do primeiro grau, uma reta que € uma fungdo convexa, e somando todos eles temos

novamente uma fungdo convexa.

Outra caracteristica importante que foi explorada é que func¢es convexas séo
unimodais, e a descrita da equacdo (1) apresenta 0 comportamento parecido com o da
figura 3 produzida pelo Wolfram Alpha [22], seu valor vai diminuindo até um intervalo
de valor minimo e depois volta a crescer, no caso do exemplo esse intervalo de transicéo

ocorreu no [0.5, 0.5].
20 r

Figura 3. Exemplo do comportamento de uma fun¢cdo unimodal

O algoritmo eficiente que foi utilizado entdo para essa minimizagéo foi a busca
ternéria [19], seu tempo de execugdo é logaritmico no tamanho do intervalo de busca,
supondo que o cédculo da funcdo de um ponto sgja em tempo constante, no caso da
equacdo (1) o tempo é linear, a complexidade de tempo final ficaem O( n-log(L) ).
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3. Algoritmo

Sga E = x,,..,x, 0 conjunto de individuos, onde cada um deles tem suas
caracteristicas representadas por um vetor de dimensdo p para cada tuplas
bidimensional, x,=(a,:b,),..,(a,:b,) (i=1..n) ,a configuraggo do grid 2D

dxxdy (temos assm c protétipos) os dados fornecidos na entrada. Em cada uma
suas inicializagbes € executada N, iteragdes de onde o sistema parte de uma
temperatura inicial de T,, , a temperatura minima, aé T, , a temperatura
maxima, esse valor representa o grau de influéncia de vizinhanga entre os neurénios que
vai dimuindo na funcdo kernel, simbolizada por V . O agoritmo também é
acompanhado de sua funcdo objetivo, também chamada de funcdo de critério, as
equagcdes (2) e (3) sdo as do modelo sem e 0 com relevancia respectivamente. O f (x;)
em ambas equacdes corresponde ao grupo no qua o individuo x; faz patee T a
temperatura atual de umaiteracdo, j& 0, naequagdo (2) representa o fator adaptativo
é fator de relevancia do neurbnio | em relagdo a varidvel j , ele apresenta como

p
propriedade 0, >0 e H 0; =1 .Oalgoritmo tem por objetivo minimizar seu valor o
=1

maximo possivel ao decorrer do seu processo.

n ¢ —(V p _
J= ; gexp{ ( (<2;2 } ; “a —al+|b; b,jH 2)
J= Zj; ZEXP{_( 2T2 } Z:ab ‘le‘“L‘bij_BIjH 3)

Assim gue a etapa de classificacdo termina segundo algum dos algoritmos que
serdo apresentados, € escolhida como solugdo a inicializacdo que apresentar melhor
valor dafuncdo J , € impresso num arquivo de saida o0 agrupamento proposto com o
prototipo de cada grupo e o individuo mais préximo a ele se existir, o grid com a
quantidade de individuos em cada célula e também uma impressdo individual de que
grupo cada um deles foi atribuido se bem como os indices de validacdo do coeficiente
de Rand, a F-measure, o valor do critério da funcdo objetivo e a matriz de confuséo para
dados rotulados.

Inicializagéo
Fixe ¢ ,0ndmero de grupos.
Fixe V ,afuncéo kernel do algoritmo.
Fixe N,, ,onumero deiteracoes.
Fixe T,, e T,. ,astemperaturasminimase maximas.
Atudize T« T,, ,atemperaturaatua daiteracéo.

Atulize t<0 , o contador de quantidade de iteracOes dainicializagcdo
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Atudize 0" =(8),...,8\") < (1,...,1) (I=1,...,c) , 0 vetor derelevancias.

»Yip
Randomicamente  selecione ¢ protétipos  distintos gﬁ‘”eE(l =1,.,c) e
forme a primeira particgo P = (P, ..., P\") , onde cada individuo é atribuido a0

grupo com prototipo com menor valor segundo a equacao:

R c 2
(F(x))" = Minimo (1=h=c) 3" exp|~ Y BLL g (x, g)
1=1 2T !
Passo 1: representacao
Atualize t—t+1 .
T t
Atualize T = Tmax.(T_m)N,ml
Fixe P“""'=(p'"" . P'"") eovetor derelevancia o' .

Compute 0s novos protétipos para essa nova iteraggo ¢ = (¢g'',...,¢") onde

gy =1a b 1,(1=1...c) ,seussdo atualizados de forma que:

[V ) DR
,;eXp[ 2T’ |

~(V((F(x)").07|
2T |

la;—a,| — Minimo

b,.j—b,j|—> Minimo

Z exp
i=1

fazendo manipulagdes mateméticas, eles sdo equivalentes a

" [= vy el = vy e
;exp a; o J a p— J Minimo (4)
: (VP ) DR - [V )R]
;exp b p— —b,; p— J—>M1n1mo ()

esses somatorios ainda podem ser representados de forma mais genérica como

D |A+B;x| = Y maximum(A+B;x,—A,—B;x) (6)

i=1 i=1
onde A, e B, sdovalores constantes. Essa Ultima representacdo permite a utilizagdo
de busca tenaria [19], pois cada um dos termos desse somatorio da equacéo (6)
corresponde a um valor de maximo entre duas funcdes do primeiro grau, duas retas, que
sd0 funcdes convexas, como 0 maximo e a soma de fungdes convexas é também uma
funcdo convexa [15], as equacOes (4) e (5) sdo totalmente independentes do ponto de
vista de minimizacdo, sendo entdo apenas necessarias duas buscas ternarias para a
atualizacéo dos prototipos como desejado nessa fase.
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Passo 2: ponderacao

A paticio PV = (P!, .. ,P'"") anterior e o vetor de protétipos
g =1(g\",...9") sdofixados.
O novo fator de relevancia das varidveis 6 = (d)/,...,0)))(I1=1,...,c) sfo
atualizados segundo aférmula:

[ & [V ™ r ] ol
oY = {HQZ;QXP 2T° 'Ha"h_alh +‘bih_blh b
j gexp —<V<(f(2);)2<t1,>>,1)>2J1'[au_a?l;>+‘bu_b—m

Passo 3: particao

O vetor de protétipos ¢’ = (g!',...,g") e o vetor de relevancia das variaveis

0! = (8", ...,0")(I=1,...,c) sofixados. Iniciamente a nova partico é uma réplica

da anterior segundo a operacdo p"'« p'~! | que depois é atualizada segundo as
seguintes operacoes:

fori—1..ndo:
(t)
encontre o grupo C,’ que o x; pertence e

encontre o grupo vencedor C(r” tal que

r=(f(x,))" = Minimo(1<h<c) ZC: exp —M -d, (xl.,ggt))]
= 2T J
if r # mthen:
CVeClux,
CYeClU\ x,

Os individuos sdo particionados para 0s grupos mais préximos como foi feito na
etapa dainicializac8o sO que dessa vez com 0s Novos prototipos que foram encontrados
na fase representacéo.

Critério de parada

Se T=T,,,(t=N,,—1) entdo PARE; caso contr&io atualize t—t+1 e
volte ao passo 1.
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4. Resultados experimentais

Para mostrar maior estabilidade da funcéo de distancia de Manhattan sobre a
Euclidiana, experimentos foram realizados comparando o desempenho das duas técnicas
sobre uma mesma configuragdo dos dados. Os datasets utilizados para nas simulagdes
s80 dados reais que se encontram disponiveis na Internet através do UCI Machine
Learning Repository [21]. Os critérios de comporacdo utilizados para fazer uma relacéo
entre 0 desempenho dos métodos formam os indices de validagdo do erro global, o
coefiente de Rand (CR) e a F-measure.

Um fator importante a ser levado nessas simulagdes s0 0S parametros de
entrada, eles causam grande influéncia nos resultados dos agrupamentos [7], os valores
de T-minimo e T-maximo foram escolhidos de forma a garantir a principal ideia de sua
influéncia, onde inicialmente todos os individuos tenham uma grande influéncia entre si
sem levar muito em consideragéo o fator de vizinhanga, esse fator vai diminuindo com o
decorrer do agoritmo até o final onde se torna muito relevante.

A implementacdo dos agoritmos foi feita em C++ [5], o cdigo completo esta
disponivel no apéndice, por razfes de eficiéncia e resposta dos resultados e também
pelo seu grande poder de expressdo. Mulitas configuragOes foram tentadas para escolha
dos melhores agrupamentos que serdo exibidos nesse capitul o para cada dataset.

4.1. IrisDataset

Esse dataset consiste em trés tipos da planta Iris: Iris Setosa, Iris Versicolour e
Iris Virginica. Cada uma das trés classes contém 50 insténcias. Cada um desses
individuos esta descrito segundo um valor numérico de quatro de suas caracteristicas
que sdo: (1) comprimento da sépala, (2) largura da sépala, (3) comprimento da pétala e
(4) largura da sépala, todos em centimetros.

Tabela 2 indica os paréametros utilizados na execucdo das simulagdes sobre o
Iris, 0 nimero de inicializagbes indica quantas vezes o algoritmo foi executado, 0s
demais sdo os parametros em sim do arquivo de configuracéo da simulagéo. De todas as
inicializacBes é selecionada dentre elas a que produz o menor vaor de critério dos
algoritmos, assim como 0 agrupamento proposto, os indices de validacéo, e o fator de
relevancia das variéveis.

Tabela 2. Lista de par&dmetros da execucéo do Iris

Parametro Valor
NUmero de inicializacdes 100
NUmero de iteractes 150
T-minimo 0.190
T-méximo 100.000
Dimensdes do grid 4x4
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Tabela 3. Resultados com o Iris original

Funcgéo Errogloba  CR F
L1 0.107 0.658 0.818
L2 0.120 0.646 0.819
L1comfator  0.053 0.803 0.922
L2 comfator ~ 0.033 0.639 0.766

Inicialmente foi feita a execucdo sobre os dados originais do Iris sem alteracédo,
os resultados podem ser analisados na tabela 3, o desempenho foi bem préximo entre as
abordagens da disténcia de Manhattan (L 1), e a Euclidiana (L 2), algumas tem o fator de
relevancia nas variaveis. A proxima parte dos testes foi fazer alteragbes sobre uma
variavel em uma quantidade fixa de individuos em cada classe, seu valor foi aterado
por um fator multiplicativo, a que apresentou maior influéncia na proposta de
agrupamento foi a primeira delas, o comprimento da sépala, os resultados na tabelas 4
mostram o comportamento dos indices de validacdo de acordo com a ateracdo dos
individuos em cada classe, a tabela 5 mostra com apenas um deles. Com apenas um
fator de 7 em 7 individuos dos 50 em cada classe como ou com o fator de 700 em
apenas 1 o comportamento da distancia Euclidiana ndo foi muito bom para produzir
uma particdo dos dados sobre 0 mapa, todos eles ficaram praticamente em um Gnico
grupo, isso justifica o erro global de 67%, ja que cada classe apresenta-se como 33%
dos dados.

Tabela 4. Iris modificado na variavel 1 com fator multiplicativo 7

Quantidade
Ziie?g(ij\gsdggrs Funcdo  Erro global CR F
classe
Manhattan 0.027 0.643 0.750
! Euclidiana  0.120 0.704 0.880
Manhattan 0.033 0.631 0.737
2 Euclidiana  0.347 0509 0.750
Manhattan 0.067 0.227 0.410
3 Euclidiana 0.353 0493 0.744
Manhattan 0.080 0.264 0.456
> Euclidiana 0.367 0461 0.729
. Manhattan 0.033 0.458 0.652

Euclidiana 0.667 -0.004 0.480
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Tabela 5. Iris modificado na variavel 1 com fator multiplicativo 700

Quantidade
deindividuos
alterados por

classe

Funcdo  Erro global CR F

Manhattan 0.033 0.635 0.750

Euclidiana 0.667 -0.001 0.497
Mais detalhes do resultado da classificacdo da tabela 3, com a alteracdo de 7

individuos podem ser melhor observados nas matrizes de confusdo e nos mapas dessa
simulacdo gque estéo nastabelas 6, 7, 8 e 9.

Tabela 6: Matriz de confusdo L1 sem fator no Iris modificado em 7 individuos

Grupo\Classe 1 2 3
1 0 25 O
2 0 4 15
3 0O 0 17
4 0 0 17
13 32 0 O
14 8 0 O
15 0O 4 O
16 0o 17 1

Tabela 7. Mapa da L1 sem fator no Iris modificado em 7 individuos

25 19 17 17
O 0 O O
O 0 O O

32 18 4 18

Tabela 8. Matriz de confusdo L2 sem fator no Iris modificado em 7 individuos

Grupo\Classe 1 2 3
1 43 43 43
16 7 7 7
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Tabela 9. Mapa da L2 sem fator no Iris modificado em 7 individuos

129 0 0 O
O 0 O
0O 0 O
0O 0 21

4.2. LibrasDataset

Esse dataset consiste em de 15 classes que s&o 0s movimentos mais comuns em
LIBRAS (Lingua Brasileira de Sinais), figura 4, cada classe contém 24 instancias. A
descricdo de cada um desses objetos foi obtida pela conversdo de filmagens desses
movimentos feitos por 4 pessoas diferentes durante 2 sessdes para uma representacdo de
bidimensional de 45 pontos através das coordenadas (x;, y;) deles ordenados de
acordo com o desenho do caminho do movimento extraido do frame com seu valores
normalizados no espaco unitario.

|l—r O ©
— | 3 s
U/

Figura 4. Movimentos mais comuns do LIBRAS

Tabela 10 indica os parametros utilizados na execucéo das simulagdes com o
LIBRAS, da mesma forma que no Iris é selecionada dentre todas as inicializacbes
aquela que produz o menor valor de critério dos algoritmos e as outras informagdes que
sS40 relevantes para a sua anaise

Tabela 10. Lista de parametros da execucdo do LIBRAS

Pardmetro Valor
NuUmero de inicializacOes 10
NUmero de iteragdes 150
T-minimo 0.200
T-méximo 10.000
Dimensdes do grid 10x10
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Tabela 11. Resultados do LIBRAS

Funcéo Erroglobal CR F
L1 0.181 0.217 0.405
L2 0.814 0.077 0.243
Ll1comfator  0.319 0.199 0.413
L2 com fator 0.781 0.120 0.270

Os resultado da simulac&o encontram-se natabela 11, a taxa de erro da distancia
L2 foi quase 5 vezes maior que o daL 1. Uma visualizagdo do mapado L1 sem fator de
relevancia foi montada para mostrar a relacéo de aproximacdo entre 0S movimentos
dentre desse grid exibido figura 5, alguns dos grupos isolados podem ser vistos a seguir

nafigura6.
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Figura 5. Mapa de visualizagcdo do LIBRAScom o L1 sem fator de relevancia
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Figura 6. Grupos 41,42,51 e 52 com seus individuos

Nessas imagens podemos notar proximidade entre os individuos em cada grupo
como também em grupos vizinhos e maior diferenca entre eles de acordo com a
distancia que é um dos resultados expressos pelo SOM, ndo é perfeito pelos valores dos
indices e visualmente pelo grupo 42, mas € bom o suficiente para explorar proximidade
entre movimentos do LIBRAS por exemplo.

4.3. Wine Dataset

Esse dataset consiste em trés classificagdes de vinho particionados em 59, 71 e
48 itens. Cada um desses individuos esta descrito segundo um valor numérico de treze
de seus componentes quimicos. acool, &cido mélico, magnésio, etc. N&o € um dataset
muito desafiador, mas mostra que o comportamento da distancia Euclidiana pode ser
superior a de Manhattan como é mostrado nos resultados abaixo na tabela 13.Tabela 1,
apresentado a taxa de erro quase nula para a versdo L2 com ponderacdo. As
configuragdes utilizadas nessa simulagéo estdo apresentadas abaixo natabela 12.

Tabela 12. Lista de parametros da execuc¢édo do wine

Parametro Vaor
NuUmero de inicializagcoes 200
NUmero de iteracdes 150

T-minimo 0.200

T-méaximo 10.000
Dimensdes do grid 5x5

Tabela 13. Resultados com o wine

Funcéo Erroglobal CR F
L1 0.230 0.083 0.309
L2 0.241 0.075 0.282
L1comfator  0.034 0.328 0.587
L2 comfator  0.006 0.215 0.457
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5. Conclusdo etrabalhos futuros

O objetivo desse trabalho foi a proposta de uma algoritmo baseado no SOM
utilizando a fungcdo de Manhattan em vez da Euclidiana por apresentar mais estabilidade
e menor sensibilidade sobre dados com outliers.

Tomando base dos resultados obtidos através de bases de dados conhecidas e por
outras simulacdes podemos ver um comportamento mais robusto da distancia de
Manhatan sobre dados com valores modificados. O fator de relevancia nem sempre
gudou uma melhoria no resultado do agrupamento além de apresentar certa
instabilidade em alguns dados, deve ser analisado bem o seu uso em alguma aplicacéo.

Como trabalhos futuros uma abordagem que possivelmente pode melhorar
alguns agrupamentos seria 0 desenvolvimento de um modelo mantendo a distancia L1
s6 que com uma abordagem de agrupamento fuzzy, bem como estender ela para uma
versao com ponderacdo adaptativa.
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Apéndice A. Source code e M akefile
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g++ Tg.cpp -o L1-Relewvance -02 -D FUNC L1 -D RELEVANCE -D DETAILED

g++ Tg.cpp -0 L2-Relewvance -02
-02

dos mesmos com resultados mais detalhados em

ém uma versao

g++ Tg.cpp -o L1-Normal

g++ Tg.cpp -o L1-Normal
g++ Tg.cpp -o L2-Normal
g++ Tg.cpp -o L1-Normal
g++ Tg.cpp -o L2-Normal

all:
detailed:
outro:

2
3
4
5
B
¥
10
11
13
14
Figura 7. A configuracdo do makefile para a geragdo dos executaveis

Os algoritmos que foram usados nesse trabalho foram produzidos segundo a

compilacdo do makefile nafigura 7, nele os 4 programas, L1 ou L2 e sem ou com fator

cada interacdo em detailed.

de relevancia, e tamb
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