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Resumo

O crescimento da necessidade de acesso a informações mantidas em bases de dados multidimensionais tem atualmente motivado pesquisadores a buscarem soluções mais rápidas e menos custosas para realização deste acesso. A materialização desses dados pode ajudar no alcance deste objetivo. Porém, devido a limitações de espaço e tempo, não se pode armazenar o resultado de todas as consultas possíveis. Por isso, é importante definir que partes dessas estruturas multidimensionais devem ser de fato materializadas.


Este trabalho propõe um método que atua sobre históricos de acessos feitos a uma base de dados multidimensional, definindo uma prioridade sobre os tipos de informações que devem ser materializadas para otimizar o processamento de consultas em bases de dados multidimensionais. Essa prioridade é definida com base nas consultas mais freqüentes feitas pelo usuário e em consultas consideradas mais importantes, definindo assim, um perfil de usuário. A importância das consultas é definida de forma aleatória, uma vez que é considerado que tal informação pode ser obtida do levantamento de requisitos de uma aplicação, enquanto que a freqüência é obtida a partir de um registro histórico de transações de acesso a bases de dados multidimensionais. A partir destes dois critérios, importância e freqüência de consultas multidimensionais, e do custo de armazenamento de visões multidimensionais, um algoritmo baseado em metaheurísticas é usado para a escolha do que materializar, tendo como objetivo otimizar o processamento de consultas multidimensionais. 
 
Palavras-chave: base de dados multidimensionais, materializações, assinaturas, históricos de consultas, perfis de usuários, metaheurísticas.
Abstract

The growing need for accessing information stored in multidimensional databases has currently motivated researchers to seek for faster and less costly solutions to achieve this access. The materialization of such data may help in the achieving this goal. However, due to a limitation of both storage space and processing time, the storage of all possible queries seems to be prohibitive. As a result, it is important to define which parts of these data multidimensional structures should really be materialized.

This study proposes a method that works on historical accesses made to a multidimensional database, setting a priority on the types of information that must be materialized to optimize the processing of queries in multidimensional databases.  This priority is defined according to the most frequent queries made by a given user and to queries that are seen as the most important ones to him, defining thus, a user profile. The query importance is set at random, since it is considered that such information can be obtained from the requirements elicitation of an application, while the frequency is obtained from a historical record of access transactions submitted to multidimensional databases. From these two criteria, importance and frequency of multidimensional queries, and from the cost of storing multidimensional views as well, an algorithm based on meta-heuristics is used for selecting which data should be materialized, aiming to optimize the processing of multidimensional queries.
 

Keywords: multidimensional databases, materializations, signatures, historical queries, user profiles, meta-heuristics. 
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Capítulo 1 -  Introdução

1.1 Contextualização
É possível perceber como as organizações de hoje estão cada vez mais dinâmicas em seus ambientes de trabalho com relação às informações gerenciadas por elas. Os sistemas gerenciadores de dados usados no desenvolvimento de aplicações que registram as transações do dia-a-dia destas organizações mantêm dados que são voláteis e por isso, podem ser modificados ou apagados com muita freqüência e em curtos intervalos de tempo [7]. Estes sistemas computacionais abrangem um conjunto de aplicações OLTP (On-Line Transaction Processing) e auxiliam na execução de tarefas do dia-a-dia de uma empresa, como por exemplo, no cadastro de um novo cliente, nos registros de compras, no armazenamento de informações sobre a produção de uma peça, dentre outras. Por outro lado, as tarefas voltadas para o suporte à decisão são realizadas por aplicações de processamento analítico. Estas aplicações caracterizam-se por realizar complexas consultas, acessando milhões de registros por vez, e realizando diversas varreduras sobre os dados e custosas operações de junções e agregações. Além disso, suas consultas incidem principalmente sobre dados históricos, sumarizados, consolidados e não variantes no tempo. Portanto, é essencial maximizar o desempenho de consultas de suporte à decisão destas aplicações analíticas.
Para realizar análises variadas sobre dados gerados por diversas aplicações, Sistemas de Suporte à Decisão (SSD) [14] [16] são geralmente utilizados. Um SSD é um sistema computacional interativo e integrado, que possui ferramentas analíticas e capacidades de gerenciamento da informação, auxiliando tomadores de decisão na solução de problemas relativamente grandes e não estruturados. 
Os sistemas de Data Warehouses (DW) são exemplos de SSD e são comumente utilizados no cruzamento dos dados e na navegação em diferentes perspectivas de análise. A base de dados mantida por tais sistemas é chamada de armazém de dados, na qual os dados são estruturados de acordo com um dado tema de negócio e por isso, é dita ser orientada por assunto, favorecendo a manipulação de um grande volume de dados e o processo de tomada de decisão [8] [9].
DW permite que tomadores de decisão de uma empresa tenham uma visão multiperspectiva dos dados, porque esses repositórios representam a informação de maneira multidimensional. Essa representação facilita a navegação pelos dados, pois eles se encontram organizados hierarquicamente. Um exemplo muito comum é a hierarquia de tempo. Pode-se dividir o mesmo em níveis como dia, mês e ano. Essa divisão dos dados em níveis hierárquicos é importante para o processamento de consultas multidimensionais porque possibilita a visualização dos resultados das consultas sobre diferentes perspectivas de análise. 
Os dados de um DW são modelados de forma multidimensional. Isto inclui a especificação de: (1) medidas, que geralmente possuem valores numéricos e representam o desempenho de uma dada atividade de negócio sendo modelada e (2) dimensões que representam o contexto de visualização das medidas. Uma medida numérica pode ser definida como uma função de suas dimensões correspondentes, representando um valor no espaço multidimensional. Uma dimensão é descrita por atributos, sendo que cada atributo pode ter um relacionamento com outros atributos da dimensão por meio de hierarquias [23]. Por exemplo, em uma aplicação para a área de saúde, a medida numérica relativa ao índice de infestação da Dengue pode ser determinada pelas dimensões semana epidemiológica, cidade e faixa etária. A dimensão cidade pode ser expressa pela hierarquia de atributos cidade ( estado ( país, sendo que cidade é o atributo de menor granularidade, enquanto que país é o atributo de maior granularidade.  

A organização dos atributos de uma dimensão em níveis hierárquicos permite a estruturação dos dados de um DW em diferentes níveis de agregação, desde um nível inferior que possui dados detalhados obtidos do ambiente transacional da empresa, até um nível superior que possui dados sumarizados. Também podem existir vários níveis intermediários entre estes dois níveis, representando níveis de agregação crescentes. A definição destes níveis de agregação permite que medidas numéricas sejam analisadas segundo diferentes perspectivas de análise.
Os dados relativos a diferentes níveis de um DW constituem conjuntamente uma estrutura de dados cuja metáfora visual corresponde a um cubo de dados. Os conceitos de grafo de derivação e lattice de visões são usados para representar um cubo de dados. Um grafo de derivação G é um par (V,E) de conjuntos disjuntos de vértices V e arestas E. V(G) representa um conjunto de agregações (i.e., visões), enquanto E(G) representa um conjunto de relações de dependência entre estas agregações. Cada vértice do grafo agrega medidas numéricas sobre as dimensões presentes naquele vértice, sendo nomeado com base na granularidade do atributo de cada uma dessas dimensões. As consultas analíticas realizadas por meio de ferramentas OLAP (On Line Analytical Processing) possibilitam a navegação sobre o cubo de dados e a visualização dos valores das medidas sobre diferentes níveis de detalhe e visões multidimensionais [1] [3]. 

O trabalho descrito neste documento propõe um algoritmo de materialização de visões multidimensionais que se baseia em metaheurísticas definidas a partir da freqüência e da importância de consultas feitas pelos usuários e pelo custo de armazenamento das visões analisadas a fim de otimizar o processamento de consultas multidimensionais. Resultados experimentais sobre a comparação do algoritmo proposto e outras abordagens existentes são também mostrados.
1.2 Motivação
Dado o número de agregações possíveis que podem ser realizadas pelos usuários de um cubo de dados e o grande custo de armazenamento de todas elas, é de fato importante que se materialize uma parte destas visões materializadas [7]. Porém, pode ser que a materialização escolhida não seja tão eficaz, especialmente ao se computar o custo de obtenção da mesma e a economia de tempo de acesso obtida com a materialização dos dados do cubo OLAP. Além disso, a materialização prévia de alguns destes dados pode ser considerada desnecessária se poucas ou nenhuma consulta é feita sobre eles após um longo período de tempo.
Sendo assim, é interessante o uso dos chamados Perfis de Usuários. Um perfil de usuário, de maneira geral, é um conjunto de informações de contexto [28] do usuário que, neste trabalho, correspondem aos dados mais freqüentemente acessados por ele e mais relevantes para o domínio da aplicação dele. Ele é usado para que seja guardado no sistema, o comportamento de tal usuário em determinada aplicação. O usuário estabelece gradativamente uma identificação padrão no histórico de consultas submetidas, definindo assim, uma assinatura própria para uma dada aplicação. Tais assinaturas facilitam o traçado de perfis para usuários, conforme consta em [4].
A vantagem do uso de perfis de usuários na geração de visões multidimensionais consiste em escolher partes da estrutura do cubo para serem materializadas com base em informações de contexto do usuário. Com eles, é possível identificar quais consultas são mais freqüentes e de maior valor para um dado usuário. Assim, analisando-se as hierarquias do cubo que estão presentes em tais consultas, objetiva-se materializar apenas o que será provavelmente ou mais freqüentemente consultado de fato. 
Um fator a se observar é a questão do espaço de armazenamento ocupado pelas visões dos dados do cubo. Não basta apenas materializar os dados para ganhar em tempo de acesso aos mesmos. É preciso também considerar o limite de armazenamento que o sistema de disco usado permite [5] [7]. Sendo assim, torna-se necessária a análise tanto do custo-benefício de materializar partes do cubo de dados como do tamanho ocupado por cada uma delas.

1.3 Objetivos
A materialização completa do cubo de dados seria muito interessante pela necessidade do acesso a diversas agregações e a diferentes partes do cubo. Porém, isso é um esforço inviável por causa do alto custo de armazenamento que esse processo de materialização requer [5]. 

Assim, o objetivo deste trabalho é identificar as materializações mais adequadas para cada perfil de usuário que é definido por seu histórico de consultas em uma determinada aplicação. Assim, as materializações cujas hierarquias envolvidas possuam uma boa freqüência de utilização no histórico de consultas de um usuário, uma importância relevante para um dado domínio de aplicação e que levem em conta a capacidade de armazenamento exigida pelo sistema, são construídas.
 No presente trabalho, adotar-se-á o algoritmo GRASP (Generic seaRch Algorithm for the Satisfiability Problem) [6] para selecionar os componentes a serem materializados. Este algoritmo é uma metaheurística que, apesar de não garantir uma solução ótima para o problema, exige um baixo custo de processamento e devolve resultados próximos do ótimo segundo consta em [6]. A realização de testes experimentais para validar o algoritmo proposto e compará-lo com outras abordagens existentes é parte também do objetivo do trabalho aqui descrito.
1.4 Estrutura da Monografia
Os assuntos que serão abordados ao longo dos capítulos que seguem estão organizados da seguinte maneira:
· Capítulo 2 – Fundamentação Teórica: este capítulo introduz os conceitos básicos necessários ao entendimento da solução proposta para o problema de seleção de visões multidimensionais. Informações sobre Data Warehouse, OLAP, Metaheurísticas, GRASP e o Problema da Mochila são assuntos também abordados neste capítulo. Alguns trabalhos correlatos também são detalhados neste capítulo.
· Capítulo 3 – Processo de Seleção de visões multidimensionais: este capítulo descreve o processo de seleção de visões multidimensionais baseada em perfis de usuários e no algoritmo GRASP. Neste capítulo, a definição das metaheurísticas consideradas no estudo aqui descrito e o algoritmo responsável pela implementação deste processo de seleção de dados multidimensionais são dados.
· Capítulo 4 – Análise Experimental: capítulo responsável por detalhar o experimento realizado para comparação entre a nossa proposta de seleção de visões multidimensionais e outras abordagens. Aqui são vistos detalhes importantes do processo de experimentação do algoritmo de materialização proposto. Alguns resultados obtidos também são mostrados.
· Capítulo 5 – Conclusão: este capítulo encerra a descrição sobre o trabalho realizado, exibindo as principais contribuições e algumas indicações de trabalhos futuros. 
Capítulo 2 -  Fundamentação Teórica

1.5 Introdução
O objetivo deste capítulo é esclarecer os conceitos básicos necessários para que haja uma melhor compreensão do trabalho realizado. 
Este capítulo está organizado como segue. Na Seção 2.2, uma visão geral do que é um DW é dada, incluindo uma discussão sobre suas características principais e aspectos importantes sobre modelagem de dados, construção da base de dados multidimensional e processamento de consultas em DW. Na Seção 2.3, são abordados conceitos relacionados ao projeto de algoritmos baseados em metaheurísticas. A Seção 2.4 explica o problema da mochila que está relacionado ao estudo descrito neste documento. A Seção 2.5 discorre sobre o algoritmo GRASP usado no trabalho realizado, enquanto que a Seção 2.5 aborda alguns trabalhos relacionados à proposta de materialização de cubos aqui descrita. Finalmente, a Seção 2.6 exibe as considerações finais do capítulo.

1.6 Data Warehouse
O processo de Data Warehousing é o responsável pela criação e utilização de um DW. Primeiramente, os dados são extraídos de múltiplas fontes, internas ou externas. Depois, eles passam por um processo de limpeza e padronização para então, serem carregados no DW. Por último, esses dados são acessados e utilizados em tomadas de decisões estratégicas de uma empresa por meio de ferramentas OLAP [20] [11] [18].
Kimball, em [9], afirma que DW é um conjunto de técnicas e ferramentas de projeto, que, quando aplicadas às necessidades específicas dos usuários e aos projetos de bancos de dados, auxiliam o planejamento e a construção do DW. Assim, um DW é um banco de dados integrado não volátil que tem a função de dar suporte a gerentes de organizações no processo de tomada de decisão e na análise dos dados de uma empresa.
Já Inmon, em [8], diz que tais repositórios são coleções de dados integrados, não voláteis, orientados a assunto, variáveis no tempo,  e usados para dar suporte ao processo gerencial de tomada de decisão. 

· Integrado: Como visto no processo de criação do DW, a integração ocorre na passagem dos dados das fontes externas ou internas para o DW propriamente dito. Para acontecer tal integração, os dados passam por uma padronização e limpeza para que não haja inconsistências ao serem carregados;
· Não Volátil: Essa característica se resume pelo fato de que os dados, uma vez carregados e integrados na base, não são mais alterados. Para alterá-los, é necessário realizar uma nova carga no DW;
· Orientados a Assuntos: Os dados são estruturados de acordo com uma dada atividade de negócio ou tema de interesse de um usuário. As informações não são organizadas apenas para garantir o gerenciamento de transações de acesso ao banco de dados da aplicação modelada como em ambientes operacionais (i.e. OLTP);
· Variante no Tempo: Os dados do DW não são atualizáveis e se referem a um período de tempo especificado. Sendo assim, um histórico dos mesmos é mantido.
1.6.1 Granularidade dos Dados
Outro aspecto importante de um DW é a granularidade dos dados. Quanto menos detalhados são esses dados, maior nível de granularidade eles possuem. A quantidade armazenada de informações e o tipo de consulta a ser respondida são fatores influenciados diretamente pela granularidade [9]. Quanto menor for o nível de granularidade, é possível responder a um maior número de consultas, porém, o espaço de armazenamento necessário é maior do que se fosse escolhido um nível de granularidade mais alto.  
Na Figura 2.1, é possível perceber essa diferença com relação à granularidade dos dados ilustrados nesta figura. Na base de nível de granularidade mais baixo, se tem mais detalhes das vendas dos produtos pelo fato da informação estar registrada por data da venda. Já na base de maior nível de granularidade, esse dado se dá por mês, o que deixa a informação sobre as vendas realizadas, menos detalhadas. 
Um exemplo de consulta que não seria respondida pela base de maior granularidade é “Quantas bolas foram vendidas no dia 5 de Janeiro de 2010?”, pois essa informação está incluída no somatório das vendas do mês de Janeiro.
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Figura 2.1: Níveis de Granularidade (Adaptada de [29])
A motivação para disponibilizar os dados da maneira mais detalhada possível é que isso implica em um aumento do universo de consultas que podem ser processadas. Já dados compactados são mais facilmente acessados e tendem a minimizar recursos computacionais. Sendo assim, uma alternativa para se obter as soluções no nível detalhe que se deseja, é fazer a materialização da base de acordo com o que é de fato consultado pelo usuário. 

Diferentemente de sistemas operacionais, que são baseados em bancos de dados relacionais normalizados [19], sistemas de DW são baseados em um modelo dimensional, que estrutura os dados para garantir um alto desempenho de acesso, otimizando o processamento analítico. Aspectos importantes sobre a criação do modelo dimensional do DW são dados a seguir,
1.6.2 Modelo Dimensional de um Data Warehouse
A elaboração do modelo de dados é muito importante para a construção de uma base de dados. Diferentemente dos modelos relacionais que visam remover redundâncias de informações, os modelos dimensionais são redundantes para facilitar a navegação dos dados e otimizar o processamento de consultas. Alguns objetivos destes modelos são dados a seguir.
· Apresentar os dados em uma estrutura intuitiva, permitindo um bom desempenho de acesso ao banco de dados.

· Fornecer uma imagem global da realidade do negócio no qual o modelo está sendo aplicado;

· Exibir as informações da base nos níveis desejados de detalhes, podendo ter um nível alto ou baixo de granularidade;

· Realizar a integração de dados de fontes variadas em um único repositório para facilitar a geração de relatórios de análises em uma companhia;
O modelo dimensional de um DW é composto por uma tabela de fatos e por tabelas de dimensões. A tabela de fatos é a principal tabela do modelo, pois possui as medidas numéricas referentes ao desempenho de uma dada atividade de negócio da organização, como por exemplo, a quantidade vendida de um determinado produto ou o valor da venda. Além disso, a tabela de fatos possui dados de contexto. Tais dados são as chaves estrangeiras referentes às tabelas de dimensões relacionadas. Em um DW com informações sobre as vendas de uma empresa, as dimensões “Data”, “Produto” e “Loja” representam os dados de contexto que caracterizam os valores das medidas de desempenho relativas às vendas (e.g. quantidade vendida por produto ou valor das vendas por loja e para o mês de dezembro).
A tabela de fatos geralmente possui como chave primária, a composição das chaves estrangeiras. Tais chaves estrangeiras juntamente com os dados de medidas formam os fatos da tabela. 

Já as tabelas de dimensão se referem ao contexto no qual os fatos estão inseridos, ajudando a classificá-los. Alguns exemplos de dimensões possíveis num modelo dimensional são “Data”, “Produto”, “Fornecedor” e “Cliente”. Sendo assim, os dados podem ser classificados por um tempo específico, por um dado cliente, por um produto ou por um fornecedor. Tabelas de dimensão possuem uma chave primária, uma ou mais hierarquias e alguns atributos. Desses atributos, alguns podem ser numéricos (e.g. peso), mas eles são simplesmente descritivos, não representando medidas de desempenho como ocorre na tabela de fatos.
Existem dois tipos de modelos dimensionais de DW, o Modelo Estrela e o de Flocos de Neve. No primeiro, as tabelas de dimensão se relacionam diretamente com a tabela de fatos. Isso pode fazer com que as tabelas de dimensão sejam desnormalizadas por guardar dados de forma redundante. No modelo flocos de neve, há a preocupação com a normalização das tabelas. Assim, as dimensões se relacionam com outras tabelas além da tabela de fatos para evitar o armazenamento redundante de dados. Porém, o ganho de espaço de armazenamento é pouco relevante comparado à complexidade resultante e ao custo de junções entre tabelas que é necessário ao realizar consultas nas bases de dados multidimensionais [17]. Por isso, a maioria das aplicações de DW organiza seus dados de acordo com o esquema estrela.

1.6.3 OLAP e Cubo de Dados
Para exemplificar as operações aplicadas aos dados do DW e visualizar seus resultados, faz-se uso de uma metáfora de uma abordagem multidimensional chamada de cubo de dados [5]. Em um cubo, os dados são manipulados de maneira mais rápida e fácil pelo fato de permitir agregações em diferentes níveis de hierarquias [15]. As faces do cubo mostram o contexto de análise que é representado pelas dimensões associadas a um determinado fato em questão. 

Em um modelo multidimensional simplificado, por exemplo, considera-se uma tabela de fatos sobre vendas de produtos envolvendo as dimensões “Cliente”, “Produto” e “Fornecedor”. Cada tupla nessa tabela representa o valor da venda de algum produto que é vendido para algum cliente por um dado fornecedor. Sendo assim, diferentes tipos de análises possíveis sobre esses dados podem ser feitas. O cubo de dados, responsável por possibilitar essas análises, consiste, nesse caso, nas três dimensões acima e cada célula corresponde a um conjunto único de valores sobre as vendas relacionadas às suas dimensões. A Figura 2.2 mostra, para esse exemplo, um cubo com quatro clientes, seis produtos e quatro fornecedores. 
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Figura 2.2: Um exemplo de cubo de dados
Para obter as vendas dos produtos de cada fornecedor, por exemplo, é necessário realizar uma agregação sobre a dimensão cliente com relação aos diferentes produtos e fornecedores, resultando no cubo (-, p, f), onde o símbolo “-” representa que a dimensão cliente, que não foi usada como critério de restrição na análise (Figura 2.3). 
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Figura 2.3: O cubo (-, p, f) derivado do cubo da Figura 2.2
Da mesma maneira, é possível realizar agregações combinando as três dimensões de modo para obter oito possíveis visões de dados. O relacionamento entre estas oito visões pode ser modelado em uma estrutura de treliça mostrado na Figura 2.4. As arestas entre dois vértices representam uma relação de dependência de uma visão com relação à outra. Diz-se que uma visão “Ci” é dependente do outra “Cj” se uma consulta respondida por “Ci” é também respondida por “Cj” e o contrário não é verdade [25]. Um exemplo de tal dependência pode ser visto nas visões (-, p, -) e (-, p, f) da Figura 2.4. Os valores das vendas de cada produto são encontrados nas duas visões, porém, se houver alguma restrição com relação aos fornecedores, apenas a segunda visão poderá ser usada no processamento. Logo, a visão (-, p, -) depende da visão (-, p, f).  
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Figura 2.4: Estrutura de treliça com oito visões de dados
Os dados de um DW são acessados por meio de ferramentas OLAP 
que proporcionam a realização, em tempo real, de consultas analíticas a um DW. É possível navegar entre diferentes níveis das dimensões existentes para obter as medidas da tabela de fatos classificadas da maneira desejada [1] [2].
1.7 Metaheurísticas
Heurística é usada em algoritmos que acham soluções possíveis para um dado problema. Tais abordagens não possuem a garantia de obtenção da solução ótima, ou seja, elas não necessariamente obtêm as melhores soluções dentre as possibilidades existentes. Porém, algoritmos que usam heurísticas acham frequentemente soluções muito próximas da ótima, além de fazê-lo de forma rápida e fácil.
O uso de heurísticas aplica-se em problemas que se deseja obter respostas com um grau de precisão bom. Porém, em problemas nos quais a solução obtida deve ser necessariamente a melhor, o uso de heurísticas não é adequado.

Metaheurísticas por sua vez, têm o objetivo de melhorar uma possível solução encontrada a partir de uma heurística pré-definida, ajudando a encontrar soluções mais próximas da ótima para um dado problema. As metaheurísticas adotam estratégias sobre um subconjunto de soluções possíveis, testando quais são as melhores entre elas.
Conforme visto em [21], há dois tipos de metaheurística, a baseada em busca populacional e a baseada em busca local. A primeira leva em consideração um conjunto de boas soluções e as combinam com a intenção de obter uma solução melhor. Já no algoritmo baseado em busca local, algumas soluções vizinhas ao conjunto de boas soluções também são consideradas para que sejam comparadas com as previamente selecionadas.
A busca local foi a estratégia adotada no trabalho aqui descrito para otimizar o algoritmo GRASP na resolução do problema de seleção de visões multidimensionais, que é bastante semelhante ao problema da mochila detalhado na próxima seção. Essa escolha se deu pelo fato de que boas soluções já são geradas antes do processo de otimização. Sendo assim, a busca local testa algumas soluções vizinhas para verificar se a inclusão delas implica em uma melhora no conjunto de soluções finais ou não.
1.8 O Problema da Mochila 
O problema de seleção de visões materializadas segue as mesmas características do Problema da Mochila [12]. Esse problema é caracterizado por uma situação na qual se deseja preencher uma dada mochila de capacidade limitada com itens de diferentes pesos e valores [22]. A solução para o problema é maximizar o valor guardado na mochila sem ultrapassar o limite imposto pela sua capacidade de armazenamento [12] como mostrado na Figura 2.5.
Nesse trabalho, a capacidade da mochila corresponde ao limite imposto pelo sistema para armazenar as visões multidimensionais e os itens da mochila são as visões que serão selecionadas. Essas visões são obtidas a partir dos dados das dimensões e dos níveis envolvidos em um perfil de usuário por meio das consultas realizadas à base. O peso de cada item dessa mochila é o tamanho ocupado pela visão selecionada e o valor do item é o chamado benefício da visão, uma combinação da freqüência com que ela é usada e da sua importância para a aplicação.
Existem alguns algoritmos direcionados para a resolução ótima do problema da mochila como os algoritmos encontrados na área de Programação Dinâmica [22], porém o seu uso não é vantajoso por ser um algoritmo complexo e por exigir um tempo alto de execução. Também é possível fazer uso de outras técnicas voltadas para a obtenção de soluções aproximadas e menos complexas. É o caso dos algoritmos gulosos e dos baseados em metaheurísticas [12]. Esse último é abordado na próxima seção por meio de uma explicação sobre o GRASP.
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Figura 2.5: O Problema da Mochila (Adaptada de [12])
1.9 GRASP – Greedy Randomized Adaptive Search Procedures

De maneira geral, a metaheurística GRASP se baseia em um algoritmo iterativo probabilístico [13]. Isto implica que em cada iteração do GRASP, uma solução possível para o problema em questão é obtida. De acordo com o número de iterações definido no algoritmo, é que se define o critério de parada e a quantidade de soluções que serão comparadas na busca da solução mais eficiente. 

O GRASP é dividido em duas etapas. A primeira, a etapa de construção, é responsável por encontrar uma solução viável para o problema a cada iteração do algoritmo. A escolha dessas soluções é guiada por uma abordagem gulosa que sempre seleciona os elementos considerados de maior valor no momento [6], fazendo uma escolha ótima local. Porém, algoritmos gulosos nem sempre conduzem a soluções ótimas globais, o que motiva o GRASP a ser adaptativo. Ou seja, usa-se uma função gulosa como forma de encontrar melhores soluções. 
Ainda na primeira etapa, em cada iteração, uma lista com as melhores soluções para a aplicação é criada, e é chamada de LRC ou Lista Restrita de Candidatos. O critério que define os itens desta lista é justamente a qualidade dos mesmos em relação à função gulosa definida previamente. Escolhe-se então, aleatoriamente, um elemento da LRC e o armazena caso ele seja o melhor entre as escolhas feitas em iterações anteriores. Ao final do GRASP, a melhor solução entre as que estão na LRC é retornada [32]. 

No trabalho em questão, o critério que define se uma solução é melhor do que outra é o benefício de selecionar uma visão. Tal benefício é calculado com base na importância atribuída a ela e na freqüência com que ela aparece no perfil de um determinado usuário por meio de seu histórico de consultas.
A segunda etapa do algoritmo é a de busca local, que visa otimizar as soluções obtidas em cada iteração. Dentre as estratégias existentes para realizar a busca local, a técnica de swap [31] foi escolhida para ser usada em nosso trabalho. Essa técnica tem como objetivo comparar soluções da LRC com soluções que não foram selecionadas para a LRC [31]. Por exemplo, em um swap de um para um, troca-se um item da solução encontrada na iteração em questão do GRASP com um item não selecionado da LRC. Caso a soma dos benefícios das visões se torne maior do que a anterior, a troca desses itens é feita. De maneira análoga, é possível fazer swap de um para dois, de dois para um, de um para três e assim por diante. A escolha do grau do swap resulta em uma melhora diferente em cada aplicação e seu uso é motivado testando-se cada escolha e verificando qual é a mais adequada.
1.10 Trabalhos Correlatos
As tentativas de melhora do tempo de resposta de consultas OLAP a um cubo de dados constituem diferentes abordagens de pesquisa da literatura. O objetivo dessa melhora está no aumento da eficiência de sistemas de processamento analítico de uma organização.
Kanis e Dimitris [24] propõem uma arquitetura de cache, similar à usada em páginas da Internet, para guardar resultados pré-calculados de consultas feitas à base de dados. Para isso, eles propuseram um algoritmo que leva em consideração o grau de relevância de consultas sobre diferentes níveis de agregação. Esse conceito é chamado de goodness e é calculado com base na freqüência, no custo e no tamanho desse conjunto de consultas feitas à base de dadso. Para auxiliar o processo de cache, os autores definiram um servidor OLAP chamado de OCS (OLAP Cache Server). Com ele, as consultas de usuários não são diretamente processadas pelo DW. Inicialmente, elas são enviadas a tais servidores de cache, que verificam se tais consultas já foram processadas previamente. Em caso positivo, a resposta pré-calculada é retornada. Se a resposta da consulta não existir no servidor, a solicitação é processada normalmente no DW.

Já no trabalho de Yang e Chung [25], não se observa o uso de caches. Eles preferem materializar partes do cubo de acordo com um algoritmo genético proposto e usando uma abordagem gulosa para fins de otimização. Porém, o único critério adotado para criar as visões materializadas é o espaço de armazenamento exigido para materialização dos resultados das consultas.
Em [26], o foco está na qualidade das respostas geradas pelo algoritmo de seleção de visões proposto, chamado PickBorders. Este algoritmo tem como objetivo reduzir ao máximo, o custo de armazenamento para realizar as materializações necessárias com base nas dimensões mais frequentemente envolvidas em consultas realizadas previamente.
Em [7], é feita uma avaliação de métodos existentes para a seleção de visões de dados em sistemas OLAP centralizados e distribuídos. Algoritmos gulosos [10] e genéticos [25], procedimentos baseados no conceito de enxame de partículas [27] e simulated annealing [30] são comparados. Além disso, nesses algoritmos, custos de manutenção, exigidos durante o processo de recalibração das visões materializadas, são avaliados. Isso se dá de acordo com os intervalos de tempo com que essas recalibrações ocorrem e com os custos de processamento exigidos.
Dos trabalhos analisados, não foi possível observar o uso da metaheurística GRASP [6] em conjunto à definição de perfis de usuário para geração dinâmica de visões materializadas.

1.11 Conclusão
O desenvolvimento de métodos para a resolução do problema de materialização de visões é uma área de pesquisa que tem sido pesquisada há bastante tempo [8] [16] [24] [26] [27] [28]. O objetivo de tal estudo é materializar os dados multidimensionais de forma cada vez mais eficiente para melhorar o desempenho do acesso a estes dados, de modo que se tenha tempo de execução e custos de armazenamento cada vez menores. 

O trabalho aqui proposto consiste no uso de um algoritmo baseado na metaheurística GRASP que possui como diferencial, a possibilidade de resolver problemas complexos em um baixo tempo de execução, permitindo que o problema de seleção de visões multidimensionais seja possivelmente resolvido de maneira mais eficiente. Essa nova proposta de materialização de visões baseada em GRASP é explicada com mais detalhes no próximo capítulo.
Capítulo 3 -  Algoritmo de Seleção de Visões Multidimensionais baseado em GRASP
1.12 Introdução
O problema a ser resolvido consiste em descobrir que partes do cubo devem ser materializadas. Para isso, propomos que sejam observados, em um dado perfil de usuário por meio de seu histórico de consultas feitas sobre uma base de dados multidimensional, quais dimensões e níveis possuem uma maior importância para um dado domínio de aplicação e são mais freqüentemente consultados em um dado intervalo de tempo considerado.
Neste trabalho, considera-se: (i) a freqüência com que as dimensões e os níveis de consultas OLAP de usuário ocorrem, (ii) a importância deles para a aplicação, e (iii) o espaço de armazenamento exigido para serem materializados no cálculo do benefício e do custo da visão considerada para materialização. Sendo assim, torna-se necessária a adoção de um método ou algoritmo capaz de retornar, baseado em tais critérios, a indicação do conjunto de materializações recomendadas. 
Este capítulo está organizado da seguinte forma. A Seção 3.2 discorre sobre o cálculo relativo ao benefício de materialização das visões, que é composto pelo critério de: (i) importância das informações mantidas em cada visão o qual é neste trabalho, supostamente obtido a partir da elicitação de requisitos da aplicação OLAP, e (ii) freqüência de consultas OLAP submetidas pelo usuário. A Seção 3.3 mostra a definição do custo de materialização da visão que se baseia no critério de armazenamento. A Seção 3.4 exibe pseudocódigos dos algoritmos de construção e de seleção de visões baseados na abordagem GRASP. Finalmente, a Seção 3.5 relata as considerações finais deste capítulo.
1.13 O Cálculo do Benefício das Visões
Algumas considerações devem ser feitas para o processo de seleção de visões multidimensionais proposto. Primeiramente, deve-se levar em conta, o benefício de cada visão multidimensional a ser selecionada ou não. Esse benefício é obtido com: (1) a freqüência das consultas em um dado histórico das transações recentes de acesso a bases de dados multidimensionais de um perfil de um usuário e (2) pela importância dada a cada uma dessas consultas obtida em um levantamento de requisitos de uma dada aplicação. Então, para cada visão, denotada aqui por v, o cálculo do benefício é feito por meio da soma destes dois valores, conforme mostra a Figura 3.1. 
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Figura 3.1: Cálculo do benefício de uma visão multidimensional
Porém, antes disso, é feita uma normalização percentual tanto da freqüência quanto da importância. Essa normalização é motivada pelo fato de não priorizar apenas um critério. Por exemplo, caso o intervalo entre as freqüências mínimas e máximas seja bem maior que o intervalo entre as importâncias mínimas e máximas, a variação da importância de uma visão para outra será menos expressiva na soma com a freqüência, comprometendo o resultado final obtido. Assim, ambos os critérios são normalizados, como mostra a Figura 3.2. Para cada critério considerado no cálculo do benefício de criação da visão, h é o histórico de consultas à bases de dados multidimensionais presente em um perfil de usuário. Sendo assim, dividindo-se a freqüência e a importância da visão v em questão pela freqüência e importância máximas encontradas respectivamente, os valores encontrados terão um valor no intervalo de [0,1], garantindo a normalização dos dois critérios para o cálculo do benefício.
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[image: image9.png]ImportNormalizada(v) = importéancia(v) / importMaxima(h)




Figura 3.2: Normalização da freqüência e da importância de uma dada visão “v”
Havendo o interesse de priorizar um dos critérios no cálculo do benefício, atribui-se um peso no intervalo [0,1] para cada valor normalizado. Por exemplo, se em uma dada aplicação, decide-se que a importância tem um valor três vezes maior do que a freqüência, o peso “α” do primeiro critério deve ser três vezes maior que o peso “β” do segundo, por exemplo, considere que α = 0,75 e β = 0,25.
[image: image10.png]Beneficio(v) = a * FreqNormalizada(v) + B * ImportNormalizada(v)




Figura 3.3: Cálculo do Benefício de uma visão estabelecendo pesos α e β para os critérios normalizados
1.14 Abordagem GRASP para seleção de visões 
Após a obtenção dos espaços de armazenamento e do benefício das materializações possíveis a partir de informações mantidas no histórico de consultas que define o perfil de um dado usuário, aplica-se o algoritmo GRASP para concluir o processo de seleção de visões multidimensionais proposto no trabalho. A implementação desse algoritmo pode ser vista na Listagem 3.1. 
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Listagem 3.1: Pseudocódigo da abordagem GRASP para seleção de visões multidimensionais

Inicialmente, são observados os parâmetros necessários para execução do GRASP. O primeiro atributo “visoesPossiveis”, indica a coleção de visões multidimensionais possíveis que podem ser selecionadas para fazer parte do conjunto de soluções final. Essas visões são recuperadas por meio dos níveis e das dimensões presentes no histórico de consultas do usuário. O segundo parâmetro, o “limiteArmazenamento”, representa a capacidade do sistema para armazenar as visões selecionadas. O “numeroIteracoes” indica o número de vezes que o GRASP será executado e, em cada iteração dessa, um conjunto de visões multidimensionais é retornado, respeitando o limite de armazenamento imposto pelo sistema. Por último, o “fatorAlfa” é usado na obtenção da Lista Restrita de Candidatos (LRC) detalhada mais adiante.
Primeiramente, na linha 1, inicializa-se um conjunto vazio de visões multidimensionais chamado “melhoresVisoesSelecionadas” para que seja armazenado o conjunto de maior valor para a aplicação. Na linha 2, as visões possíveis de serem selecionadas são ordenadas com base em uma função gulosa, que estabelece uma ordenação com base nas visões de maior valor para a solução final (i.e. aquelas que possuem um benefício alto com um espaço de armazenamento baixo). Para ordenar essas soluções de maior valor, definiu-se o conceito de densidade. Densidade é a razão entre o benefício e o tamanho exigido pela visão em questão a ser materializada. Sendo assim, quanto maior for o valor da densidade da visão, maiores as chances da mesma ser uma solução viável para o problema. 
Em seguida (nas linhas numeradas de 3 à 6), são realizadas as iterações do GRASP que definem as soluções parciais encontradas na fase de construção do algoritmo. Cada conjunto de soluções encontrado em uma iteração é armazenado na variável “listaVisoesSelecionadasCorrente” (ver linha 4). Nas linhas 5 e 6, verifica-se a soma dos benefícios das visões de “listaVisoesSelecionadasCorrente” com relação aos benefícios armazenados no conjunto das melhores visões selecionadas. Se o primeiro for maior, atualiza-se o atributo “melhoresVisoesSelecionadas” com a solução encontrada nessa iteração.
Em cada iteração do GRASP, a sub-rotina de construção é chamada. A implementação dessa fase, pode ser vista na Listagem 3.2. Os parâmetros para o procedimento de construção, vindos da sub-rotina GRASP da Listagem 3.1, são “visoesPossiveis”, “limiteArmazenamento” e “fatorAlfa”. A fase de construção é responsável por encontrar uma solução para a iteração do GRASP em questão.
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Listagem 3.2: Pseudocódigo da fase de construção do GRASP
O conjunto solução de visões encontrada na fase de construção é representado pelo atributo “listaVisoesSelecionadas”, inicializado como vazio no começo do procedimento. Esse conjunto é preenchido com visões selecionadas uma a uma no início do ciclo (na linha 3), que acaba quando o limite de armazenamento passado como parâmetro é alcançado (i.e. processo análogo ao problema da mochila descrito na seção 2.4). Cada iteração desse ciclo começa com a definição da lista restrita de candidatos ou LRC armazenada na variável inicializada na linha 4 e de nome “listaRestritaVisoes”. Essa lista é formada pelos elementos de melhor avaliação pela abordagem gulosa, ou seja, pelas visões que possuem maiores densidades. Na linha 5, é feita uma escolha aleatória de uma visão do conjunto “listaRestritaVisoes” que é armazenada no atributo “visaoEscolhidaLRC”. Essa aleatoriedade é o diferencial do GRASP, pois não necessariamente a primeira solução da “listaRestritaVisoes”, que possui a maior densidade entre as existentes, é a mais adequada para compor o conjunto de soluções. 

Com a visão escolhida da LRC já definida, faz-se uma verificação para saber se a soma do tamanho dessa visão com as visões já presentes em “listaVisoesSelecionadas” ultrapassa a capacidade do sistema representada pelo atributo “limiteArmazenamento” (ver linha 6). Em caso negativo, a“visaoEscolhidaLRC” é incluída no conjunto de soluções da fase de construção (“listaVisoesSelecionadas”) e em seguida, removida da LRC (“listaRestritaVisoes”), como indicado nas linhas 7 e 8, respectivamente. Em caso positivo, procura-se em “listaRestritaVisoes” por alguma outra visão cujo tamanho não ultrapasse o limite de armazenamento. Se ela for encontrada (linha 10), o procedimento retorna para o início do ciclo, na linha 4, para que se possa inserir essa visão. Caso contrário (linha 12), o ciclo termina e o conjunto solução dessa iteração do GRASP (“listaVisoesSelecionadas”) é retornado, como visto na linha 14. A sub-rotina que recupera a LRC na fase de construção é chamada na linha 4 e sua implementação é apresentada na Listagem 3.3.
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Listagem 3.3: Pseudocódigo do processo de definição da LRC
O procedimento de recuperação da LRC possui os parâmetros “visoesPossiveis” e “fatorAlfa” obtidos da rotina de construção da Listagem 3.2. Na primeira linha, inicializa-se a LRC que será retornada como um conjunto vazio de visões multidimensionais (“listaRestritaVisoes”). Nas linhas 2 e 3, são recuperadas, dentre as visões possíveis passadas como parâmetro, a densidade máxima e a mínima. Por meio da diferença entre essas duas densidades, um atributo “intervalo” é definido na linha 4. Esse intervalo é usado para calcular a métrica de gulosidade presente na linha 6. Esse cálculo se dá pela multiplicação do intervalo pelo “fatorAlfa” passado como parâmetro e variando de zero a um. Finalmente, essa métrica de gulosidade é usada para determinar, por meio do atributo “limiteIntervaloLRC”, o limite do conjunto da LRC definido pela diferença entre a densidade máxima e a métrica de gulosidade encontrada (ver linha 6). 

Com o limite que estabelece o intervalo da LRC definido, sabe-se então quais visões farão parte do conjunto “listaRestritaVisoes”. Elas serão aquelas que possuem densidades no intervalo definido entre a densidade máxima entre as “visoesPossiveis” e o “limiteIntervaloLRC” encontrado, como consta nas linhas 7 à 9. Por fim, na linha 10, a “listaRestritaVisoes” é retornada.
 O processo de obtenção da LRC também pode ser ilustrado graficamente na Figura 3.4, na qual os extremos da lista representam a densidade máxima e mínima encontradas nas visões possíveis passadas como parâmetro no método. Os itens da esquerda são as visões que possuem densidade entre a máxima encontrada e o “limiteIntervaloLRC” da Listagem 3.3 dado pelo valor indicado na figura (max – α (max - min)). Em resumo, para achar esse limite, aplica-se um fator “α” com valores entre zero e um ao intervalo definido pela máxima e mínima densidade. Este resultado, definido como métrica de gulosidade, subtraído da densidade máxima, irá definir quais visões com densidades nesse novo intervalo irá fazer parte da LRC.
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Figura 3.4: Seleção da Lista Restrita de Candidatos (LRC)
A segunda fase do GRASP consiste na busca local, que tem o objetivo de otimizar a solução obtida no final de cada iteração da fase de construção. A técnica de busca local utilizada foi a de swap, detalhada na seção 2.5. Com o objetivo de analisar a melhoria das soluções, foram realizados diferentes tipos de swap. Primeiro, fez-se uso do swap de um para um, substituindo um elemento aleatório do conjunto parcial das soluções com outro da LRC, verificando se a solução foi melhorada (ver linhas numeradas de 1 a 5 do algoritmo de swap de um para um dado na Listagem 3.4).
[image: image15.png]procedure SwapUmParalm(LRC, solucoesParciais, itensExtras)

- enquanto ha elementos na LRC
itemlRC <- remove item aleatério da LRC
escolne item aleatéric do conjunto de solugdes parciais
compara se o swap dos itens melnora o conjunto de solugdes parciais
em caso afirmativo, a troca é realizada

faz uma iteragdo com o némero de ciclos igual & quantidade de itens extras

itemExtra <- remove item vizinho & LRC
escolne item aleatéric do conjunto de solugdes parciais
compara se o swap dos itens melnora o conjunto de solugdes parciais
em caso afirmativo, a troca é realizada
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Listagem 3.4: Pseudocódigo para o Swap de um para um
Ao testar todos os elementos da LRC, tenta-se melhorar a solução analisando os itens que são vizinhos da LRC, ou seja, aqueles que, por pouco, não fizeram parte dessa lista restrita. Sendo assim, aplica-se o swap com outros itens que estão fora da LRC. A quantidade de swaps realizada nesse caso, é definida pela variável “itensExtras” passada como parâmetro do método. Sendo assim, o conjunto de visões selecionadas até então, definido pela variável do parâmetro “solucoesParciais”, é usado para realizar esse swap com os itens extras que estão fora da LRC (linhas de 6 a 10 na Listagem 3.4).
O outro tipo de swap utilizado foi o de dois para um, ou seja, dois itens aleatórios do conjunto parcial de visões selecionadas são substituídos por outro da LRC (ver Listagem 3.5). De maneira análoga ao swap um para um, uma quantidade de itens extras é definida para que sejam testadas também soluções vizinhas às da LRC.
[image: image16.png]procedure SwapDoisParalm(LRC, solucoesParciais, itensExtras)

enquanto ha elementos na LRC
itemlRC <- remove item aleatério da LRC
escolne dois itens aleatérios do conjunto de solugdes parciais
compara se o swap dos itens com itemiRC melnora o conjunto de solugdes parciais
em caso afirmativo, a troca é realizada

faz uma iteragdo com o némero de ciclos igual & quantidade de itens extras
itemExtra <- remove item vizinho & LRC
escolne dois itens aleatérios do conjunto de solugdes parciais
compara se o swap dos itens com itemiRC melnora o conjunto de solugdes parciais
em caso afirmativo, a troca é realizada





Listagem 3.5: Pseudocódigo para o Swap de dois para um
Uma vez que o elemento selecionado foi incorporado à solução parcial do problema, a LRC é atualizada desconsiderando-se tal elemento. Ao final das iterações definidas, todos os conjuntos de soluções são comparados para que seja retornado o conjunto que possua a maior soma de benefícios das visões que o compõe. Sendo assim, o conjunto mais eficiente de visões multidimensionais selecionadas é retornado.
1.15 Conclusão
Com o auxílio da metaheurística GRASP, foi possível implementar um algoritmo para o problema de seleção de visões multidimensionais a partir de um determinado histórico de acessos recentes à base de dados multidimensionais.
Foi também feito uso da busca local do tipo swap como estratégia de otimização para o algoritmo utilizado. Para analisar a eficiência dessa busca local de maneiras diferentes, fez-se uso de duas variações do swap, o de um para um e o de dois para um. As otimizações causadas por esses dois tipos de swap fizeram com que o conjunto de soluções possuísse, na maioria dos casos, um máximo total de benefícios das visões do conjunto, dado um limite de armazenamento do sistema. Esse fato pode ser visto com mais detalhes no próximo capítulo. Sendo assim, não foi interessante usar outros tipos de swap.
Ainda no próximo capítulo, são feitas análises experimentais sobre a solução proposta para a seleção de visões multidimensionais. São listados resultados de comparações de desempenho entre o GRASP sem busca local, o GRASP com uso do swap de um para um e o de dois para um. Além disso, alguns resultados obtidos sobre a aplicação desses algoritmos propostos para a seleção de visões multidimensionais também são mostrados.
Capítulo 4 -  Análise Experimental
1.16 Introdução

Como visto na seção 2.4, a seleção de visões multidimensionais é um típico problema da mochila. Sendo assim, para validar a metaheurística GRASP aplicada a esse problema de seleção de visões, as seguintes abordagens existentes na literatura que resolvem o problema da mochila foram adaptadas no problema de seleção de visões multidimensionais e, então, comparadas: um algoritmo de programação dinâmica [22], o guloso puro [10], a abordagem GRASP proposta, mas sem otimizações e, por último, a abordagem GRASP fazendo uso de buscas locais para aperfeiçoar o conjunto de soluções final.
1.17 Projeto do Experimento
Para viabilizar uma análise comparativa entre as possíveis soluções do experimento, foram consideradas quatro dimensões envolvidas em um dado histórico de consultas de um usuário gerado aleatoriamente. As dimensões foram “Cliente”, “Fornecedor”, “Produto” e “Tempo”. Cada dimensão possuindo níveis como se segue:
· Cliente: nome ( zona ( país ( all

· Fornecedor: nome ( zona ( país ( all
· Produto: nome ( tipo ( tamanho ( all
· Tempo: dia ( mês ( ano ( all
De maneira geral, a máxima quantidade possível de visões multidimensionais geradas, pode ser encontrada pela fórmula do produtório mostrada na Figura 4.1, em que “hi” é o número de hierarquias e “i” e “d” o número de dimensões [7]. Assim, havendo, quatro dimensões no histórico de consultas utilizado, cada uma com quatro níveis, é possível gerar um total de 4x4x4x4=256 visões.
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Figura 4.1: Fórmula para cálculo da quantidade possível de visões geradas 
Visando testar o algoritmo desenvolvido, gerou-se, de maneira aleatória, um conjunto com 256 visões. Para fazer o cálculo do benefício de cada visão, as freqüências e as importâncias foram geradas em um intervalo de [0,1000] e de [0,10] respectivamente. Já os tamanhos de armazenamento ocupado por essas visões, tiveram uma variação de [0,500] unidades de medida. Adotou-se como limite de espaço para armazenamento dessas materializações um valor de 500 unidades de medida. Por fim, foram considerados pesos iguais para os critérios normalizados de freqüência e de importância no cálculo do benefício de cada visão.
1.18 Análises Comparativas e Resultados Obtidos

Sabe-se que, para o problema da mochila, não há algoritmos com baixa complexidade que retorne a solução mais eficiente para o problema [12]. Nesse sentido, esta seção tem como objetivo analisar o comportamento de métodos distintos para o problema de seleção de visões multidimensionais e observar os resultados obtidos por eles. Em todos os algoritmos, usa-se o mesmo conjunto de visões para fins de comparação. Então, as visões do conjunto de dados usado em nossos experimentos não variam freqüência, importância ou tamanho e, além disso, mantém-se a mesma limitação de espaço de armazenamento do sistema em cada algoritmo utilizado.
A primeira abordagem avaliada experimentalmente foi a puramente gulosa. Nela, as visões possíveis de ser selecionadas são ordenadas de forma decrescente por densidade. Posteriormente, as visões das primeiras posições do conjunto ordenado são escolhidas para fazerem parte do conjunto de soluções do problema. O critério de parada de tais escolhas é a soma dos tamanhos de cada visão com relação ao limite de armazenamento imposto pelo sistema (ver Listagem 4.1).
[image: image18.png]procedure solucachbordagemGulosa (visoesPossiveis, limiteArmazenamento)
conjuntovViscesselecionadas <- vazio
ordena por densidade as visoesPossiveis
se primeira visao de visoesPossiveis tem tamanho menor que limiteArmazenamento

adiciona primeira visao em conjuntoVisoesSelecionadas
faz uma iteragdo de ciclos igual & quantidade de visoesPossiveis e desconsidera a primeira visdo
se a soma do tamanho da visao corrente com as visoes selecionadas <= limiteArmazenamento
adiciona visao corrente em conjuntoVisoesSelecionadas
retorna conjuntoViscesSelecionadas





Listagem 4.1: Pseudocódigo da abordagem puramente gulosa usada nos experimentos [10]
As outras abordagens utilizadas se basearam no algoritmo GRASP para achar a solução do problema. Analisou-se o uso do GRASP sem auxílio da busca local para otimização, com base no swap de um para um e no swap dois para um. A comparação entre esses algoritmos tem como objetivo, verificar possíveis melhoras com as otimizações propostas pelas buscas locais. 
Com a finalidade de comparar o comportamento de cada algoritmo com relação ao benefício máximo encontrado em uma dada situação, estabeleceu-se um cenário igual para todos os métodos de seleção de visões multidimensionais analisados.  O conjunto de visões envolvido em um dado histórico de consultas de um perfil de usuário gerado aleatoriamente para o experimento foi utilizado. O número de iterações do GRASP nos três algoritmos permaneceu com um valor igual a cinco. Já o fator “α” sofreu variações para que diferentes soluções fossem encontradas e o comportamento do GRASP nos três casos pudesse ser melhor analisado com relação à solução puramente gulosa.
Na Figura 4.2, pode-se ver uma tabela comparando as melhores soluções obtidas por cada algoritmo na resolução do problema de seleção de visões multidimensionais. Essas soluções são baseadas no benefício total das visões que foram selecionadas para o conjunto solução da iteração em questão e variam, nos métodos baseados em GRASP, de acordo com os valores do fator “α”. Por exemplo, na primeira iteração do primeiro quadro, obteve-se um benefício total de “8,48699989915” para o algoritmo de abordagem puramente gulosa. Assim, as visões selecionadas por esse algoritmo possuem benefícios que, quando somados, resultam nesse valor. 

Os algoritmos analisados estão presentes nas quatro primeiras linhas de cada tabela. São eles: (1) o de abordagem puramente gulosa, (2) o GRASP sem utilização da otimização da busca local, (3) o GRASP otimizado com o swap de um para um e (4) o GRASP com swap de dois para um. As colunas das tabelas indicam iterações em que cada uma é responsável por proporcionar, para fins comparativos, um mesmo cenário para os algoritmos analisados, ou seja, as freqüências, importâncias e tamanhos das visões possíveis de serem selecionadas, além da capacidade de armazenamento do sistema, são mantidos em cada iteração para os quatro algoritmos em questão.
Para cada tabela, utilizou-se um valor diferente para o fator “α” (ver seção 3.4), com o objetivo de variar o tamanho da LRC do GRASP e verificar as diferenças das soluções GRASP com relação à abordagem puramente gulosa. Em cada tabela, foram realizadas cinco iterações.
No primeiro quadro, observa-se o “α” com um valor alto de 80%. Valores muito altos para esse fator aumentam o intervalo de visões possíveis na LRC, o que torna muito dispersa a escolha randômica dos candidatos restritos. Isso pode ser confirmado nas iterações dois, três e quatro do primeiro quadro da Figura 4.2. Ainda no primeiro quadro, nas iterações dois, três e cinco, a abordagem gulosa retorna um benefício total maior do que o GRASP sem otimizações. Porém, nas iterações dois e cinco, ao realizar o swap de um para um na solução encontrada, essa situação é invertida e o melhor resultado passa a ser o baseado em GRASP.
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lteragio1 | Iteragio2 | Iteragio3 | Iteragiod | lteragio’
|abordagem puramente gulosa | 848699989915 | 8,68100011349 | 11,92900013924) 9,36900025606 | 11,49899995327|
|GRASP sem busca local 8,77099981904 | 8,33100008965 | 10,09300005436] 9,83300027251 | 11,32700002193
|GRASP swap(1,1) 8,77099981904 | 8,82400012016 | 10,86700004239] 9,83300027251 | 12,12600004673
|GRASP swap(2,1) 8,77099981904 | 8,33100008965 | 10,09300005436] 9,83300027251 | 11,32700002193
m Iteragio 1 Iteragio 2 Iteragio 3 Iteragiod. Iteragio 5

|abordagem puramente gulosa | 882300001383 | 9,23700004816 | 5,49600011110 | 6,10400009155 | 10,75400018652|
|GRASP sem busca local 8,79599994421 | 9,31300008257 | 8,91600006819 | 6,11200010777 | 10,02400010824)
|GRASP swap(1,1) 5,07300001383 | 9,50600004196 | 9,07600015402 | 6,49900013208 | 10,16200006008)
|GRASP swap(2,1) 8,94400006533 | 9,77400004864 | 9,07600015402 | 6,49300014973 | 10,16200006008)
m Iteragio 1 Iteragio 2 Iteragio 3 Iteragiod. Iteragio 5

|abordagem puramente gulosa | 801100009680 | 9,13600006700 | 10,16499975324| 10,17799986899) 11,10799986124]
|GRASP sem busca local 8,22400003672 | 9,38400009274 | 10,26899978518] 10,17799986899] 11,10799986124)
|GRASP swap(1,1) 8,22400003672 | 9,38400009274 | 10,49999976158] 10,17799986899] 11,37499982115)
|GRASP swap(2,1) 8,22400003672 | 9,38400009274 | 10,26899978518] 10,17799986899] 11,10799986124)
m Iteragio 1 Iteragio 2 Iteragio 3 Iteragiod. Iteragio 5

|abordagem puramente gulosa | 8,93500012159 | 8,60500007868 | 9,35100001097 | 7,67800003250 | 10,24700015783
|GRASP sem busca local 5,91400009394 | 8,92900007963 | 9,47100013454 | 8,33799999952 | 10,80400013924)
|GRASP swap(1,1) 5,92400014400 | 8,92900007963 | 9,47700011730 | 8,33799999952 | 10,80400012924)
[GRASP swap(2,1) 5,91400003394 | 8,92500007363 | 9,47100013454 | 8,33799999952 | 10,80400013524





Figura 4.2: Tabela comparativa dos benefícios totais encontrados por cada algoritmo 
Com um fator “α” de 50%, foi possível perceber que os métodos GRASP, na maioria das vezes, têm como resposta uma solução de maior benefício que a abordagem gulosa. Isso pode ser visto na primeira iteração, onde a abordagem puramente gulosa retorna um benefício total de “8,82300001383” e o GRASP com swap de um para um retorna um benefício de “9,07300001383”. Essa situação também foi observada na segunda iteração. Essa situação é vista da primeira à quarta iteração, porém, na de número cinco, o melhor benefício total encontrado não foi obtido com auxílio do GRASP, pois, devido à aleatoriedade da escolha dos elementos da LRC do GRASP, algumas vezes ele pode se comportar igual ou pior do que uma abordagem puramente gulosa. Este fato foi pouco observado na análise realizada, tendo ocorrido apenas na iteração três do primeiro quadro e na iteração cinco do segundo quadro.
De maneira análoga, pode-se comparar o comportamento dos quatro algoritmos com o fator “α” igual a 25%. Na iteração quatro desse quadro, é importante perceber que as soluções GRASP podem se comportar de maneira gulosa. Isto significa que a busca aleatória dos elementos da LRC se comportou escolhendo sempre o melhor elemento, como acontece na abordagem gulosa. Além disso, as otimizações do swap de um para um e de dois para um, nesse caso, não conseguiram aumentar o benefício da solução final.
Por último, o fator “α” igual a 10% define um intervalo muito pequeno para a Lista Restrita de Candidatos do GRASP (LRC), minimizando a quantidade de visões a serem selecionadas dela. Em comparação com a abordagem puramente gulosa, o GRASP ainda se sobressai, como visto nas cinco iterações do último quadro. Porém, por usar uma LRC de menor quantidade de itens, as buscas locais com o swap não foram eficientes na maioria dos casos. Apenas na primeira iteração, houve uma melhora no swap de um para um, e, ainda assim, uma melhora sensível de “9,91400009384” para “9,92400014400” com relação ao já obtido pelo GRASP sem busca local.
Na busca da solução ótima, usou-se o algoritmo de programação dinâmica, porém, apesar da garantia de retornar a melhor solução para problemas do tipo problema da mochila [12], não foi viável utilizá-lo no projeto do experimento proposto anteriormente, pois o sistema acusou um erro de falta de memória ao tentar processar as 256 visões possíveis desse experimento. Logo, foi necessário reduzir o escopo do projeto do experimento, diminuindo a quantidade de níveis e dimensões para que a quantidade máxima de visões possíveis fosse menor e a programação dinâmica não fosse considerada proibitiva. Então, foi preciso alterar os níveis das dimensões de modo que o total de visões possíveis fosse 54 (2x3x3x3):
· Cliente: nome ( all

· Fornecedor: nome ( país ( all

· Produto: nome ( tamanho ( all
· Tempo: dia ( ano ( all
Obedecendo aos mesmos critérios estabelecidos do projeto de experimento inicial com relação às freqüências, importâncias e tamanhos gerados para cada visão do projeto de experimento, com exceção da eliminação de alguns níveis das dimensões envolvidas no histórico de consultas, elaborou-se outra tabela de comparação de eficiência entre os algoritmos já testados e o de programação dinâmica (Figura 4.3).

A partir da tabela da Figura 4.3, é importante observar que o método GRASP proposto, em praticamente todas as iterações e independente do fator “α”, encontrou a solução ótima, com exceção apenas da iteração um do segundo quadro e das iterações cinco do terceiro e quarto quadros. Nas outras iterações, é possível observar que, em pelo menos um dos métodos GRASP, o resultado é o mesmo obtido pela programação dinâmica, o que garante o alcance de uma solução ótima pelo GRASP [12]. Isso pode ser confirmado, por exemplo, nas cinco iterações do primeiro quadro, nas quais as soluções da programação dinâmica são iguais às soluções do GRASP com uso do swap de um para um.

Por conta do número reduzido de hierarquias, não foram observadas melhorias consideráveis no uso das buscas locais em cada iteração. Porém, na última iteração do primeiro e segundo quadros, o swap foi responsável por melhorar as soluções de maneira que se tornassem ótimas. No primeiro quadro, a solução gerada pelo GRASP sem busca local na iteração cinco foi de “4,09699994326”, porém, a solução ótima para esse caso é “4,259”, como consta no resultado da programação dinâmica. Com o uso do swap de um para um, a solução passou a ser ótima com um valor de “4,25899994373”. No segundo quadro, o mesmo cenário foi observado. No último quadro, a solução do GRASP sem otimização teve um valor de “2,74400007725”, porém o resultado obtido pela programação dinâmica na mesma iteração foi de “2,805”, valor que foi encontrado ao usar a busca local com o swap de um para um.
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lteragio1 | Iteragio2 | Iteragio3 | Iteragiod | lteragio’
Programagio Dinamica 4,323 5,747 2,145 4375 4,259

[abordagem puramente gulosa | 4,10599994659 | 5,52499997616 | 1,44700002670 | 4,2509999871 | 2,99499994516
|GRASP sem busca local 4,32299993932 | 5,74699997902 | 2,14500004053 | 4,375 | 4,09699994326
|GRASP swap(1,1) 4,32299993932 | 5,74699997902 | 2,14500004053 | 4,375 | 4,25899994373
|GRASP swap(2,1) 4,32299993932 | 574699997902 | 2,14500004053 | 4,375 | 4,09699994326
m Iteragio 1 Iteragio 2 Iteragio 3 Iteragiod. Iteragio 5
Programagio Dinamica 511 4,543 3725 1,938 2,805

[abordagem puramente gulosa | 4,42799991369 | 4,54299998283 | 3,54400002956 | 1,03499999642 | 2,48300004005
|GRASP sem busca local 5,02799993753 | 4,35699987411 | 3,54400002956 | 1,93799999356 | 2,74400007725
|GRASP swap(1,1) 5,02799993753 | 4,54299998283 | 3,72500002384 | 1,93799999356 | 2,80500006676
|GRASP swap(2,1) 5,02799993753 | 4,35699987411 | 3,54400002956 | 1,93799999356 | 2,74400007725
m Iteragio 1 Iteragio 2 Iteragio 3 Iteragiod. Iteragio 5
Programagio Dinamica 2,866 4372 5616 3,465 2792

[abordagem puramente gulosa | 1,87699997425 | 4,26199996471 | 4,25800010562 | 3,46500003338 | 2,45600003004
|GRASP sem busca local 2,86600002646 | 4,37200009823 | 5,61600011587 | 3,46500003338 | 2,77600005269
|GRASP swap(1,1) 2,86600002646 | 4,37200009823 | 5,61600011587 | 3,46500003338 | 2,77600005269
|GRASP swap(2,1) 2,86600002646 | 4,37200009823 | 5,61600011587 | 3,46500003338 | 2,77600005269
m Iteragio 1 Iteragio 2 Iteragio 3 Iteragiod. Iteragio 5
Programagio Dinamica 3,347 5,73 282 4,066 3,616

[sbordagem puramente gulosa | 3,21700006723 | 4,75999999046 | 2,26300001144 | 4,03800004721 | 3,24699991345
|GRASP sem busca local 3,34700006247 | 5,73399996758 | 2,73900002241 | 4,06600004807 | 3,34699991345
|GRASP swap(1,1) 3,34700006247 | 5,73399996758 | 2,82000011206 | 4,06600004807 | 345999994874
|GRASP swap(2,1) 3,34700006247 | 5,73399996758 | 2,73900002241 | 4,06600004807 | 3,34699991345





Figura 4.3: Adição da Programação Dinâmica na tabela comparativa dos benefícios totais 
Finalmente, para que todas as comparações feitas fossem possíveis, os experimentos foram realizados em um mesmo computador. Este computador possui um processador Intel Core 2 Duo E7200 de 2.53GHz, 4 GB de memória RAM, um HD de capacidade de armazenamento de 500GB. Como sistema operacional, o Windows Vista Premium foi o escolhido. A linguagem de programação usada para desenvolvimento dos algoritmos foi Java e a IDE (Ambiente de Desenvolvimento Integrado) de suporte foi o Eclipse Ganymede 3.4.
1.19 Conclusão
Com base nas análises e comparações feitas, pode-se perceber que o uso do GRASP para a seleção de visões multidimensionais obteve um bom desempenho em comparação com o algoritmo puramente guloso. Comparando-se a soma do resultado de todas as iterações, foi possível observar que o GRASP teve um total de benefício aproximadamente 5,27% maior que com o uso da abordagem gulosa. 
Apesar da redução do número de níveis nas dimensões envolvidas no problema, foi possível observar também que o GRASP, entre as vinte iterações testadas, obteve a solução ótima em dezessete, comparada às soluções de programação dinâmica. Ou seja, o GRASP resolveu de maneira ótima o problema de seleção de visões multidimensionais em 85% dos casos testados de acordo com a Figura 4.3.  

Com relação às buscas locais, ficou clara a melhoria das soluções que ela proporcionou, com exceção das iterações que possuíram um valor muito baixo para o fator “α”, pois assim, o número de elementos presentes na LRC é muito baixo, diminuindo a possibilidade de o swap entre eles melhorar a solução. Essa melhoria pode ser observada ao se comparar a soma de todas as soluções do GRASP com busca local e todas sem busca local. Percebe-se então, que o uso da busca local melhora em aproximadamente 1,69% as soluções do GRASP sem o auxílio de otimizações.
Capítulo 5 -  Conclusão
1.20 Introdução
As principais definições necessárias ao entendimento do trabalho proposto foram listadas no Capítulo 2. Já os detalhes do processo de seleção de visões multidimensionais, com auxílio da metaheurística GRASP, foram abordados no Capítulo 3. A fim de analisar o comportamento do método proposto, foram realizados experimentos com relação a outros algoritmos, como o de abordagem puramente gulosa e o de programação dinâmica, e os resultados coletados nestes experimentos para o problema de seleção de visões multidimensionais são analisados no Capítulo 4.
O objetivo deste capítulo é mostrar um resumo acerca do trabalho realizado considerando os principais assuntos abordados neste documento. As principais contribuições do trabalho são listadas na Seção 5.2, enquanto que na Seção 5.3, é feito um direcionamento para trabalhos futuros com o objetivo de aperfeiçoar o estudo realizado.
1.21 Principais Contribuições
A principal contribuição realizada pelo trabalho está na aplicação de um algoritmo heurístico, o GRASP, na solução do problema de seleção de visões multidimensionais a partir de um histórico prévio de consultas que determina um perfil de um usuário. Além disso, foram feitas comparações com outras abordagens como a de um algoritmo puramente guloso e outro de programação dinâmica, confirmando assim a eficiência do algoritmo proposto. 
1.22 Trabalhos Futuros

O conjunto de visões multidimensionais selecionadas para cada usuário é satisfatório por um determinado período. Com o tempo, essas soluções deixarão de ser úteis, exigindo assim, um processo de recalibração de tal conjunto. Dessa maneira, um direcionamento para trabalhos futuros está no estudo de métodos que reduzam ao máximo, o custo de realizar atualizações periódicas no conjunto de visões selecionadas para um dado usuário. Isso pode ser feito analisando a freqüência com que essas atualizações são feitas com relação ao custo de fazê-lo.  Mais uma sugestão de trabalhos futuros é a extensão do estudo realizado com a introdução de atributos espaciais no modelo multidimensional. Outro direcionamento futuro é com relação ao processo de automatização da geração do histórico de consultas de um usuário. Ou seja, à medida que ele fosse usando a aplicação, um algoritmo iria processar as consultas realizadas por esse usuário, e, então, geraria um histórico de tais consultas de forma automática.
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