Universidade Federal de Pernambuco

Graduação em Ciência da Computação

Centro de Informática

2009.2

Aprendizado por quantização vetorial  usando Distâncias Adaptativas
Proposta de Trabalho de Graduação

Aluno

 
Telmo de Menezes e Silva Filho
{tmsf@cin.ufpe.br}
Orientador
 
Renata Maria C R Souza 
{rmcrs@cin.ufpe.br}
18 de Agosto de 2009
Índice
31. Contexto


42. Objetivos


53. Cronograma


64. Referências


65. Possíveis Avaliadores


76. Assinaturas





1. Contexto
O aprendizado por quantização vetorial (AQV) é uma família de algoritmos baseados em protótipos proposta por [1] que tem sido extensivamente estudada e aplicada em diversas áreas, devido a sua simplicidade e eficiência. O AQV básico visa a achar regiões de classe discriminativas no espaço de dados de entrada, representadas por subconjuntos de protótipos ou vetores de código. 

A família de algoritmos AQV consiste de algumas modificações do procedimento básico, visando a alcançar uma melhor aproximação das regiões de decisão ótimas de Bayes, convergência mais rápida ou mais robusta ou incorporar métricas mais flexíveis [1]-[4]. A distância entre os pontos de dados, determinada pela métrica escolhida, tem um papel muito importante no AQV e em algoritmos de cluster. Além disso, métodos de agrupamento do tipo partição [5], bem como o AQV fornece partições naturais dos dados de entrada em classes ou regiões de classes. Entretanto, se esses métodos admitem um modelo estático de distância, isso pode torná-los ineficientes em capturar adequadamente características das classes ou regiões de classes em situações em que o conjunto de dados contém classes de diferentes formas e tamanhos ou formas iguais, mas volumes diferentes. 

Para resolver o problema, Diday e Govaert [6] introduziram algoritmos de partição em que a distância utilizada para comparar clusters e seus protótipos muda a cada iteração, mas é a mesma para todos os protótipos e De Carvalho et al apresentou métodos de partição difusos baseados nesse tipo de distância, chamada distância adaptativa [7]. Nesses trabalhos, características dos clusters são capturadas pela dispersão dos elementos pertencentes aos clusters, com relação aos seus protótipos. A importância dessa distância se deve ao fato de que ela leva em consideração a estrutura interna dos clusters e, dessa forma, o algoritmo é capaz de reconhecer classes de formas e tamanhos diferentes.

2. Objetivos

O objetivo é fazer um estudo sobre o uso de distâncias adaptativas que considerem características das regiões de classe representadas por subconjuntos de vetores de protótipos e alcancem um melhor desempenho em comparação ao algoritmo AQV original, que usa distância euclidiana padrão. Para isso, vários experimentos com bases de dados reais e sintéticos serão realizados, sempre utilizando simulações Monte-Carlo, para estimar as métricas avaliadas (tempo e erro esperado) de forma estatisticamente coerente.
3. Cronograma

O cronograma abaixo demonstra algumas datas para as atividades principais do processo de desenvolvimento do trabalho de graduação. Os prazos podem ser alterados conforme o estudo e aprofundamento do trabalho ou o acontecimento de imprevistos.

	ATIVIDADES 
	AGOSTO
	SETEMBRO
	OUTUBRO
	NOVEMBRO

	Levantamento do material bibliográfico 
	X
	X
	
	
	
	
	
	
	
	
	
	
	
	

	Implementação e Testes
	
	
	X
	X
	X
	X
	
	
	
	
	
	
	
	

	Elaboração do relatório
	
	
	X
	X
	X
	X
	X
	X
	X
	X
	
	
	
	

	Preparação da apresentação
	
	
	
	
	
	
	
	
	X
	X
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