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1. Contexto

Amplamente utilizada nos mais diversos campos científicos e industriais, as redes neurais conseguem solucionar problemas de díficil resolução para métodos tradicionais. São modelos matemático-computacionais inspirados no funcionamento do cérebro humano. Consistem de um grupo de neurônios artificiais interconectados e processam informação utilizando uma abordagem conexionista [1]. As primeiras pesquisas envolovendo neurocomputação datam de 1943, quando Warren McCulloch, neurofisiologista, e Walter Pitts, matemático, simularam o comportamento de um neurônio.
 


Em aplicações reais, as redes neurais apresentam desempenho bastante satisfatório em tarefas como: (i) Aproximação de funções, ou análise de regressão, incluindo predição e modelagem de series temporais; (ii) Classificações e tomadas de decisões; (iii) Reconhecimento de padrões.


Embora seja uma técnica já consagrada cientificamente, as redes neurais apresentam algumas limitações. Determinar o motivo pelo qual uma rede chega a um determinado resultado de forma compreensível é uma tarefa não trivial, uma vez que os modelos não apresentam justificativas para suas respostas. Neste sentido, muitas pesquisas vêm sendo realizadas visando a extração de conhecimento de redes neurais artificiais, e na criação de procedimentos explicativos, onde se tenta justificar o comportamento da rede em determinadas situações [2].

Uma outra limitação refere-se ao tempo de treinamento das redes neurais, que, dependendo do algorítmo de treinamento, tendem a ser muito lento. Não há um processo definido para determinar a arquitetura ideal da rede de acordo com o domínio em questão. O treinamento adequado de uma rede neural exige que os dados utilizados para este fim sejam significativamente representativos quando pensamos no domínio para o qual a solução está sendo desenvolvida. Segundo Bishop [3], a adição de ruído durante o processo de treinamento de redes neurais artificiais pode ocasionar um melhoramento significativo na performance de generalização da rede. No mesmo trabalho, [3] demonstra a equivalência entre o treinamento com ruído e regularização de Tikhonov.

2. Objetivos


Como aludido na seção anterior, as redes neurais têm sido largamente utilizada em projetos acadêmicos e comerciais, entretanto algumas limitações acabam por restringir a utilização desta técnica a domínios que possuam uma quantidade significativa de dados disponíveis. O objetivo do presente trabalho é realizar um estudo acerca da influência da adição de ruído gaussiano a cada variável de entrada, durante o processo de treinamento no desempenho da rede neural MLP (Multilayer Perceptron). A opção pela rede MLP se deve à sua ampla utilização e aceitação tanto acadêmica quanto comercial. 

A adição do ruído ocorrerá nas variáveis de entrada contínuas objetivando aumentar o poder de generalização. O desempenho da rede em questão será comparado ao desempenho da MLP com a utilização de um termo de regularização pertencente a classe dos reguladores de Tikhonov devido a equivalência demonstrada em [3]. Uma vez concluído o processo de inserção de ruído e do termo de regularização o desempenho destas redes serão comparados utilizando para este fim métodos já consagrados para mensurar o desempenho de classificadores, dentre eles, a curva ROC [4] e o KS2[5].

Em outras palavras, o principal objetivo deste trabalho é analisar o efeito da adição de ruído durante o processo de treinamento de uma rede neural a fim de contornar uma das principais limitações desta técnica; a pequena quantidade de dados disponíveis para determinados domínios, possibilitando que a MLP consiga um alto poder de generalização com uma quantidade outrora insuficiente de informações.
3. Cronograma


O cronograma abaixo mostra como será a execução das atividades durante o período do Trabalho de Graduação. Os prazos podem sofrer ajustes conforme a evolução do estudo e aprofundamento do trabalho.
	 Atividades
	Agosto
	Setembro
	Outubro
	Novembro

	Levantamento bibliográfico
	
	
	
	
	
	
	
	

	Estudo da bibliografia encontrada
	
	
	
	
	
	
	
	

	Implementação da solução
	
	
	
	
	
	
	
	

	Análise dos resultados
	
	
	
	
	
	
	
	

	Escrita da monografia
	
	
	
	
	
	
	
	

	Elaboração da apresentação
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