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1. Resumo

Redes Neurais (RN) é uma das abordagens mais comuns e robustas para sistemas de classificação não-lineares. A instância mais utilizada dessa abordagem é a Multi-Layer Perceptron (MLP), pois as suas hipóteses induzidas possuem um alto grau de generalização em relação a outros algoritmos. Entretanto, MLPs também estão entre as abordagens que produzem hipóteses difíceis de compreender, pois cada nodo representa uma combinação não-linear dos nodos da camada anterior.
Uma característica importante de MLP’s é o fato de seu output ser composto de escores, indicando a pontuação que cada classe recebeu da rede. É importante notar que se pode usar o fato de uma MLP dar uma pontuação, e não só determinar de que classe pertence o exemplo de entrada, para auxiliar no entendimento da decisão da RN.
Motivação: Freqüentemente estatísticos e especialistas no domínio da aplicação da RN questionam a decisão tomada pela solução. Quando isso acontece, existem poucos argumentos para convencer a esses profissionais da consistência desse resultado, ou mesmo explicar-lhes o porquê desse escore.
Objetivo: O foco deste trabalho é criar uma nova abordagem que possibilite a extração de informações (estatísticas e regras) da solução atual (RN) que sejam necessárias e suficientes para explicar um escore gerado.
Proposta: Este trabalho consiste em criar uma abordagem que possa induzir justificativas compreensíveis por seres humanos para escores gerados por redes neurais para exemplos reais de classificação. Como proposta inicial, devemos extrair regras da RN em conjunto com os exemplos de treinamento, e, após isso, aplicá-las aos exemplos cujos escores desejam ser justificados.
OBS.: Este trabalho é composto de um estudo para a criação dessa abordagem, além de um sistema a ser implementado e colocado em produção no ambiente de soluções da NeuroTech™.
2. Cronograma


O cronograma abaixo mostra como será a execução das atividades durante o período do Trabalho de Graduação.
	Mês
	Atividades

	Julho
	· Definição do escopo do projeto

· Levantamento da bibliografia 

	Agosto
	· Análise do material bibliográfico

· Início do desenvolvimento 
· Inicio da Escrita do relatório do projeto

	Setembro
	· Análise do material bibliográfico
· Desenvolvimento
· Escrita do relatório do projeto

	Outubro
	· Testes e Validação
· Testes em produção
· Escrita do relatório do projeto
· Revisão do relatório do projeto

	Novembro
	· Preparação para a apresentação oral
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