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1 Introdução


Na aprendizagem supervisionada, ou seja, que detêm informação a priori do universo envolvido no problema, um algoritmo é posto diante de um conjunto de treinamento T, o qual contém dados conhecidos como instâncias. Toda instância possui um vetor descritor e um valor de saída, que a representam [1]. Após a fase de aprendizagem, são apresentadas novas instâncias ao sistema, que deve, baseado nos dados obtidos do conjunto de treinamento, generalizar [2], ou seja, classificar as amostras desconhecidas de maneira satisfatória.


Algoritmos de aprendizagem baseados em instâncias formam um subconjunto de algoritmos baseados em exemplos [4], pois armazenam toda a amostra (instância) oriunda do conjunto de treinamento, como no caso do conhecido k-Nearest Neighbors (k-NN) [5, 6]. Outros algoritmos baseados em exemplos podem decidir armazenar os dados com outra forma de representação, como ocorre com as redes neurais tradicionais, que possuem seu conhecimento em forma de pesos localizados em suas conexões.


Os algoritmos baseados em exemplos freqüentemente lidam com a decisão de como e quais instâncias devem armazenar e usar em sua generalização, de forma a evitar excessivo consumo de memória para armazenamento e custo computacional [1]. É possível, a partir desta decisão, melhorar o poder de generalização do conjunto, com a eliminação de dados ruidosos, por exemplo.


Técnicas como k-d trees [6] e projection [7], melhoram o desempenho para se encontrar os vizinhos mais próximos de uma instância de entrada (no caso de algoritmos derivados do nearest neighbor), todavia não reduzem a necessidade de grande espaço para armazenamento do conjunto de treinamento e nem resolvem problemas como o de dados ruidosos.


Ao se remover dados irrelevantes ou ruidosos de um conjunto de treinamento, é possível conseguir tanto a diminuição dos requisitos de armazenamento quanto do custo computacional, na realização de uma classificação. Tal procedimento é conhecido como técnica de redução de instâncias.


Técnicas de redução focam no objetivo de se conseguir a redução de instâncias, ou exemplos, de um conjunto de dados. Fazem isso enquanto tentam manter ou até mesmo melhorar a precisão na classificação com o uso do conjunto reduzido.

2 Objetivos


O trabalho de graduação a ser desenvolvido visa o estudo e implementação de diversas técnicas de redução conhecidas da literatura, voltadas a algoritmos de aprendizagem baseados em instância, entre elas:

· Condensed Nearest Neighbor Rule [8];
· Reduced Nearest Neighbor Rule [9];
· Edited Nearest Neighbor Rule [10];
· Repeated Edited Nearest Neighbor Rule [10];
· All k-NN [11];
· IB1 (k-NN), IB2, IB3 [3, 12];
· DROP1, DROP2, DROP3, DROP4, DROP5 e DEL [1].


Será realizada uma análise comparativa do estado da arte das técnicas de redução. Com isso, visa-se também prover um guia para o auxílio à aplicação de cada técnica em seu melhor domínio de atuação. Para tanto será levando em consideração algumas características, tais como: taxa de acerto, velocidade e ganho em armazenamento.


Ao fim poderão ser propostas modificações de técnicas já existentes ou mesmo uma nova técnica baseada nos dados e conhecimentos obtidos no estudo.


Pretende-se disponibilizar os algoritmos implementados, bem como quaisquer alterações ou inclusões para uso geral. A implementação seguirá padrões da engenharia de software, e poderá ser utilizada como uma biblioteca.
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