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Resumo

Este trabalho propõe uma solução para o problema de seleção de modelos, com o uso de uma abordagem de Meta-Aprendizado que obteve bons resultados para seleção de algoritmos de classificação. A abordagem utilizada será o Zoomed Ranking, originalmente desenvolvido para gerar um ranking de algoritmos candidatos a solucionar um dado problema de classificação, baseado nas suas informações de performance em problemas anteriores. Essa abordagem assume que o desempenho de um algoritmo quando aplicado em um problema específico será semelhante ao obtido em problemas similares. O problema de seleção de modelos no Zoomed Ranking será composto por duas fases distintas. Na primeira fase, será selecionado na base de instâncias um sub-conjunto de problemas similares ao novo problema em mão. Esta seleção é feita com o uso do algoritmo dos k-vizinhos mais próximos, cuja função de distância utiliza as características das séries. Na segunda fase, o ranking dos modelos candidatos será gerado, baseado nas informações de performance (precisão e tempo total de execução) dos modelos nas séries selecionados na fase anterior. Ao final, a qualidade do ranking gerado é avaliada medindo-se a distância do mesmo ao ranking ideal.

A nossa proposta leva à integração de duas áreas distintas, a previsão de séries temporais e o Meta-Aprendizado, fazendo o uso inovador de uma técnica de Meta-Aprendizado para a seleção de modelos de previsão de séries temporais, que já foi utilizada com sucesso na seleção de algoritmos de classificação. 
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Introdução

Uma série temporal é um conjunto de observações de um fenômeno ordenadas no tempo [Box, Jenkins 1970]. Podemos citar como exemplos de séries temporais, o consumo mensal de energia elétrica de uma casa, registrado durante um ano ou as vendas diárias de um produto no decorrer de um mês. A análise de uma série temporal é o processo de identificação das características, padrões e propriedades importantes da série, utilizados para descrever em termos gerais o seu fenômeno gerador [Morettin, Toloi 1987]. Um dos principais objetivos da análise de séries temporais é, sem dúvida, a previsão.

A previsão de séries temporais tem sido usada em diversos problemas do mundo real, eliminando riscos gerados por incerteza e auxiliando o planejamento e a tomada de decisões, uma vez que a eficácia de uma decisão depende obviamente dos eventos que a sucedem. Diversos modelos já foram desenvolvidos na literatura para prever séries temporais. Com isso, selecionar o modelo mais adequado para prever uma dada série pode ser uma tarefa difícil, dependendo dos modelos candidatos e das características da série em questão. 

Paralelamente, existem vários métodos que auxiliam a seleção de algoritmos para problemas de aprendizado (usualmente problemas de classificação) na área de Meta-Aprendizado
. Muitos destes métodos sugerem apenas um algoritmo ou um grupo de algoritmos que realizam bem um determinado problema [Kalousis, Theoharis 1999] [Brazdil, Soares 1994]. Surgiu então a necessidade de se obter uma solução mais informativa, no sentido de possibilitar ao usuário uma melhor percepção da relação entre os algoritmos candidatos, e mais flexível, para que novas soluções possam ser facilmente acopladas à base de casos já solucionados. Com isso, a construção de um ranking dos algoritmos candidatos é vista como uma alternativa para solucionar este problema. Um ranking de algoritmos ainda apresenta a vantagem de possibilitar ao usuário a seleção de um único algoritmo ou mais de um algoritmo, de acordo com os recursos disponíveis (tempo e hardware). 

Neste contexto, existem vários métodos atualmente que geram rankings de algoritmos baseados em suas informações de performance em casos processados anteriormente. Alguns destes métodos utilizam a precisão como informação de performance [Brazdil, Soares 2000b], outros a precisão e o tempo [Soares 1999]. Porém, estes métodos não levam em consideração as características que definem o problema em questão. Ou seja, a cada novo problema apresentado é gerado um ranking estático baseado em todas as informações de performance disponíveis, independente do problema em mão. Com isso, o Zoomed Ranking [Soares, Brazdil 2000a] [Soares, Brazdil 2003] surgiu para solucionar esta deficiência dos métodos anteriores na seleção de algoritmos de classificação. 

A abordagem do Zoomed Ranking é composta por duas fases distintas. Na primeira fase, a fase do zooming, um sub-conjunto de problemas similares ao novo problema em mão é selecionado na base de instâncias. Esta seleção é feita com o uso do algoritmo dos k-vizinhos mais próximos, cuja função de distância utiliza as características do problema para selecionar os k casos processados anteriormente mais similares ao mesmo. Na segunda fase, o ranking dos algoritmos candidatos é gerado, baseado nas informações de performance (precisão e tempo total de execução) dos algoritmos nos problemas selecionados na fase anterior. 

Nesse trabalho, nós propomos o uso de uma abordagem de Meta-Aprendizado, que adquire conhecimento a partir dos dados de entrada para selecionar modelos de séries temporais. A abordagem utilizada já foi aplicada com sucesso na seleção de algoritmos para problemas de classificação. Isto leva à integração de duas áreas distintas de conhecimento, a previsão de séries temporais e o Meta-Aprendizado, abrindo caminho para diversos trabalhos que possam surgir dessa integração. Dentro do contexto do Zoomed Ranking, cada problema será representado por uma série temporal e a base de instâncias será representada por séries processadas anteriormente pelos modelos candidatos.
Séries Temporais

Para uma melhor contextualização do problema de seleção de modelos de séries temporais, existem alguns pontos importantes a serem vistos, que seguem nas próximas seções deste capítulo.

1.1 Previsão de Séries Temporais

Existem muitos fenômenos no mundo real que variam com o decorrer do tempo. Muitos destes fenômenos podem ser registrados como, por exemplo, o consumo mensal de energia elétrica de uma casa durante um ano ou a temperatura de uma reação química durante um certo intervalo de tempo. Os registros resultantes da observação de um fenômeno ou um processo que varia no tempo são denominados séries temporais [Morettin, Toloi 1987]. Em outras palavras, uma série temporal é um conjunto de observações de um fenômeno ordenadas no tempo [Box, Jenkins 1970]. Uma série temporal pode ser contínua, quando é medida sem interrupções no tempo, ou discreta quando é medida em intervalos sucessivos no tempo, em geral, em intervalos regulares. 

A análise de uma série temporal é o processo de identificação das características e propriedades importantes de uma série, que são utilizadas para descrever o seu fenômeno gerador. Esta análise leva a um processo de indução, uma vez que, a partir de um conjunto de observações, características gerais são inferidas acerca do fenômeno observado. 

Segundo [Dorffner 1996], dentre os diversos objetivos da análise de séries temporais, o maior deles é a previsão. Dada uma série definida por Z1, Z2,..., Zt, a previsão desta série, representada por Z^t(h), é uma estimativa do valor da série no tempo t+h, ou seja, é a previsão h passos à frente a partir do tempo t. O valor de h é chamado de horizonte de previsão. 

Os modelos de previsão de séries temporais são capazes de definir, com um certo grau de confiabilidade, os valores futuros de uma série a partir de informações passadas e de outras variáveis significantes para o problema. O uso de modelos de previsão é fundamental para diminuir os riscos na tomada de decisões, uma vez que a eficácia de uma decisão depende obviamente dos eventos que a sucedem [Montgomery et al. 1990]. Entre as diversas aplicações de previsão de séries temporais, podemos citar como exemplos, aplicações na área financeira [Oliveira 2000] e na área de recursos hídricos [Valença 1999].

1.2 Avaliação de um Modelo de Séries Temporais

Existem diversos fatores que podem ser levados em conta na avaliação de um modelo de previsão, como a precisão, a complexidade do modelo estimado, a facilidade de interpretação e uso, entre outros. A precisão tem sido usada como o critério principal para comparar modelos de séries temporais [Collopy, Armstrong 1992]. Esta informação pode ser estimada com o uso de várias medidas de erro de previsão, cada uma com suas vantagens e desvantagens. De acordo com [Chatfield 2001], as medidas mais usadas são aquelas que avaliam os erros quadrados de previsão, como a soma dos erros quadrados (Sum of Squared Errors - SSE) (ver Equação 1) ou a média dos erros quadrados (Mean of Squared Errors - MSE) (ver Equação 2).
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onde N é o número de pontos previstos da série, Zt é o valor da série no instante de tempo t e Z^t  é a previsão da série no instante de tempo t.
As medidas de erro quadrado, apesar de serem muito utilizadas pela sua adequação à análise teórica, apresentam uma série de desvantagens, como sensibilidade à escala da série; dificuldades de interpretação e comparação entre séries diferentes e sensibilidade à presença de outliers
. Desta forma, outras medidas de erro podem ser utilizadas na tentativa de corrigir estas deficiências, como, por exemplo, a média dos erros absolutos (Mean Absolute Error - MAE) (ver Equação 3) e a mediana dos erros absolutos (Median Absolute Error -MdAE), que têm a vantagem de ter a mesma escala dos dados da série. 
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Em nosso trabalho, foi utilizada a medida de média dos erros absolutos (MAE) para medir a precisão dos modelos candidatos na previsão das séries. 

1.3 Seleção de Modelos de Séries Temporais

Diversos modelos podem ser usados para prever uma dada série temporal. A seleção do melhor modelo deve ser feita com base nas necessidades do usuário e nas características das séries e dos modelos candidatos para a previsão. De acordo com [Fildes 1989], um ganho substancial no desempenho de previsão pode ser alcançado através da escolha de um modelo adequado de previsão. Nesta seção, veremos três das principais abordagens de seleção de modelos de previsão de séries temporais, com suas vantagens e desvantagens. 

1.3.1 Abordagem por torneio

Uma das abordagens mais diretas utilizadas na seleção de modelos é a realização de um torneio entre os modelos candidatos. Esta abordagem consiste em estimar os parâmetros de todos os modelos candidatos com os dados disponíveis da série, em seguida usar os modelos estimados para prever um determinado conjunto de pontos da série e, finalmente, selecionar o modelo que obteve o melhor desempenho de acordo com um critério de avaliação pré-definido. De uma forma geral, um torneio entre modelos é realizado em duas etapas: a definição da medida de avaliação usada para definir o melhor modelo e a definição da amostra de dados da série sob a qual a medida de avaliação será calculada.

Vimos na seção 2.2 deste capítulo quais medidas podem ser utilizadas na realização da primeira etapa desta abordagem. Na segunda etapa, o critério de avaliação pode ser calculado com os mesmos dados usados na estimação dos parâmetros dos modelos candidatos. Esse tipo de avaliação é denominado comumente como avaliação in-sample [Tashman 2000]. Segundo [Tashman 2000], avaliação in-sample geralmente superestima o desempenho dos modelos de previsão.
Uma outra forma de avaliar um modelo é calcular o critério de desempenho sob uma amostra separada de séries, usada como conjunto de validação. Desta forma, os dados são divididos em dois conjuntos: um conjunto para estimar os parâmetros de cada modelo e um conjunto de validação independente para comparar o desempenho dos modelos ajustados. O modelo selecionado é o que obtiver o melhor desempenho para o conjunto de validação. Esse tipo de avaliação é denominado comumente de avaliação ex-ante, out-of-sample ou holdout [Collopy et al. 1994] [Tashman 2000]. Este tipo de avaliação, anteriormente utilizada em [Fildes 1989], apresentou resultados indicando que o critério out-of-sample pode não ser bem sucedido para séries com comportamento muito instável.

2.3.1.1. Competição de Modelos

A abordagem citada na seção anterior apresenta a limitação de avaliar os modelos de forma dependente de uma amostra de dados e de uma medida de desempenho, que são fatores comumente sensíveis a instabilidades nas séries. Existe ainda o fato de que um estudo de caso realizado para uma determinada série nem sempre resulta em informações relevantes para selecionar modelos para outras séries. Uma alternativa a estas limitações é fazer uso de competições entre modelos para grandes conjuntos de séries temporais. A idéia é tentar encontrar regularidades nos resultados que possam ser generalizadas para outras séries.

Um trabalho importante no contexto das competições é a M-Competition [Makridakis et al. 1982] e as suas versões posteriores M2-competition [Makridakis et al. 1993] e M3-Competition [Makridakis, Hinbon 2000]. A motivação dos autores era realizar uma competição com o maior número de séries e modelos possível, na qual a avaliação dos modelos fosse realizada de maneira independente. Na M-Competition, foi utilizado um conjunto de 1001 séries temporais e os pesquisadores podiam fazer uso destas séries em um modelo de seu interesse e enviar aos autores da competição. A avaliação das previsões era realizada com um conjunto de validação não disponível aos participantes da competição. Na primeira competição, o conjunto de séries disponível foi submetido a 24 modelos. As principais conclusões acerca desta da competição foram que modelos complexos não produzem necessariamente previsões mais precisas que as geradas por modelos mais simples; o desempenho dos modelos pode variar significativamente dependendo da medida de erro utilizada; a combinação simples de diferentes modelos tem em média melhor desempenho que os modelos aplicados individualmente; e o desempenho dos modelos depende do horizonte de previsão considerado. As versões posteriores da M-Competition incluíram novas séries e novos modelos na competição, entretanto as conclusões obtidas foram as mesmas.

Uma limitação de várias competições de séries temporais é que as suas conclusões, na maioria dos casos, não são expressas de forma precisa. Na M-Competition, por exemplo, os autores chegam à conclusão de que modelos simples trabalham tão bem quanto modelos complexos. Porém, essa conclusão não deixa claro quais modelos são mais adequados a quais tipos de séries e em que condições. Em [Armstrong 2001], o autor ressalta que mesmo para um conjunto pequeno de características, o número de condições que podem ser testadas pode ser muito grande. A dificuldade nesse caso é que um especialista humano não seria eficiente em analisar inúmeras hipóteses que podem ser testadas para explicar os resultados de uma competição. Nesse caso, seria necessário o uso de técnicas automatizadas para realizar a aquisição de conhecimento. 
1.3.2 Aprendizado de máquina

As técnicas de aprendizado de máquina podem ser usadas no aprendizado automático das características de um conjunto de dados, levando ao aumento do desempenho e a não necessidade do auxílio de um especialista. 

O uso de algoritmos de aprendizado de máquina (ML) para seleção de modelos foi proposto originalmente por [Arinze 1994]. Neste contexto, cada exemplo de treinamento consiste de uma série temporal descrita por um conjunto de características, associadas a um atributo classe, que é o melhor modelo de previsão para a série. O valor do atributo classe para uma dada série normalmente é definido de maneira experimental, utilizando-se um torneio entre os modelos candidatos. A partir de um conjunto de exemplos de treinamento, um algoritmo de ML será capaz de associar características de novas séries temporais fornecidas como entrada aos melhores modelos de previsão.

O treinamento de um algoritmo de ML para seleção de modelos é realizado em cinco etapas:

(1) definir os modelos de previsão candidatos; 

(2) definir as características relevantes para descrever as séries temporais;
(3) para cada série realizar um torneio entre os modelos candidatos para definir o atributo classe;
(4) aplicar o algoritmo de aprendizado usando o conjunto de exemplos de treinamento como entrada;
(5) testar o modelo de aprendizado gerado com novas séries de teste. 
Esse procedimento tem uma semelhança com as competições da abordagem por torneio, apresentada na seção 2.3.1.1. A geração do conjunto de exemplos de treinamento é feita através de uma competição entre os modelos candidatos para um conjunto significativo de séries. A diferença entre este processo e uma competição tradicional é que neste último o processo de aquisição de conhecimento é realizado de forma manual, enquanto que o uso de algoritmos de aprendizado de máquina utiliza uma ferramenta para fazer aquisição automática. 

Existem diversas vantagens no uso de algoritmos de aprendizado de máquina para seleção de modelos como, por exemplo, redução de custos e do tempo envolvido na aquisição de conhecimento. Porém, esta abordagem apresenta algumas desvantagens, como dificuldade de se usar características subjetivas e informações contextuais dos problemas. A vantagem do uso de características objetivas é que a seleção de modelos pode ser feita de forma inteiramente automática. As características subjetivas demandam maior tempo para serem identificadas. Desta forma, a construção de um conjunto de exemplos de treinamento poderia se tornar inviável, uma vez que cada série usada como exemplo teria que ser estudada manualmente. 

Uma outra desvantagem no uso de algoritmos de aprendizado de máquina é que as respostas dadas aos usuários normalmente são pouco informativas. A maioria dos trabalhos que usam técnicas de aprendizado de máquina normalmente indica para cada série apenas o melhor modelo de acordo com um critério de precisão pré-definido. Desta forma, surge uma das motivações do nosso trabalho: a geração de um ranking de modelos, que se apresenta como uma solução bastante informativa, na medida que mostra a relação entre os modelos candidatos por ordem de melhor indicação.

2 Abordagens de Meta-Aprendizado

Os algoritmos de Meta-Aprendizado apresentam diversas vantagens, entre elas a descoberta de peculiaridades em grandes massas de dados, aumentando os níveis de automação, economizando recursos e aumentando o desempenho. Entre os diversos algoritmos de Meta-Aprendizado existentes, podemos citar as Redes Neurais e os algoritmos baseados em instâncias. Como não existe um único algoritmo que seja o melhor para todos os problemas possíveis [Aha 1992], um importante ponto a ser analisado é como escolher o algoritmo mais adequado para cada problema. 
Existem diversas interpretações que podem ser dadas ao termo ‘meta-aprendizado’. De uma forma geral, meta-aprendizado seria o estudo de como sistemas de aprendizado podem aumentar sua eficiência através de experiência [Prudêncio 2003]. Em nosso trabalho, iremos apresentar apenas abordagens que tratam do problema de seleção de algoritmos de aprendizado e, conseqüentemente, de seleção de modelos. 

As abordagens apresentadas no capítulo têm três pontos em comum: um conjunto de algoritmos-base, que são os algoritmos candidatos para resolver um dado problema de aprendizado; um meta-algoritmo (ou meta-aprendiz), que é o responsável por gerar conhecimento de forma automática para auxiliar a seleção dos algoritmos-base; e um conjunto de meta-exemplos, que contém informações sobre o uso dos algoritmos-base no problema abordado ou em problemas de outro domínio. O conjunto de meta-exemplos serve como fonte de aquisição de conhecimento para o meta-aprendiz. 

Um aspecto importante a ser considerado ao se trabalhar com abordagens de meta-aprendizado é a caracterização dos dados, ou seja, a definição dos meta-atributos. Normalmente, os meta-atributos são medidas descritoras dos dados de treinamento: medidas simples, que são características gerais dos dados como número de exemplos, número de atributos e número de classes; medidas estatísticas, como média absoluta das correlações entre atributos; e medidas da teoria de informação, como entropia da classe e média da entropia dos atributos [Prudêncio 2003]. 

Neste capítulo iremos falar sobre abordagens simples de Meta-Aprendizado [Aha 1992], sobre a abordagem baseada em instâncias [Lindner, Studer 1999] e sobre a abordagem NOEMON [Kalousis, Theoharis 1999]. 

2.1 Abordagem simples

Uma das abordagens mais simples de meta-aprendizado é usar um algoritmo de aprendizado para selecionar apenas um algoritmo-base dentre o conjunto de candidatos. Esta abordagem consiste em fornecer apenas um algoritmo-base como resultado, a partir de um conjunto de meta-exemplos dados como entrada. Cada meta-exemplo consiste de um conjunto de características (meta-atributos), associado a um atributo de classe representando o melhor algoritmo-base para o problema, que normalmente é definido de forma experimental representando o algoritmo que obteve os melhores resultados. 

Esse tipo de abordagem para seleção de algoritmos foi usado inicialmente em [Aha 1992]. Neste trabalho, o algoritmo CN2 [Clark, Niblett 1989] foi usado para induzir regras para selecionar entre três algoritmos-base. Os meta-exemplos de treinamento foram gerados a partir de dados artificiais. 

2.2 Abordagem NOEMON

Uma das principais limitações que já podemos observar nas abordagens simples, já mencionada no Capítulo 1 do nosso trabalho, é que as soluções fornecidas são normalmente pouco informativas. Normalmente, estas abordagens fornecem como resultado apenas o melhor algoritmo-base para o problema de entrada. Desta forma, uma solução mais interessante seria o fornecimento de um ranking dos algoritmos-base. Esta solução tem a vantagem de possibilitar ao usuário a seleção de um único algoritmo ou ainda mais de um algoritmo, de acordo com os recursos disponíveis (tempo e hardware). 

Um importante trabalho na área de meta-aprendizado é o sistema NOEMON [Kalousis, Theoharis 1999], que é capaz de retornar um ranking de algoritmos usando múltiplos algoritmos de aprendizado. Este trabalho foi originalmente desenvolvido para a seleção de algoritmos para problemas de classificação. A geração do ranking é feita através da criação de um espaço de meta-aprendizado composto por (n2) meta-problemas. Cada meta-problema é então associado a um par específico de algoritmos-base. Os meta-exemplos desta abordagem também são descritos pelas características de um problema associada a um atributo de classe. Para cada par (X, Y) de algoritmos-base, um problema é classificado em uma das classes ‘X’, ‘Y’ ou ‘igual’ de acordo com o desempenho obtido por estes algoritmos para o problema dado. Após a construção dos conjuntos de meta-exemplos, NOEMON aplica um algoritmo de aprendizado para cada meta-problema, gerando assim (n2) meta-aprendizes. Com isso, a cada novo problema fornecido como entrada, o sistema NOEMON gera um ranking de algoritmos combinando as respostas fornecidas pelos meta-aprendizes para o problema.
O sistema NOEMON apresenta a vantagem de ser flexível por possibilitar a associação de diferentes algoritmos de aprendizado para cada meta-problema. Além disso, o sistema fornece um mecanismo que possibilita a definição de diferentes meta-atributos para selecionar cada par de algoritmos-base. Por outro lado, a principal desvantagem de NOEMON é a necessidade de se construir um conjunto de meta-aprendizes na O(n2). Isso faz com que o tempo de construção dos meta-aprendizes seja decisivo, dependendo do número de algoritmos-base considerados.

2.2.1 Abordagem NOEMON para seleção de modelos


Podemos destacar um importante trabalho desenvolvido por [Prudêncio 2003] no Centro de Informática da UFPE, que trata o problema de seleção de modelos com uma abordagem de Meta-Aprendizado. A abordagem utilizada neste trabalho foi a NOEMON, descrita na seção anterior, que gera um ranking de modelos para cada série temporal fornecida como entrada, e sugere ao usuário os modelos que obtiveram a posição mais alta. Nesta implementação de NOEMON, foram usadas redes Multilayer Perceptron (MLP) [Rumelhart et al. 1986] como classificadores.

Neste trabalho, cada nova série a ser prevista tem suas características extraídas, que são utilizadas pelo NOEMON para a geração do ranking dos modelos candidatos. Esta extração depende muito do tipo da série temporal sendo analisada, uma vez que cada tipo de série é representada por um conjunto diferente de características. Os exemplos de treinamento são armazenados em uma Base de Dados. Cada exemplo associa uma série temporal (representado por um conjunto escolhido de características) ao desempenho dos modelos candidatos durante a previsão da série. 
2.3 Algoritmos baseados em instâncias

As abordagens vistas anteriormente definem o melhor algoritmo em termos da precisão obtida para cada problema, geralmente avaliada por um processo de validação cruzada. Embora a precisão seja um critério importante para definir quão bom é um algoritmo de aprendizado, existem outros critérios como o tempo de execução, a facilidade de interpretação, dentre outros [Lindner, Studer 1999]. A importância relativa dada a cada um desses critérios vai de acordo com as necessidades do usuário e com o problema em questão. 

Uma maneira de levar em consideração critérios flexíveis durante a seleção é fazer uso de algoritmos de aprendizado baseados em instâncias como meta-aprendizes [Aha et al. 1991]. Ao fazer uso desta abordagem, a solução aplicada a cada problema de aprendizado pode ser armazenada em uma instância, ou seja, dado um novo problema, o meta-aprendiz recupera de uma base de instâncias os problemas mais similares ao fornecido como entrada. Desta forma, o meta-aprendiz define o algoritmo que obteve os melhores resultados nos problemas similares já processados, conforme as necessidades do usuário. Por exemplo, se o usuário desejar um algoritmo com maior precisão, o meta-aprendiz retorna o algoritmo candidato que obteve o menor erro (Erro Absoluto Médio, por exemplo) na solução dos problemas similares. 

Uma outra vantagem no uso dos algoritmos baseados em instâncias é a extensibilidade, ou seja, cada novo resultado experimental obtido pode ser facilmente acoplado à base de instâncias existente.

Zoomed Ranking para seleção de Modelos

A utilização do Meta-Aprendizado na seleção de modelos para previsão de séries temporais, proposta em nosso trabalho, pode ser vista como uma solução original, pois trata-se de uma solução mais ampla, que é capaz não apenas de selecionar o melhor modelo para prever uma dada série e sim de fornecer uma resposta mais informativa, ou seja, um ranking dos modelos candidatos para prever a série em questão. 
Ao utilizarmos uma abordagem de aprendizado de máquina na seleção de modelos de previsão, podemos utilizar as mesmas técnicas de meta-aprendizado que têm sido usadas comumente para selecionar algoritmos para problemas de classificação. Desta forma, os algoritmos de classificação passam a ser os modelos de previsão, os meta-exemplos são as séries temporais e os meta-atributos são as características usadas para descrever as séries temporais sendo previstas. Como o Zoomed Ranking utiliza um algoritmo baseado em instâncias como meta-aprendiz, cada meta-exemplo processado anteriormente pelos modelos candidatos será armazenado em uma base de instâncias.

Esta proposta leva à integração de duas áreas distintas, a previsão de séries temporais e o Meta-Aprendizado, abrindo caminho para diversos trabalhos que possam surgir dessa integração.

Na próxima seção deste capítulo, explicaremos em detalhes a abordagem Zoomed Ranking, já adaptada para o problema de seleção de modelos. 

2.4 Abordagem Zoomed Ranking

A abordagem do Zoomed Ranking, utilizada em nosso trabalho, tem como meta-aprendiz o algoritmo dos k-vizinhos mais próximos, que é um algoritmo baseado em instâncias. Esta abordagem assume que o desempenho de um algoritmo quando aplicado em um problema específico será semelhante quando aplicado em problemas similares.
Como já havia sido brevemente explicado no Capítulo 1, a abordagem do Zoomed Ranking é composta por duas fases distintas. Cada uma destas fases será explicada em detalhes nas próximas seções.

2.4.1 Seleção das séries mais similares

A seleção, na base de instâncias, das séries mais similares à série que representa o novo problema em mão é realizada na fase chamada de zooming. Esta fase é assim chamada, pois, dado um espaço de problemas processados anteriormente, contidos na base de casos, foca-se apenas na vizinhança da série que representa o problema de entrada. A similaridade de uma série processada em relação à nova série de entrada é medida através do conjunto dos meta-atributos descritores das séries. Em nosso trabalho, os meta-atributos utilizados foram: tamanho das séries, tendência básica, percentagem de turning points, primeiro coeficiente de auto-correlação e domínio das séries. A descrição detalhada de cada meta-atributo utilizado pode ser encontrada no Apêndice A deste trabalho. 
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A distância entre as séries foi medida através da Norma Sem Peso L1 [Atkeson et al., 1997], descrita na Equação 4 abaixo:

onde si e sj são as séries e vx,si é o valor do meta-atributo x na série si. A medida  dist é dividida pelo domínio de valores possíveis, afim de que o resultado seja normalizado. Esta função de distância é usada como parte do algoritmo dos k-vizinhos mais próximos, cuja idéia é simplesmente selecionar os k casos mais próximos a um caso de entrada, dada alguma função de distância.
 [Mitchell 1997].  

2.4.2 Geração do ranking baseada na precisão e no tempo

Após a seleção das séries mais similares na seção anterior, o ranking será gerado a partir das informações de performance obtidas através da aplicação dos modelos candidatos nestas séries. Como as séries selecionadas são similares à série que representa o novo problema, espera-se que os modelos se comportem de maneira similar quando aplicados às mesmas. 

O método de geração de ranking utilizado é o Ajuste da Razão das Razões (ARR), que agrega as informações de precisão e de tempo total de execução para gerar o ranking dos modelos candidatos [Brazdil, Soares 2003]. O ARR é definido segundo a Equação 5 abaixo:
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onde
         e
         representam a taxa de sucesso e o tempo do modelo mp  na série si, respectivamente, e AccD, que será melhor explicado posteriormente, representa a importância relativa entre a precisão (taxa de sucesso) e o tempo de execução, sendo definido pelo usuário. 
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A medida ARR pode ser vista como a razão entre o benefício e o custo, utilizada para calcular a qualidade do modelo candidato como um todo. Ou seja, a razão entre as taxas de sucesso
  /
   pode ser vista como uma medida de vantagem do modelo mp sobre o modelo mq, ou seja, como um benefício. Já a razão entre os tempos 1 +         / 1 +
   pode ser vista como uma medida de desvantagem do modelo mp sobre o modelo mq, ou seja, como um custo. Os valores de         e   
     tiveram que ser adicionados a 1 na nossa adaptação do método ARR, pois em nosso estudo de caso, que será explicado com detalhes no próximo capítulo, existiam muitos valores iguais a zero para estas medidas, o que levaria a uma impossibilidade no uso da fórmula original. Um outro aspecto que deve ser observado em relação à razão entre os tempos é que ela apresenta um domínio muito mais amplo de valores possíveis do que a razão entre as taxas de precisão. Com isso, se a razão simples entre os tempos fosse usada, esta dominaria a medida ARR. Desta forma, o efeito deste domínio pode ser minimizado com o uso do log (1 + 
      / 1 +   
), que fornece a ordem de magnitude desta razão. 
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A importância relativa entre a precisão e o tempo é dada através do parâmetro AccD, como mencionado anteriormente. O valor deste parâmetro é fornecido pelo usuário e indica quanto da precisão ele está disposto a trocar por 10 vezes mais velocidade do modelo. O valor 1 é somado ao denominador da medida ARR para obtermos valores em torno de 1, como acontece com a taxa de precisão. 

O ranking dos modelos candidatos é gerado a partir das informações do método ARR de forma agregada, ou seja, o valor do ARR é calculado para cada modelo candidato e o ranking é gerado diretamente destes valores. Isto pode ser feito da seguinte forma:

· Primeiramente, calcula-se a média geométrica percorrendo todas as séries selecionadas;

· [image: image21.wmf]i

p

s

m

SR

Em seguida, calcula-se a média aritmética percorrendo todos os modelos mq diferentes de mp, onde mq é o modelo cuja posição no ranking está sendo calculada. Observe este processo na Equação 6 abaixo:

onde n representa o número de séries e m representa o número de modelos. Foi utilizada a média geométrica para que a seguinte propriedade pudesse ser verificada: 
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. Isto não seria verificado, caso a média aritmética fosse utilizada.


Para facilitar o entendimento do Zoomed Ranking, segue na Figura 1 abaixo o seu algoritmo em pseudo-código, no qual:

· SERIES_TESTE é o conjunto contendo as informações de performance das séries de teste;

· SERIES_TREINAMENTO é o conjunto contendo as informações de performance das séries de treinamento;

· META_ATRIBUTOS é o conjunto dos meta-atributos;

· MODELOS é o conjunto dos modelos candidatos;

· s é uma série de teste;

· zooming(s) é a aplicação da etapa de zooming à série s;

· ArgMinimo(Distância, n) é uma função que retorna a série com a n-ésima menor distância;

· Distancia[s1] contém a distância da série s de entrada à série s1 do conjunto de treinamento;

· Selecionados[n] contém os n-ésimo conjunto mais semelhantes a s. Possui Z posições;

· dist (x, s1, s2) é a medida dist apresentada anteriormente pela Equação 4;

· Ranking[m1] contém a posição do modelo m1 no ranking recomendado;

· ARR (m1) é a medida ARR do modelo m1 definida anteriormente na Equação 6;

· ranking_recomendado() retorna o ranking recomendado para a série s de teste, após a aplicação de zooming(s);

· Z corresponde à quantidade de conjuntos selecionados na fase de zooming.
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Figura 1: Algoritmo do Zoomed Ranking

2.5 Arquitetura geral

Os nosso sistema foi implementado segundo a arquitetura apresentada na Figura 2 abaixo:
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Figura 2: Arquitetura do sistema proposto

Nesta arquitetura, o módulo BD representa a base de dados, que contém os meta-exemplos processados anteriormente pelos modelos candidatos. Cada meta-exemplo associa uma série temporal (representada por um conjunto de características) ao desempenho dos modelos candidatos durante a previsão da série. O módulo MA representa o meta-aprendiz, ou seja, o responsável por gerar conhecimento de forma automática para auxiliar a seleção dos modelos candidatos. Este módulo recebe as características das séries e os meta-exemplos como entrada. 
Na fase de treinamento, o módulo MA adquire conhecimento a partir do conjunto de meta-exemplos armazenados na BD. Esse conhecimento associa as características das séries temporais do conjunto de treinamento, fornecidas como entrada ao módulo MA, ao desempenho obtido pelos modelos candidatos nestas séries, contido nos meta-exemplos. O conhecimento adquirido pode ser refinado à medida que novos exemplos são inseridos na base. 

Na fase de uso, dada uma nova série de teste a ser prevista, o módulo MA utiliza as características desta série para recuperar os meta-exemplos mais similares à nova série de teste, contidos na base de instâncias. Finalmente, as informações de desempenho de previsão, contidas nos meta-exemplos selecionados, são utilizadas pelo módulo MA para gerar o ranking dos modelos candidatos. 

2.5.1 Módulo Meta-Aprendiz

O módulo MA tem como meta-aprendiz uma adaptação do Zoomed Ranking, visto na Seção 4.1. Este algoritmo foi implementado na linguagem C com uso da ferramenta Microsoft Visual C++
. Esta abordagem trata-se de um algoritmo baseado em instâncias, ou seja, cada novo resultado experimental obtido pode ser facilmente acoplado à base de casos existente (BD). 

2.5.2 Base de Dados

Os meta-exemplos armazenados em nossa BD, contêm as informações de performance dos modelos candidatos em cada uma das séries de treinamento. Estas informações foram obtidas em um trabalho anterior [Prudêncio 2003], através da implementação dos três modelos candidatos no Matlab
.
Na próxima seção, iremos apresentar o estudo de caso realizado para a utilização da arquitetura proposta.

2.6 Estudo de Caso

Este estudo de caso foi utilizado na previsão das séries anuais da M3-Competition [Makridakis, Hibon 2000. Foram utilizadas 645 séries temporais anuais, com 430 destas séries utilizadas para treinamento do algoritmo e 215 utilizadas para teste. Em nossos experimentos, foram considerados os seguintes modelos candidatos, comumente usados para prever as séries anuais da M3-Competition: Random Walk [Harvey 1993], Alisamento Exponencial Linear de Holt [Holt 1960] e o modelo AutoRegressivo [Box, Jenkins 1970]. 

Os nossos experimentos foram realizados utilizando-se três valores para o parâmetro AccD (1%, 20% e 40%). O valor 1% representa a situação em que é dada uma maior importância à precisão. Já o valor 40% representa a situação inversa, ou seja, é dada uma maior importância ao tempo. O valor 20% representa apenas uma situação intermediária. Foram utilizados três valores para z (20, 50 e 200), que representa a quantidade de séries que são selecionadas pelo algoritmo k-NN na fase de zooming. 

Nós iremos nos referir ao uso do zooming, com z igual a k seguido pela aplicação do ARR, como Zk(ARR) e ao não uso do zooming como ARR simplesmente. O resultado da aplicação do ARR pode ser visto como uma base padrão, que será utilizada para compararmos a melhoria do Zoomed Ranking, devido ao uso da fase de zooming.

Tabela 1 - Ranking gerado por ARR
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A Tabela 1 apresenta o ranking gerado por ARR, ou seja, o ranking gerado com a utilização de todas as séries disponíveis na base de casos. Podemos observar que, quando é dada uma importância maior à precisão o modelo Alisamento de Holt apresenta melhores resultados, por ser o mais lento. Já quando é dada uma importância maior ao tempo o modelo Random Walk lidera o ranking por ser o mais rápido.
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Tabela 2 – Ranking gerado por Z20(ARR)

A Tabela 2 apresenta o resultado do Z20(ARR)
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, que mostra uma pequena variação na posição dos modelos em relação aos rankings apresentados na Tabela 1. Observamos que, mesmo com a aplicação do zooming, o modelo Alisamento de Holt continua liderando o ranking quando é dada uma importância maior à precisão. O mesmo ocorre com o modelo Random Walk, que continua liderando o ranking onde é dada uma maior importância ao tempo, ou seja, à velocidade do modelo. 

Tabela 3 – Ranking gerado por Z200(ARR)

Mesmo quando aumentamos a quantidade de séries selecionadas na fase de zooming, como podemos observar na Tabela 3, os resultados ainda se mantêm similares. Há uma pequena variação apenas no ranking com valor do AccD igual a 20%. Porém, como este é apenas um valor intermediário, não existe uma implicação para que o ranking deva se apresentar como se estivesse sendo dada uma importância maior à precisão ou ao tempo.

2.6.1 Avaliação do ranking recomendado
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A avaliação do ranking recomendado pelo Zoomed Ranking foi realizada com o uso do coeficiente de correlação de Spearman [Neave, Worthington 1992], que mede a distância deste ranking ao ranking ideal. O ranking ideal corresponde à correta ordenação dos modelos candidatos para uma dada série de teste. A cada série de teste, um ranking ideal é gerado a partir das informações de informações de performance dos modelos candidatos nesta série. Ou seja, o ranking ideal da série si é construído pela ordenação do modelo mp em relação a cada modelo mq, segundo a Equação 7 abaixo:

onde m é o número de modelos e 
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 é calculado com base nas informações de performance dos modelos na série si de teste.
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O coeficiente de correlação de Spearman é definido de acordo com a equação 8 abaixo:

onde rri e iri são a ordenação do modelo mi no ranking recomendado e ideal, respectivamente, e m é o número de modelos. Esta medida é normalizada pelo valor m3 – m para gerar valores mais significantes. 

O valor 1 para este coeficiente representa o emparelhamento perfeito entre os rankings e o valor -1 representa o desemparelhamento perfeito. O valor 0 significa apenas que os ranking não estão relacionados. Desta forma, valores próximos de 1 indica que os rankings possuem a maioria das posições emparelhadas e valores próximos de –1 indica que os rankings possuem quase todas as posições desemparelhadas. 
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Tabela 4: Média dos coeficientes de Spearman

Em nosso estudo de caso, cada ranking recomendado foi comparado ao seu ranking ideal correspondente com o uso do coeficiente de correlação de Spearman para que a média pudesse ser obtida ao final. Na Tabela 4, podemos observar essas médias para cada uma das configurações testadas. Observamos que os resultados obtidos pelo Zoomed Ranking superam ou aproximam-se bastante dos resultados do ARR padrão em algumas configurações. Esta melhoria foi observada quando é dada uma importância maior à precisão. Isto é perfeitamente justificável, dado que a seleção dos atributos descritores das séries foi realizada levando-se em conta principalmente a precisão. Desta forma, nossos experimentos mostram que o Zoomed Ranking apresenta resultados bastante satisfatórios para o problema de seleção de modelos de séries temporais.

2.6.2 Comparação entre o Zoomed Ranking e o NOEMON 

O trabalho realizado em [Prudêncio 2003], apresentado na seção 3.2.1, apresenta muitas semelhanças em relação ao trabalho que nós propomos. Um dos estudos de caso realizados neste trabalho utilizou a mesma base de séries, os mesmos modelos candidatos e os mesmos meta-atributos descritores das séries utilizados em nosso estudo de caso. Outra semelhança está na utilização de uma abordagem de Meta-Aprendizado para solucionar o problema de seleção de modelos. Desta forma, iremos apresentar nas tabelas 5 e 6 a seguir alguns resultados comparativos entre o Zoomed Ranking e o NOEMON para o problema de seleção de modelos.

Para realizarmos os experimentos comparativos entre o nosso trabalho e o trabalho de R. B. C Prudêncio, a geração dos rankings teve que ser modificada, para que fosse realizada da mesma forma, permitindo assim uma comparação justa dos resultados. A geração dos rankings foi realizada da seguinte forma:

· Primeiro, calcula-se a média aritmética percorrendo todas as séries selecionadas na fase de zooming;

· Em seguida, calcula-se a média aritmética percorrendo todos os modelos mq diferentes de mp, onde mp é o modelo cuja posição no ranking está sendo calculada.

Observe nas Equações 9  e 10 como estas duas etapas foram calculadas: 
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onde n representa o número de séries e m representa o número de modelos.
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Tabela 5 - Média dos coeficientes de Spearman para AccD = 0%

Como o método NOEMON não leva em conta o tempo de execução como informação de performance, realizamos experimentos considerando o valor do parâmetro AccD igual a 0%, para que esta situação pudesse ser satisfeita pelo nosso método. A Tabela 5 apresenta a média dos coeficientes de Spearman para AccD igual a 0%.

Tabela 6 – Comparação entre o Zoomed Ranking e o NOEMON
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Os resultados obtidos em nosso trabalho foram comparados aos resultados obtidos por R. B. C Prudêncio através do melhor valor obtido pelo Zoomed Ranking para o coeficiente de correlação de Spearman com AccD igual a 0%. 

Um dos principais fatores que faz com que o resultado apresentado pelo Zoomed Ranking não seja tão satisfatório, à primeira vista, em relação ao resultado apresentado pelo trabalho de R. B. C Prudêncio é o fato de que neste último foi utilizada uma Rede Multilayer Perceptron (MLP) para medir a similaridade entre as séries, enquanto que em nosso trabalho foi utilizado o algoritmo k-NN. O algoritmo k-NN apresenta como primeira dificuldade uma instabilidade nos resultados caso atributos irrelevantes ou redutantes sejam utilizados, por exemplo. Já com o uso de uma Rede Neural, caso um atributo não seja tão relevante, uma importância menor é dada a este atributo e a rede rapidamente se adapta a esta deficiência dos dados.

Por outro lado, a principal vantagem apresentada pelo Zoomed Ranking em relação ao NOEMON é o fato de considerarmos o tempo de execução como informação de performance. Mesmo que esta informação tenha sido desconsiderada nestes experimentos comparativos entre os dois métodos, este é um fator importante na escolha entre estes métodos pelo usuário. Caso o usuário esteja mais preocupado em obter modelos mais rápidos, o Zoomed Ranking será uma melhor opção. 

Conclusões e Trabalhos Futuros

Nesse trabalho, nós propomos o uso de uma abordagem de Meta-Aprendizado, que adquire conhecimento a partir dos dados de entrada para selecionar modelos de séries temporais. Podemos apontar contribuições do nosso trabalho em duas áreas diferentes: na área de Meta-Aprendizado e na área de previsão de séries temporais. A técnica de Meta-Aprendizado utilizada foi uma adaptação do método Zoomed Ranking, que foi originalmente proposto para seleção de algoritmos de classificação. Este método utiliza as informações de performance dos modelos candidatos em séries anteriormente processadas na geração de rankings desses modelos. Porém, os rankings são gerados a partir das informações das séries mais similares à nova série em mão, que são selecionadas na fase de zooming. Esta seleção é feita com o uso do algoritmo k-NN.

Os resultados foram obtidos a partir da variação do parâmetro k, que representa o número de vizinhos do algoritmo k-NN, e do parâmetro AccD, que representa a importância relativa entre a precisão e o tempo. Estes resultados são comparados aos resultados obtidos com o ARR padrão. Os resultados obtidos superam o método ARR padrão em várias configurações. Esta diferença se torna ainda mais acentuada quando se dá uma importância maior à precisão. Isto ocorre, pois os meta-atributos descritores das séries foram selecionados levando-se em conta principalmente a precisão. 

Foi realizada uma comparação entre o Zoomed Ranking e o método NOEMON, apresentado no trabalho desenvolvido por R. B. C Prudêncio. Os resultados comparativos não foram tão satisfatórios à primeira vista. Porém, isto se deve ao fato de que em R. B. C Prudêncio a similaridade entre as séries foi verificada por uma Rede Multilayer Perceptron, enquanto que em nosso trabalho foi utilizado o algoritmo k-NN. Por outro lado, a principal vantagem apresentada pelo Zoomed Ranking em relação ao NOEMON é o fato de considerarmos o tempo de execução como informação de performance.

Em um trabalho futuro, podemos obter resultados melhores com a utilização de uma outra base de casos, com um maior número de instâncias e que não apresente muitos valores iguais a zero para o tempo de execução, como ocorreu com a base utilizada em nosso trabalho. Podemos solucionar este problema também utilizando outros modelos de previsão, para que uma maior diferença entre a velocidade dos modelos possa ser observada. 

Existe ainda uma outra melhoria a ser realizada, que seria a utilização de um outro método para medir a similaridade entre as séries, como uma Rede Neural, por exemplo.

Uma outra proposta seria a implementação de um outro método de geração de rankings, para que pudéssemos comparar com os resultados obtidos pelo Zoomed Ranking.

Apêndice A – Meta-Atributos das séries temporais

A escolha dos meta-atributos mais adequados para descreverem uma determinada série depende do tipo de série temporal sendo analisada. Por exemplo, enquanto que a característica período de sazonalidade pode ser importante na descrição de séries sazonais, ela não faz sentido para descrever séries estacionárias, que não têm sazonalidade. 

No contexto de problemas de classificação, podemos encontrar conjuntos padrões de meta-atributos que têm sido usados na área de Meta-Aprendizado, como por exemplo, o Data Characterization Tool [Engels, Theusinger 1998], desenvolvido dentro do projeto METAL [Metal 2003]. Infelizmente na área de previsão de séries temporais não existe tal conjunto padrão de meta-atributos. Por outro lado, podemos seguir alguns critérios para definir os meta-atributos para séries temporais. Um desses critérios seria escolhermos características das séries que possam ser identificadas de forma confiável, evitando análise subjetiva, como inspeção visual no gráfico da série. Um outro é que os meta-atributos devem ter sido usados por outros autores na literatura de séries temporais. Finalmente, deve-se usar um número gerenciável de atributos para evitar um gasto excessivo de tempo no processo de seleção de modelos.
Em nosso trabalho, foram utilizados cinco meta-atributos na descrição das séries da M3-Competition. Segue abaixo uma descrição detalhada de cada um deles:

· Tamanho da séries: corresponde ao número de pontos ou observações da série.

· Tendência básica: corresponde à inclinação da reta de regressão linear. Valores altos desta medida sugerem a existência de uma tendência forte (para cima ou para baixo) na série.

· Percentagem de turning points: Esta medida é dada pela Equação A.1 abaixo:

(100 * N) / T

(A.1)


onde N é o número de turning points e T o tamanho da série. 

Um ponto da série X(t) é considerado um turning point se X(t-1) < X(t) > X(t+1) ou X(t-1) > X(t) < X(t+1). Este meta-atributo tenta medir o grau de oscilação da série. 

· Primeiro coeficiente de autocorrelação: mede o grau de correlação entre o valor da série no tempo t e o valor no tempo t-1. Valores altos sugerem que o valor da série em um ponto é fortemente relacionado com o valor no ponto anterior.

· Domínio da série - indica o domínio de origem da série e pode assumir uma das seguintes categorias: 'micro', 'macro', 'indústria', 'finanças', 'demografia' e 'outros'.
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Para todo s1, s1 ( SERIES_TESTE {


	zooming(s1);


	ranking_recomendado();


}





zooming(s1) {


	Inicializa Distancia com zero;


	Para todo s2, s2 ( SERIES_TREINAMENTO {


		Para todo x, x ( META_ATRIBUTOS {


			Distancia[s2] = Distancia[s2] + 


 dist(x, s1, s2);


}


}	


Para i todo i, i ( {1, Z} {


	Selecionados[i] = ArgMinimo(Distancia, i);


}


}





ranking_recomendado() {


	Para todo m1, m1 ( MODELOS


		Para todo m2, m2 ( MODELOS


Para todo i, i ( {1, Z}


	Ranking[m1] = ARR(m1);


}	








� EMBED Equation.3  ���








� Existem diversas interpretações que podem ser dadas ao termo ‘meta-aprendizado’. De uma forma geral, meta-aprendizado seria o estudo de como sistemas de aprendizado podem aumentar sua eficiência através de experiência. 





� Os outliers são valores que se apresentam fora da escala de valores observados na série.


� Microsoft Visual C++ é uma marca registrada da Microsoft Corporation. Foi utilizada a versão 6.0 desta ferramenta.


� Matlab, The Language of Thecnical Computing, é uma ferramenta da The MathWorks, Inc. Foi utilizada a versão 6.1 desta ferramenta.
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