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Introdução

Uma série temporal é um conjunto de observações de um fenômeno ordenadas no tempo [8]. Podemos citar como exemplos de séries temporais, o consumo mensal de energia elétrica de uma casa, registrado durante um ano ou as vendas diárias de um produto no decorrer de um mês. A análise de uma série temporal é o processo de identificação das características, padrões e propriedades importantes da série, utilizados para descrever em termos gerais o seu fenômeno gerador [9]. Dentre os diversos objetivos da análise de séries temporais, o maior deles é a previsão.

A previsão de séries temporais tem sido usada em diversos problemas do mundo real, eliminando riscos gerados por incerteza e auxiliando o planejamento e a tomada de decisões, uma vez que a eficácia de uma decisão depende obviamente dos eventos anteriores à mesma. Diversos modelos já foram desenvolvidos na literatura para prever séries temporais. Com isso, selecionar o modelo mais adequado para prever uma dada série pode ser uma tarefa difícil dependendo dos modelos candidatos e das características das séries em questão. 

Paralelamente, a necessidade de se encontrar métodos que auxiliem a seleção de algoritmos de classificação também tem sido reconhecida como uma importante questão na área de meta-aprendizado [4]. Os métodos existentes sugerem apenas um algoritmo ou um grupo de algoritmos que realizem bem um determinado problema [6, 7]. Surge então a necessidade de se obter uma solução seja mais informativa, no sentido de possibilitar ao usuário uma melhor percepção da relação entre os algoritmos propostos, e mais flexível, para que novas soluções possam ser facilmente acopladas à base de casos já existentes que tenham sido processados pelos algoritmos candidatos. A construção de um ranking dos algoritmos candidatos pode ser usada como uma alternativa para solucionar este problema. Um ranking de algoritmos ainda apresenta a vantagem de possibilitar ao usuário a seleção de um único algoritmo ou mais de um algoritmo, de acordo com os recursos disponíveis (tempo e hardware). 

Existem vários métodos atualmente que geram rankings de algoritmos baseados em suas informações de peformance em casos processados anteriormente. Alguns destes métodos levam em conta a precisão [4], outros a precisão e o tempo [5]. Porém, estes métodos não levam em consideração as características do problema em questão. Ou seja, a cada novo problema apresentado é gerado um ranking estático baseado em todas as informações de performance disponíveis, independente do problema em mãos. 

Objetivo

O objetivo deste trabalho é propor uma solução para o problema de seleção de modelos, com o uso de uma abordagem de Meta-Aprendizado que obteve bons resultados em problemas de classificação. Isto leva à integração de duas áreas distintas de conhecimento, a previsão de séries temporais e o meta-aprendizado, abrindo caminho para diversos trabalhos que possam surgir dessa integração.

A abordagem que será utilizada neste trabalho será o Zoomed Ranking [1], originalmente desenvolvido para gerar um ranking de algoritmos candidatos a solucionar um dado problema de aprendizado (usualmente um problema de classificação), baseado nas suas informações de performance em problemas anteriores. Essa abordagem assume que o desempenho de um algoritmo quando aplicado em um problema específico será similar ao obtido em problemas similares.

 O problema de seleção de modelos no Zoomed Ranking será composto por duas fases distintas. Na primeira fase, a fase do zooming, será selecionado um sub-conjunto de problemas similares ao novo problema em mãos na base de instâncias. Esta seleção é feita com o uso do algoritmo dos k-vizinhos mais próximos, cuja função de distância utiliza as características das séries para selecionar as k séries processadas anteriormente pelos modelos candidatos mais similares à série que representa o novo problema. Na segunda fase, o ranking dos modelos candidatos será gerado, baseando-se nas informações de performance (precisão e tempo total de execução) dos modelos nos problemas selecionados na fase anterior. 
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