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Resumo

O grande problema no desenvolvimento da inteligência artificial de um jogo não está em conceber oponentes invencíveis, mas sim em elaborar oponentes que desafiem o jogador. Este trabalho apresenta um método de construção da inteligência artificial de jogos eletrônicos que se adapta automaticamente ao nível de dificuldade do usuário. A abordagem apresentada é a utilização de aprendizado por reforço conjuntamente com uma função de avaliação para indicar o nível de facilidade que o agente oferece ao jogador. Além disso, para que o processo de aprendizado e adaptação ao usuário seja acelerado, são adotadas algumas estratégias de incremento da performance. Como estudo de caso, é utilizado o Knock’em, jogo de luta em tempo real, no qual são realizados experimentos que demonstram a efetividade do método.

Palavras chaves: Jogos eletrônicos, inteligência artificial, aprendizagem por reforço, adaptação ao usuário, modelagem do oponente.
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 1. Introdução

Os jogos eletrônicos sempre representaram um grande mercado econômico, mas essa popularidade comercial não costuma se refletir no meio acadêmico. Entretanto, embora estejam associados a divertimento, os jogos são uma importante classe de sistemas. Utilizando técnicas inovadoras de computação, são um interessante domínio de aplicação para o desenvolvimento e validação de novas técnicas computacionais, visto que possuem características críticas, como execução em tempo real e pouca capacidade de processamento, que precisa ser dividida com o processamento gráfico, de sons, de modelagem física, etc.
Na área de Inteligência Artificial, a evolução dos jogos é recente, tendo sido condicionada pela evolução da capacidade do hardware, que liberou poder de processamento dos módulos gráficos para os módulos de inteligência. Com isso, foi possível inovar nas técnicas de programação usadas para determinar o comportamento dos agentes e do ambiente, evoluindo dos scripts de programação para técnicas como redes neurais, algoritmos genéticos, lógica nebulosa, ou raciocínio baseado em casos [Woodcock, 2004]. Embora grande parte dessa evolução tenha ocorrido na indústria de jogos, na qual as técnicas desenvolvidas são consideradas segredo comercial, alguns trabalhos começam a ser desenvolvidos e publicados no meio acadêmico.

A qualidade de jogos eletrônicos é diretamente influenciada pela inteligência artificial utilizada no controle dos oponentes não-humanos, os agentes [Spronck, Sprinkhuizen-Kuyper e Postma, 2003a]. Entretanto, desenvolver oponentes invencíveis não garante a qualidade do jogo; uma boa inteligência artificial deve adaptar-se ao usuário, oferecendo-lhe desafio e incentivando-o a permanecer jogando.

A tradicional abordagem de implementação da inteligência através de regras (scripts), ainda predominante nos jogos atuais, apresenta limitações de complexidade e falta de adaptação, de modo que é necessário desenvolver novos métodos capazes de lidar com esses problemas.
O objetivo desse trabalho é apresentar um método de construção da inteligência artificial de jogos eletrônicos que tenha fácil implementação e que se adapte automaticamente ao nível de dificuldade do usuário.

A abordagem apresentada é a utilização de aprendizado por reforço para garantir a construção e a evolução dos agentes inteligentes, conjuntamente com uma função de facilidade que serve como base para adaptar a dificuldade do agente ao usuário, tornado-o melhor ou pior. Com isso, espera-se desafiar o jogador com um oponente próximo de seu nível, evitando agentes triviais ou superpoderosos. Entretanto, a utilização de aprendizado de máquina apresenta uma grande limitação: a lentidão no processo de aprendizado. Para resolver esse problema, são aplicadas técnicas de incremento da performance na aprendizagem por reforço. Como estudo de caso, é utilizado o Knock’em, jogo de luta em tempo real, no qual são realizados experimentos para validação do método proposto.
Este trabalho está estruturado da seguinte maneira: o capítulo 2 define o problema a ser resolvido, sua importância, seus requisitos e as dificuldades apresentadas. No capítulo 3, é apresentado o estado da arte dos métodos de aprendizado e adaptação de agentes. O capítulo 4 explica os conceitos de aprendizagem por reforço utilizados no trabalho. O capítulo 5 detalha o método proposto e mostra como são cumpridos os requisitos estabelecidos. No capítulo 6 é mostrado o Knock'em, jogo utilizado como estudo de caso, e são exibidos e analisados os resultados dos experimentos realizados. Por fim, o capítulo 7 conclui o trabalho realizado e indica direções de trabalhos futuros.

2. Adaptação e Aprendizado de Agentes em Jogos
O desenvolvimento de sistemas que se adaptam ao usuário para garantir a qualidade da interação homem-máquina é cada vez mais comum. Nesse sentido, desenvolver métodos automáticos de adaptação aos propósitos, comportamento, preferências e hábitos de cada pessoa é muito importante, viabilizando a construção de sistemas que modifiquem sua atuação com base nas ações tomadas pelo usuário, com a finalidade de ajudá-lo a realizar suas tarefas [Isle, 2004].

No domínio de jogos eletrônicos, a qualidade da interação com o usuário é fortemente influenciada pelo replay-value, que indica se o usuário, ao terminar uma partida, tem incentivo para jogar de novo. Esse conceito expressa a capacidade que o jogo tem de manter o interesse do jogador, e é influenciado por muitos fatores, como o enredo, a jogabilidade e, em especial, a inteligência artificial dos jogadores não-humanos, também chamados de agentes. O objetivo desses oponentes é proporcionar ao usuário uma experiência divertida e interessante, e não derrotá-lo a todo custo [Spronck, Sprinkhuizen-Kuyper e Postma, 2002].
2.1. Importância da adaptação ao usuário
Os agentes de um jogo devem exibir um comportamento similar ao humano, para transmitir ao jogador a sensação de estar enfrentando um oponente com as mesmas capacidades e limitações. Isso implica em criar agentes que não executem ações claramente ineficientes, não repita erros (aprenda com a experiência), explore as possibilidades oferecidas pelo ambiente, e não utilize inteligência desonesta (pelo menos não de forma perceptível ao usuário) [Spronck, Sprinkhuizen-Kuyper e Postma, 2002].
O desenvolvimento da inteligência artificial de agentes em jogos eletrônicos costuma ser realizado com pré-programação de scripts [Tozour, 2002], isto é, a construção, em tempo de desenvolvimento, de listas de regras que são executadas seqüencialmente, como, por exemplo, “atacar o oponente caso esteja ao alcance, ou persegui-lo caso contrário”.

Por mais otimizado que seja esse processo, e por mais completa que seja a base de conhecimento utilizada, essa abordagem tem dois problemas fundamentais: complexidade de implementação e não adaptação ao usuário. Projetar uma base de conhecimento satisfatória requer muito trabalho de engenharia de conhecimento, e poucas vezes o domínio de aplicação facilita ou possibilita o processo, resultando em regras longas e complexas [Brockington e Darrah, 2002]. A utilização de regras complexas, por sua vez, acaba gerando buracos nos scripts, isto é, falhas na inteligência que podem ser facilmente identificadas e exploradas pelos jogadores humanos. Assim, a tarefa de derrotar um oponente se reduz a descobrir suas falhas e explorá-las sempre.

Mesmo que se consiga construir uma base satisfatória, o sistema resultante tem a limitação de não se adaptar ao usuário, agindo da mesma maneira diante de jogadores iniciantes e experientes. O máximo que se oferece são níveis estáticos de dificuldade, que o usuário deve escolher no início da partida e continuar nesse nível pelo resto do jogo.


Além disso, com a utilização de scripts os oponentes não são capazes de explorar as possibilidades oferecidas pelo ambiente e as fraquezas do jogador, bem como não têm habilidade de aprender com sua experiência, repetindo erros passados e agindo da mesma maneira após uma ou várias lutas realizadas contra um mesmo usuário.

Com essas limitações, os jogadores iniciantes são desestimulados a jogar, pela impossibilidade de derrotar os oponentes, e os jogadores experientes, pela trivialidade em vencê-los.
O objetivo deste trabalho envolve a resolução de dois problemas distintos, mas inter-relacionados: a adaptação e o aprendizado dos agentes.

A adaptação do agente é o objetivo principal a ser atingido. Em alguns casos, o agente é suficientemente inteligente para ganhar do usuário, mas, caso o faça, poderá estar desestimulando-o a continuar jogando. Para essas situações, precisamos de um método para diminuir a qualidade das ações realizadas pelo agente, fazendo-o agir de maneira parecida com seu oponente. Em outras palavras, o agente deve tentar regular sua inteligência, deixando sempre uma possibilidade para que o usuário tenha sucesso.

Entretanto, em outros casos, o agente não é suficientemente inteligente para ganhar do oponente. Isso pode acontecer por causa de limitações na sua inteligência, ou simplesmente porque seu oponente tem uma inteligência bastante evoluída. Nesses casos, para o agente se adaptar ao usuário, ele precisará aprender, ou seja, precisará adquirir mais conhecimento e agir de uma forma melhor. Como nosso objetivo é apresentar um método de adaptação automático, o processo de aprendizado também precisa ser automático, o que nos leva à utilização de aprendizado de máquina.
2.2. Requisitos
O método desenvolvido deve ser capaz de efetuar aprendizado online, caso enfrente um oponente de alto nível de dificuldade e precise evoluir para se adaptar a ele.

A aplicação de aprendizado de máquina online em jogos precisa satisfazer quatro requisitos não-funcionais [Spronck, Sprinkhuizen-Kuyper e Postma, 2003a]: rapidez, eficácia, robustez, e eficiência.

· Rapidez: como o aprendizado ocorre durante a execução do jogo, quando os recursos computacionais precisam ser divididos com os demais módulos (processamento gráfico, de sons, de modelagem física, etc.) é necessário que o algoritmo de aprendizado seja computacionalmente rápido. 
· Eficácia: o algoritmo de aprendizado precisa ser eficaz, desafiando o jogador, pelo menos, no mesmo nível dos métodos de pré-programação manual, evitando ações claramente ineficientes (embora sejam aceitáveis eventuais ocorrências de oponentes não-desafiadores).

· Robustez: o método de aprendizado deve ser robusto, no sentido de suportar situações randômicas nas ações dos jogadores, característica inerente dos jogos, que fornecem um alto nível de interatividade a seus usuários.

· Eficiência: por fim, o método deve ser eficiente, sendo capaz de aprender a se adaptar ao usuário após poucas tentativas. Esse requisito é necessário porque os jogadores não costumam interagir muito tempo com os jogos que não oferecem um nível de dificuldade suficientemente desafiador.

Para satisfazer esses requisitos, é necessário usar um algoritmo de aprendizado de alta performance. Duas das principais técnicas de incremento da performance dos algoritmos de aprendizado é a eliminação da aleatoriedade e a inclusão de conhecimento específico do domínio de aplicação [Spronck, Sprinkhuizen-Kuyper e Postma, 2003a]. Como a aleatoriedade é inerente aos jogos, não sendo uma característica manipulável, nossa abordagem utilizará conhecimento específico do domínio, junto com algumas técnicas para redução da complexidade do problema.

2.3. Dificuldades


Desenvolver um mecanismo de inteligência artificial que satisfaça os requisitos da seção anterior apresenta algumas dificuldades. 

Para que o método seja aplicável a um conjunto amplo de jogos, é preciso que seja capaz de ser utilizado em sistemas de tempo real. A aplicação em jogos de tempo real torna o requisito de rapidez ainda mais crítico. Nesses jogos, nos quais não há turnos definidos, o agente sempre precisa tomar decisões sobre suas ações rapidamente, sob pena de enquanto estiver pensando sofrer um ataque de seu oponente.

Outra dificuldade é a necessidade do agente se adaptar a variadas estratégias, de diversas dificuldades, produzidas pelos usuários. Essa imprevisibilidade do comportamento do usuário dificulta o desenvolvimento de métodos eficientes que se adaptem rapidamente e com qualidade às diversas situações produzidas pelo jogador.
Além disso, um tratamento especial deve ser dado às ações do agente, para que apresentem um comportamento similar ao humano. Os jogadores não-humanos têm uma vantagem natural de perceber as características exatas do ambiente e poder se aproveitar de sua precisão nas ações. Com isso, os agentes podem deferir golpes, por exemplo, na exata distância que cause dano ao oponente sem se colocar em risco, o que provavelmente é imperceptível para jogadores humanos. 
Por fim, o objetivo de criar agentes que não apenas atuem no mesmo nível do oponente, mas sim ofereçam divertimento, insere um componente subjetivo na avaliação do agente, dificultando a medição de sua performance.
3. O Estado da Arte
Algumas abordagens já foram propostas para resolver o problema de adaptação e, principalmente, aprendizado de agentes em jogos eletrônicos.

3.1. Aprendizado de agentes

Embora grande parte dos jogos desenvolvidos no meio comercial ainda utilize pré-programação de agentes [Tozour, 2002], já se percebem esforços para melhorar essa abordagem. A pré-programação consiste no desenvolvimento de scripts, durante a fase de construção do jogo, que indicam o comportamento dos agentes através de regras lógicas. A primeira abordagem para permitir a evolução dos agentes (e um certo nível de adaptação ao usuário) é a disponibilização dos scripts para o usuário, permitindo-o modificá-los e criar a inteligência de seus próprios jogadores não-humanos. Essa abordagem é utilizada em alguns jogos comerciais, como o Microsoft Age of Empires I e II (jogo de estratégia em tempo real), e o Interplay Baldur’s Gate (jogo de RPG – Role Playing Game) [Woodcock, 2004]. Entretanto, tal abordagem ainda é limitada, pois exige um difícil processo de engenharia do conhecimento e a evolução e adaptação dos agentes não é realizada durante o jogo automaticamente. Assim, torna-se natural considerar o uso de aprendizado de máquina para o desenvolvimento da inteligência artificial de jogos eletrônicos.

Alguns projetos já foram desenvolvidos nesse sentido. No âmbito comercial, já são divulgados alguns jogos que utilizam técnicas de redes neurais e algoritmos genéticos na modelagem da inteligência de seus personagens [Woodcock, 2004]. Entretanto, como o conhecimento técnico utilizado nesses jogos é tratado como segredo industrial, torna-se difícil distinguir as verdadeiras estratégias de implementação das estratégias de marketing usadas para divulgar os produtos.

Já no campo acadêmico, é possível encontrar uma boa quantidade de trabalhos relacionados a aprendizado de máquina em jogos, especialmente jogos de tabuleiro (xadrez, Go, damas, etc.), embora novos trabalhos comecem a utilizar jogos de ação ou estratégia. Alguns autores [Demasi e Cruz, 2003] utilizam uma extensão do método de aprendizado de lógica nebulosa (fuzzy) na determinação do comportamento do agente e na previsão da estratégia do oponente, obtendo bons resultados em um jogo de ação de naves espaciais. Outro trabalho [Spronck, Sprinkhuizen-Kuyper e Postma, 2002] compara a utilização de redes neurais recorrentes e multicamadas (multilayer perceptron) na implementação da inteligência de em um jogo de estratégia de naves espaciais, obtendo os melhores resultados com redes MLP.

Alguns trabalhos utilizam aprendizagem por reforço como técnica de aprendizado. Uma das aplicações de aprendizagem por reforço de maior sucesso é o jogador de gamão desenvolvido por Gerry Teasuro [Tesauro, 1994]. Através de uma combinação de aprendizagem por reforço com aproximação de funções usando redes neurais multicamadas treinadas com backpropagation, Tesauro conseguiu desenvolver uma inteligência no mesmo nível da dos melhores jogadores do mundo, usando pouco conhecimento específico sobre o jogo de gamão.

Outra aplicação de sucesso é o jogador de damas de Arthur Samuel [Samuel, 1967], precursor de métodos que mais tarde foram incorporados na aprendizagem por reforço, como o desconto de valores no tempo. Nesse trabalho, Samuel obteve bons resultados combinando técnicas heurísticas com aprendizagem de máquina, através do desenvolvimento de um dispositivo de aprendizagem que permitia aumentar o espaço de busca considerado sem aumentar seu custo computacional.

Outros autores [Abramson e Wechsler, 2001] utilizam uma combinação de aprendizagem por reforço com redes neurais de Kohonen, implementada em um jogador de Go. Mesmo com o jogo de Go apresentando a característica de ter um espaço de estado de tamanho explosivo, o jogador desenvolvido conseguiu obter performance melhor do que outros famosos jogadores computacionais de Go.

Em especial, um domínio de aplicação muito usado para testar e analisar novas técnicas de inteligência artificial é a Robocup [Robocup, 2004], na qual alguns times já utilizam aprendizagem por reforço. No caso da Robocup, um agravante ao uso de aprendizado é a complexidade do ambiente de atuação dos robôs, que torna o processo lento e computacionalmente custoso. Alguns trabalhos nesse domínio mostram técnicas para agilizar o aprendizado em tempo real [Vasilyev, Kapishnikov, e Sukov, 2003], bem como estratégias para a redução da complexidade do problema e a implementação de aprendizado distribuído [Riedmiller, Merke, Meier, Hoffmann, Sinner, Thate, e Ehrmann, 2004].
Embora alguns trabalhos tenham conseguido combinar aprendizagem por reforço com processamento neural, alguns autores [Boyan e Moore, 1995] mostram as dificuldades de se usar uma função de generalização (como redes neurais) no processo de aprendizagem por reforço. Nesses trabalhos, os autores mostram exemplos de aplicações simples que fracassaram na combinação desses dois métodos, indicando as suas características que limitam o uso de RN’s. Sutton [Sutton, 2004] também adverte sobre a dificuldade de se utilizar essa abordagem (especialmente com a técnica de reforço Q-Learning), alegando que essa combinação exige muito conhecimento específico sobre o funcionamento de redes neurais.

3.2. Adaptação ao usuário

Dentre as propostas para adaptação ao usuário em jogos destaca-se o trabalho de Demasi [Demasi, 2003], que introduz o conceito de função de facilidade. A função de facilidade mapeia um estado do jogo em um valor de quão fácil este jogo está sendo para o usuário. De acordo com o resultado dessa função, o nível de dificuldade do agente é aumentado ou diminuído. Nesse trabalho, o autor utiliza funções heurísticas, dependente do jogo em que é implementada, e relaciona os requisitos que uma função de facilidade deve satisfazer. Esses requisitos são confiabilidade e, principalmente, eficiência. Como o domínio de aplicação estudado são jogos de tempo real, embora as técnicas também sejam aplicáveis a jogos de turno, é imprescindível que a função de facilidade não gaste muitos recursos computacionais, isto é, que seja simples. Por outro lado, os valores retornados pela função devem ser confiáveis, sob pena de prejudicar a adaptação ao usuário.

Modelagem do Oponente
Dentre as abordagens de adaptação ao usuário, destacam-se os métodos de previsão do comportamento do usuário, através da modelagem do oponente. Modelar o oponente e entender sua estratégia de jogo pode ser útil para derrotá-lo mais facilmente. Por outro lado, a modelagem também pode ser útil para ensinar o oponente a jogar, descobrindo os erros de sua estratégia e indicando soluções melhores.

Alguns autores [Meyer, Ganascia, e Zucker, 1997] utilizam um classificador genético para modelar o usuário, em tempo real, de acordo com suas ações. Com esse modelo, o sistema infere as prováveis ações do oponente, em cada situação futura possível, identificando o melhor caminho (seqüência de ações) a ser seguido pelo agente para derrotá-lo.
Outro trabalho [Ramon, Jacobs, e Blockeel, 2002] utiliza árvores de decisão para construir as regras que representam o comportamento do oponente, apresentando bons resultados no jogo de Go. Entretanto, o objetivo principal desse trabalho é a diferenciação de jogadores: dado um conjunto de jogadas (ações), descobrir quem as realizou, dentre um conjunto de usuários para os quais o sistema foi treinado. Os resultados obtidos são muito bons quando o universo se restringe a dois usuários, mas quando se eleva o número de jogadores, a performance do sistema cai consideravelmente.
Uma outra abordagem [Spronck, Sprinkhuizen-Kuyper, e Postma, 2003b] é a utilização de uma técnica denominada dynamic scripting, baseada na pré-programação da inteligência de agentes via scripts, para modelar os oponentes. A adaptação ao oponente se dá através da atribuição de pesos a cada regra dos scripts, que são atualizados no decorrer do jogo, mudando a prioridade que cada regra tem para ser executada, e, portanto, mudando a seqüência de ações realizadas pelo agente. Essa técnica foi aplicada com sucesso em um jogo de RPG.
Para resolver o problema de aprendizado de máquina, essas abordagens utilizam algoritmos genéticos, árvores de decisão ou lógica nebulosa. Entretanto, uma outra abordagem possível é a utilização de aprendizagem por reforço.

4. Aprendizagem por Reforço
Aprendizagem por reforço (reinforcement learning) [Sutton e Barto, 1998] consiste, basicamente, em fazer um agente escolher suas ações se baseando apenas na interação com o ambiente. Diferentemente da aprendizagem supervisionada, na qual existe um professor que diz ao agente qual deveria ter sido a ação correta para cada estado, na aprendizagem por reforço existe apenas um crítico, que indica o caminho correto, mas não diz exatamente a resposta correta.

Esse tipo de aprendizagem é inspirado na aprendizagem infantil humana. Uma criança costuma realizar ações aleatórias, e, de acordo com as respostas de seus pais (elogio ou reclamação), aprende quais daquelas ações são boas e quais são ruins.

A aprendizagem por reforço é utilizada quando não se consegue obter exemplos de comportamento correto para as situações que o agente enfrenta ou quando o agente atuará em um ambiente desconhecido.

Aprendizagem por reforço é um tipo de problema de aprendizagem, e não exatamente uma técnica de aprendizagem. Uma das técnicas que resolve esse problema, Q-Learning, será descrita mais adiante.

Formalmente, no problema de aprendizagem por reforço temos um agente, que atua em um ambiente. O agente percebe um conjunto discreto S de estados, e pode realizar um conjunto discreto A de ações. A cada instante de tempo t, o agente pode detectar seu estado atual s, e, de acordo com esse estado, escolher uma ação a ser executada, que o levará para um outro estado s’. Para cada par estado/ação, (s,a), há um sinal de reforço, R(s,a)→(, que é dado ao agente quando ele executa a ação a no estado s. O relacionamento do agente com ambiente é ilustrado na Figura 1.
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Figura 1: Elementos da aprendizagem por reforço.
O sinal de reforço é a base do aprendizado do agente. O reforço deve indicar o objetivo a ser alcançado. Por exemplo, em um jogo de damas o reforço pode ser dado ao agente apenas ao final do jogo, sendo positivo quando o agente ganhar ou negativo quando perde ou empata. Com isso, o reforço está mostrando ao agente que seu objetivo é ganhar o jogo, e não perder ou empatar.
O problema de aprendizagem por reforço consiste em escolher uma política de ações que maximize o total de recompensas recebidas pelo agente. Uma política de ações corresponde a uma função ((s)→a, que diz, para cada estado, qual deve ser a ação realizada pelo agente. Um agente pode seguir várias políticas de ações, mas o objetivo da aprendizagem é calcular a política que maximize a soma das recompensas futuras, isto é, o total de recompensas recebidas após a adoção dessa política. Essa política ótima é denominada (*.
4.1. Q-Learning
Q-Learning [Watkins e Dayan, 1992] é um dos métodos de resolução do problema de aprendizagem por reforço. Essa técnica estima iterativamente uma função Q(s,a) →(, que determina a soma das recompensas futuras esperadas quando o agente executa a ação a no estado s e continua agindo otimamente daí em diante. Como essa soma pode ser infinita, caso não haja um estado final a ser atingido, é usado um fator de desconto nas parcelas da soma. Esse fator de desconto também diferencia recompensas distantes do estado atual, sendo dado maior valor para as recompensas próximas. Dessa forma, a função Q define a soma das recompensas futuras descontadas.

Uma vez estimada a função Q, o comportamento do agente (política de ações) pode ser facilmente determinado. Como recompensas altas estão relacionadas a um bom desempenho, basta o agente escolher, a cada estado s, a ação a que tem maior valor de Q(s,a). Entretanto, seguindo essa abordagem, o agente perde uma parte de sua capacidade de aprendizagem. Como, em cada estado, sempre é executada a mesma ação (a de maior valor de Q), apenas essa ação terá seu valor de atualizado, podendo perpetuar-se como melhor ação. Dessa forma, durante a fase de treinamento, quando a função Q está sendo construída, torna-se necessário intercalar fases de usufruto e exploração.
Usufruir significa que o agente escolherá a melhor ação, na atual estimativa de Q; explorar significa que o agente escolherá uma ação aleatória a’, para que seu valor Q(s,a’) seja atualizado, e, possivelmente, torne-se a melhor ação. Entretanto, a decisão de que estratégia deve ser adotada em cada momento não é trivial, gerando o dilema de explorar ou usufruir.

A intercalação de usufruto e exploração também ocorre em ambientes dinâmicos. Nesses casos, o agente aprende apenas a política ótima em um dado momento do ambiente. Como há mudanças nas variáveis ambientais, é preciso que o agente esteja em constante aprendizado, atualizando sua estimativa da política ótima, que muda no decorrer do tempo.

O valor de Q(s,a) é atualizado, no decorrer do aprendizado do agente, utilizando a seguinte regra de atualização:
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Equação 1: Regra de atualização no método Q-Learning
onde 
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 é a taxa de aprendizagem do agente, 
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 o reforço recebido pela realização da ação a no estado s, e 
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 é a taxa de desconto. A variável s’ indica o estado atual do oponente, isto é, o estado em que se encontra depois de ter realizado a ação a no estado s. Uma característica importante dessa regra é a não utilização de nenhum conhecimento da dinâmica do ambiente, apenas das variáveis definidas pelo problema de aprendizagem por reforço (s, a, s’, e r) e de parâmetros de aprendizado (
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 e 
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). Outra particularidade é a eficiência computacional da regra, que utiliza apenas operações básicas e comparações.
Uma particularidade do método Q-Learning é a forma como a função Q é aproximada. A abordagem mais simples, e mais popular, representa a função Q por uma matriz bidimensional, denominada Q-Table, com os estados em uma dimensão e as ações em outra. Essa representação possibilita fácil acesso aos itens da tabelas (para consulta e atualização), além de ser fácil de implementar, mas apresenta a grande limitação de consumir muito espaço, tornando-se inviável para aplicações que tenham um espaço de estados ou ações muito grande. Além disso, essa representação não generaliza o conhecimento aprendido, de modo que seu treinamento precisa simular todas as situações possíveis, tornando-se muito lento. A representação dos elementos da aprendizagem por reforço em uma Q-Table é ilustrada na Figura 2.
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Figura 2: Elementos da aprendizagem em uma Q-Table
4.2. Aplicações
A aprendizagem por reforço é uma aplicação interessante para sistemas que não podem realizar aprendizado supervisionado, por não se ter uma fonte externa de conhecimento (professor) para informar os objetivos e as ações corretas, ou quando o domínio de aplicação não possibilita a realização de aprendizado não-supervisionado.


Duas importantes propriedades da aprendizagem por reforço são a não utilização de conhecimento específico, e o aprendizado incremental. O processo de engenharia de conhecimento envolvido na construção de um agente aprendiz consiste apenas em codificar, de forma otimizada, as percepções e ações do agente e o reforço do ambiente, ou seja, definir que características do ambiente são relevantes para a tomada de decisão. Por outro lado, não é preciso codificar como o agente deve agir, nem mesmo que objetivo deve se alcançar, pois todo o aprendizado será automaticamente conduzido pelo reforço. O constante aprendizado incremental, por sua vez, permite naturalmente a adaptação a oponentes variados.

Essas características da aprendizagem por reforço a tornam uma opção naturalmente interessante para resolver o problema de adaptação ao usuário, que tem como fator crítico a necessidade de constante aprendizado. Além disso, a não utilização de conhecimento do domínio de aplicação torna o método genérico para ser aplicado em diferentes tipos de jogos eletrônicos.
5. Método Proposto
O método proposto nesse trabalho consiste em uma combinação de aprendizagem por reforço usando Q-Learning, com a idéia de função de facilidade. A utilização de Q-Learning visa resolver o problema de aprendizado dos agentes, que devem ser capazes de identificar a melhor forma de jogar contra seu oponente, enquanto a função de facilidade visa resolver o problema de controle do nível de dificuldade, de modo que o agente se adapte ao usuário.
Dado um estado s, o método de Q-Learning oferece estimativas Q(s,a) da soma de recompensas futuras esperadas para cada ação a possível de ser realizada em s. Os agentes tradicionais escolhem a ação que tem maior valor de Q, que representa a melhor escolha para atingir o objetivo expresso no reforço.

No nosso domínio de jogos eletrônicos, essa abordagem significa que o agente sempre atua no maior nível de dificuldade de que é capaz. Como não queremos que isso ocorra, mas sim que o agente atue no mesmo nível do usuário, permitiremos que seja escolhida qualquer ação possível.

Para determinar qual ação será escolhida, realizamos ciclos de avaliação determinando, através da função de facilidade, quão fácil está sendo o jogo para o usuário. Inicialmente, o agente executa as suas melhores ações. No decorrer das avaliações, caso a dificuldade esteja alta, o agente passa a executar as ações em um nível mais baixo (ao invés de escolher a melhor, escolhe a segunda melhor; caso estivesse escolhendo a segunda melhor, escolheria a terceira melhor; e assim por diante). Similarmente, quando o agente torna-se fácil, passa a escolher as ações em um nível mais alto.

A estratégia de realizar as avaliações em ciclos, que não correspondem necessariamente aos ciclos de execução do jogo, deve-se à natureza dos jogos em tempo real. Como os ciclos de execução são muito rápidos, muitas vezes, entre um ciclo e outro, os agentes não chegam a tomar decisões; ou mesmo que tomem, dificilmente o efeito dessa ação será sentido já no próximo ciclo. Por isso, aumentamos o período de avaliação para possibilitar que a função de facilidade tenha dados suficientes para determinar a dificuldade do jogo.

O Algoritmo 1 detalha o procedimento de adaptação utilizado.

Algoritmo 1: Escolha de ações para o agente adaptativo
Entrada:

acoes[], o array de ações possíveis com seus respectivos valores Q; agente, o agente adaptativo
Saída:

acao, a próxima ação a ser executada pelo agente

facilidade ( Tamanho(acoes)

enquanto durar o jogo faça

se ciclo de avaliação então


nivel ( Avaliar(agente)



se nivel = FACIL então



Decrementa(facilidade)



senão se nivel = DIFICIL então



Incrementa(facilidade)




fim se



fim se


fim se


ordena array acoes baseado no valor Q das ações


acao ( acoes[facilidade]

fim enquanto

O Algoritmo 1 satisfaz o requisito de rapidez, uma vez que não executa nenhuma operação complexa. As únicas funções não atômicas do procedimento são a avaliação do agente, e a ordenação do array de ações. A função de avaliação é dependente da aplicação, mas deve satisfazer seu próprio requisito de rapidez [Demasi, 2003]. Já a função de ordenação tem a garantia de sempre ser executada sobre um conjunto pequeno de dados (as ações disponíveis), limitação decorrente de próprio processo de aprendizado.

É importante observar que esse procedimento se refere apenas à escolha da ação a ser realizada pelo agente. A algoritmo de aprendizado, e conseqüente atualização dos valores de Q, é o mesmo do método Q-Learning tradicional, baseado na Equação 1.
5.1. Incremento da performance
Conforme citado na Seção 2.2., os requisitos para o aprendizado dos agentes exigem que seja utilizado um algoritmo de alta performance. Como a técnica de aprendizagem por reforço com Q-Learning tem a característica de aprender muito lentamente, pois não generaliza o conhecimento aprendido, é essencial adotar algumas estratégias para reduzir a complexidade e agilizar o aprendizado, possibilitando a eficiência na adaptação ao usuário.

A complexidade do aprendizado está diretamente relacionada ao tamanho do espaço de estados e de ações; por outro lado, a velocidade de percepção dos resultados das ações tomadas é influenciada pela qualidade do reforço dado ao agente.

Para reduzir o tamanho do espaço de estados, adotamos duas técnicas: a discretização de variáveis contínuas e a codificação de características abstratas do estado.
· Discretização de variáveis contínuas: como o espaço de estados S da aprendizagem por reforço deve ser finito, eventuais variáveis contínuas usadas na representação devem ser discretizadas. Entretanto, ao invés de se usar uma discretização genérica, como transformar valores reais no inteiro mais próximo, pode-se usar valores que representem informações relevantes ao agente. No caso de um jogo de tiro, por exemplo, o agente pode codificar a distância de seu oponente com apenas dois valores: menor ou maior do que o poder de alcance da arma (supondo que o dano não seja influenciado pela distância). Com isso, reduzimos o espaço de estados, mantendo a qualidade das informações disponíveis para o agente.
· Codificação de características abstratas: Outra abordagem para reduzir o espaço de estados é codificar características abstratas do ambiente, com o intuito de perceber realmente os fatores relevantes. Por exemplo, no caso de um agente jogador de futebol que precisa aprender a driblar o adversário, ao invés de codificar a direção (esquerda ou direita) do agente e do oponente, pode-se codificar apenas a direção relativa dos dois (mesma direção ou direção oposta). Assim, o agente não precisa aprender a se comportar em duas situações distintas: ir para a esquerda quando o oponente estiver indo para a direita, e vice-versa; basta aprender que deve se direcionar na posição oposta do oponente. Essa técnica é uma forma de permitir que o mecanismo de reforço consiga um certo nível de generalização dos conhecimentos aprendidos, mesmo usando o método de Q-Learning tradicional.
Para reduzir a complexidade do espaço de ações, é adotada a estratégia de codificação de movimentos (moves) [Riedmiller, Merke, Meier, Hoffmann, Sinner, Thate, e Ehrmann, 2004].

· Codificação de movimentos (moves): Movimentos consistem em várias ações atômicas que têm um objetivo comum. Por exemplo, para o agente jogador de futebol, ao invés de codificar ações como correr, mudar de direção, e roubar a bola, é possível codificar a ação recuperar a bola, na qual o agente identifica a direção do oponente, corre para ele e tenta retirar-lhe a bola. Usando esses movimentos no lugar das ações reais, o espaço de representação é diminuído e os resultados das ações são obtidos mais rapidamente.
Por fim, para agilizar a percepção do resultado das ações tomadas é preciso garantir a qualidade do reforço.

· Qualidade do reforço: Conforme citado no Capítulo 3, o sinal de reforço deve indicar o objetivo a ser alcançado pelo agente. No caso de um jogo de damas, como já foi dito, uma possibilidade é usar como reforço um número positivo quando o agente ganha, e negativo quando perde ou empata. Essa abordagem garante que o objetivo (ganhar o jogo) está sendo representado no reforço, mas tem o inconveniente de retardar excessivamente o aprendizado. Como o agente só tem uma reposta no final do jogo, são necessárias muitas iterações para que a política ótima de ações seja aprendida, pois o agente demora a perceber o impacto de suas decisões no começo do jogo no resultado final. Uma alternativa é usar um sinal de reforço que possa ser informado ainda durante a partida, como, por exemplo, a quantidade de peças retiradas do agente menos as peças perdidas.
Conforme observado por Sutton [Sutton e Barto, 1998], embora a idéia de determinar os objetivos do agente aprendiz através do sinal de reforço possa parece uma limitação, na prática essa característica tem se mostrado bastante flexível e aplicável. De fato, uma possibilidade de resolução do problema abordado neste trabalho, a adaptação ao usuário, é apenas modificar o sinal de reforço fornecido aos agentes. Atualmente, o reforço codifica o objetivo de derrotar o oponente da melhor forma possível. Mudando-se o objetivo para competir no mesmo nível do oponente, pode-se elaborar um sinal de reforço que leve o agente a atingir esse objetivo. Esse novo sinal de reforço deveria considerar variáveis como a quantidade de golpes deferidos, a taxa de golpes certeiros, a taxa de defesa do oponente, e quaisquer outros fatores que possam influenciar na dificuldade do jogo.

Entretanto, essa abordagem não satisfaz os requisitos de robustez e eficiência. Como o agente está aprendendo a se adaptar somente ao oponente atual, caso seja confrontado com um oponente mais inteligente, todo o processo de aprendizado precisará ser refeito, pois as ações que eram boas na primeira situação podem não ser mais na segunda.

A abordagem apresentada nesse trabalho mantém o objetivo de aprendizado do agente (ganhar as lutas), modificando apenas a escolha de ações durante o jogo. Dessa forma, o agente está sempre aprendendo a melhor forma de lutar, mas não executa todo o seu potencial para manter-se no mesmo nível de dificuldade de seu oponente. Caso seja confrontado com um jogador mais inteligente, o agente pode rapidamente elevar seu nível de escolhas de ações, passando a exercer todo o potencial aprendido nas lutas anteriores.

5.2. Cumprimento dos requisitos

Os requisitos que devem ser atendidos pelo método proposto são especificados na Seção 2.2., e compreendem rapidez, eficácia, robustez, e eficiência.

O custo computacional do método proposto é composto pelo custo do método Q-Learning e o custo do Algoritmo 1. Como a função Q é representada por uma matriz bidimensional, o acesso aos valores de Q(s,a) é instantâneo; por sua vez, as operações envolvidas na atualização desses valores são simples, conforme nos mostra a Equação 1. O Algoritmo 1, por sua vez, também satisfaz o requisito de rapidez, de modo que a composição seqüencial dos dois procedimentos é computacionalmente rápida.

Para garantir a eficácia do método é preciso realizar alguma forma de pré-processamento no jogo. Uma alternativa simples é efetuar previamente o treinamento dos agentes (possivelmente contra oponentes computacionais), garantindo que, quando forem lutar contra oponentes humanos, já exista um conhecimento aprendido. Outra alternativa, que pode ser combinada com a primeira, é inserir conhecimento específico do domínio de aplicação na descrição do mundo. A descrição do mundo informa ao agente eventuais limitações nas ações. Num jogo de xadrez, a descrição é usada para impedir, por exemplo, que um peão se movimente para trás, pois uma regra do mundo só permite aos peões se moverem para frente. A eficácia pode ser obtida codificando-se regras de comportamento básicas nessa descrição, que garantam, além do respeito às regras do mundo, uma inteligência mínima para o agente, mesmo nas fases iniciais de treinamento.


A robustez do método é garantida pelo próprio processo de aprendizagem por reforço, uma vez que a atualização dos valores da função Q depende dos valores passados (aprendizado iterativo). Com isso, eventuais ruídos no reforço não prejudicam a convergência dos valores de Q.


Por fim, a eficiência do método é garantida pelas estratégias de incremento da performance do aprendizado citadas na seção anterior.

6. Implementação e Resultados
O método proposto nesse trabalho foi aplicado no jogo de luta em tempo real Knock’em. A seguir, são detalhadas as características do jogo e os experimentos realizados no mesmo, bem como a análise dos dados obtidos.
6.1. O Knock’em
O Knock’em [Andrade, Andrade, Leitão, Furtado e Ramalho, 2003] é um jogo de luta em tempo real desenvolvido no Centro de Informática da UFPE, que utiliza com sucesso a técnica de aprendizagem por reforço para modelar a inteligência artificial dos agentes lutadores.

Jogos de luta compõem um gênero nos quais é simulada alguma espécie de arena na qual dois (ou mais) lutadores se enfrentam com o objetivo de derrotar o adversário [Demasi, 2003]. Esse gênero de jogos foi popularizado pelo precursor Data East Karate Champ, que introduziu o conceito de jogos “one-on-one beat’em up”. Seguindo a evolução dos jogos, surgiram os clássicos da série Capcom Street Fighter, que se destacavam pela qualidade gráfica e pela forte identidade dos personagens, e a série Midway Mortal Kombat, que fez sucesso pela variedade de golpes, efeitos e segredos especiais [Klov, 2004].

O foco principal do Knock’em consiste em disputar e vencer torneios ao redor do mundo, com um personagem previamente escolhido. Cada personagem possui características físicas distintas (força, resistência, destreza e poder espiritual – também chamado de mana). Ao vencer lutas e torneios, o personagem adquire uma certa quantia em dinheiro, que pode ser usada para pagar diferentes tipos de treinamentos. Cada treinamento melhora uma habilidade específica do personagem. Quanto mais complexo for o torneio a ser disputado pelo jogador, mais bem-preparados serão seus adversários, de modo que é preciso planejar a evolução do personagem, através dos treinamentos, com o objetivo de equipará-lo a seus inimigos. Esta característica introduz um elemento de estratégia no Knock’em. A Figura 3 mostra a tela de seleção de personagens e um screenshots do jogo durante uma luta.
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Figura 3: Seleção de personagem e screenshot de uma luta do Knock’em
Uma luta consiste em três rounds, em que o primeiro lutador a ganhar dois deles é considerado vencedor. Um lutador ganha um round se tirar todos os pontos de vida (life) do oponente. Cada round tem duração máxima de 1 minuto, de modo que se acabar o tempo e nenhum dos lutadores tiver perdido todo o life, é declarado vencedor aquele que tem mais pontos de vida.

A luta é realizada em um ambiente bidimensional, no qual o movimento horizontal dos jogadores é livre e os movimentos verticais são realizados através de pulos. Os golpes básicos disponíveis para os lutadores são: soco (forte ou rápido), chute (forte ou rápido), e lançamento de magias. Durante um pulo, o lutador também pode deferir um chute ou um soco no ar. Para defender-se dos golpes inimigos, o lutador pode tentar bloquear o ataque ou agachar-se. Enquanto está agachado, o lutador também pode deferir chutes ou socos.

As magias correspondem ao lançamento de algum projétil, como uma bola-de-fogo. Entretanto, seu lançamento é limitado pela quantidade de mana existente, que é reduzido a cada lançamento de magia. O mana é recuperado continuamente no decorrer do tempo, a uma taxa que depende do atributo de poder de magia do personagem.

Inteligência Artificial dos agentes

A inteligência artificial dos lutadores do Knock’em é implementada com aprendizagem por reforço, usando o método Q-Learning. Para utilizar esse método é preciso definir uma codificação para os estados do jogo e as ações dos lutadores, isto é, é preciso definir que aspectos do mundo serão percebidos pelo agente para tomar suas decisões (estados) e que decisões poderão efetivamente ser tomadas (ações).

A representação dos estados no Knock’em é definida como uma tupla:

S = (Sagente, Soponente, D, Magente, Moponente, F)

Sagente significa o estado do agente, e pode assumir os seguintes valores: parado, pulando, ou executando ação. Soponente significa o estado do oponente, e pode assumir os seguintes valores: parado, pulando, agachado, atacando, atacando no pulo, atacando agachado e bloqueando. D representa a distância do agente ao oponente, e pode assumir três valores: próximo, médio e longe. M significa a disponibilidade de mana do agente e do oponente, e pode ser suficiente ou insuficiente. F significa a proximidade (ou não existência) de eventuais bolas-de-fogo lançadas pelo inimigo.

A escolha desses atributos foi baseada no impacto que essas variáveis possuem no desempenho do lutador. A variável D (distância) é relevante para que o agente diferencie os resultados de um soco executado quando o oponente está longe ou quando está no raio de ação do golpe. A variável M (mana) é importante para que o agente aprenda a não lançar magias quando não possui mana suficiente, bem como identificar se o oponente pode lançar uma magia a qualquer momento ou se precisará esperar a recuperação de seu mana. A variável F (fireballs) é fundamental para que o agente perceba a proximidade de bolas-de-fogo inimigas e aprenda a defender-se ou desviar-se delas.

As variáveis que representam os estados do agente e do oponente também são fundamentais. O agente só precisa perceber as características do ambiente que influenciam na sua tomada de decisão. Dessa forma, não é preciso diferenciar estados de soco, chuto, soco no ar ou chute rasteiro, uma vez que sempre que estiver em um desses estados, o agente não pode tomar decisão. Por isso, todos os estados similares a esses são codificados como executando ação. Por outro lado, é interessante que o agente diferencie se está no solo (em pé ou agachado) ou se está pulando, para decidir o melhor golpe (ou defesa) a ser realizado.

Por outro lado, os estados do oponente precisam ser percebidos de uma maneira mais detalhada. É importante distinguir se o oponente está atacando ou não, para que o agente defenda-se ou desvie do golpe. É necessário perceber se o oponente está no solo, pulando ou agachado para que o agente defira o melhor golpe em cada situação (por exemplo, um soco geralmente não atinge um lutador agachado, e uma rasteira não atinge um lutador que está pulando).

As ações que podem ser realizadas pelo agente estão fortemente relacionadas aos movimentos e golpes disponíveis para os lutadores, e compreendem: deferir soco forte, deferir soco rápido, chutar forte, chutar rápido, pular, pular se aproximando, pular se afastando, lançar magia, aproximar-se, fugir, bloquear, agachar e permanecer parado.

Por fim, o reforço dado ao agente é baseado na diferença da quantidade de life retirada do oponente e a quantidade perdida pelo agente.

A escolha desses parâmetros para a percepção dos agentes é baseada nas técnicas de incremento da performance detalhadas na Seção 5.1.

As variáveis contínuas D (distância) e M (mana) foram discretizadas em três e dois valores, respectivamente. Embora essa representação diminua o espaço de estados, é importante notar que se mantém a qualidade das informações percebidas pelo agente. No caso da distância, os valores codificados informam que o oponente está no raio de ação de um golpe (perto), está fora do raio de ação de golpes, mas a uma distância favorável ao lançamento de magias (longe), ou está em uma distância intermediária entre esses dois (médio). No caso do mana, é suficiente distinguir se o agente e o oponente podem ou não lançar magia, pois o valor exato do atributo não tem impacto relevante na decisão do agente.

A condensação de todos os estados de ataque do agente (Sagente) em um único estado (executando ação) captura a característica essencial dos outros estados: a de que, durante sua execução o agente não pode tomar decisões. Similarmente, a condensação de todos os estados (Soponente) de ataque do oponente (socos e chutes) em um único estado (atacando) representa a essência de que o lutador está deferindo um golpe que pode causar dano.

O conceito de movimentos (moves) foi utilizado nas ações de movimentação (aproximação e fuga), nas quais, ao invés de movimentar o lutador em um espaço fixo, a movimentação é feita até o agente efetivamente alcançar uma distância perto do oponente (no caso da aproximação), ou longe (no caso da fuga). Isso eliminou os problemas de lentidão na movimentação dos lutadores, que passaram a ser mais rápidos e agressivos.

No lugar de informar o sinal de reforço apenas no final do jogo, dando um valor positivo em caso de vitória, e negativo em caso de derrota, foi utilizado um reforço que é dado ainda no decorrer da luta: a diferença de life retirada e perdida em relação ao oponente. Esse sinal mantém o objetivo do agente, uma vez que retirar mais life do oponente do que perder implica em vitória, mas possibilita que sejam percebidos os resultados das ações atômicas realizadas durante uma luta, e não só o seu resultado final.

Além da percepção de estados e ações citada anteriormente, os agentes apresentam uma outra fonte de inteligência, nesse caso, estática. A descrição do mundo acessível aos agentes limita a realizações de algumas ações em determinados estados. Algumas dessas limitações são decorrentes da natureza do mundo; por exemplo, não se pode pular durante um pulo (quando o lutador está no ar). Entretanto, outras ações são codificações de regras básicas que visam evitar que o agente realize ações incoerentes, garantindo um nível mínimo de inteligência. Por exemplo, não é permitido lançar magia quando o lutador não possui mana suficiente, e não é permitido deferir golpes de curto alcance (socos e chutes) quando o oponente está longe. Essa abordagem, conforme especificado anteriormente, visa satisfazer o requisito de eficácia do método.
O método proposto foi implementado em um novo tipo de agente para o jogo Knock’em, o agente RL-Adaptativo. Esse agente utiliza a mesma estrutura de aprendizado do agente RL-Tradicional, mas difere nas funções de escolha das ações a serem executadas. Com isso, a possibilidade de aprendizado dos dois agentes é a mesma.

A função de facilidade utilizada é baseada no reforço recebido pelo agente durante o ciclo de avaliação. No Knock’em o reforço utilizado está no intervalo fechado [-100, 100]; reforços positivos indicam que o agente conseguiu tirar mais life do oponente do que perder (isto é, o agente está ganhando), enquanto reforços negativos indicam que o agente perdeu mais do que danificou (está perdendo). Assim, quando o agente estiver no mesmo nível do oponente, o reforço recebido deve ser próximo de zero. Baseando-se nessa observação, é usada a seguinte função de facilidade, que tenta manter o reforço recebido pelo agente próximo de zero:
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Equação 2: Função de facilidade utilizada no Knock’em
onde r(agente) indica o total de reforço recebido pelo agente durante o ciclo de avaliação.

Esta função claramente satisfaz o requisito de eficiência que deve ser satisfeito em uma função de facilidade [Demasi, 2003], uma vez tem o custo computacional baixo. Demonstraremos que também satisfaz o requisito de confiabilidade mais adiante.

O tamanho do ciclo de avaliação utilizado foi de 100 ciclos de execução. Esse número foi escolhido com base no número médio de ciclos de execução que ocorrem durante uma luta. Com esse valor, são realizadas, pelo menos, 10 avaliações do agente. Na verdade, o agente não é avaliado exatamente a cada 100 ciclos, uma vez que, possivelmente, no centésimo ciclo o agente não está tomando uma decisão (por estar no meio de um golpe, por exemplo); mas a partir do centésimo ciclo, no primeiro momento que o agente toma uma decisão, sua facilidade é analisada.

6.2. Experimentos
Os experimentos foram realizados em um módulo do Knock’em de simulador de lutas, que utiliza as mesmas regras de definições do mundo do jogo convencional, mas não realiza processamento gráfico e de sons durante as lutas, agilizando o tempo de simulação. Além disso, como os agentes não diferenciam diferentes rounds, em cada luta só é realizado um round, que define o vencedor da partida.
Em todos os experimentos realizados, alguns parâmetros foram mantidos fixos. No mecanismo de aprendizado, a taxa de aprendizado foi fixada em 50%, e a taxa de desconto do sinal de reforço em 90%. Embora o Knock’em possua uma grande variedade de lutadores, todos os experimentos foram realizados com apenas um dos personagens (o principal no enredo do jogo), para que as características dos lutadores (força, resistência, etc.) não influenciasse a análise dos resultados.

Primeiro conjunto de experimentos
A primeira série de experimentos foi realizada na fase de treinamento dos agentes. A performance do agente adaptativo foi confrontada com a performance do agente RL-Tradicional, que sempre escolhe suas melhores ações. Inicialmente, ambos os agentes não têm conhecimento de estratégias de luta, isto é, suas Q-Tables estão vazias, de modo que precisam aprender a ganhar do oponente.

O oponente dos dois agentes é um agente randômico. Embora em algumas aplicações um agente randômico tenha performance desprezível, no caso do Knock’em a estratégia randômica é regular, pela própria natureza do jogo. Em jogos de luta, uma estratégia simples, mas eficiente, é aproximar-se do oponente e deferir rapidamente, e em seqüência, golpes aleatórios contra ele. Caso o oponente não tenha muita destreza para se defender ou fugir dos golpes, certamente ele será atingido por um dos golpes deferidos. Por outro lado, o agente randômico utilizado não é completamente randômico, uma vez que utiliza o mesmo conhecimento de mundo dos agentes aprendizes. Esse conhecimento de mundo limita as ações dos agentes, de modo que eles não tentem executar ações que, com certeza, não terão resultado positivo. Exemplos dessas ações são lançar magias quando não se tem mana suficiente, ou deferir golpes quando o oponente está muito longe.

O agente randômico, na verdade, é implementado com funções pseudo-randômicas, ou seja, a raiz para a geração dos números randômicos é constante. Desse modo, embora no decorrer de uma simulação o agente faça ações aleatórias, quando for executada uma outra simulação essas ações serão repetidas. Essa característica foi mantida para facilitar a análise dos agentes aprendizes, uma vez que ambos estarão lutando sobre as mesmas condições e terão a mesma possibilidade de aprendizado.

Foram realizadas 500 lutas de cada agente contra o agente randômico. Essa lutas foram divididas em 50 ciclos, com cada ciclo tendo 9 lutas de treinamento e 1 luta de avaliação. Nas lutas de treinamento, os agentes utilizam uma taxa de exploração de 10%, enquanto nas lutas avaliação a taxa utilizada é de 1%. Essa metodologia é utilizada para que as ações randômicas dos agentes na fase de aprendizado não interfiram na análise de sua performance.

Uma das métricas utilizadas nos experimentos foi o reforço médio recebido pelos agentes aprendizes durante a luta (reforço total / número de ciclos da luta). Essa métrica está relacionada com a função de facilidade, que é baseada nesse reforço. A variação do reforço médio no decorrer das lutas de avaliação é mostrada na Figura 4.

[image: image12.emf]-0,05

0

0,05

0,1

0,15

0,2

0,25

1471013161922252831343740434649

RL-TradicionalRL-Adaptativo


Figura 4: Reforço médio recebido pelos agentes durante a luta

A Figura 4 mostra que o agente RL-Adaptativo está dentro dos limites da função de facilidade, que o induz a manter um reforço médio próximo de zero. A curva do RL-Tradicional é irregular por causa da variação de tempo entre as lutas. Como o agente não utiliza percepção do tempo em sua representação de estado, seu aprendizado não se preocupa em fazê-lo ganhar mais rápido. Por outro lado, o reforço total recebido pelo agente em uma luta vitoriosa é aproximadamente constante (os 100 pontos de vida retirados do oponente, menos os pontos de vida perdidos, que tendem a ser poucos).

Entretanto, uma melhor métrica para analisar a performance dos agentes é a diferença de life entre os jogadores no final da luta. A diferença utilizada nos próximos experimentos está expressa na Equação 3.
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Equação 3: Métrica de desempenho utilizada nos experimentos
Com isso, uma diferença positiva indica que o agente aprendiz (adaptativo ou tradicional) ganhou a luta (e quanto maior a diferença, mais fácil foi a luta), enquanto uma diferença negativa indica que o agente randômico ganhou. Os valores calculados durante as lutas de avaliação estão na Figura 5.
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Figura 5: Diferença de life entre o agentes aprendizes e o agente randômico

As curvas desse gráfico mostram que o agente RL-Tradicional perdeu para o agente randômico apenas na primeira luta de avaliação. A partir daí, seu aprendizado já foi suficiente para sempre ganhar do agente randômico. Embora apresente alguns pontos baixos, a tendência geral da curva é crescente, o que mostra que o agente RL-Tradicional está se aprimorando e tende a ganhar as lutas com mais facilidade.

Por outro lado, o agente RL-Adaptativo intercala vitórias e derrotas contra o agente randômico. Isso mostra que, embora esse agente tenha o mesmo potencial do RL-Tradicional, uma vez que seus algoritmos de aprendizado são o mesmo, o RL-Adaptativo prefere manter-se no mesmo nível do adversário.

Confrontando os dois resultados, vemos que a função de facilidade utilizada satisfaz o requisito de confiabilidade, pois realmente garante que o objetivo final de manter-se no nível do oponente (intercalar vitórias e derrotas) está sendo atingido, isto é, os dados usados na função realmente refletem a dificuldade do agente. 

Segundo conjunto de experimentos
A segunda série de experimentos foi realizada com agentes já treinados. Usando o conhecimento adquirido no treinamento anterior com lutadores randômicos, cada aprendiz (tradicional e adaptativo) foi analisado em 3 séries de 25 lutas. A primeira série contra um oponente state-machine, isto é, um agente cuja inteligência é pré-programada com scripts estáticos; a segunda contra outro agente randômico, que utiliza uma raiz diferente do randômico do treinamento e, portanto executa ações diferentes; e a terceira contra um agente aprendiz tradicional, que tem o mesmo conhecimento inicial dos outros aprendizes. Todos os agentes aprendizes usavam taxa de exploração de 10%, para garantir uma rápida adaptação aos novos oponentes.
Os resultados (diferença de life ao final da luta) para o agente RL-Adaptativo é mostrado na Figura 6, e os resultados do RL-Tradicional na Figura 7.
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Figura 6: Diferença de life entre o agente adptativo e oponentes variados
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Figura 7: Diferença de life entre o agente tradicional e oponentes variados

Conforme pode ser observado nos gráficos, mesmo no caso de oponentes com estratégias variadas o agente consegue manter o mesmo nível de dificuldade, sem precisar realizar treinamentos longos. O agente state-machine possui uma estratégia agressiva, aproximando-se rapidamente do oponente e intercalando golpes e defesas. Entretanto, o comportamento constante e a existência de alguns buracos em suas regras, possibilitando a rápida identificação de suas fraquezas e, conseqüentemente, sua derrota. O agente randômico intercala momentos de agressividade e de fraqueza, dificultando a rápida adaptação do aprendiz. O oponente aprendiz, por sua vez, apresenta, aproximadamente o mesmo nível de dificuldade do adaptativo.

A Tabela 1 mostra as porcentagens de vitórias de cada agente aprendiz.

Tabela 1: Porcentagem de vitória dos agentes apredizes
	Agentes
	Aprendiz RL-Adaptativo
	Aprendiz RL-Tradicional

	State-machine
	80%
	92%

	Randômico
	56%
	100%

	RL-Tradicional
	60%
	96%



De acordo com essa tabela, podemos confirmar a observação de que, embora o agente adaptativo tenha potencial para ganhar de seus oponentes em praticamente todas as lutas (conforme performance do aprendiz tradicional), o mecanismo de adaptação reduz sua performance, para proporcionar aos oponentes a possibilidade de derrotá-lo.


A baixa performance do agente state-machine deve-se a uma falha em suas regras, segundo o qual, quando está próximo do oponente, o agente efetua vários golpes rápidos. Enquanto isso, o aprendiz defere um golpe forte, que acaba enfraquecendo e derrotando o state-machine mais rapidamente.


A superioridade dos agentes aprendizes (adaptativo e tradicional) sobre o terceiro oponente (também aprendiz), deve-se aos conhecimentos adquiridos nas duas primeiras lutas, o que faz os primeiros agentes lutarem com seu terceiro oponente com uma vantagem de treinamento.
6.3. Comportamento não-humano
Uma observação interessante observada nos experimentos com os agentes aprendizes foi a observação de comportamento não-humano. O agente realizou uma tarefa para a qual não foi designado: a descoberta de bugs. Após um treinamento de 500 lutas contra um agente determinístico (state-machine), foi observado um comportamento aparentemente estranho do agente, mas que se revelava efetivo. O agente determinístico contra o qual o aprendiz lutava tem uma regra bem definida:

Se oponente está lançando magia, então defenda-se

No Knock’em, quando um lutador está no estado de defesa, ele não recebe dano, ao contrário de outros jogos do gênero, em que a defesa apenas atenua a força do golpe. Dessa forma, independentemente da ação do oponente, um lutador em estado de defesa não recebe nenhum dano.

Por outro lado, a ação de lançar uma magia não tem efeito imediato. Como todos os lutadores fazem uma seqüência de movimentos no lançamento, só nos sprites do meio dessa seqüência a magia (bola-de-fogo) é efetivamente lançada (o sprite exato depende de cada personagem). Por exemplo, na Figura 8 é exibida a seqüência de lançamento de magia do personagem principal do Knock’em. Como pode ser observado, apenas no terceiro sprite a bola-de-fogo é efetivamente lançada.
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Figura 8: Seqüência de lançamento de magia de um personagem do Knock’em
Com isso, seria esperado que, com a regra acima, o agente determinístico nunca sofresse dano de magia. Entretanto, o agente aprendeu que, quando estivesse perto do oponente, uma ação melhor do que dar um soco ou um chute (a distância já garantia o alcance desses golpes), era lançar uma magia. Realmente, essa ação causava dano no oponente, por sinal, um dano maior do que os golpes comuns (característica da função de dano).

Analisando essa situação, foi observado que, embora as bolas-de-fogo realmente fossem exibidas apenas nos sprites determinados (próximo ao meio do movimento), a detecção de colisão funcionava desde o primeiro sprite. Ou seja, embora a bola-de-fogo não existisse na tela, ela causava colisão, e, conseqüentemente, dano. Esse problema abriu uma brecha na regra do agente determinístico: como o agente só percebia a ação de magia do oponente um sprite após ela ter sido iniciada, e neste sprite a bola-de-fogo já causava dano, a regra não garantia a imunidade do agente.
A observação de comportamento não-humano entre agentes que realizam aprendizado de máquina mostra a capacidade desses métodos em pesquisar todas as possibilidades de ações, garantindo a descoberta das melhores soluções para o problema a que são aplicados.
7. Conclusões


O método de adaptação ao usuário apresentado nesse trabalho apresenta algumas contribuições relevantes. A metodologia de aprendizagem por reforço vem sendo cada vez mais aplicada em domínios distintos, e esse trabalho aplica com sucesso essa técnica em jogos eletrônicos. 


A modificação do mecanismo tradicional de aprendizagem para garantir adaptação ao usuário mostrou-se efetivo, o que é comprovado pelo cumprimento dos requisitos estabelecidos e pelos resultados experimentais obtidos. A realização desses experimentos em um jogo como o Knock’em, que, embora seja acadêmico, tem características de um jogo comercial, evidencia a aplicação prática do método proposto no mercado de jogos.

Especial destaque são os métodos de incremento da performance dos agentes. O agrupamento de métodos desenvolvidos por outros autores em um único trabalho torna-os mais acessíveis para serem aplicáveis em outros métodos de aprendizado, com o objetivo de diminuir os tempos de treinamentos.
Por fim, o sucesso de um trabalho de desenvolvimento de métodos de adaptação é importante para possibilitar a criação de ferramentas que garantam a qualidade das relações com os usuários, aumentando a utilidade e usabilidade dos sistemas computacionais.
7.1. Dificuldades Encontradas


Algumas dificuldades foram encontradas no desenvolvimento deste trabalho. Em primeiro lugar, deve-se destacar as necessidades de realizações de demorados experimentos, principalmente no início do projeto, quando o mecanismo de simulações ainda não estava otimizado e os nem todos os métodos de incremento da performance estavam implementados.

Outro problema enfrentado foi a necessidade de correção de bugs encontrados no Knock’em, que desviava o esforço de trabalho do foco principal.


Outra dificuldade observada é a dificuldade de manipulação da informação gerada pela aprendizagem por reforço. Assim como outros métodos de aprendizado de máquina, com reforço é difícil traduzir o conhecimento aprendido pelos agentes em linguagem humana, impossibilitando o entendimento completo do comportamento observado nos agentes.
7.2. Trabalhos Futuros


Uma limitação do trabalho apresentado é a ausência de experimentos com jogadores humanos. Embora os oponentes computacionais consigam simular uma variedade de estratégias distintas, é necessário aplicar o método contra jogadores humanos para analisar se os dados aqui exibidos se refletem nesses usuários. Além disso, esses experimentos podem informar dados subjetivos sobre a qualidade, em termos de replay-value, do método de adaptação.

Outra possibilidade de trabalho futuro é o desenvolvimento de uma função de facilidade genérica, baseada no próprio reforço recebido pelo agente, tornado o método ainda mais portável a outros jogos. Resultados iniciais com uma abordagem desse tipo no Knock’em têm mostrado que uma função genérica pode ter performance muito semelhante à função de facilidade utilizada, afinal essa função é baseada em reforço, mas utiliza um conhecimento específico do domínio (o fato de que o reforço está no intervalo [-100, 100]; em outros jogos isso pode não ser verdade). Entretanto, para comprovar a confiabilidade de uma função genérica, é necessário realizar experimentos com outros jogos, o que impossibilitou a conclusão de resultados confiáveis neste trabalho.
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