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Resumo

Devido à sobrecarga de informação verificada atualmente na Web, está cada vez mais difícil encontrar informação relevante usando os engenhos de busca disponíveis, seja pela baixa precisão apresentada por alguns desses sistemas, seja pela falta de habilidade de muitos usuários em formular queries que realmente expressem sua necessidade de informação. 
Nesse contexto, foi desenvolvido o ActiveSearch, um sistema cujo objetivo principal é sugerir documentos semelhantes ao que o usuário está editando (via MS-Word, por exemplo) ou visualizando (num browser, por exemplo). Para sugerir os documentos para o usuário, o ActiveSearch captura o documento do usuário, cria uma representação desse documento, deriva queries a partir dessa representação, dispara meta-buscas em um ou mais engenhos de busca convencionais e depois reordena a lista de documentos retornados, de acordo com a semelhança de cada documento com o documento do usuário, para então apresentar o resultado na interface gráfica. 

Comumente, o processo de busca no ActiveSearch retorna uma lista com cerca de 100 documentos, que já é uma quantidade de informação grande para uma pessoa tratar. Assim, verificou-se que uma forma alternativa de apresentar os resultados de uma busca seria de grande valor para o usuário: o sistema, ao invés de simplesmente reordenar a lista retornada pelo engenho de busca, agora vai agrupar os documentos da lista em categorias coerentes, criadas dinamicamente de acordo com o conteúdo dos documentos, e apresentar uma descrição das categorias formadas ao usuário. Dessa forma, o usuário pode facilmente identificar qual categoria contém documentos que lhe são relevantes, o que diminuiria bastante o problema do acesso à informação no sistema.
Este trabalho consiste em apresentar técnicas e algoritmos para realizar a tarefa de, dado um conjunto de documentos de texto, separá-los em grupos criados dinamicamente e apresentar descrições dos grupos formados aos usuários do ActiveSearch.
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1. Introdução

A maioria dos engenhos de busca disponíveis na Web apresenta ao usuário uma lista dos documentos recuperados das bases de índices, ordenados descendentemente por grau de relevância com a consulta realizada. Tal abordagem de apresentação dos resultados das pesquisas é adotada desde o surgimento dos primeiros engenhos de busca na Internet, e era adequada no início porque os engenhos não possuíam uma grande quantidade de documentos indexados, seja porque na Internet não havia tantos documentos, seja porque os próprios engenhos não tinham mecanismos de indexação poderosos.

Com o avanço das técnicas de Recuperação de Informação e com a explosão do uso da Internet, a quantidade de documentos indexados por um engenho de busca pode chegar à casa dos bilhões, e uma consulta simples comumente retorna milhares de documentos, sendo que a maioria pouco ou nada tem de relevante. Dessa forma, o usuário precisa verificar todos os documentos retornados manualmente à procura dos que sejam realmente do seu interesse, num processo extremamente cansativo e demorado.
Outra desvantagem dessa abordagem é que uma consulta normalmente retorna documentos de diferentes categorias. Por exemplo, se alguém fizer uma consulta informando ‘java’ como palavra-chave, decerto serão indicados documentos relacionados à API da linguagem, alguns sites especializados em Java, outros ainda com dicas e boas práticas de programação, além de documentos que pouco ou nada têm a ver com a linguagem de programação Java. Essa abordagem de apresentação de resultados claramente não atende às necessidades dos usuários, pois eles, na maioria dos casos, estão interessados em documentos pertencentes a uma ou duas categorias [4].
O sistema ActiveSearch (consulte [1], [2], [3] e [seção 4.1]), tem como objetivo principal sugerir documentos semelhantes ao que o usuário está editando (via MS-Word, por exemplo) ou visualizando (num browser, por exemplo). Para sugerir os documentos, o ActiveSearch captura o documento do usuário, cria uma representação desse documento, deriva queries a partir dessa representação, dispara meta-buscas em um ou mais engenhos de busca convencionais disponíveis na Web e depois reordena a lista de documentos retornados, de acordo com a semelhança de cada documento com o documento do usuário, para então apresentá-la na interface gráfica. 

Tal ferramenta tem-se mostrada bastante útil em testes preliminares, tendo obtido precisão superior à de sistemas similares, como o GoogleToolbar
. No entanto, levando em conta que o ActiveSearch comumente retorna mais de 100 documentos, pode-se repetir o problema observado nos engenhos de busca da Web, ou seja, o processo de identificação de documentos relevantes por parte dos usuários pode se tornar cansativo e demorado.

Dessa forma, identificou-se que uma maneira alternativa de apresentar o resultado da busca facilitaria o processo de identificação de documentos relevantes: os documentos retornados podem ser agrupados de acordo com o assunto sobre o qual versam, com uma breve descrição dos grupos formados apresentada ao usuário. Assim, num cenário ideal, se um usuário estiver lendo um documento sobre a linguagem Java e solicitar ao sistema documentos semelhantes àquele, seriam retornados alguns (em torno de cinco) grupos de documentos, um com documentos relativos à API, outro com livros sobre a linguagem, outro falando sobre a especificação, etc. Assim, o usuário pode ler a descrição de cada grupo e, facilmente, identificar quais são relevantes para as suas necessidades de informação. Atualmente, há sistemas que fazem exatamente o que este trabalho propõe, como o Vivíssimo
 e o Grouper
[14], com a diferença de serem engenhos de busca convencionais via Web, ou seja, o usuário precisa formular sua consulta através de palavras-chave.

Este trabalho consiste em apresentar técnicas e algoritmos para realizar a tarefa de, dados documentos de texto, agrupá-los dinamicamente e apresentar descrições dos grupos formados aos usuários do ActiveSearch. O restante deste documento está organizado como se segue: na seção 2 será apresentado o contexto em que o presente trabalho está inserido. Serão detalhadas formas de apresentação de resultados de buscas e apresentados alguns sistemas. Por fim, serão apresentadas também algumas técnicas para agrupamento de documentos. Na seção 3 serão detalhadas técnicas para clustering de documentos textuais e serão analisados sistemas que se utilizam de alguma forma de clustering textual para apresentar resultados aos seus usuários. Na seção 4 será apresentado o ActiveSearch, o sistema de busca de documentos ao qual será integrado o resultado deste trabalho. Na seção 5 serão detalhados os processos de implementação e testes. Serão apresentados o algoritmo usado, o processo de formação do corpus de testes e os resultados alcançados. A seção 0 trará conclusões e trabalhos futuros acerca do trabalho realizado.
2. Contexto

O presente trabalho tem por objetivo minorar os problemas de acesso à informação disponível após uma consulta num sistema de recuperação de informação (engenhos de busca, por exemplo), através de uma maneira alternativa de disponibilização dos resultados. 
Por este ângulo, pode-se dizer que o problema que será tratado neste trabalho está inserido na área de Interfaces Homem-Máquina (obviamente não no que concerne a projetos gráficos, mas na maneira como os resultados são apresentados). 

A solução aqui proposta, no entanto, faz uso de técnicas de clustering textual para que os documentos retornados por um engenho de busca sejam agrupados dinamicamente, e uma breve descrição de cada grupo formado seja apresentada ao usuário. Assim sendo, a solução proposta está inserida na área de Inteligência Artificial, mais especificamente nas subáreas de Recuperação e Categorização de Informação.

O propósito desta seção é apresentar alguns tipos de visualização de resultados de buscas, listar suas vantagens e desvantagens, apresentar sistemas de recuperação de informação que se utilizam dessas técnicas e, por fim, apresentar uma visão geral de técnicas de agrupamento de documentos existentes, inclusive a técnica que será usada na implementação do projeto (clustering). 
2.1. Visualização de Resultados em Sistemas de Recuperação de Informação
A intenção de qualquer sistema de recuperação de informação é apresentar aos seus usuários resultados no contexto de outros tipos informação, de forma tal que torne mais fácil identificar a relevância/irrelevância de um documento. Geralmente, tais sistemas criam algum tipo de associação entre os resultados da busca e um ou mais dos seguintes itens [8]:

· A query realizada pelo usuário;
· Metadados (data do documento, por exemplo);
· A estrutura de hiperlinks da base de documentos;

· A estrutura dos documentos (por exemplo, utilizando o sumário de um livro);

· Os outros documentos que pertencem ao conjunto dos resultados da busca (observação: é exatamente esta abordagem que será utilizada neste trabalho, uma vez que se pretende agrupar os documentos resultantes da consulta. Para isso, será necessário que se analise a relação entre cada documento e os outros no conjunto de resultados).
Serão apresentadas a seguir algumas formas de visualização de resultados de buscas em sistemas de recuperação de informação, juntamente com alguns sistemas que se utilizam de cada uma dessas formas de apresentação (consulte [8] para mais detalhes). 
2.1.1. Document Surrogates

A forma mais comum de apresentação de resultados em sistemas de recuperação de informação é através de uma lista dos documentos ordenados de acordo com a relevância de cada documento em relação à query realizada. Assim, esses sistemas fazem uso de uma medida de similaridade entre a query do usuário e cada um dos documentos recuperados para ordenar a lista de documentos e, então, apresentá-la ao usuário. Há também sistemas mais simples que ordenam os documentos de acordo com algum metadado, como a data da última atualização. Normalmente a lista de documentos que é retornada como resultado traz várias informações, como o título do documento e um conjunto de metadados, como data, origem da informação e tamanho do documento. Em sistemas que fornecem ordenamento estatístico, um valor numérico ou porcentagem é mostrada junto ao título, representando a probabilidade de relevância daquele documento com a query realizada. Este tipo de informação adicional é chamado de document surrogate (observe a Figura 1). Um exemplo de sistema que apresenta esse tipo de informação é o CiteSeer
, um sistema que fornece um mecanismo de busca sobre uma base de artigos científicos.
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Figura 1: Um exemplo de uma lista ordenada dos títulos e outras informações sobre os documentos recuperados

Alguns sistemas, como os engenhos de busca da Web, também fornecem um pequeno resumo dos documentos. Tais resumos podem ser simplesmente as primeiras linhas do texto do documento ou, de forma mais rebuscada, algumas frases do documento que contêm os termos da query realizada. Um exemplo de engenho de busca que exibe resumos da segunda forma é o Google
. Uma maneira ainda mais elaborada de apresentar resumos de documentos é através de uma técnica de sumarização do texto (consulte [23]).
Essa maneira de apresentar os resultados tem como vantagem o fato de não gerar overhead de processamento: os resultados são, no máximo, ordenados de acordo com sua relevância para a query. No entanto, para grandes bases de dados (como os engenhos de busca na Web), essa abordagem comumente gera insatisfação por parte dos usuários, a quem são apresentados, cada vez que é realizada uma busca, milhares (ou até milhões) de documentos, muitos dos quais nada têm de relevante para a necessidade de informação do usuário.
2.1.2. Destaque de Ocorrências dos Termos da Query
Em sistemas de recuperação de informação onde o usuário pode ver todo o conteúdo dos documentos, às vezes é utilizada a técnica de destacar (usualmente em vídeo reverso) as palavras da query que ocorrem no texto do documento, a fim de chamar a atenção do usuário para as partes do documento que são potencialmente mais relevantes. Algo parecido é feito em alguns engenhos de busca na Web (ex: Google). Nesses sistemas, são destacadas as palavras da query no resumo do documento que é apresentado na listagem de resultados. 

Uma forma alternativa de destacar termos da query em documentos foi desenvolvida num sistema chamado TileBars [9]. Neste sistema, o usuário constrói sua query com n termos. Nos resultados, é apresentada uma barra (na verdade um tabela) ao lado de cada documento. Esta barra é dividida em n linhas (que representam cada termo da query) e colunas (cada coluna se refere a uma passagem, ou trecho, do documento). Quando um termo da query ocorre numa passagem, a célula correspondente é sombreada. Se dois termos ocorrerem na mesma passagem, a célula é mais “escurecida” (observe a Figura 2). O autor argumenta que, dessa forma, é fácil verificar se os termos da query ocorrem no documento como um tópico principal (caso em que haveria células bastante escuras na barra, pois muitos termos da query ocorreriam na mesma passagem do documento), como um subtópico (caso em que haveria células escuras, mas não tanto como as anteriores) ou apenas são mencionados nas passagens. De acordo com [15], quando ocorrem muitos termos numa mesma passagem, mais provavelmente o documento é relevante do que quando os termos ocorrem dispersos pelo documento.
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Figura 2: Um exemplo de visualização dos resultados no TileBars

A principal vantagem desta técnica e de suas variações (como a citada anteriormente), é que, embora simples, tem se mostrada uma funcionalidade importante em interfaces de acesso à informação. No entanto, há de se ressaltar que esta técnica deve ser vista exatamente como apresentamos aqui (uma “funcionalidade importante”), ou seja, apenas uma ferramenta a mais para auxiliar o usuário no processo de identificação de resultados relevantes, devendo ser usada em conjunto com alguma técnica de apresentação dos resultados da busca.
2.1.3. Ocorrências dos Termos da Query entre Documentos

Foram desenvolvidas outras idéias de visualização da relação entre os termos da query e os documentos recuperados. Ao invés de mostrar onde os termos da query aparecem num documento em particular (como é feito no TileBars e nos resumos do Google), alguns sistemas mostram um sumário dos documentos recuperados de acordo com o sub-conjunto dos termos da query que eles contêm.

Um exemplo de sistema que se utiliza dessa técnica é o InfoCrystal [10]. Ele mostra quantos documentos contém cada sub-conjunto dos termos da query. Dessa forma, o usuário fica livre da responsabilidade de especificar os operadores booleanos ‘E’ e ‘OU’ no momento de construção das queries. Além disso, o sistema também mostra quais combinações dos termos aparecem nos documentos (embora a interface se torne difícil de entender quando a query possui mais de quatro termos).

O InfoCrystal possibilita a visualização de todas as possíveis combinações entre os n termos (chamados de ‘conceitos’) informados pelo usuário, mostrando, numa extensão do paradigma do Diagrama de Venn, o número de documentos recuperados que tem cada possível sub-conjunto dos n conceitos. A  Figura 3 apresenta um esboço do que o InfoCrystal mostraria como resultado de uma query formada por quatro ‘conceitos’ (A, B, C, e D).

[image: image3]
Figura 3: Um esboço de resposta do InfoCrystal
Essa figura indica que 862 documentos ocorrem com o conceito ‘C’. Dentre eles, 90 ocorrem com os conceitos ‘B’ e ‘C’, 127 com os conceitos ‘C’ e ‘D’ e 6 com os conceitos ‘A’ e ‘C’. O triângulo com o número 12 indica que foram encontrados 12 documentos com os conceitos ‘A’, ‘B’ e ‘D’. O losango no centro da figura indica que só um documento dentre os que foram retornados possui todos os conceitos informados na query do usuário.
2.1.4. Contexto através de um Sumário
Há sistemas que trabalham com documentos extensos (geralmente livros ou manuais), que fazem uso do sumário dos documentos para estabelecer contexto para queries realizadas. No sistema SuperBook [11], por exemplo, é mostrado um sumário do documento à esquerda e o conteúdo do documento à direita. O usuário pode manipular os itens do sumário de forma a expandir ou retrair os itens (de forma análoga a uma árvore de diretórios do MS-Windows. Observe a Figura 4). 
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Figura 4: A interface do SuperBook.

Depois que o usuário especifica uma query sobre o conteúdo do livro, os resultados da busca são mostrados no contexto da hierarquia do sumário. Aquelas seções que contêm resultados relevantes à query são expandidas e as outras retraídas. Os termos da query que aparecem em nomes de capítulos ou seções são destacados em vídeo reverso. Quando o usuário seleciona uma página do sumário, esta é mostrada à direita e os termos da query são destacados em vídeo reverso.

A maior vantagem dessa técnica é que ela disponibiliza ao usuário resultados totalmente contextualizados, ou seja, os resultados da busca são inerentemente categorizados de acordo com o tópico ao qual pertencem no sumário. No entanto, esse tipo de técnica só pode ser aplicado a sistemas que trabalhem com documentos extensos e que possuam um sumário disponível. Além disso, as buscas são feitas dentro de um mesmo documento, de forma que se pode concluir que tal sistema tem um escopo bastante diferente dos outros que foram avaliados e do ActiveSearch.

2.1.5. Documentos em Classes Pré-definidas

Uma outra forma de estabelecer contexto para os resultados de uma busca é atribuindo aos documentos da base classes pré-definidas. Esta técnica consiste em criar uma hierarquia com os documentos da base, de acordo com as classes a que eles pertencem. Documentos que pertencem a uma categoria (usualmente um documento pode pertencer a várias categorias) são selecionados quando a sua categoria é selecionada. Por exemplo, numa base de documentos sobre futebol, o item mais alto na hierarquia seria ‘futebol’, que poderia ter como ‘filhos’ os itens futebol brasileiro, futebol argentino, produtos relacionados, etc. Por sua vez o item futebol brasileiro teria como filhos, por exemplo, os times de futebol do Brasil, os campeonatos realizados no país, etc. Já o item produtos relacionados teria como filhos material esportivos, jogos de computador, etc. O sistema Dynacat [12] utiliza esse tipo de apresentação de resultados (observe a Figura 5).
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Figura 5: A interface do DynaCat, que mostra categorias correspondentes aos tipos de queries.

A grande vantagem dessa abordagem é a possibilidade de retornar como resultados não documentos, mas classes de documentos relacionadas à query realizada. Dessa forma, o usuário já recebe os resultados separados por tópicos e facilmente identifica que tópicos lhe interessam.
O maior obstáculo para o uso dessa técnica é a necessidade da criação e manutenção manual da hierarquia (sistemas que tentaram definir a hierarquia automaticamente não obtiveram boa precisão, a menos de sistemas que trabalham com bases restritas, como o proposto em [16]). Esse problema inviabiliza a utilização de classes pré-definidas em bases de documentos muito extensas. Geralmente, sistemas que utilizam essa técnica apresentam boa precisão (ou seja, eles recuperam uma boa parte dos documentos da base que são relevantes), no entanto, como é impossível classificar manualmente muitos documentos de forma eficiente, a qualidade de resposta às vezes não é boa, pois há poucos documentos indexados relevantes em relação a determinadas queries.
Alguns sistemas que utilizam técnicas desse tipo são os engenho de busca para a Web Yahoo!
 e o brasileiro Cadê?
. O Yahoo!, por exemplo, conseguiu montar uma hierarquia de tamanho razoável para a Web (inclusive utilizando algumas técnicas que fogem ao escopo desta discussão, como o espelhamento de itens da hierarquia), mas mesmo assim preferiu comprar o serviço do Google para fornecer buscas na Web. Para mais detalhes sobre o que foi discutido nesta seção, consulte o item 2.2.1.

2.1.6. Tabelas
O uso de tabelas é outra abordagem para mostrar relacionamentos entre documentos recuperados. O sistema chamado Envision [13], por exemplo, possibilita ao usuário organizar os resultados de acordo com metadados, tais quais autor e data ao longo das coordenadas X e Y, usando elementos gráficos (ícones) para mostrar valores para atributos associados aos resultados dentro de cada célula (veja a Figura 6). São usados também cor, formato e tamanho de um ícone que representa o documento para mostrar a relevância, o tipo ou outros atributos daquele documento. 
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Figura 6: O Envision mostra os documentos recuperados graficamente organizados num display tabular.
Esse modo de apresentação dos resultados, no entanto, provê pouca informação no que se refere a como os documentos estão relacionados uns com os outros em termos de conteúdo ou significado. Há outros sistemas que possibilitam ao usuário, além do que já foi citado, agrupar os documentos em diferentes visões através de uma tabela, incluindo uma visão no estilo do sistema Scatter/Gather[4]

 REF _Ref5340137 \r \h 
[5]. 
Tabelas, entretanto, não conseguem mostrar interseções entre vários atributos (na verdade, elas são mais indicadas para facilitar ao usuário fazer comparações entre documentos par-a-par). Outro problema verificado com o uso de tabelas para mostrar informação textual é que muito pouca informação pode ser apresentada de uma vez, o que torna o processo de comparação por parte do usuário mais difícil. 
2.1.7. Tendências

A área de Interfaces Homem-Máquina tem recebido cada vez mais importância na Ciência da Computação, embora o papel das interfaces com o usuário só tenha recentemente começado a receber a atenção que deveria. As pesquisas nessa área devem crescer rapidamente, principalmente se for levada em conta a explosão da Web, onde há grandes quantidades de informação disponível, o que levou a um aumento de interesse no problema de acesso à informação.
Outra tendência na área é o crescente interesse na organização e buscas sobre bases de informações pessoais. Vários pesquisadores têm previsto que, no futuro, toda a vida de uma pessoa será gravada (usando várias mídias) do nascimento à morte. Uma das motivações neste cenário é disponibilizar buscas sobre tudo que a pessoa já leu ou escreveu. Outra motivação é possibilitar buscas usando informações contextuais, como “procure o artigo que eu li quando me encontrei com Paulo e Mariana em 2 de março”. Claro que se for tentar implementar essa idéia, serão requeridas interfaces novas e mais sofisticadas, tanto para as buscas quanto para a apresentação da imensa quantidade de informações pessoais.
2.2. Agrupamento de Documentos
A seguir, serão apresentadas algumas técnicas para agrupamento de documentos. No item 2.2.3 serão apresentadas a técnica que será usada no presente trabalho e justificativas pela escolha feita.
2.2.1. Classificação Manual
A classificação manual de documentos é a técnica mais usada para agrupar documentos em categorias. Como foi dito no item 2.1.5, ela consiste basicamente em se criar uma hierarquia que representa os documentos da base. Depois de criada a hierarquia, os documentos são manualmente atribuídos às categorias apropriadas (usualmente um documento pode pertencer a várias categorias).

A grande vantagem dessa abordagem é a simplicidade de implementação, pois não é necessário nem mesmo um algoritmo, afinal todo o processo é manual. 
O maior obstáculo para o uso dessa técnica é a necessidade da criação e manutenção manual da hierarquia. Sistemas que tentaram definir a hierarquia automaticamente só obtiveram sucesso com bases restritas (isto é, com documentos de poucas classes diferentes. Contra-exemplo: a Web, que contêm documentos pertencentes a qualquer classe). Pela necessidade de intervenção humana no processo inteiro, dois problemas surgem como conseqüência:
· Podem ser geradas inconsistências entre as classes atribuídas pelo fato do processo não ser automático. Além disso, erros humanos podem ocorrer durante o processo de atribuição das classes, principalmente se tal processo não for bem planejado e a equipe não estiver bem adaptada a ele;

· Pelo fato do processo ser feito manualmente, é inviável a utilização desta técnica em bases de documentos muito extensas. Geralmente, sistemas que utilizam essa técnica apresentam boa precisão (ou seja, eles recuperam uma boa parte dos documentos da base que são relevantes), no entanto, como é impossível classificar manualmente muitos documentos de forma eficiente, a qualidade de resposta às vezes não é boa, pois há poucos documentos indexados relevantes em relação a determinadas queries. Como comprovação deste fato, pode-se citar novamente o caso do Yahoo!, que delegou seu serviço de buscas (searching) ao Google.
Entre os sistemas que usam classificação manual estão os engenho de busca para a Web Yahoo! e Cadê?. O Yahoo!, por exemplo, conseguiu montar uma hierarquia de tamanho razoável para a Web (inclusive utilizando algumas técnicas que fogem ao escopo desta discussão), mas mesmo assim preferiu comprar o serviço do Google para fornecer buscas na Web. Ou seja, se os usuários não tiver a idéia exata do que está procurando ou quiser simplesmente saber mais sobre o conjunto de documentos, pode acessar a hierarquia do Yahoo! (procedimento chamado de browsing, ou seja, procurar documentos varrendo a hierarquia). No entanto, se o usuário tiver exatamente a noção do que precisa achar ou sua necessidade de informação for muito específica, é indicado que ele faça uma pesquisa indicando palavras-chave (procedimento chamado de searching, ou seja, realizar uma busca convencional num engenho de busca, através de palavras-chave). Comumente, um usuário varia sua estratégia de busca ao longo de uma sessão; geralmente, começa com um objetivo parcialmente definido que é refinado à medida que ele vai conhecendo melhor a base de documentos [5]. 
Inicialmente, o mecanismo de buscas utilizado pelo Yahoo! era o do próprio Yahoo!. Tal mecanismo procurava na sua base de documentos, que não é grande (como já foi dito anteriormente, sistemas que usam classificação manual têm dificuldades em manter bases grandes). Devido à baixa qualidade dos resultados das buscas, o Yahoo! adotou a estratégia de, se o usuário preferir fazer searching ao invés de browsing, fornecer o serviço de buscas do Google, o que demonstra a baixa eficiência de buscas seguindo a técnica de classificar manualmente a base.
2.2.2. Classificação Automática

Esta técnica consiste basicamente em realizar de forma automática a tarefa descrita no item anterior, ou seja, ao invés do processo de atribuição de classes aos documentos ser feito manualmente, um algoritmo é usado para separar os documentos em classes.

Esta técnica se diferencia da que será adotada neste trabalho pelo fato de requerer, a exemplo da classificação manual (item 2.2.1), que as classes sejam previamente definidas. Usando uma técnica de clustering, pode-se derivar grupos de documentos dinamicamente.
Como já foi dito anteriormente, a classificação automática de documentos é mais indicada se a base de documentos for restrita, com poucas classes (por exemplo, uma base de receitas culinárias), como a do sistema proposto em [16]. Sistemas que tentaram aplicar esta técnica em bases mais abrangentes não obtiveram boa precisão. 
2.2.3. Clustering
O propósito deste item é dar uma visão geral da técnica de clustering dos documentos de texto, além de apresentar motivos pela sua escolha neste trabalho. Para mais detalhes sobre clustering em geral, consulte a seção 3.
Clustering é uma forma de classificação não-supervisionada de padrões em grupos (clusters). Diferentemente das técnicas de classificação descritas anteriormente, o processo de clustering não requer classes previamente definidas. Ao invés disso, grupos para uma coleção de documentos são derivados automaticamente.
 Um dos maiores problemas desta técnica quando aplicada ao domínio aqui tratado – documentos textuais – é o tempo de resposta dos algoritmos em corpora grandes, freqüentemente quadrático no número de documentos do corpus.

O que se pretende fazer neste trabalho é disponibilizar os resultados de uma busca feita no ActiveSearch (consulte a seção 4) agrupados dinamicamente. Dessa forma, a utilização de uma técnica de clustering surge como alternativa para a solução do problema, pois é exatamente esse o seu propósito. Quanto ao problema do tempo de resposta, pode-se argumentar que uma busca realizada no ActiveSearch retorna comumente algo em torno de 100 documentos, o que não se pode chamar de um grande corpus. Assim, o uso de uma técnica de clustering neste trabalho pode ser justificado, visto que serão derivados grupos de forma dinâmica a partir de um corpus não muito extenso.
2.3. Considerações Finais

O propósito desta seção foi apresentar detidamente o problema que será tratado (que é um problema de interface com o usuário). Foram detalhadas diferentes técnicas de apresentação de resultados de busca em sistemas de recuperação de informação, as vantagens e desvantagens de tais técnicas foram analisadas e foram apresentados sistemas que se utilizam dessas técnicas para melhorar a qualidade do acesso à informação.
A técnica de apresentação de resultados que será adotada no presente trabalho consiste em agrupar dinamicamente os documentos retornados por uma busca (os resultados da busca) em categorias não previamente definidas e criar, para cada grupo, uma descrição textual que pode ser usada por uma pessoa para identificar o conteúdo do grupo. Por isso, no item 2.2 foram apresentadas algumas formas de separar documentos em categorias e foi dada uma justificativa pela escolha da técnica de clustering (item 2.2.3) em detrimento às demais. Na seção que se segue serão apresentadas soluções, ou seja, técnicas e algoritmos para realizar a tarefa de categorizar os documentos retornados.
3. Clustering
O propósito desta seção é apresentar em detalhes o que é clustering, além de explicar algumas técnicas e algoritmos. Para isso, o conteúdo desta seção não vai instanciar clustering para o domínio deste trabalho (dos documentos textuais). Ao invés disso, trataremos sempre de dados genéricos, comumente chamados de padrões. (observe, entretanto que técnicas de clustering podem ser aplicadas a padrões de quaisquer tipos. Em [21], por exemplo, usou-se clustering sobre uma biblioteca digital de vídeos.) 
3.1. Introdução
Clustering é organização de uma coleção de padrões (geralmente representados como um vetor de medidas ou um ponto no espaço multidimensional) em grupos (clusters) baseada em similaridade. Intuitivamente, padrões de um mesmo cluster são mais parecidos entre si do que com padrões de outros clusters. Um exemplo de clustering é mostrado na Figura 7. Os padrões de entrada são mostrados na Figura 7(a) e os clusters desejados são mostrados na Figura 7(b). No exemplo, padrões do mesmo cluster recebem o mesmo label. Há diversas técnicas para cada um dos passos envolvidos no processo (representação dos dados, medição da similaridade e agrupamento dos elementos), o que levou ao surgimento de uma imensa gama de métodos de clustering.
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Figura 7: Um exemplo de clustering
É importante salientar a diferença entre clustering (que é uma forma de classificação não-supervisionada) das técnicas de classificação supervisionada (consulte seções 2.2.1 e 2.2.2). Na classificação supervisionada, existe uma coleção de padrões pré-classificados; a tarefa é classificar um novo padrão, que ainda não tem um label. Na classificação supervisionada automática, geralmente os padrões pré-classificados são usados para que se aprenda descrições de classes, que por sua vez são usadas para classificar um novo padrão. Já em clustering, a tarefa é agrupar uma coleção de padrões não-classificados em grupos coerentes. De um certo modo, labels também estão associados a clusters, mas esses labels são derivados somente dos dados.
3.1.1. Componentes do Processo de Clustering
Geralmente, os passos envolvidos no processo são:

· Representação dos padrões (opcionalmente incluindo extração e/ou seleção de características);
· Definição de uma medida de similaridade apropriada para o domínio;

· Clustering propriamente dito;

· Abstração dos dados (se necessária);

· Acesso ao resultado (se necessário)

A Figura 8 mostra uma seqüência típica dos três primeiros passos (incluindo um modo de fornecer feedback quando o resultado do processo de agrupamento pode afetar os passos de extração de características e computação de similaridade subseqüentes).
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Figura 8: Estágios do processo de clustering
Uma Representação de Padrão se refere ao número de classes, número de padrões disponíveis e número, tipo e escala das características disponíveis ao algoritmo de clustering. Seleção de Características é o processo de identificar qual subconjunto de todas as características originais será usado no clustering. Extração de Características é o uso de uma ou mais transformações sobre as características de entrada para produzir novas características. Essas duas técnicas podem ser usadas isoladamente ou em conjunto para que se obtenha um conjunto de características apropriado para ser usado no processo de clustering. 

A Similaridade entre os Padrões é, geralmente, dada por uma função de distância definida sobre pares de padrões. Por exemplo, a distância Euclidiana, uma medida de distância bastante comum, pode ser usada para que se obtenha a dissimilaridade entre padrões.
O passo de Agrupamento pode se dar de várias formas. O clustering (ou clusterings) de saída podem ser hard (uma partição dos dados em grupos) ou fuzzy (cada padrão tem um grau de pertinência a cada um dos grupos formados). Algoritmos de clustering hierárquicos produzem uma série de partições aninhadas baseados num critério para unir ou dividir clusters de acordo com a similaridade entre eles. Já os algoritmos particionais identificam a partição que otimizam (geralmente localmente) um critério de clustering. Mais detalhes sobre o processo de clustering em si serão dados no restante desta seção.

Abstração de Dados é o processo de extrair uma representação simples e compacta do conjunto de dados. Aqui, a simplicidade pode ser relativa tanto à perspectiva da análise automática (de forma tal que uma máquina pode processar os dados eficientemente) quanto pode ser human-oriented, ou seja, a representação criada é intuitiva e de fácil compreensão para uma pessoa. No contexto de clustering, uma abstração de dados típica é dada por uma descrição compacta de cada cluster, geralmente em termos dos protótipos dos clusters ou padrões representativos como um centróide.
3.2. Definições e Notação

Os seguintes termos e notação serão usados no restante desta seção e nas seções subseqüentes:

· Um padrão (ou vetor de características, observação ou datum) x é um item dos dados usado pelo algoritmo de clustering. Ele consiste geralmente de um vetor de d medições: x = (x1, ..., xd).
· Os componentes individuais xi de um padrão x são chamados de características (ou atributos).

· d é a dimensão do padrão ou do espaço de padrões.

· Um conjunto de padrões é denotado por X={x1, ..., xn}. O i-ésimo padrão de X é denotado por xi=(xi,1, ..., xi,d).

· Uma classe, abstratamente, refere-se a um estado da natureza que governa o processo de geração dos padrões. Mais concretamente, uma classe pode ser vista como uma fonte de padrões cuja distribuição no espaço de características é governada por uma densidade de probabilidade específica àquela classe. Técnicas de clustering tentam agrupar os padrões de forma tal que as classes então obtidas reflitam os diferentes processos de geração dos padrões representados no conjunto de padrões.
· Uma medida de distância (uma especialização de uma medida de proximidade) é um coeficiente métrico (ou semimétrico) no espaço de características usado para quantificar a similaridade entre padrões.
3.3. Representação dos Padrões e Extração e Seleção de Características

Não há fórmulas teóricas que indiquem quais são os padrões e características apropriados para uma dada situação. Entretanto, uma observação criteriosa das características e transformações disponíveis pode resultar numa melhora significativa do resultado do clustering. A Figura 9 ilustra esse fato. Os pontos nesse espaço de características bi-dimensional estão dispostos num cluster curvilinear com distância à origem aproximadamente constante. Se os padrões forem representados através de Coordenadas Cartesianas, vários algoritmos de clustering iriam fragmentar o cluster em dois ou mais clusters, já que ele não é compacto. Se, ao invés disso, forem usadas Coordenadas Polares para representar os padrões, a coordenada do raio será praticamente igual para todos os padrões e uma solução com um único cluster será mais provável de ser obtida.
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Figura 9: Um cluster curvilinear cujos pontos são aproximadamente eqüidistantes da origem
Observe que os padrões podem representar quaisquer tipos de dados, desde um objeto físico (como uma cadeira) até uma noção abstrata (como um estilo de escrever). Como já foi dito anteriormente, padrões são representados comumente por vetores multidimensionais, onde cada dimensão é uma característica. Essas características podem ser divididas nos seguintes tipos:

Características quantitativas:

· Valores contínuos (ex: peso);

· Valores discretos (ex: número de computadores);

· Intervalos de valores (ex: a duração de um evento).
Características qualitativas:
· Nominais ou não-ordenadas;

· Ordinais (ex: classificação militar, avaliações qualitativas para temperatura (quente, frio, etc)).
No caso específico deste trabalho, onde será abordado o problema de clustering de documentos textuais, será adotado o centróide dos documentos como representação dos padrões. Cada entrada do centróide (ou seja, cada característica) é uma palavra do texto associada com um peso (consulte seção 4 para mais detalhes sobre a construção dos centróides).

3.4. Medidas de Similaridade

Já que similaridade é fundamental para a definição de um cluster, uma medida da similaridade entre dois padrões é essencial para a maioria dos algoritmos de clustering. Por causa da variedade dos tipos e escalas de características, a medida (ou medidas) de distância deve ser cuidadosamente escolhida. 
A métrica mais popular para características contínuas é a Distância Euclidiana:
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que é um caso especial (p=2) da Distância de Minkowski:
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A Distância Euclidiana tem um forte apelo intuitivo, já que ela é usada comumente para se avaliar a distância entre objeto nos espaços bi e tri-dimensionais. Ela trabalha bem quando o conjunto de dados tem clusters compactos ou isolados. A principal desvantagem do uso direto de uma métrica de Minkowski é a tendência que a característica com maior valor tem de dominar as demais (soluções para esse problema incluem a normalização das características contínuas ou outros esquemas de atribuição de pesos às características).

Há algumas medidas de distância que levam em conta o efeito dos pontos vizinhos. Estes pontos são chamados comumente de contexto na literatura. Assim, a similaridade entre dois pontos xi e xj será dada por:
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onde ε é o contexto (o conjunto dos pontos vizinhos). Uma métrica que usa o conceito de contexto é a Distância Mútua entre os Vizinhos (mutual neighbor distance – MND) que é dada por:
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onde NN(xi, xj) é o número vizinho de xi com respeito a xj. AFigura 10 e a Figura 11 mostram exemplos. Na Figura 10, o vizinho mais próximo de A é B, e o mais próximo de B é A, logo NN(A, B)= NN(B, A)=1 e o MND entre A e B é 2. Entretanto, NN(B, C)=1 mas NN(C, B)=2 e assim, MND(B, C)=3. A Figura 11 foi obtida a partir da Figura 10 com a adição de mais três pontos: D, E e F. Agora, MND(B, C)=3 (como antes), mas MND(A, B)=5. O  MND entre A e B aumentou por causa da adição dos novos pontos, mesmo que A e B não tenham sido movidos. O MND não é uma métrica (ou seja, não satisfaz a desigualdade triangular), porém, não obstante, tem sido aplicado com sucesso em várias aplicações de clustering. Esse fato dá suporte ao argumento de que a dissimilaridade não precisa ser uma métrica.
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Figura 10: A e B são mais similares do que B e C
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Figura 11: Depois de uma mudança no contexto, B e C são mais similares do que A e B
3.5. Técnicas e Algoritmos
Diferentes abordagens para clustering de padrões quaisquer podem ser descritas com a ajuda da hierarquia mostrada na Figura 12. No nível mais alto, há uma distinção entre as abordagens hierárquica e particional (técnicas hierárquicas produzem uma série de partições aninhadas, enquanto as particionais produzem apenas uma). 
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Figura 12: Uma taxonomia para as técnicas de clustering
A taxonomia mostrada na Figura 12 deve ser complementada por uma discussão sobre alguns aspectos que podem – a princípio – afetar todas as abordagens, qualquer que seja sua posição na taxonomia.

- Aglomerativa x divisiva: Este aspecto está relacionado à estrutura e modo de operação do algoritmo. Uma abordagem aglomerativa começa com cada padrão num cluster distinto e sucessivamente une clusters até que uma condição de parada seja atingida. Um método divisivo, em contra-partida, começa com todos os padrões num único cluster e realiza separações – criando outros clusters – até que um critério de parada seja alcançado.
- Monotética x politética: Este aspecto diz respeito ao modo como as características dos padrões serão usadas no processo de clustering, se seqüencialmente ou simultaneamente. Algoritmos politéticos consideram todas as características no cálculo das distâncias entre os padrões, e as decisões são baseadas nessas distâncias. Algoritmos monotéticos consideram as características seqüencialmente para dividir a coleção em clusters. O resultado de um algoritmo desse tipo é ilustrado na Figura 13. Aqui, a coleção é dividida em dois grupos usando a característica x1; a linha V indica a separação. Cada um desses grupos é dividido depois independentemente usando a característica x2, como mostrado pelas linhas H1 e H2. O grande problema com esse algoritmo é que ele gera 2d clusters, onde d é a dimensão do conjunto de características. Para valores grandes de d, o número de clusters gerados é tão grande que a coleção acaba dividida em clusters pequenos, fragmentados e pouco interessantes.
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Figura 13: Clustering particional monotético
- Hard x fuzzy: Um algoritmo de clustering hard aloca cada padrão para um único cluster durante sua operação e na sua saída. Um algoritmo fuzzy atribui graus de pertinência a vários clusters a cada padrão. Um clustering fuzzy pode ser convertido para hard se cada padrão for atribuído ao seu cluster com maior grau de pertinência.

- Determinística x estocástica: Esse aspecto é mais relevante para abordagens particionais projetadas para otimizar uma função de erro quadrado. Essa otimização pode ser alcançada através do uso de técnicas tradicionais ou através de um busca aleatória no espaço de estados que consiste de todas as possíveis atribuições. 
- Incremental x não-incremental: Esse item surge quando o conjunto de padrões a ser clusterizado é grande, gerando, como conseqüência, restrições sobre o tempo de execução e consumo de memória que afetam a arquitetura do algoritmo. No começo das pesquisas sobre clustering não havia tantos exemplos de algoritmos projetados para trabalhar com grandes conjuntos de dados, mas com o advento da data mining (ou mineração de dados), surgiram algoritmos que minimizam o número de varreduras sobre o conjunto de padrões, reduzem o número de padrões examinados durante execução ou reduzem o tamanho das estruturas de dados usadas nas operações do algoritmo.
3.5.1. Clustering Hierárquico

O modo de operação de um algoritmo de clustering hierárquico é ilustrado usando o conjunto de padrões bi-dimensionais da Figura 14. Essa figura contém sete padrões (A, B, C, D, E, F e G) separados em três clusters. Um algoritmo hierárquico resulta num dendrograma que representa o agrupamento aninhado dos padrões e níveis de similaridade segundo os quais os grupos se modificam. Um dendrograma correspondente aos sete pontos da Figura 14 é mostrado na 
Figura 15
. Esse resultado foi obtido a partir da aplicação de um algoritmo single-link (consulte item 3.5.1.1). O dendrograma pode ser quebrado em diferentes níveis para gerar diferentes agrupamentos dos padrões.
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Figura 14: Pontos em três clusters
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Figura 15: O dendrograma obtido usando o algoritmo single-link
A maioria dos algoritmos de clustering hierárquicos são variantes dos algoritmos single-link, complete-link e variância mínima. Desses, os mais usados são o single-link e o complete-link. Esses dois algoritmos diferem no modo que elas caracterizam a similaridade entre dois clusters. No single-link, a distância entre dois clusters é a menor das distâncias entre todos os pares de padrões dos dois clusters (um padrão de cada cluster). No complete-link, a distância entre dois clusters é a maior de todas as distâncias calculadas par-a-par entre padrões dos dois clusters. Em qualquer dos casos, dois clusters são unidos para formar um cluster maior baseado no critério da distância mínima.
Analisando o resultado desses algoritmos, pode-se observar que o complete-link produz clusters compactos. Já o single-link, de forma contrária, sofre de um efeito em cadeia. Ele tem uma tendência a produzir clusters alongados. Há dois clusters na Figura 16 e na Figura 17 separados por uma “ponte” de padrões ruidosos. O algoritmo single-link produz os clusters mostrados na Figura 16, enquanto o complete-link produz aqueles mostrados na Figura 17. Os clusters obtidos pelo complete-link são mais compactos do que os obtidos pelo single-link; o cluster 1 obtido usando o single-link é alongado por causa dos padrões ruidosos “*”. 
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Figura 16: Um clustering usando o algoritmo single-link de um conjunto de padrões contendo duas classes (1 e 2) conectadas por uma cadeia de padrões ruidosos (*).
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Figura 17: Um clustering usando o algoritmo complete-link de um conjunto de padrões contendo duas classes (1 e 2) conectadas por uma cadeia de padrões ruidosos (*).
O algoritmo single-link é, entretanto, mais versátil do que o complete-link. Por exemplo, o single-link pode extrair os clusters concêntricos mostrados na Figura 18, ao contrário do complete-link. No entanto, de um ponto de vista pragmático, foi constatado que o algoritmo complete-link produz hierarquias mais úteis do que as do single-link em várias aplicações.

[image: image22]
Figura 18: Dois clusters concêntricos
3.5.1.1. Algoritmo Single-Link Aglomerativo

Esse algoritmo é uma das variações do algoritmo single-link original. Ele trabalha da seguinte forma:
[1] Cada padrão é colocado no seu próprio cluster. Uma lista das distâncias entre todos os pares de padrões distintos e não-ordenados é construída e ordenada em ordem ascendente;
[2] A lista ordenada das distâncias é varrida, e para cada valor distinto de dissimilaridade dk é formado um grafo sobre os padrões onde pares de padrões mais próximos que dk são conectados por uma aresta. Se todos os padrões forem membros de um grafo conexo, o algoritmo pára. Caso contrário este passo é repetido.
[3] O retorno deste algoritmo é uma hierarquia aninhada de grafos que pode ser cortada no nível de dissimilaridade desejado, formando uma partição (clusters) identificada por componentes simplesmente conexos no grafo correspondente.

3.5.1.2. Algoritmo Complete-Link Aglomerativo

Seu modo de funcionamento é explicado abaixo:
[1] Cada padrão é colocado no seu próprio cluster. Uma lista das distâncias entre todos os pares de padrões distintos e não-ordenados é construída e ordenada em ordem ascendente;

[2] A lista ordenada das distâncias é varrida, e para cada valor distinto de dissimilaridade dk é formado um grafo sobre os padrões onde pares de padrões mais próximos que dk são conectados por uma aresta. Se todos os padrões forem membros de um grafo completamente conexo, o algoritmo pára. Caso contrário este passo é repetido.

[3] O retorno deste algoritmo é uma hierarquia aninhada de grafos que pode ser cortada no nível de dissimilaridade desejado, formando uma partição (clusters) identificada por componentes completamente conexos no grafo correspondente.

Algoritmos hierárquicos são mais versáteis que os particionais. Por exemplo, o single-link trabalha bem com conjuntos de padrões contendo clusters não-isotrópicos, como clusters bem definidos, chain-like (como o da Figura 16), e clusters concêntricos (como o da Figura 18), enquanto um algoritmo particional típico como o k-means só trabalha bem com conjuntos de padrões que têm clusters isotrópicos. Por outro lado, as complexidades de tempo e espaço dos algoritmos particionais são geralmente menores que as dos algoritmos hierárquicos. É possível desenvolver algoritmos híbridos que exploram as boas características de ambas as técnicas.
3.5.1.3. Algoritmo Aglomerativo Hierárquico

Trabalha da seguinte forma:

[1] É computada uma matriz de proximidade contendo a distância entre cada par de padrões. Cada padrão é tratado como um cluster distinto.

[2] Usando a matriz criada acima, é procurado o par de clusters mais similar. Os dois clusters são unidos, dando origem a um novo cluster. A matriz de proximidade é atualizada para refletir essa operação.

[3] Se todos os padrões estão num único cluster, parar e retornar a hierarquia montada. Caso contrário, o passo 2 é repetido. 
Dependendo do modo como a matriz de proximidade é atualizada no passo 2, diferentes algoritmos aglomerativos podem ser projetados. Já os algoritmos hierárquicos divisivos começam com um único cluster contendo todos os objetos dados e, fazendo divisões até que um critério de parada seja atingido, obtém uma partição de clusters únicos.
3.5.2. Clustering Particional 

Um algoritmo de clustering particional obtém uma única partição dos dados, ao invés de uma estrutura clusterizada, como o dendrograma produzido por um algoritmo hierárquico. As técnicas particionais apresentam vantagens em aplicações que envolvem grandes conjuntos de dados, para os quais a construção de um dendrograma é computacionalmente proibitiva. Um problema inerente aos algoritmos particionais é a escolha da quantidade de clusters resultantes (consulte [24] para obter orientação sobre a definição desse número). Os métodos particionais geralmente produzem clusters através da otimização de uma função de critério (criterion function), que pode ser definida localmente (num subconjunto dos padrões) ou globalmente (sobre todos os padrões). Uma busca combinatorial sobre o conjunto de todos os possíveis grupos para obtenção do valor ótimo de um critério é, claro, computacionalmente proibitivo. Na prática, geralmente, o algoritmo é executado várias vezes com diferentes estados iniciais, e a melhor configuração obtida de todas as execuções é usada como o clustering resultante.
3.5.2.1. Algoritmos de Erro Quadrado

A função de critério mais intuitiva e comumente usada nas técnicas de clustering particional é o critério do erro quadrado, que tende a funcionar bem com clusters isolados e compactos. O erro quadrado para um clustering C de um conjunto de padrões P (contendo K clusters) é:
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onde nj é a quantidade de padrões no j-ésimo cluster, xi( j) é o i-ésimo padrão pertencente ao j-ésimo cluster e cj é o centróide do j-ésimo cluster.
O algoritmo que se utiliza de um critério de erro quadrado mais simples e mais freqüentemente usado é o k-means. Ele começa com uma partição inicial aleatória e vai atribuindo (e reatribuindo) padrões a clusters baseado na similaridade entre o padrão e o centro dos clusters até que um critério de convergência seja atingido (por exemplo, não houve nenhuma reatribuição de um padrão de um cluster para outro, ou o erro quadrado parou de decrescer significativamente depois de um certo número de iterações). O k-means é tão popular porque é fácil de implementar e sua complexidade de tempo é O(n), onde n é o número de padrões. Um grande problema com esse algoritmo é que ele é sensível à seleção da partição inicial e pode convergir para um mínimo local da função de critério se essa partição não for bem escolhida. Isso se dá porque esse algoritmo considera os padrões da partição inicial como as “médias” (também chamados de centros ou protótipos) dos clusters que serão gerados. Se esses padrões não forem representativos dos clusters ideais, o resultado do algoritmo não será satisfatório. A Figura 19 ilustra o que foi dito acima. Ela mostra sete padrões bi-dimensionais clusterizados através do k-means. 
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Figura 19: O k-means é sensível à escolha da partição inicial

Se a partição inicial escolhida para esse exemplo for formada pelos padrões A, B e C (a partir dos quais os três clusters resultantes serão criados), a partição resultante será {{A}, {B, C}, {D, E, F, G}}, ilustrada pelas elipses. O valor do critério erro quadrado é muito maior para essa partição do que para a melhor partição {{A, B, C}, {D, E}, {F, G}}, mostrada pelos retângulos, que possui o mínimo global da função critério erro quadrado para o exemplo citado. Essa solução é obtida através da escolha de uma partição inicial adequada, por exemplo, A, D e F representando as médias iniciais dos clusters.
Algoritmo do Erro Quadrado

[1] Seleciona uma partição inicial dos padrões com um número fixo de clusters e de protótipos dos clusters.
[2] Atribui cada padrão ao protótipo mais próximo e computa os novos protótipos dos clusters como sendo os seus centróides. Repete este passo até que a convergência seja alcançada, ou seja, até que os clusters se tornem estáveis.

[3] Unir ou separar alguns clusters baseado em alguma informação heurística, opcionalmente repetindo o passo 2.

k-Means

[1] Escolhe k protótipos que coincidem com k padrões aleatoriamente escolhidos ou k pontos aleatoriamente definidos dentro do hipervolume contendo o conjunto de padrões.

[2] Atribui cada padrão ao protótipo mais próximo.

[3] Re-calcula os protótipos usando a configuração atual dos clusters.

[4] Se um critério de convergência não for atingido, volta para o passo 2. Os critérios de convergência mais comuns são: nenhuma ou poucas reatribuições de padrões a novos clusters ou nenhuma ou pequena baixa no erro quadrado.

Muitas variações desse algoritmo estão disponíveis na literatura. Algumas delas tentar selecionar uma boa partição inicial, de forma que o algoritmo tem mais chance de achar o mínimo global. Outra variação é permitir união e separação dos clusters resultantes. Geralmente, um cluster é dividido quando sua variância está acima de um limiar pré-determinado, e dois clusters são unidos quando a distância entre seus centróides está abaixo de um outro limiar pré-estabelecido. Usando esta variação, é possível obter a partição ótima a partir de qualquer partição inicial, desde que os valores dos limiares sejam estabelecidos adequadamente. O algoritmo ISODATA emprega essa técnica de união e divisão de clusters. Se for dada como entrada ao ISODATA a partição inicial da Figura 19 que não resulta no mínimo global (A, B e C), ele conseguirá produzir com resultado a partição ótima (mostrada pelos retângulos). Primeiramente, o ISODATA vai obter o mesmo resultado do exemplo mostrado (que é a partição {{A}, {B, C}, {D, E, F, G}), pois seu modo de funcionamento, até este ponto, é idêntico (só se diferencia porque, depois de obtida a partição resultante, ele dá início ao processo de uniões/divisões). A seguir, o algoritmo une os clusters {A} e {B, C}, pois a distâncias entre seus centróides é pequena e depois divide o cluster {D, E, F, G}, que apresenta uma variância alta, nos clusters {D, E} e {F, G}. O resultado ótimo foi alcançado.
3.5.2.2. Clustering Baseado em Grafos
O algoritmo de clustering baseado em grafos mais conhecido se dá através da construção da árvore de custo mínimo (minimal spanning tree - MST) dos dados. Depois de construída a MST, são apagadas as arestas com os maiores comprimentos (custos) para gerar os clusters. A Figura 20 mostra a MST obtida de nove pontos bi-dimensionais. Quebrando o link CD (que tem um comprimento de 6 unidades e é a aresta com maior distância Euclidiana), dois clusters são obtidos: {A, B, C} e {D, E, F, G, H, I}. O segundo cluster pode ser posteriormente dividido em outros dois se for removida a aresta EF, que tem um comprimento de 4.5 unidades.
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Figura 20: Uso de uma árvore de custo mínimo para gerar clusters
As abordagens hierárquicas também estão relacionadas com clustering baseado em grafos. Os clusters do single-link são subgrafos da MST dos dados, que são também os componentes conexos. Os clusters do complete-link são subgrafos maximais completos, e estão relacionados com coloração de grafos. O subgrafo maximal completo foi considerado a definição de cluster mais rigorosa em estudos realizados no início da década de 70. 
3.5.3. Mixture-Resolving Clustering
Neste trabalho essas abordagens de clustering não serão utilizadas, por isso será dada apenas uma pequena idéia do que se trata. 

A suposição da abordagem de Mixture-Resolving é que os padrões a serem clusterizados são tirados de uma distribuição de probabilidade. O objetivo é identificar os parâmetros de cada e (talvez) seu número. Grande parte do trabalho realizado nessa área assume que os componentes individuais da mixture density são Gaussianos. Recentemente, o algoritmo Expectation Maximization (que é uma algoritmo de propósito geral para problemas com dados incompletos) foi aplicado para o problema da estimativa dos parâmetros. 
3.5.4. Fuzzy Clustering

Como já foi dito no início desta seção, técnicas de fuzzy clustering se diferenciam das tradicionais na medida em que as últimas geram partições, sendo que em cada partição, cada padrão pertence a um e apenas um cluster. Assim, os clusters formados são disjuntos. Já técnicas de fuzzy clustering estendem essa noção para associar cada padrão com todos os clusters usando uma função de pertinência. A saída desses algoritmos é um conjunto de clusters, mas não uma partição. 

A exemplo da técnica apresentada no item 3.5.3, essa técnica não será abordada neste trabalho e por isso não lhe será dada maior atenção.
3.5.5. Clustering com Redes Neurais Artificiais
Redes Neurais Artificiais (RNA) são inspiradas nas redes neurais biológicas. Elas foram largamente utilizadas nas últimas três décadas tanto para classificação quanto para clustering. Algumas das características das RNAs que são particularmente importantes para clustering são:

· Elas processam vetores numéricos, e dessa forma requerem que padrões sejam representados através, apenas, de características quantitativas;

· RNAs são arquiteturas inerentemente paralelas e de processamento distribuído, o que possibilita uma maior velocidade de resposta para o geralmente custoso processo de clustering;

· RNAs são capazes de aprender os pesos de suas interconexões adaptativamente. Mais especificamente, elas podem agir como normalizadoras de padrões e seletoras de características através da seleção dos pesos apropriados.

O exemplo mais conhecido de uso de redes neurais em clustering é o learning vector quantization (LVQ), proposto por Kohonen. A arquitetura dessa rede neural é bastante simples: ela possui uma única camada intermediária. Os padrões são apresentados como entrada e são associados com os nós de saída. Os pesos entre os nós de entrada e os de saída são mudados iterativamente (processo este que é chamado de aprendizagem) até que um critério de parada seja atingido.

A exemplo das duas técnicas apresentadas anteriormente, este trabalho não pretende fazer uso de redes neurais para realizar o processo de clustering, daí a superficialidade na explicação desta técnica. Para maiores detalhes sobre RNAs consulte [17].
3.5.6. Abordagens Evolucionárias para Clustering

As abordagens evolucionárias são inspiradas na evolução natural proposta por Darwin e fazem uso de operadores evolucionários e de uma população de soluções para obter a partição globalmente ótima dos dados. Soluções candidatas para o problema são representadas como cromossomos. Os operadores evolucionários mais comumente utilizados são: seleção, recombinação e mutação. Cada um deles transforma um ou mais cromossomos de entrada em um ou mais cromossomos de saída. Uma função de adeqüabilidade (fitness function), avaliada sobre um cromossomo, determina a probabilidade de um cromossomo sobreviver e participar da próxima geração. Abaixo será apresentada uma descrição de alto-nível de um algoritmo evolucionário aplicado a clustering.
· Escolher uma população aleatória de soluções. Cada solução corresponde a uma k-partição dos dados válida. Associar um valor de adeqüabilidade (fitness value) a cada solução. Normalmente, a adeqüabilidade é inversamente proporcional ao valor do erro quadrado (uma solução com um pequeno erro quadrado terá um alto valor de adeqüabilidade);

· Usar os operadores evolucionários seleção, recombinação e mutação sobre a população de soluções atual para gerar a nova população de soluções. Avaliar os valores de adeqüabilidade das soluções da nova população;
· Repetir o passo 2 até que um critério de parada seja atingido.

As técnicas evolucionárias mais conhecidas são os algoritmos genéticos (AGs)[20], estratégias evolucionárias (EEs) e programação evolucionária (PE). EEs e PE se diferenciam dos AGs na forma de representação das soluções e no tipo de operador de mutação usado. Além disso, EP não usa o operador de recombinação, apenas seleção e mutação. Das três, os AGs são os mais freqüentemente usados em clustering e por isso só essa técnica será abordada no restante desta seção. 

3.5.6.1. Algoritmos Genéticos

AGs provêm soluções boas, embora não necessariamente ótimas, para problemas de otimização combinatorial, onde o número de soluções possíveis é muito grande para ser completamente explorado por um algoritmo determinístico em tempo razoável. Isso acontece, por exemplo, em técnicas de clustering particionais, onde o algoritmo procura uma partição dos padrões tal que os grupos (disjuntos) formados procuram otimizar o valor da função critério. A natureza combinatorial desse problema demonstra a inviabilidade do uso de um algoritmo determinístico para resolvê-lo: para agrupar 19 padrões em três clusters, há cerca de 193 milhões de partições possíveis.
Normalmente, as soluções são representadas como strings binárias em AGs. Sobre essas soluções são aplicados os operadores para gerar novas populações até que um critério de parada seja satisfeito. A seguir, serão apresentados os operadores usados em AGs.

Seleção

Um operador de seleção propaga soluções da geração atual para a próxima baseado nos seus valores de adeqüabilidade. A seleção aplica um esquema probabilístico de forma que as soluções com maior adeqüabilidade têm maior chance de serem reproduzidas.
Recombinação

Há uma imensa variedade de operadores de recombinação atualmente em uso. O mais popular entre eles é o crossover, inspirado no crossover realizado por cromossomo naturais. Esse operador recebe como parâmetro um par de cromossomos (chamados de pais) e retorna um novo par de cromossomos (os filhos), conforme ilustrado na Figura 21.
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Figura 21: A operação de crossover
Na Figura 21 é mostrada uma operação de crossover sobre um único ponto. Ele troca segmentos dos cromossomos pais baseado num ponto de crossover. No exemplo acima, os pais são as strings binárias ‘10110101’ e ‘11001110’. Os segmentos dos pais que estão depois do ponto de crossover são trocados para dar origem aos cromossomos filhos.
Mutação

Esse operador recebe um cromossomo como entrada e retorna um cromossomo com a seqüência de bits alterada numa posição aleatoriamente determinada. Por exemplo, a string ‘11111110’ é gerada através da aplicação de um operador de mutação sobre a string ‘10111110’ (o operador do exemplo modifica o segundo bit do padrão de entrada). Tanto o operador de mutação quanto o crossover explicado anteriormente são aplicados com algumas probabilidades pré-determinadas que dependem dos valores de adeqüabilidade.
Algoritmos genéticos representam pontos do espaço de busca como strings binárias e confiam no operador de crossover para explorar o espaço de busca. A mutação é usada em AGs por motivos de completude, isto é, para que se tenha certeza que nenhuma parte do espaço de busca ficou inexplorada. Os AGs realizam um busca global por soluções enquanto a maioria dos outros algoritmos de clustering fazem uma busca local. Em buscas locais, a solução obtida na próxima iteração do procedimento é a vizinhança da solução atual. Nesse sentido, o k-means, os algoritmos de fuzzy clustering, RNAs usadas para clustering, entre outras técnicas realizam buscas locais. No caso dos AGs, os operadores de crossover e de mutação conseguem produzir novas soluções que são completamente diferentes das atuais. Para ilustrar esse fato, observe a Figura 22. Nela, o escalar X é codificado usando uma representação binária de 5 bits, e S1 e S2 são dois pontos no espaço de busca uni-dimensional com valores decimais 8 e 31 respectivamente. Suas representações binárias são S1=01000 e S2=11111. Se um crossover for aplicado sobre essas strings (com ponto de crossover entre o segundo e o terceiro bits mais significativos), será obtido um novo par de pontos (ou cromossomos) S3 e S4 como mostrado na Figura 22.
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Figura 22: AGs realizam buscas globais
No exemplo, S3=01111 e S4=11000. Os valores decimais correspondentes são 15 e 24 respectivamente. Semelhantemente, através da mutação do bit mais significativo da string 01111 (15 em decimal), é gerada a string 11111 (31 em decimal). Estes “saltos” ou intervalos entre os pontos em gerações sucessivas são bem maiores que os produzidos por outras abordagens.
3.6. Comparação entre as Técnicas

Nesta seção foram examinadas diversas técnicas de busca para abordar clustering como um problema de otimização. A seguir, uma lista de algumas características de algumas das técnicas apresentadas:

· Várias técnicas usam a função critério do erro quadrado. Assim, as partições geradas por essas abordagens não são tão versáteis quanto aquelas geradas por algoritmos hierárquicos;

· As abordagens evolucionárias são técnicas de buscas globais, enquanto as demais são técnicas de buscas locais. RNAs e AGs são inerentemente paralelos, de forma que podem ser implementados sobre um hardware paralelo para aumentar a velocidade de processamento;

· As abordagens evolucionárias são baseadas no conceito de populações, ou seja, elas buscam usando mais de uma solução por vez, enquanto as outras técnicas usam uma solução de cada vez;

· RNAs e AGs são sensíveis à escolha de vários parâmetros de aprendizagem/controle. Eles são chamados de métodos fracos, pois não utilizam conhecimento explícito do domínio;

· Estudos empíricos recentes mostraram que AGs têm bom desempenho com conjuntos de padrões unidimensionais, mas com conjuntos de padrões com várias dimensões a resposta não é tão boa.
3.7. Representação dos Clusters
Em aplicações onde o número de classes ou clusters do conjunto de padrões deve ser descoberto, o produto final é uma partição do conjunto. Nesse caso, uma partição dá uma idéia sobre a separabilidade dos padrões em clusters. Entretanto, em aplicações que envolvem tomada de decisão (como a que será tratada neste trabalho), os clusters resultantes devem ser representados ou descritos de uma forma compacta para que se obtenha uma abstração dos dados. 
Mesmo que a construção de uma representação dos clusters seja um importante passo do processo, há poucas pesquisas realizadas na área. No entanto, pode-se citar alguns esquemas de representação:
[1] Um cluster pode ser representado pelo seu centróide ou por um conjunto de pontos distantes no cluster. A Figura 23 ilustra essas duas idéias.
[2] Pode-se representar um cluster por nós numa árvore de classificação, o que é ilustrado na Figura 24.
[3] Clusters também podem ser representados através de expressões lógicas conjuntivas. Por exemplo, a expressão [X1 > 3][X2 < 2] na Figura 24 representa X1 é maior que 3 e X2 é menor que 2.
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Figura 23: Representação de clusters por pontos
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Figura 24: Representação de clusters através de uma árvore de classificação ou por expressões lógicas
Dentre as formas de representação listadas, a mais comum é através do uso de centróides. Essa abordagem funciona bem quando os clusters são compactos ou isotrópicos. Entretanto, quando os clusters são alongados ou não-isotrópicos, esse esquema não consegue representá-los adequadamente. Nesses casos, o uso de alguns pontos de fronteira do cluster captura melhor a sua forma. O número de pontos usados para representar um cluster aumenta à medida que a complexidade de sua forma aumenta. As duas representações ilustradas na Figura 24 são equivalentes. Todo caminho numa árvore de classificação que vai da raiz a uma folha corresponde a uma parte da expressão. Uma importante limitação do uso desse conceito que se deve ressaltar é que expressões desse tipo só conseguem descrever clusters retangulares ou isotrópicos no espaço de características. 
A abstração dos dados é útil no processo de tomada de decisão porque:

· Provê descrições simples e intuitivas dos clusters, fáceis para a compreensão humana. Há métodos de clustering (por exemplo, conceptual clustering) nos quais essas representações são obtidas sem a necessidade de um passo adicional, ou seja, os algoritmos geram tanto os clusters quanto suas descrições.

· Pode ser usada para compressão de dados, através da representação de um conjunto de padrões por um conjunto muito menor, possivelmente unitário (mais detalhes sobre esse item não serão apresentados, uma vez que foge ao escopo deste trabalho).

· Aumenta a eficiência do processo de tomada de decisão. Há técnicas de recuperação de documentos baseadas em clustering onde uma grande quantidade de documentos é clusterizada e cada cluster é representado pelo seu centróide. Para recuperar documentos relevantes, a query realizada é comparada com o centróide do cluster, ao invés de ser comparada com todos os documentos. Isso ajuda a recuperar documentos relevantes de forma eficiente. No caso do que será implementado neste trabalho, as descrições dos clusters serão derivadas dos seus centróides, de forma a prover ao usuário um mecanismo de inferir o conteúdo dos clusters sem a necessidade de examinar o conteúdo dos documentos.
3.8. Clustering de Documentos Textuais
Depois de apresentadas tantas técnicas e algoritmos de clustering de forma genérica, isto é, sempre tratando de dados quaisquer, fazem-se necessárias algumas instanciações visto que o presente trabalho trata especificamente de clustering de documentos de texto.
Em sistemas de Recuperação de Informação, um documento textual é tipicamente representado pelo seu centróide. Assim, os padrões com os quais os algoritmos que serão implementados neste trabalho tratarão serão centróides. Um centróide é basicamente um vetor das palavras que ocorrem no documento associadas a pesos [8]. Dessa forma, um documento é representado no espaço n-dimensional, onde n é o número de termos do seu centróide. Através do uso dessa representação, pode-se comparar dois documentos usando uma medida de similaridade (para maiores detalhes consulte [18] e [19]). Uma medida de similaridade comumente usada em sistemas de Recuperação de Informação é a medida do Cosseno, também conhecida como Coeficiente de Ochiai (consulte a seção 4.2 para mais detalhes). Ela calcula o cosseno formado pelos vetores que representam os documentos. Quando o cosseno entre os vetores for igual a 1, os dois vetores estão sobrepostos, ou seja, indicam documentos com alto grau de similaridade. Inversamente, se o cosseno for igual a zero, os vetores são ortogonais; os documentos que eles representam não são semelhantes. Isto significa que dois documentos não precisam ser representados por vetores idênticos para obter a similaridade máxima; basta que sejam proporcionais. A Figura 25 ilustra esse fato. Nela são representados quatro documentos por vetores bi-dimensionais. Assim, esses documentos só contêm duas palavras (X1 e X2), mas em qualquer quantidade (os valores nos eixos representam os pesos que cada palavra tem no seu centróide). Os vetores B e C são os que formam o ângulo de maior cosseno, e assim são os mais semelhantes. Já os vetores A e D formam o ângulo de menor cosseno, e assim são os menos semelhantes.
Para realizar clustering num conjunto de documentos de texto, dependendo da necessidade do algoritmo, os documentos serão representados pelos seus centróides e a medida para comparar dois documentos será a do Cosseno.
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Figura 25: Vetores representando documentos
4. Apresentação de Resultados no ActiveSearch

4.1. O Sistema
Como já foi dito anteriormente, o ActiveSearch é um sistema que sugere documentos colhidos na Web semelhantes ao que o usuário está visualizando ou editando no momento. Os resultados são apresentados ao usuário através da interface gráfica do sistema na forma de uma listagem, semelhantemente ao que ocorre num engenho de busca. A diferença é que o ActiveSearch é capaz de reordenar essa lista, mostrando primeiro os documentos que tendem a ser mais relevantes para o usuário, de forma que o acesso à informação desejada seja simplificado.

Uma pergunta que poderia surgir é: se os engenhos de busca da Web já realizam uma ordenação sobre os resultados da busca, qual a utilidade de um sistema como o ActiveSearch? A resposta é simples: os engenhos de busca têm pouca informação sobre a necessidade de informação do usuário (apenas a query realizada), e assim não são capazes de estabelecer um contexto que seria levado em consideração na reordenação dos documentos
. Já o ActiveSearch possui um documento inteiro que descreve a necessidade de informação, o que o torna capaz de inferir de forma mais precisa que documentos tendem a ser mais relevantes para o usuário. 
Dessa forma, o ActiveSearch se propõe a minimizar o problema verificado atualmente por usuários de sites de busca, que precisam parar o que estão fazendo, construir queries que representem sua necessidade de informação (que é um fator crítico para achar documentos relevantes mais rapidamente usando um engenho de busca) e examinar cada um dos resultados retornados para saber se aquele documento tem alguma informação que lhe é relevante. O sistema demonstrou bons resultados em testes realizados comparativamente ao GoogleToolbar (consulte [1], [2] e [3] para mais detalhes). No entanto, sabe-se que usuários de mecanismos de busca estão usualmente interessados em uma ou duas classes de documentos dentre as que são retornadas [4]. Além disso, o ActiveSearch comumente retorna cerca de 100 documentos depois de realizar uma busca, o que já pode ser considerada uma quantidade de informação grande para uma pessoa tratar. Dessa forma, imaginou-se que disponibilizar os resultados de uma busca categorizados dinamicamente juntamente com descrições para os grupos formados seria uma forma de facilitar o problema do acesso à informação, uma vez que o usuário poderia, a partir das descrições apresentadas, inferir o conteúdo dos clusters e só acessar os que lhe fossem interessantes. Além disso, há de se considerar o fato de que em cada cluster haverá bem menos documentos do que na lista completa, tornando a quantidade de informação disponível mais tratável por uma pessoa e aumentando a eficiência do processo.
4.1.1. Arquitetura

O ActiveSearch apresenta uma arquitetura modular, possibilitando extensibilidade e reuso de código (observe a Figura 26. Os números de 1 a 9 indicam a seqüência dos passos realizados). Ela consiste de quatro módulos principais: Interface Gráfica, Pré-processador de Documentos, Módulo de Meta-busca e Pós-Processador da Resposta, que serão brevemente explicados adiante. 
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Figura 26: Arquitetura do ActiveSearch
O ActiveSearch comunica-se com o usuário e com outras aplicações através da sua Interface Gráfica. Esta Interface tem dois objetivos principais: (1) comunicar-se com a aplicação que contém o documento do usuário (chamada de aplicação hospedeira – por exemplo, MS-Word, MS-Internet Explorer), a fim de obter o conteúdo do documento que está sendo acessado; e (2) apresentar os documentos similares recuperados. 

O Módulo de Pré-Processamento recebe o documento atual e o traduz para a representação de documento interna utilizada pelo ActiveSearch. Essa representação é um texto em XML que mantém algumas características da formatação original do documento (como título, palavras em negrito, itálico, tamanho de fonte, etc.). O objetivo desta fase é: (1) utilizar uma representação interna uniforme dos documentos para facilitar os passos seguintes; (2) manter a formatação original dos documentos, a fim de melhorar a ordenação dos documentos recuperados; e (3) facilitar a futura inclusão de outros formatos de documentos, como arquivos PPT, RTF, etc.

O Módulo de Meta-busca consiste de dois sub-módulos. O sub-módulo Formulador de Consulta recebe a representação interna do documento atual e seleciona seus termos mais representativos, que formarão a consulta a ser passada para o sub-módulo Buscador de Documentos. Este segundo sub-módulo seleciona uma ou mais bases de documentos (engenhos de busca na Web), e realiza a busca por documentos semelhantes. Note que este sub-módulo não recupera os documentos em si, ele apenas cria uma lista de ponteiros (links) para documentos com base no resultado da meta-busca. A consulta a diferentes engenhos de busca tem por objetivo melhorar a precisão e a cobertura do sistema. 
O Módulo de Pós-Processamento tem por objetivo reordenar os resultados obtidos pelo módulo anterior, consistindo em dois sub-módulos: o Recuperador de Conteúdo de Documentos e o Reordenador de Documentos. O primeiro recebe a lista de ponteiros criada e recupera o conteúdo dos documentos indicados. A seguir, a representação interna desses documentos é criada pelo Módulo de Pré-Processamento, e passada para o sub-módulo Reordenador de Documentos. Este sub-módulo compara essas representações internas com a representação do documento atual, e reordena a lista de ponteiros recebida utilizando um algoritmo de similaridade entre documentos baseado no modelo Vector Space (consulte [8] para mais detalhes). A lista reordenada é apresentada ao usuário, que pode visualizar os documentos sugeridos através de um clique com o mouse.

4.1.2. Funcionalidades

O sistema tem como funcionalidade principal a sugestão de documentos parecidos com o que o usuário está editando ou visualizando. Para isso, o esforço necessário do usuário é mínimo (ele precisa apenas clicar no botão apropriado). O ActiveSearch, depois de ativado, dá início ao processo de busca (ilustrado na Figura 26 através da seqüência de números de 1 a 9).
Essa não é, entretanto, a única forma do sistema sugerir documentos. Se o usuário preferir, ele pode arrastar-e-soltar (drag-and-drop) apenas um trecho do documento para o ActiveSearch, que procederá à busca de documentos semelhantes apenas ao trecho do documento informado. Essa funcionalidade é bastante útil quando o usuário estiver lendo um documento de conteúdo diversificado (por exemplo, a página principal de um portal como o Terra ou de um jornal on-line). Nesse caso, se forem procurados documentos com conteúdo similar a esse, os resultados tendem a ser ruins, pois o sistema não vai conseguir determinar sobre o quê fala o documento. O usuário, então, poderia selecionar o quê exatamente ele quer pesquisar (por exemplo, uma notícia sobre política) e arrastar para o ActiveSearch, que procederia a uma busca por documentos sobre política.

Outro recurso do ActiveSearch é o que foi batizado de “Busca Rápida”. Esse tipo de busca é simplesmente uma meta-busca convencional: o usuário digita palavras-chave e a query é enviada a engenhos de busca (observe que, nesse caso, nenhum pós-processamento é realizado já que não se tem outra informação sobre a necessidade de informação do usuário).
4.2. Reordenamento dos Resultados

Como já foi dito anteriormente, o ActiveSearch reordena os resultados de uma busca de acordo com a similaridade entre cada documento sugerido e o documento que foi capturado do usuário. Nesta seção, esse processo será explicado em mais detalhes. Para isso, considere a seqüência dos passos do sistema para realizar uma busca:
· O usuário solicita ao sistema documentos similares ao que está sendo visualizado/editado;

· O sistema cria um centróide deste documento;

· A partir do centróide criado, o sistema deriva queries que serão enviadas a(os) engenho(s) de busca;

· As listas de ponteiros retornadas pelos engenhos de busca são passadas para o módulo de pós-processamento;

· Os conteúdos dos documentos são recuperados. Para cada documento é criado um centróide;

· O centróide criado para o documento que foi capturado do usuário é comparado com cada um dos centróides criados no passo anterior através da Medida do Cosseno ou Coeficiente de Ochiai (veja a Equação 1). Cada uma dessas comparações retorna um grau de similaridade (de 0 a 1) entre os documentos comparados. A lista é reordenada baseada nesses valores e apresentada ao usuário.
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Equação 1: A Medida do Cosseno ou Coeficiente de Ochiai

Os centróides são criados da seguinte forma: cada vez que uma palavra ocorre no texto, seu peso associado é incrementado. Se a palavra ocorrer com uma formatação especial (negrito, itálico, título, fonte grande, etc) o valor do incremento é maior. Ao final do processo, tem-se uma lista de palavras com pesos associados, ou um vetor multidimensional, que será usado nas comparações. Palavras que não ocorrem no texto têm peso = 0. Isso porque, num modelo teórico, um centróide é um vetor esparso em que cada entrada representa uma palavra existente no vocabulário. Obviamente, na implementação os centróides só contêm as palavras constantes no texto.
Veja abaixo um exemplo de resultado de uma busca realizada no ActiveSearch:
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Figura 27: O ActiveSearch em ação: os resultados da busca são ordenados de acordo com a semelhança com o documento do usuário

4.3. Agrupamento dos Resultados

Para inserir a funcionalidade de agrupamento dos resultados no ActiveSearch, a arquitetura do sistema será um pouco modificada. Ao invés da arquitetura mostrada na Figura 26, uma nova arquitetura será proposta (veja Figura 28 abaixo).
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Figura 28: Nova arquitetura do ActiveSearch
Observe que foram adicionados dois novos sub-módulos: o Formatador de Resultado e o Agrupador de Documentos (indicados com linhas tracejadas). O primeiro é responsável por decidir com que tipo de formatação serão apresentados os resultados, baseado nas configurações do usuário: se a formatação for a tradicional (listagem dos documentos ordenados por similaridade), o sub-módulo Reordenador de Documentos será ativado. Se a formatação escolhida for a de documentos agrupados dinamicamente, o sub-módulo Agrupador de Documentos será ativado. Há ainda a possibilidade de uma mistura entre as formatações, com grupos formados e os documentos dentro dos grupos ordenados por similaridade com o documento do usuário.

5. Implementação e Testes

A disponibilidade na literatura de uma gama tão vasta de algoritmos de clustering pode, a principio, causar confusão na escolha de um algoritmo adequado para o problema em mãos. Neste trabalho, serão implementados alguns algoritmos tradicionais (principalmente de clustering particional), e outro que segue uma abordagem evolucionária, isto é, um algoritmo genético com aplicação em clustering. Nesta seção será apresentada uma visão geral dos algoritmos implementados, bem como os resultados obtidos por eles sobre o corpus montado. O algoritmo com melhor desempenho será explicado em mais detalhes.
5.1. Algoritmos Implementados
5.1.1. PNNA

Esse é um algoritmo simples de clustering particional, cuja sigla significa Pairwise Nearest Neighbor Algorithm. Ele inicia com um documento em cada cluster (ou seja, esse é um algoritmo aglomerativo – consulte a seção 3 para mais detalhes). Em cada iteração, os dois documentos mais similares (de acordo com a medida de similaridade usada) são unidos dando origem a um novo cluster e, obviamente, removendo os dois clusters antigos. O processo é repetido até que o número de clusters desejados seja atingido. Note que, no PNNA, cada operação de união entre clusters é ótima, mas o resultado final pode não ser. 

Observe que esse algoritmo faz n comparações em cada uma das n - k iterações (onde n é o número de documentos do conjunto que será “clusterizado” e k << n é o número de clusters desejados). Para agilizar a execução, foi implementada a seguinte otimização: ao invés de se calcular a similaridade entre cada um dos clusters com os outros em cada iteração, uma matriz de similaridade é computada no início do algoritmo. Sempre que é executada uma operação de união entre dois clusters essa matriz é atualizada para refletir a nova situação.
5.1.2. DCA
Esse algoritmo foi proposto em [5] mas não recebeu um nome específico dos autores do artigo. No presente trabalho, DCA significará Douglass Cutting Algorithm, em referência ao primeiro autor do artigo em que ele foi apresentado.

O DCA possui três fases principais:

· Achar k centros;

· Atribuir cada documento do conjunto a um centro;
· Refinar a partição então obtida.

O resultado final é um conjunto de k grupos disjuntos (onde k é o número de clusters desejado), tais que a união dos grupos é igual ao conjunto de documentos de entrada.

Para encontrar os k centros, o DCA precisa de um algoritmo auxiliar. O algoritmo Buckshot, também apresentado em [5], foi implementado para realizar essa tarefa (ele pode ser encarado como um algoritmo de clustering, embora seja comumente usado apenas para encontrar os centros). Esse algoritmo assume a presença de um outro algoritmo de clustering interno (chamado de sub-rotina de clustering). O algoritmo usado como sub-rotina de clustering do Buckshot foi o PNNA (apresentado no item anterior), que é bem parecido com o que foi usado em [5]. Essa sub-rotina é usada pelo Buckshot numa amostra do conjunto de documentos para encontrar os k centros.
Para realizar o segundo passo, usou-se a Medida do Cosseno para quantificar a distância entre um documento e um dos centros. O documento é atribuído ao centro de menor distância.

O passo de refinamento é realizado através de chamadas sucessivas ao procedimento que atribui documentos ao centro mais próximo e através de duas operações: join, usada para unir dois clusters e split, que divide um cluster em dois. A seguir serão dados mais detalhes sobre cada uma dessas etapas.
5.1.2.1. Definindo os Centros Iniciais
Como já foi dito, para encontrar os centros iniciais foi usado o Buckshot. A idéia desse algoritmo é bastante simples: ele simplesmente escolhe aleatoriamente uma pequena amostra dos documentos (de tamanho 
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), e aplica sobre essa amostra a sub-rotina de clustering. Esse algoritmo, obviamente, executa em tempo O(kn).
Já que o Buckshot utiliza amostragem aleatória, ele possui uma natureza não-determinística, ou seja, sucessivas chamadas a ele, mesmo que sobre um mesmo corpus, podem produzir resultados diferentes (embora nos testes realizados os resultados obtidos, se não foram exatamente iguais, foram bastante similares).
5.1.2.2. Atribuindo Documentos aos Centros

Uma vez que os k centros foram definidos, cada documento do corpus deve ser atribuído a um dos centros de acordo com um critério. O algoritmo usado nesse passo foi o Assign-to-Nearest, que atribui um documento ao centro mais próximo (usando a Medida do Cosseno para calcular a distância entre centro e documento).
5.1.2.3. Refinamento

Dado que se obteve um resultado preliminar, é desejável que ele seja refinado. O processo mais simples para fazer isso é simplesmente iterar chamadas ao Assign-to-Nearest. O número de iterações não precisa ser grande, uma vez que o processo converge rapidamente nas primeiras iterações.

Outros operadores são definidos em [5] para o refinamento do resultado: join e split. O propósito do join é unir clusters que tenham um certo grau de semelhança. Já o split se propõe a fazer o inverso: dividir um cluster em dois, o que pode ser conseguido através de uma chamada ao Buckshot informando como parâmetros o grupo que se quer dividir e k = 2.
5.1.3. RDCA

Nos testes, observou-se que o Buckshot tende a produzir um centro com muitos documentos e os demais com poucos. Isso pode gerar um resultado final “tendencioso”, já que os demais documentos tenderiam a serem inseridos no centro com mais documentos. 

Para solucionar esse problema, foi implementada uma variação do DCA: o Random DCA. Esse algoritmo trabalha exatamente como o DCA convencional, entretanto ele utiliza um procedimento de clustering aleatório, ao invés do Buckshot, como seletor dos centros iniciais. A princípio, o RDCA pode ser interpretado como uma versão “piorada” do DCA. Na realidade, o RDCA foi inspirado no GLA (apresentado em [22]) e apresentou bons resultados nos testes realizados.
5.1.4. Algoritmo Genético

Foi também implementado um AG para realizar o clustering dos documentos, seguindo o que foi apresentado em [20]. Como foi dito na seção 3.5.6, o modo de operação de um algoritmo genético é baseado no mecanismo de seleção natural, combinando a sobrevivência dos indivíduos mais adequados com uma troca de material genético aleatória, porém estruturada, entre os indivíduos de uma população de potenciais soluções para o problema sob investigação. Esses indivíduos são chamados de “cromossomos” e eles codificam a informação que caracteriza uma solução (por exemplo, valores numéricos de um conjunto de parâmetros num problema de otimização de uma função). A função de adeqüabilidade (fitness function) recebe um cromossomo como entrada e retorna uma medida quantitativa da “qualidade” da solução que aquele cromossomo representa. Os operadores genéticos usados foram: crossover, que combina partes das criaturas mais adequadas da geração anterior para prover novas criaturas, e mutação,  que introduz novas informações num indivíduo aleatoriamente. Quanto mais adequada for uma criatura, mais chance ela terá de sobreviver e então transmitir partes do seu material genético para futuras gerações. Dessa forma, os cromossomos de uma população tendem a codificar soluções cada vez melhores para o problema sob investigação com a evolução das gerações. 
Assumindo que se queira gerar uma partição de um conjunto de n documentos em m clusters, pode-se gerar uma classificação de partida através da atribuição de cada um dos documentos para um dos clusters aleatoriamente, de forma que cada cluster contém n/m documentos em média. O AG, então, move documentos de um cluster para outro até que não seja mais possível melhorar a classificação (o que é medido através de alguma medida quantitativa da “qualidade” da partição). O principal objetivo de um procedimento de clustering é identificar clusters que maximizem as similaridades entre os documentos dentro de um mesmo cluster. Assim, pode-se estimar a qualidade de uma partição específica em termos de alguma função matemática que descreva essas similaridades. Tais funções são bastante usadas em algoritmos de clustering (especialmente nos algoritmos particionais) e provêm uma função de adeqüabilidade natural para um método de clustering baseado em AGs.

Cada documento do conjunto é representado pelo seu centróide. A similaridade entre dois documentos é dada pela Medida do Cosseno entre os respectivos centróides. A similaridade intra-cluster é calculada pela média aritmética de todas as similaridades entre os documentos do cluster.
Os cromossomos do AG codificam os clusters obtidos. Assim, um cromossomo é uma string de tamanho n, na qual o i-ésimo elemento contém um apontador para o i-ésimo dos n documentos. Os operadores de mutação e crossover são, então, aplicados a populações de tais cromossomos. Os cromossomos que terão seus materiais genéticos alterados são escolhidos de forma aleatória, o que não provoca nenhum dano à qualidade da próxima população, visto que uma operação só é efetivada se os cromossomos gerados por ela forem mais adequados do que os anteriores (isso se justifica na medida que retém as melhores soluções em cada estágio do processo). O algoritmo termina depois de um certo número pré-determinado de iterações.
5.2. Testes

Como avaliar o resultado de um algoritmo de clustering? O quê caracteriza um resultado bom e um resultado ruim? Todos os algoritmos de clustering irão, quando alimentados com dados, produzir clusters, contenham os dados clusters ou não. Se os dados realmente contiverem clusters, alguns algoritmos podem obter clusters melhores que outros. 

Assim, a avaliação do resultado de um algoritmo de clustering tem várias facetas. Uma é a avaliação sobre o domínio dos dados ao invés do algoritmo em si; dados que não contêm clusters não deveriam ser processados por um algoritmo de clustering (o estudo da cluster tendency, onde os dados de entrada são examinados para que se saiba se eles contêm clusters é uma área de pesquisa relativamente inativa e não será considerada neste trabalho). 
De outro modo, a análise da validade dos clusters obtidos (Cluster Validity) é uma avaliação da saída de um algoritmo de clustering. Geralmente essa análise usa um critério específico para atestar a qualidade da resposta. No entanto, esses critérios são comumente criados de forma subjetiva. Há três tipos de estudos de validação:

· Uma avaliação externa da validade, que compara a estrutura recuperada com uma estrutura montada a priori;

· Uma avaliação interna da validade, que tenta determinar se a estrutura é intrinsecamente apropriada para os dados;
· Um teste relativo, que compara duas estruturas e mede seus méritos relativos.

Neste trabalho será usada uma metodologia de testes que segue o segundo tipo de validação. Os algoritmos de clustering serão executados sobre o corpus montado para que sejam formados clusters que agrupem os documentos que foram manualmente julgados relevantes e outros que juntem os documentos que foram julgados irrelevantes (dessa forma, o usuário do sistema poderá identificar quais grupos contêm os documentos relevantes através das descrições dos grupos). 

5.2.1. Corpus
O corpus de testes foi montado da seguinte forma: 

· Foram executadas buscas no ActiveSearch a partir de documentos pertencentes a diferentes domínios (futebol, jazz, linguagem Java, Inteligência Artificial, etc);

· Os documentos resultantes de cada busca (cerca de 100) foram manualmente marcados como relevantes de acordo com o documento original segundo três níveis de similaridade (0 = não similar; 1 = pouco similar; 2 = muito similar);

· Quando os algoritmos de clustering forem executados, poder-se-á verificar quantos documentos relevantes cada cluster contém.
5.2.2. Resultados
Os resultados da execução de cada algoritmo sobre cada um dos conjuntos de documentos recuperados foram compilados. Os algoritmos que apresentaram melhor desempenho foram o RDCA e o DCA. No final desta seção serão mostrados vários resultado obtidos sobre esses dois algoritmos.
O PNNA apresentou uma peculiaridade, a princípio, intrigante: ele produzia um cluster com quase todos os documentos e outros com muito poucos. Isso se deve ao modo de operação desse algoritmo: em cada iteração, ele atribui um documento ao cluster mais próximo. Como todos os documentos recuperados são, geralmente, bastante relacionados, eles acabam ficando todos num único grupo. Essa hipótese sugere que esse algoritmo talvez apresentasse um melhor desempenho se o conjunto de documentos a ser clusterizado contivesse classes claramente definidas. Esse fato foi comprovado através da execução do PNNA com um conjunto de documentos arbitrário que continham tais classes: foi criado um conjunto com documento documentos sobre a linguagem Java, outros sobre jazz, outros ainda sobre futebol, etc. O desempenho do PNNA, nesse caso hipotético (e que só foi executado para verificar se nesse caso ele produziria bons resultados) foi como esperado: ele produziu os clusters corretos, separando os documentos sobre Java num grupo, aqueles sobre futebol noutro grupo e assim por diante.
O algoritmo genético produziu um resultado razoável. Ele também apresentou uma peculiaridade interessante: quando o número de documentos que seriam clusterizados era múltiplo do número desejado de clusters (ex: n = 45 e k = 5), os clusters produzidos tinham sempre o mesmo tamanho n/m. Isso aconteceu porque a operação de crossover implementada sempre troca metade do material genético dos cromossomos. Quando os cromossomos iniciais tinham o mesmo tamanho, todas as populações subseqüentes ficavam com cromossomos do mesmo tamanho.

A seguir são apresentados alguns gráficos que relatam o número de documentos e a precisão de cada cluster em experimentos realizados (a precisão é o percentual de documentos que foram manualmente julgados relevantes dentro de um cluster). Vale lembrar que, numa situação ideal, o algoritmo criaria alguns clusters com alta precisão e outros com precisão baixa, o que indicaria que o algoritmo conseguiu separar os documentos relevantes dos irrelevantes. Os testes foram executados com k = 5. Note-se que os gráficos são relativos à execução de um algoritmo sobre um dos conjuntos de documentos (ex: PNNA sobre o conjunto de documentos de jazz). Ao fim da seção serão apresentados mais resultados para os algoritmos que obtiveram melhor desempenho (DCA e RDCA).
O primeiro gráfico mostra o resultado da execução do PNNA sobre o conjunto de documentos relativos ao Barcelona (clube de futebol da Espanha).
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Observe o que foi ressaltado anteriormente com relação ao desempenho do PNNA: um cluster contém quase todos os documentos do conjunto inicial, o que indica que o desempenho não foi apropriado, pois o algoritmo não conseguiu separar os documentos relevantes do resto. O cluster 4 obteve uma precisão razoável (0,5 dos documentos nele eram relevantes), porém ele só continha 2 documentos.
O algoritmo genético foi executado sobre o mesmo conjunto de documentos, obtendo um resultado sensivelmente melhor.

[image: image38.emf]Número de Documentos por Cluster (AG)

13

14

15

16

17

18

19

Cluster 1 Cluster 2 Cluster 3 Cluster 4 Cluster 5


[image: image39.emf]Precisão dos Clusters (AG)
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Observe que, como foi dito anteriormente, a quantidade de documentos em cada cluster no AG tem uma variância pequena, ou seja, os clusters formados têm praticamente o mesmo número de documentos. A precisão alcançada pelo AG nesse caso foi muito boa: dois clusters obtiveram boa precisão e os demais obtiveram precisão ruim, ou seja, o algoritmo conseguiu separar os documentos relevantes dos irrelevantes.

O DCA e o RDCA foram executados sobre o conjunto de documentos relativos a futebol italiano. Os resultados obtidos pelos dois algoritmos nesse caso foram bastante parecidos como mostram os gráficos abaixo. Apesar disso, considerando todos os testes, o RDCA obteve um desempenho superior.
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[image: image42.emf]Número de Documentos por Cluster (RDCA)
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Observe que o desempenho de ambos os algoritmos foi bastante satisfatório: em ambos os casos foi gerado um cluster que agrupou quase todos os documentos relevantes.

A seguir, serão mostrados os resultados obtidos pelos algoritmos DCA e RDCA sobre alguns dos demais conjuntos de documentos do corpus (os resultados completos não serão mostrados porque a amostragem abaixo já é capaz de dar ao leitor uma idéia do comportamento típico dos dois algoritmos).
	Conjunto de Documentos: ActiveSearch

	Algoritmo
	
	Cluster 1
	Cluster 2
	Cluster 3
	Cluster 4
	Cluster 5

	DCA
	Nº Docs
	7
	13
	20
	7
	33

	
	Precisão
	0
	0,076
	0,15
	0,142
	0,12

	RDCA
	Nº Docs
	17
	6
	32
	6
	19

	
	Precisão
	0,117
	0,166
	0,125
	0,166
	0,052

	Observe que a precisão alcançada pelo sistema como um todo foi bastante baixa nesse experimento. Isso afetou o desempenho dos algoritmos que, de uma forma geral, não conseguiram obter clusters que separassem os (poucos) documentos relevantes do resto.

	Conjunto de Documentos: Barcelona F. C.

	Algoritmo
	
	Cluster 1
	Cluster 2
	Cluster 3
	Cluster 4
	Cluster 5

	DCA
	Nº Docs
	8
	10
	9
	15
	1

	
	Precisão
	0,25
	0,5
	0,11
	0,53
	0

	RDCA
	Nº Docs
	3
	2
	9
	7
	22

	
	Precisão
	1
	0
	0
	0
	0,64

	Nesse experimento, o desempenho do DCA foi bom, porém o do RDCA foi bem melhor. O RDCA criou 3 clusters que só contêm documentos irrelevantes, um cluster só com documentos relevantes (embora ele contivesse poucos documentos - 3) e um cluster grande (22 documentos) com boa precisão (0,64).

	Conjunto de Documentos: Futebol na Itália

	Algoritmo
	
	Cluster 1
	Cluster 2
	Cluster 3
	Cluster 4
	Cluster 5

	DCA
	Nº Docs
	25
	12
	18
	9
	16

	
	Precisão
	0,68
	0,25
	0,17
	0,11
	0,06

	RDCA
	Nº Docs
	9
	14
	29
	18
	16

	
	Precisão
	0,68
	0,25
	0,17
	0,11
	0,06

	Nesse experimento, o desempenho dos dois algoritmos foi bastante parecido.


	Conjunto de Documentos: Linguagem Java

	Algoritmo
	
	Cluster 1
	Cluster 2
	Cluster 3
	Cluster 4
	Cluster 5

	DCA
	Nº Docs
	28
	14
	27
	20
	21

	
	Precisão
	0,5
	0,21
	0,18
	0,20
	0,21

	RDCA
	Nº Docs
	7
	29
	23
	16
	35

	
	Precisão
	0,28
	0,17
	0,26
	0,56
	0,25

	Nesse experimento, o desempenho dos dois algoritmos também foi bastante parecido, sendo um pouco melhor o do RDCA, que conseguiu o cluster de melhor precisão (0,56) entre todos.

	Conjunto de Documentos: Jazz

	Algoritmo
	
	Cluster 1
	Cluster 2
	Cluster 3
	Cluster 4
	Cluster 5

	DCA
	Nº Docs
	12
	19
	15
	15
	13

	
	Precisão
	0,08
	0,31
	0,26
	0,03
	0,02

	RDCA
	Nº Docs
	18
	10
	7
	15
	24

	
	Precisão
	0,16
	0,2
	0,57
	0,13
	0,04

	A precisão do sistema como um todo, nesse caso, não foi muito alta. Mesmo assim, o RDCA conseguiu contruir um cluster com boa precisão (0,57) e todos os outros com baixa precisão, obtendo um desempenho bstante satisfatório.


6. Conclusões e Trabalhos Futuros
Neste trabalho, examinou-se um problema intrínseco aos sistemas de Recuperação de Informação (RI) modernos: o acesso às informações coletadas. Foram apresentadas diversas técnicas para visualização de resultados em sistemas de RI que têm como objetivo principal facilitar a tarefa do usuário identificar os dados que lhe são interessantes. 

No entanto, o enfoque deste trabalho não é estudar aprofundadamente métodos de visualização de resultados. O seu objetivo principal é estudar uma forma de apresentação dos resultados baseada em clustering, isto é, agrupamento dos dados que foram recuperados pelo sistema, com o intuito de prover ao usuário um modo fácil e rápido de identificar quais grupos dentre os que foram formados possuem documentos que atendem a sua necessidade de informação. 

Para que fosse possível a implementação de técnicas que realizam a tarefa de agrupar documentos, foi realizado um estudo na área de clustering, a partir do qual foram desenvolvidos algoritmos capazes de derivar grupos dinamicamente a partir de um conjunto de documentos de entrada. Os algoritmos implementados foram avaliados contra um corpus construído e tiveram seu desempenho computado.
O algoritmo genético, que segue uma área de pesquisa bastante interessante, demonstrou um desempenho satisfatório, sem, no entanto, apresentar vantagens óbvias em relação ao uso de uma técnica convencional. Assim, pode-se dizer que, embora os algoritmos genéticos sejam uma abordagem interessante e inovadora para a criação de grupos de documentos textuais a partir de um conjunto de documentos de entrada, seu uso pode ser contestado, na medida em que os resultados produzidos são levemente inferiores àqueles apresentados por técnicas mais convencionais.
O PNNA foi o algoritmo que apresentou o pior desempenho. Verificou-se que, na maioria das vezes, a partição gerada possuía um cluster com muitos documentos enquanto os demais ficavam com poucos. Dessa forma, o algoritmo não conseguiu realizar aquilo a que este trabalho se propõe, ou seja, separar os documentos em grupos de forma que seja fácil para o usuário identificar qual grupo lhe interessa e, então, examinar o conteúdo desse grupo. Se houver um grupo com quase todos os documentos, o trabalho que o usuário terá em identificar quais documentos são relevantes será praticamente o mesmo que ele teria em identificar os documentos relevantes do conjunto de documentos inicial. Testes realizados, no entanto, demonstraram que o PNNA pode ser utilizado com relativa eficiência quando o conjunto de documentos a ser clusterizado possui classes bem definidas.
Os melhores desempenhos foram alcançados pelos algoritmos DCA e RDCA, que conseguiram, na maioria das vezes, separar os documentos relevantes dos irrelevantes. 

Como trabalhos futuros pode-se citar: (1) estudo e implementação de outros algoritmos tradicionais de clustering (por exemplo, alguns algoritmos hierárquicos); (2) estudo mais aprofundado sobre abordagens evolucionários para clustering, com objetivo de aperfeiçoar o algoritmo genético implementado ou implementar outros algoritmos do gênero; (3) realizar testes de forma que se possa medir a coerência dos clusters formados (ou seja, se realmente os documentos dentro dos clusters são inter-relacionados); (4) realizar testes numa base maior de forma que se possam obter dados mais precisos acerca do desempenho dos algoritmos.
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� Há engenhos de busca que usam outras técnicas além da semelhança entre os documentos e a query para reordenar os resultados. O Google, por exemplo utiliza seu sistema de page-rank para ordenar os resultados.
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