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RESUMO

Sistemas de Recomendagdo tém o objetivo de fornecer
recomendacgdes baseadas em informacOes registradas sobre as preferéncias
dos usuarios. Para isso, tais sistemas utilizam técnicas de Filtragem de
Informacdo para processar informacGes e prover ao usuario itens
potencialmente mais relevantes. Uma das abordagens mais difundidas em
Filtragem de Informacdo é a Filtragem Baseada em Contetdo. Geralmente
essa abordagem baseia-se na comparagdo entre a descricdo do perfil do
usuario e as descri¢bes dos itens a serem recomendados. Ou seja, 0 sistema
seleciona os itens que atingem as melhores posi¢des em uma sequéncia
definida por um critério de ordenacdo conveniente. O presente trabalho
descreve uma abordagem onde cada usuario é modelado por um meta -
prototipo e a comparacao entre um item e o perfil é baseada em uma funcéo

de comparagdo composta por dois componentes: posi¢do e conteudo.

ABSTRACT

Recommender Systems aims to furnish automatic recommendations
based on information recorded about user preferences and uses Information
Filtering techniques to manage this information and provide the user with
options which will present greater possibility to satisfy the user. Content
based Filtering is one of the most useful approaches used for Information
Filtering. Often in this approach, the recommendation is based on a
comparison between the description of a user profile and the descriptions of
the items. Therefore, the system selects those items that score the best
according to a particular criterion. This work presents an approach where
each user profile is modeled by a meta-prototype and the comparison
between an item and a profile is based on a suitable matching function

which possess two components: position and content.
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Introducédo

1 INTRODUCAO

A explosao de documentos eletrénicos nos diversos tipos de rede fez
surgir o conceito de repositorios de informacéo digital. Basicamente, esses
repositorios consistem em agrupamentos I6gicos de documentos eletrdnicos
com precaria organizacao estrutural da informacao. No contexto da Internet
pode-se dizer que grandes portais sdo exemplos claros de repositorios de
informacdo digital. Da mesma forma, as redes internas de corporacfes de
médio e grande porte constituem repositorios de informacdo digital, visto
que nesses ambientes surge uma quantidade enorme de documentos

eletronicos. A figura abaixo ilustra o conceito de repositérios digitais.

llustragdo 1- O repositério digital possui uma ampla e diversa quantidade de
documentos. Ao mesmo tempo, existem usuarios acessando os documentos do
repositorio com necessidades de informagdes diferentes e perfis distintos.

Um dos grandes problemas que surgem com a disseminacdo dos
repositérios de informacdo digital é a dificuldade em se encontrar
informacdo relevante em tempo habil, dada a grande disponibilidade de
informacao minimamente organizada. 1sso é o que chamamos de sobrecarga
de informacao.

Diante do cenéario exposto justifica-se a necessidade de ferramentas
de auxilio & filtragem de informacGes relevantes de forma eficaz e de facil
uso. Além disso, pelo fato dos repositorios digitais estarem disponiveis a
uma grande diversidade de usuarios com necessidades de informagdes

diferentes e em momentos distintos, mostra-se bastante conveniente que tais
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ferramentas fornecam personalizacdo no nivel de conteudo tomando como
base o perfil do usuario.

Sistemas de Informagdo que filtram informagGes relevantes para um
determinado usuario baseado em seu perfil sdo conhecidos como Sstemas
de Recomendacdo. Esses sistemas utilizam em gera duas abordagens de
filtragem de informacéo: Filtragem Baseada em Conteudo (Content-Based
Filtering) e Filtragem Colaborativa (Collaborative Filtering) [1]. A primeira
analisa a correlacdo do contetido dos itens com o perfil do usuario a fim de
sugerir os itens relevantes e descartar os itens insignificantes. O segundo
método baseia-se na correlacdo entre os perfis de usuarios. A idéia basica é
selecionar os itens preferidos pelos usuarios cujas preferéncias mais se
assemelham ao gosto do usuéario alvo. Comprova-se facilmente que essas
duas abordagens sdo complementares [2]. Nesse sentido, varios estudos
sugerem formas de combinar as técnicas de filtragem baseada em contetido
com as técnicas de filtragem colaborativa, com o propdsito de resolver suas

limitagdes intrinsecas [3][4][5].

1.1 MOTIVACAO
A motivacdo do presente trabalho surgiu dos seguintes pressupostos:

i. a filtragem colaborativa ndo é suficiente para todos os
cenarios de uso de um sistema de recomendagdo, devido
aos problemas inerentes a esse tipo de solucéo [2];

ii. a filtragem baseada em conteldo é necessaria em
sistemas de recomendagdo mas as abordagens atuais
sofrem de problemas de desempenho que sdo de grande
importancia nesse tipo de sistema;

iii.  as caracteristicas i e ii foram observadas em um sistema
de informacéo comercial, 0 GEP (anexo 12.1).

Dessa forma, a proposta inicial desse trabalho é a investigagdo dos
algoritmos de filtragem de informacdo baseada em conteddo passiveis de

serem implementados em sistemas de recomendacao comerciais.
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1.2 O TRABALHO DE GRADUACAO

O presente trabalho foi realizado no quadro do projeto Smart-es,
fruto do acordo CAPES-COFECUB entre o LIP6 (Universidade de Paris V1,
Franca) e o CIn (Centro de Informatica da UFPE). Nessa monografia é
apresentada uma nova abordagem de filtragem baseada em conteldo,
chamada de Filtragem Baseada em Meta-Protétipos (FMP), que melhora
significativamente o desempenho de sistemas de recomendac¢do mantendo a
qualidade da resposta equivalente a alcangada pelo método dos k Vizinhos
Mais Proximos [6]. O método de FMP foi aplicado com sucesso pela
primeira vez na classificacdo de um tipo especial de imagens SAR
simuladas [10] e é originario das pesquisas basicas realizadas na abordagem
simbodlica em classificagdo e métodos afins [16]. O presente trabalho
representa uma contribuicdo efetiva por ser o primeiro a aplicar o0 método
FMP no dominio de filmes de uma forma bastante original e,
principalmente, por melhorar o desempenho de sistemas de recomendacgéo

sem comprometer a exatidao da resposta.



O Estado da Arte

2 O ESTADO DA ARTE

Esta secdo apresenta uma visdo geral de sistemas de recomendagéo

bem como da area de filtragem de informacao.

2.1 SISTEMAS DE RECOMENDACAO

A implementacdo dos chamados sistemas de recomendacao

pressupde a resolucéo de dois subproblemas:
i. acoletado perfil do usuario;
ii. aexploracdo adequada desse perfil.

O perfil do usuario pode ser coletado algumas vezes implicitamente
e outras apenas explicitamente. Uma aquisicao implicita poderia ser pensada
em um cenario de um sitio de comércio eletrdnico. Nesse caso a seguinte
politica aplicar-se-ia: cada vez que um usuario compre algum produto o
sistema registraria essa informagdo no perfil do usuario de forma positiva.
Esse modelo implicito de aquisicdo do perfil do usuario é adotado pela
Amazon Book Store [23].

N&o obstante, algumas vezes é inviavel a aquisi¢do implicita do
perfil do usuéario. Considere por exemplo um sitio de recomendacdo de
filmes. Assumindo que tal sistema ndo comercializa filmes, ndo seria
possivel aplicar o modelo de aquisi¢do implicita de forma adequada. Sendo
assim, o sistema necessita uma avaliacdo do usuério com relagdo aos filmes
apresentados, dando origem a um perfil de usuario constituido dos filmes
avaliados e suas respectivas notas atribuidas por esse usuario. Esse modelo
explicito de aquisicdo de perfil é utilizado no sitio PTV [24].

O segundo problema mencionado anteriormente tem sido bastante
estudado nos ultimos anos. Embora as solu¢Bes propostas sejam diferentes
elas podem ser classificadas em duas categorias principais com relagdo ao
tipo de filtragem adotada. Algumas dessas solugfes baseiam-se na analise
da correlacdo entre o conteudo dos itens com o perfil do usuério para
recomendar itens relevantes e descartar os itens ndo pertinentes. Essa

técnica € chamada de Filtragem Baseada em ConteGdo. Uma outra
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abordagem, chamada de Filtragem Colaborativa, € baseada na correlacdo
entre perfis de usuarios.

Na proxima secdo sera discutida uma abordagem de filtragem de
informagdo baseada em conteudo largamente utilizada em sistemas de

recomendacédo, o método dos k Vizinhos Mais Proximos.
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3 K VIZINHOS MAIS PROXIMOS - KNN

No algoritmo dos k Vizinhos mais Proximos, originalmente proposto
em [11], e outros algoritmos de aprendizagem baseada em instancia [12], os
exemplos sdo instancias originais do conjunto de treinamento (itens do
perfil do usuério). Durante a generalizacdo, esses algoritmos usam uma
funcéo de distancia para determinar quéo proximo um novo vetor de entrada
y esta a cada instancia da memoria, e utiliza as instancias mais proximas
para inferir a classe de saida de y. O algoritmo KNN classico é mostrado

logo abaixo.

Fase de Treinamento

Para cada instancia i avaliada pelo usuario U (classe o,),

adicione o exemplo de treinamento (i, ®o,) no perfil do
usuario P.

Fase de Classificacdo

Dado uma nova insténcia j no conjunto de exemplos a serem
classificados (conjunto de perguntas Q):

Seja i, ..., i, as k insténcias do perfil do usuario
que sdo mais similares (préximas) a j, a classificacéo
dessa instancia com relacédo a P é:

k Equagdo 1 - Equagdo do KNN. §; é a
Z%i DSJ- funcdo de similaridade definida na
w, = Equagéo 2.

j k

;SLJ

r Equacdo 2 - Equacdo da funcéo de similaridade. y
Z w ar (ai B, ) é 0 peso do atributo i. /5(a;,3) define a similaridade
s =42 entre os elementos a e S com relagdo ao atributo i.

a,fB r
}E/ﬁ

1=0

A funcdo / serd discutida mais profundamente na secdo 6.2 visto

que ela é muito dependente do tipo de atributo considerado.
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Alguns problemas séo identificados na abordagem KNN. O primeiro
e que s, a funcdo de similaridade (Equacdo 2), e computacionalmente
complexa, ou seja, demanda muito processamento de CPU. Essa
complexidade computacional é ainda mais relevante se considerarmos um
cenario de um sistema WEB onde existem milhdes de usuarios e milhares
de filmes a serem classificados. Alem disso, todas as instancias no perfil do
usuario devem ser comparadas com cada item no conjunto Q para confirmar
a relevancia do mesmo para esse usuario. Suponha que se queira determinar
os melhores filmes a partir de um conjunto de perguntas de tamanho S para
um dado usuario com um conjunto de treinamento (perfil) de tamanho M.
Nesse cenério, o sistema devera processar a funcdo /, S*M*R vezes, onde
R é o numero de atributos de uma instancia. Considerando um sistema WEB
acessado por milhdes de usuarios a0 mesmo tempo, esse numero passa a ser

N*S*M*R, onde N é o nUmero de usuarios.
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4 FILTRAGEM BASEADA EM META- PROTOTIPO -
FMP

4.1 CONCHTOS

Dados simbolicos sdo mais complexos que os dados usuais, tendo
em vista que 0s primeiros apresentam variacdo interna e sdo estruturados.
Diversas sdo as fontes dos dados simbolicos. Por exemplo, eles podem ser
extraidos a partir de interrogacfes de grandes bancos de dados relacionais
ou podem ser expressos a partir do conhecimento formulado por
especialistas.. A necessidade de novas ferramentas de analise de dados
simbolicos vem crescendo e, nesse sentido, é introduzida a Analise de
Dados Simbolicos (Symbolic Data Analysis - SDA) [16], que estende a
Analise de Dados em Analise de Conhecimento (Knowledge Analysis).

SDA é um novo dominio no que se refere a Descoberta de
Conhecimento (knowledge discovery), que tem relagdo com: analise
multivalorada, reconhecimento de padrdes, banco de dados e inteligéncia
artificial. SDA prové ferramentas especificas para se trabalhar com dados
complexos, agregados, relacionais e de alto nivel, descritos por variaveis
multivaloradas onde as entradas de tabela de dados sdo conjuntos de
categorias ou de numeros, intervalos ou distribuicbes de probabilidade
associadas a regras e taxonomias.

Os métodos SDA generalizam os métodos classicos de analise
exploratéria de dados, como técnicas fatoriais, arvores de decisao,
discriminacgao, regressao, métodos neurais, escalonamento
multidimensional, classificagcdo supervisionada, agrupamentos e reticulados

conceituais.

4.1.1Dados Smbdlicos
Em Analise de Dados classica, a entrada é uma tabela de dados onde

as linhas sdo as descri¢cBes dos individuos, e as colunas sdo as variaveis.
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Uma célula dessa tabela contém ou um valor quantitativo simples ou uma
categoria.

N&o obstante, algumas vezes no mundo real a informacdo registrada
é muito complexa para ser descrita por dados usuais. Esse é o motivo pelo
qual diferentes tipos de variaveis simbdlicas e dados simbdlicos tém sido
introduzidos [16]. Por exemplo, uma variavel de intervalo corresponde a um
intervalo do seu dominio, dado um objeto. Ao mesmo tempo, uma variavel
categdrica multivalorada é definida por um subconjunto do seu dominio. Por
fim, uma variavel modal, dado um objeto, é representada por uma medida
ndo-negativa (uma freqiiéncia, ou uma distribuicdo de probabilidade, ou um
sistema de pesos).

Uma descricdo simbolica de um item € um vetor cujos descritores
(atributos) sdo variaveis simbolicas. Esses descritores simbolicos sédo
coletados em uma Tabela de Dados Simbolicos, que sdo mais complexos do
que os dados usuais, visto que cada célula contém ndo somente um valor
unico, mas um conjunto de valores, ou um intervalo, ou uma distribuicdo,
etc.

Exemplo. Um segmento de uma imagem (conjunto de pixels) pode
ter como descricdo simbodlica um vetor de dados simbolicos ds =
([70,80]0.7:]90,120]0.3), onde a caracteristica nivel de cinza, representada
por valores em [70,80] e [90,120], é modelada por uma variavel histograma
(ou modal) cujas freqliéncias relativas dos dois intervalos de valores sdo 0.7
e 0.3, respectivamente.

Na abordagem FMP, o perfil do usuario € um vetor cujos descritores
sdo varidveis simbolicas modais (ou meta-protétipo). A comparacgao entre o
perfil do usuario e um item a ser recomendado decorre de uma funcéo de
dissimilaridade apropriada, que é composta por dois componentes: 0

componete de posi¢ao e o componente de conteudo.

4.2 CONSTRUCAO DO META- PROTOTIPO
A construcdo do perfil do usuario é baseada em um conjunto de itens

ja avaliados pelo usuario de forma positiva ou ndo. Com a finalidade de
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construir esse perfil, deve-se considerar dois passos no processo de

aprendizagem: pré-processamento e generalizacao.

4.2.1Pre- processamento

Cada instancia de exemplo é descrita por um vetor de atributos. Essa
descricdo pode incluir varios tipos de atributos:

i.  valor quantitativo simples (continuo ou discreto),
ii.  valor qualitativo simples (nominal ou ordinal),
iii.  qualitativo multivalorado (ordenado ou nao),
iv. textual.

O objetivo dessa fase de pré-processamento é representar cada item
como uma descri¢do simbolica modal, ou seja, um vetor de vetores de pares
(valor, peso). Os itens formam a entrada para a fase de aprendizagem.

Os pares (valor, peso) sdo formados de acordo com o tipo dos
descritores:

i. se o descritor € um valor qualitativo simples, ou
qualitativo multivalorado, ou quantitativo simples e
discreto, entdo cada valor € ponderado pelo inverso do
cardinal do conjunto de valores do dominio desse
individuo;

ii.  se o descritor € um valor quantitativo simples e continuo,
entdo ele € mapeado em um histograma comum;

iii. se o descritor € textual entdo é possivel utilizar alguns
métodos largamente difundidos em Recuperacdo de

Informacdo como Centrdides e TFIDF [17].

4.2.2 Generalizacdo

Esse passo tem como objetivo a representacdo do perfil do usuério
como um objeto simbolico modal (meta-prototipo). A descricdo simbdlica
de cada perfil de usuério é a generalizacdo da descri¢do simbolica modal dos
Seus segmentos.

O meta-prototipo que representa o perfil do usuario é também um

vetor de vetores de pares (valor, peso). Os valores, que estdo presentes na

-10 -
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descricdo de pelo menos um item avaliado pelo usuério no passado, estdo
também presentes na descri¢do do perfil do usuario (meta-prototipo). O peso
correspondente é a média dos pesos dos respectivos valores presentes nas

descricOes de cada item isoladamente.

4.3 A COMPARACAO ENTRE META- PROTOTIPOS

A recomendacdo de um item para um usuario baseia-se em uma
fungdo que compara a descricdo simbolica do item com a descrigdo
simbolica de um usuario. A funcdo de comparacdo mede a diferenca em
conteudo e em posigdo entre um item e a descricdo do usuario. A diferenca
em posicdo é medida por um componente livre de contexto, enquanto a
diferenca em conteddo € medida por um componente dependente de
contexto.

Seja X = (X1,...,Xp) € U = (Uy,...,up) as descri¢cdes simbolicas modais
de um item e do perfil do usuario, respectivamente, onde x; = ((Xj1,W;1), ..,
Xk Wikg)) € U = (U, Wia), -y Umgy, Wimp)), 1= 1, ..., p.

A comparagdo entre o item X e 0 usuério u ¢é definida pela seguinte

funcéo de comparacdo:

p Equacdo 3 - A fungdo de
@x,u) = Z @ (X;,up) +@, (X;,up) | comparacao.
J:

O componente livre de contexto (q) da funcdo de comparacdo é

definido por:

Equacdo 4 - O componente livre de
Na — contexto (@) da funcdo de
@ (X ,u)= ‘XJ n Ui n (XJ O UJ)‘ comparagdo. X; = {Xj, ..., xjk(j)},, Uj
cf 1 ‘x DU‘ = {Ujl, e ujlf(j)} e Xj DUJ eo0
! ! operador de juncdo definido por
Ichino [19].

O componente dependente de contexto (¢.q) da funcdo de

comparacao é definido por:

-11 -
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0 Equacdo 5 - O componente
W, [ dependente de contexto (@) da
d

AU funcéo de comparacéo.
J ]
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5 DEFINICAO DO AMBIENTE EXPERIMENTAL

Durante as adaptacdes efetuadas nos algoritmos de filtragem de
informagcdo para o dominio de filmes foram executados diversos
experimentos com objetivo de se identificar a melhor configuragdo para
efeito de comparacgéo entre esses algoritmos. Nesse sentido, € necessaria a

definicdo do ambiente experimental utilizado nesses experimentos.

5.1 BASEDE DADOS

A Dbase de dados EachMovie [21] consiste de 72.916 usuarios com
2.811.983 avaliacdes para 1.628 filmes. Os seguintes experimentos Sao
baseados em um subconjunto desse banco de dados que consiste em 22.867
usuarios e 1.572.965 com escore de 1 a 5 (1:péssimo, 2:ruim, 3:regular,
4:bom, 5:6timo) para 638 filmes. A tabela de filmes originais foi combinada
com uma segunda tabela contendo as descricdes completas dos filmes no
idioma Portugués, pois o banco de dados original do EachMovie néo
contém qualquer descricdo dos filmes e por essa razdo ndo seria possivel
experimentar a filtragem baseada em contetdo. Por fim, 100 usuarios com
no minimo 150 avaliagdes foram escolhidos randomicamente para todos 0s

experimentos efetuados nesse trabalho.

5.2 QUALIDADE DAS RECOMENDACOES

A avaliacdo de Sistemas de Recomendagdo € ainda uma questdo
aberta no estudo desses sistemas. Isso se deve principalmente a dois fatores.
Primeiro o desenvolvimento de Sistemas de Recomendagdo € uma inovacéo
recente e ainda ndo ha um consenso sobre uma métrica para avaliar esse tipo
de sistema. O outro motivo estd associado ao entendimento de qual € o
objetivo de um Sistema de Recomendacdo, ou seja, que tipo de
recomendacdo € usada e quando pode ser considerada uma boa
recomendacéo.

No presente trabalho definimos que o objetivo principal de um

sistema de recomendacdo é gerar uma lista de itens ordenados segundo sua
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relevancia para o usuario. Nesse caso 0 usuario deseja navegar pela lista de
itens para observar sua ordem de relevancia. Por exemplo, quando o usuario
busca o0 melhor item dentre as escolhas, ele busca esse tipo de
recomendacéo.

Depois de definido o objetivo do sistema a ser avaliado é necessario

escolher-se uma metrica apropriada para medir a qualidade do sistema.

5.2.1Métrica

A métrica criada por Breese et al. [22] é usada para calcular a
utilidade para o usuario de uma lista ordenada por um sistema de filtragem.
A utilidade esperada de uma lista é a probabilidade do usuario ver o item
recomendado vezes a sua utilidade.

Em um sistema de filtragem de informacé&o onde o resultado de uma
filtragem € retornado em uma lista de itens ordenados pela relevancia, é
presumivel que o usuério ird investigar apenas os primeiros elementos da
lista na sua busca por itens relevantes. A métrica Breese tem como principal
vantagem levar em consideracdo essa observacdo no seu calculo. A métrica
possui uma constante a chamada de half-life, que define a posicédo do item
na ordem gerada pelo sistema em que o usuario tem 50% de chance de
observar. A utilidade de cada item serd a diferenca entre a avaliacdo dada
pelo usuario e o valor médio d no intervalo de avaliagdo. A utilidade de uma

lista ordenada para o usuério a é entao:

max(r . —d O) Equacdo 6 - A utilidade de uma lista
— a,j !
R, = Z 2GD/@D ordenada para o Usuario a.

]

Na Equacdo 6 j € a posicao do item na lista ordenada pelo sistema e
ra j € a avaliagdo feita pelo usuario ao item que ocupa a posicéo j. Breese
utiliza um half-life a igual a 5 e acrescenta que a utilizagdo de um valor
igual a 10 apresentou pouca diferenga nos resultados. Para esse trabalho
resolveu-se utilizar um half-life igual a 5. O valor final da métrica para o

conjunto de usuarios testados é calculado como segue:
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Ra Equacdo 7 - O valor final da métrica
R:]_OOZ; Breese para o conjunto de usuarios
Za Rmax testados. Note que R [0 [0,100].

Na Equacdo 7 Rmax é a utilidade méxima obtida quando todos os
itens sdo ordenados de acordo com a avaliacdo do usuario. Essa ultima
equacdo garante que o resultado ndo dependerd da distribuicdo nem do
namero das avalia¢des dos usuarios escolhidos para um experimento.

Resumindo, a métrica proposta por Breese mede a capacidade do
sistema ordenar os itens de acordo com sua relevancia para o usuario. Além
disso, ela d& mais énfase a precisdo dos primeiros itens na ordenagdo do
sistema, 0s quais terdo maior chance de serem apreciados pelo usuario.
Dessa forma, a métrica Breese € adequiada para o objetivo do sistema de
recomendacéo definido para esse trabalho.

Além da métrica apresentada aqui existem outras meétricas que
poderiam ser utilizadas para medir a capacidade de um sistema de
recomendacdo dependendo do objetivo definido para esse sistema. Métricas
como precisdo e cobertura, correlacdes de valores como Pearson ou de
ordens como a Spearsman e Kendall Tau, sdo outras opgdes de uma vasta
selecdo de métricas ja usadas para avaliar sistemas de filtragem de
informagdo. Todas as métricas possuem vantagens e significados diferentes.
No entanto, Breese é a mais apropriada para o objetivo do sistema de
recomendacdo previamente definido e portanto serd adotada para efeito de
comparagdo. Um estudo mais aprofundado das métricas que serviram como

base para essa escolha encontra-se em [22].
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6 KNN NO DoMmiNIO DE HLMES

O dominio de filmes possui algumas particularidades que precisam
ser modeladas nos sistemas de recomendacéo a fim de que os algoritmos de
filtragem de informacdo atinjam melhores resultados. Precisamos
identificar, por exemplo, que tipo de informacdo o usuario leva em
consideracdo normalmente para avaliar um filme como bom. Alguém pode
dizer que o diretor e o elenco sdo informagdes importantes para o usuario.
Mas ndo é tdo simples assim, precisamos também identificar o quéo
relevante ¢ um atributo em relacdo ao outro. A seguir descrevemos alguns
experimentos efetuados com objetivo de identificar a relevancia dos
atributos no dominio de filmes. Nesses experimentos utilizamos o algoritmo

KNN descrito na secdo 1.

6.1 RAEVANCIA DOSATRIBUTOS

Alguns possiveis atributos do dominio de filmes sdo: nome, elenco,
diretor, ano, pais, género e sinopse. Desses atributos 0 nome € o Unico que é
claramente irrelevante em filtragem de informacéo baseada em conteldo,
pois sdo raros 0s casos que existem filmes com nomes semelhantes como,
por exemplo, Rambo | e Rambo Il. Dessa forma, esse atributo acaba
diminuindo a qualidade da recomendacdo em vez de aumenta-la. Por esse
motivo esse atributo é ignorado nesse trabalho.

Para medir a relevancia dos atributos no dominio de filmes

efetuamos o seguinte experimento:

» Para cada usuario foi separado 20% do seu conjunto de itens
avaliados para o conjunto de perguntas (teste) e 80% para o
conjunto de treinamento (ou seja, 0 conjunto que compde
efetivamente o perfil do usuario).

» Executou-se o algoritmo KNN variando-se o k em 5 e 11. O
valor 5 foi escolhido pois normalmente usa-se um ndmero primo

pequeno [13]. O valor 11 foi escolhido para observar a diferenca
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nos resultados de precisdo e de desempenho com um valor para k
pequeno e com um valor um pouco maior, no caso 11.

o Utilizou-se a métrica Breese descrita na se¢do 5.2.1 para medir a
qualidade das recomendacdes.

* A primeira bateria de experimentos (Grafico 1) consiste em
considerar ou ndo um atributo. Dessa forma um experimento
considera todos os atributos enquanto um outro experimento
exclui o atributo elenco, por exemplo. Os experimentos sdo
definidos abaixo:

A. Considera todos os atributos

B. Ignora elenco
C. Ignora diretor
D. Ignora género
E. Ignora ano
F. Ignora pais
G. Ignora sinopse
50,00000
48,00000 o
oA
46,00000 +——
mB
44,00000 - oc
oD
42,00000 mE
40,00000 || aF
mG
38,00000 -
36,00000
k=5 k=11

Gréfico 1 — Compara a qualidade do sistema com o algoritmo KNN através da
métrica Breese variando os atributos do dominio de filmes.
De acordo com o Grafico 1 observamos que ignorando o atributo ano
0 KNN, para k igual a 11, mantém um resultado muito pouco inferior ao
experimento padrdo (experimento A). Para k igual a 5 esse resultado ainda é
um pouco menor, cerca de um ponto percentual. Logo, fixaremos os demais

experimentos para utilizar todos os atributos exceto o nome.
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6.1.1 Pesos dos Atributos

Uma outra questdo pertinente em se tratando dos atributos é o peso
de cada um para se definir uma ordem dos melhores filmes para um
determinado usuario. Nesse sentido, utilizamos o procedimento descrito em
[25] para se calcular a importancia de um atributo baseado em sua entropia.
A idéia basica é calcular o nivel de generalizacdo de um atributo (objeto
simbolico) a partir da sua cobertura no espaco das descri¢es. Para isso €é
definido um coeficiente de afinidade. Nesse trabalho utilizamos dois
coeficientes de afinidade, um baseado no LOG (Equacéo 8) e outro baseado
na RAIZ (Equacéo 9).

Equacdo 8 — Coeficiente de afinidade
m baseado no LOG [27]. w, é 0 peso do
]
e atributo |, é 0 nimero méximo de
w; = ijkﬂlogmj Pik o m € o nimero
= categorias do atributo j, pjx € 0 peso da k-

ésima categoria do atributo j.

Equacdo 9 - Coeficiente de afinidade
1 m; baseado na RAIZ [25]. w; é o peso do

Wj - Z /pjk atributo j, my € o ndmero maximo de
\/ mj = categorias do atributo j, pj« € 0 peso da k-

ésima categoria do atributo j.

Dessa forma, os pesos obtidos a partir do coeficiente de afinidade
baseado no LOG e na RAIZ sdo mostrados na tabela abaixo.

Método Pais | Género | Diretor | Elenco | Ano* | Sinopse*

LOG 0,339 | 0,830 0,845 0,921 0,007 0,800
RAIZ 0,416 | 0,848 0,533 0,824 0,007 0,800
Especialista | 0,300 | 1,000 0,500 0,800 0,300 1,000

Tabela 1 — Possiveis pesos para os atributos. *Como os atributos ano e sinopse nao se
aplicam aos experimentos do LOG e da RAIZ seus pesos foram fixados para esses

casos.

Apdls o ajuste dos pesos repetimos 0 experimento A descrito na

sec¢do 6.1 variando 0s pesos dos atributos com:
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A. Pesos equivalentes;

B. Os pesos obtidos pelo LOG;

C. Os pesos obtidos pela RAIZ;

D. Pesos definidos por um especialista do dominio.
48,50000
48,00000
47,50000
47,00000 oA
46,50000 mB
46,00000 ocC
45,50000 opb
45,00000
44,50000
44,00000

k=5 k=11

Gréfico 2 - Compara a qualidade do sistema com o algoritmo KNN através da métrica

Breese variando os pesos dos atributos do dominio de filmes.

O Grafico 2 mostra o resultado desses experimentos comparando-0s

com o experimento A da secdo 6.1. A conclusao é que é conveniente manter

0s pesos dos atributos equivalentes.

Um resumo com os atributos relevantes no dominio de filmes a partir

dos experimentos efetuados é mostrado na Tabela 2.

Atributo Tipo Exemplo
Género Qualitativo multivalorado Drama
Pais Valor simples qualitativo nominal | EUA
Diretor Valor simples qualitativo nominal | Steven Spielberg
Elenco Qualitativo multivalorado Tom Har."‘S' David Morse, Bonnie
Hunt, Michael Clarke, James Cromwell
Ano Valor simples qualitativo nominal | 1999
O governo dos EUA oferece um milhdo
si de dolares por alguma informacéo sobre
inopse | Textual - . )
um perigoso terrorista. John tentara
encontra-lo antes que o FBI o mate.

Tabela 2. Atributos do dominio de filmes.

6.2 A COMPARACAO ENTRE ATRIBUTOS

A comparacdo entre os atributos de dois itens depende

substancialmente do tipo desses atributos. A tabela abaixo descreve a fungéo
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I (Equacdo 2) especificando as regras de comparacdo para cada tipo de

atributo.
Atributo Tipo Regra
Geénero, | Qualitativo r (a_ ,3)<— range(a; n 5,)
Elenco multivalorado P range(a, 0 B)
Pafs, Valor simples r (a ,3) Olea, =p
Diretor | qualitativo nominal A 83. a, %
A, B,
I (ai,ﬂi) - maX%O'(O' 'B),onde
L
Valor simples
Ano tativo nomi 201¢(@,) = ¢(6,)1-10
qualitativo nominal | a.B)—1- i i e
pl( I IBI) 100
d(x) é a década do ano x.

Tabela 3. Funcéo I" para o dominio de filmes.

6.2.10 Atributo Textual

O atributo sinopse requer uma atencao especial visto que se trata de
um texto repleto de palavras e, portanto, ndo se aplicam os métodos de
comparacéo utilizados para os atributos anteriores. Dessa forma é necessario
utilizarmos algumas técnicas bem definidas de Recuperacéo de Informacéo
[17], como Centroides e TFIDF.

Basicamente, o conceito de um centréide aproxima-se muito do
atributo qualitativo multivalorado. Ou seja, um centroide é definido como
um vetor de pares (palavra, peso), onde a palavra ou pertence ao texto a
partir do qual foi extraido o centrdide, ou é o radical de uma ou mais
palavras do texto. A segunda opcao é uma técnica aplicada para construcéo
de centroides conhecida como Stemming [18]. Nesse trabalho assumiremos,
para efeito de simplificacdo, que as palavras do centrdide pertencem ao
texto a partir do qual foi extraido o mesmo.

Um recurso bastante utilizado na construcdo do centroide € a Soplist
[17], que se trata de um conjunto de palavras consideradas irrelevantes para
efeito de célculo da similaridade entre dois textos e, portanto, tais palavras
ndo sdo adicionadas ao centroide. Exemplos de palavras irrelevantes séo

artigos, preposicoes, adjetivos e pronomes.
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O peso de uma palavra em um centroide corresponde a freqliéncia
que essa palavra aparece no respectivo texto. No entanto, é conveniente
considerar-se 0 peso dessa palavra na base de documentos como um todo. O
peso de uma palavra, de acordo com TFIDF, é definido segundo a Equacéo
10.

Equacdo 10 - O peso da palavra w no texto D.

pD o f D D|DF(W) f corresponde a freqiiéncia de w em D.
v v range(B) é a cardinalidade do banco de textos

onde IDF(w) — log,

B
w

do sistema. { é o total de documentos em B
ange(B) ¢
que contém a palavra w. O termo IDF

significa Independent Document Frequency.

A comparacdo entre dois centrdides é dada pelo co-seno do angulo
formado entre os dois vetores que representam esses centrdides. Ou seja, a
similaridade entre dois centréides é definida pelo produto interno dividido
pelo produto entre a norma de ambos. Dessa forma, a funcdo / para o

atributo textual é definida segundo a Equacdo 11.

k Equagdo 11 — A funcéo / para o
E ARRl Wi atributo textual.
r@pB)- 02 «sem(@,p)#0
0 @(a,p)

= Oe sew(a,B) =0

onte (@, ) - 3 (15" U (94

-21 -



FMP no Dominio de Filmes

7/ FMP NO DOMIiNIO DE HLMES

Agora que foram introduzidas as caracteristicas basicas do dominio
de filmes é necessario apresentarmos 0s aspectos desse dominio para a
filtragem baseada em meta-protdtipo. E importante frisar que a configuragio
de atributos e pesos definida na secdo 6.1 continuara sendo utilizada na
abordagem FMP.

7.1 REPRESENTACAO
Como especificado na secdo 4.2, cada filme é representado por um
vetor de vetores de pares (valor, peso). O meta-prototipo correspondente ao

filme da Tabela 2 é mostrado na Tabela 4.

Atributo M eta-Prototipo (x)
Género (1.0 Drama)
Pais (1.0 EUA)
Diretor (1.0 Steven Spielberg)
Elenco (0.2 Tom Hanks, 0.2 David Morse, 0.2 Bonnie Hunt, 0.2 Michael

Clarke, 0.2 James Cromwell)

Ano (1.0 1999)

(IDF(eua)[D.07 eua, IDF(governo)[D.07 governo,
IDF(oferece)[0.07 oferece, IDF(milh&o)[0.07 milhdo,
IDF(d6lares)[0.07 dolares, IDF(informacdo)(D.07 informagéo,
IDF(perigoso)[0.07 perigoso, IDF(terrorista)[D.07 terrorista,
IDF(john)[D.07 john, IDF(tentard)(D.07 tentard, IDF(encontra-
10)(D.07 encontra-lo, IDF(fbi)[0.07 fbi, IDF(mate)(D.07 mate)

Sinopse

Tabela 4 — Meta-prot6tipo correspondente ao filme mostrado na Tabela 2.

Observe o atributo Snopse na Tabela 4. Como vimos na se¢éo 6.2.1
um centrdide pode ser criado a partir do atributo textual e dessa forma pode
ser visto como um atributo qualitativo multivalorado como, por exemplo, 0

Elenco.

7.1.1Representacdo do Perfil do Usuario
Suponha que os filmes descritos na Tabela 5 tenham sido avaliados

por determinado usuario.

Atributo Filmel Filme2
Género Drama, Guerra Guerra

Pais EUA EUA

Diretor Steven Spielberg Francis Ford Copolla
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Tom Hanks, Michael Clarke, Caroline Goodall, Jonathan Sagall,
Elenco James Cromwell, Ben Kingsley, Liam Neeson, Michagl Clarke
Ralph Fiennes
Ano 1999 1993
O governo dos EUA oferece um O FBI tentara matar um perigoso ladrdo
milhao de dolares por alguma de banco nesse filme de acéo.
Sinopse | informag&o sobre um perigoso
terrorista. John tentara encontra-lo
antes que o FBI o mate.

Tabela 5 - Exemplos de filmes avaliados por deter minado usuario.

De acordo com a secdo 4.2.2, o peso correspondente a descrigéo
simbdlica de um meta-prot6tipo de um usuario é a média dos pesos dos
respectivos valores presentes nas descricdes de cada item isoladamente. A
Tabela 6 mostra 0 meta-protétipo do perfil do usuario exemplificado na
Tabela 5.

Atributo M eta-Prototipo (u)
Género | ((0.5 Drama, (0.5+1.0) Guerra) [D.5)
Pais (((2.0+1.0) EUA) [D.5)

Diretor | ((0.5 Steven Spielberg, 0.5 Francis Ford Copolla) [0.5)

((0.2 Tom Hanks, (0.2+0.25) Michael Clarke, 0.2 James Cromwell, 0.2 Ben
Elenco Kingsley, 0.2 Ralph Fiennes, 0.25 Caroline Goodall, 0.25 Jonathan Sagall,
0.25 Liam Neeson)[D.5)

Ano ((1.0 1999, 1.0 1993)(D.5)

((IDF(fbi)[10.12+0.07) fbi, IDF(tentara){0.12+0.07) tentara,
IDF(matar)(10.12+0.07) matar, IDF(perigoso){0.12+0.07) perigoso,
IDF(banco)[0.12 banco, IDF(ladréo)[0.12 ladrdo, IDF(a¢é0)[D.12 acéo,
Sinopse | IDF(filme)[D.12 filme, IDF(eua)[D.07 eua, IDF(governo)[D.07 governo,
IDF(oferece)D.07 oferece, IDF(milhao)[0.07 milhdo, IDF(d6lares)[0.07
dolares, IDF(informagdo)(0.07 informagao, IDF(terrorista)(D.07 terrorista,
IDF(john)[D.07 john)[D.5)

Tabela 6 - O meta-protétipo do perfil do usuario exemplificado na Tabela 5.

7.2 COMPARACAO

A comparagdo de meta-prot6tipos no dominio de filmes obedece as
regras descritas na secdo 4.3. Todavia, algumas adaptacdes podem melhorar
0 desempenho e a precisdo da resposta em sistemas de recomendacao de
filmes.

N&o é dificil notar que a generalizacdo e a construcdo de meta-
prototipos podem ser feitas de forma incremental, melhorando o
desempenho de classificacdo. Para isso, basta mantermos na memoria o

namero de exemplos usados para construir u (Cardinalidade(u)) em vez de
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calcularmos a média ponderada dos exemplos no passo de generalizacao.
Entdo, divida g por Cardinalidade(u) na comparacdo com 0 meta-prototipo
de um filme; ou divida @ por Cardinalidade(u) e também por
Cardinalidade(u’), onde u’ é o meta-protétipo de um outro usuario. Além
disso, o meta-prototipo do usuario ndo precisa ser recriado caso um novo

item seja avaliado.

/.3 APRIMORANDO A FMP
Nesta secdo serdo discutidas algumas heuristicas na aplicacdo da

abordagem FMP para o dominio de filmes.

7.3.1Composigdo do Perfil do Usuario
Agora que sabemos como representar os itens e o perfil do usuério
com meta-protétipo no dominio de filmes, e sabemos como compara-los
podemos efetuar experimentos para comparagcdo com o KNN. Todavia
precisamos definir quais os itens que entrardo no perfil do usuario. Sera que
é interessante, por exemplo, construirmos o0 meta-protétipo com os itens
avaliados com notas 1 e 2 pelo usuario?
Para investigar esse problema o seguinte experimento foi executado:
e Para cada usuario foi separado 20% do seu conjunto de itens
avaliados para o conjunto de perguntas (teste) e 80% para o
conjunto de treinamento (ou seja, 0 conjunto que compde
efetivamente o perfil do usuario).
» Utilizou-se a métrica Breese descrita na se¢do 5.2.1 para medir a
qualidade das recomendacdes.
» Executou-se o algoritmo KNN com k igual a 11 para efeito de
comparagédo
* Executou-se a FMP para cada uma das possiveis composic¢Ges do
proto6tipo do usuario:
A. O meta-prot6tipo do usuario é composto por todos 0s
itens avaliados
B. O meta-protdtipo do usuario € composto apenas pelos

itens avaliados com nota maior ou igual a 3
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C. O meta-prototipo do usuario é composto apenas pelos

itens avaliados com nota maior que 3

60

50

40 -

30

20 1

10 A

A B C KNN

Gréfico 3 - Compara a qualidade do sistema com FMP de acordo com a métrica
Breese variando os itens que compde o perfil do usuario. Mostra também a melhor
configuracéo obtida pelo KNN (secéo 1).

De acordo com o Grafico 3 € mais adequado inserir no meta-
prototipo do usuario apenas os itens que foram avaliados com nota acima de
3. No entanto, o resultado obtido estd muito aquém do resultado alcancado

pela filtragem com KNN.

7.3.2 As Avaliagbes do Usuario como Heuristica

O dominio de filmes possui algumas informacdes que ainda néo
foram consideradas, como, por exemplo, as avaliagdes dos usuérios. Dessa
forma, questiona-se como utilizar adequadamente as avaliagdes negativas do
usuario, ou seja, os filmes que receberam notas 1, 2 e (talvez) 3. Uma
maneira de se empregar a informacdo trazida por tais avaliacbes € a
construgdo de um novo meta-prototipo. Portanto, o perfil do usuério passa a
ser constituido de dois meta-prottipos: um meta-prototipo positivo (u®) e
um meta-protétipo negativo (u’). O processo continua 0 mesmo, entretanto o
meta-prototipo que abrigara um novo item serd determinado pela nota dada
a0 mesmo. Logo, sugere-se a seguinte combinacgéo: itens com notas 1 e 2
pertencem a u’, e itens com notas 4 e 5 pertencem a u®. Ja os itens com

avaliagdo 3 possuem trés opcdes:
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A. eles ndo sdo adicionados em nenhum meta-prototipo pois
0 usuario ndo possui qualquer opinido sobre o filme
(don’t care);

B. eles serdo incorporados em u’, pois 0 usuario ndo gosta do
filme e ndo desejaria assistir a um outro similar;

C. eles serdo adicionados a u®, pois 0 usuario ndo gosta
muito do filme mas ainda assim aceitaria assistir a um
outro semelhante.

Dessa forma, a funcdo de comparacéo torna-se:

Equacdo 12 - A funcdo de comparagdo @
CD(X u) — (AX’ u+) +(1—¢(X, U_)) para dois meta-protétipos, onde @ €

2 definida na Equacéo 3.

As avaliagdes dos usuérios trazem uma outra hipotese que pode ser
ainda mais forte do que aquela discutida anteriormente. E fato que uma nota
5 vale muito mais que uma nota 4, e que uma nota 1 € muito ruim enquanto
uma nota 2 ndo é tdo ruim assim. Uma forma de modelar esse
comportamento do mundo real na abordagem FMP é: i) um item com nota 5
tem uma proporgdo maior em u® do que um item avaliado com nota 4, e,
equivalentemente, ii) um item com nota 1 tem uma propor¢ao maior em u°
do que um item avaliado com nota 2.

Para investigar as heuristicas discutidas anteriormente, ou seja, 0 Uso
de dois meta-protdtipos para defini¢cdo do perfil do usuério e a replicacado
dos itens de acordo com a nota dada pelo usuario ao item, 0 seguinte
experimento foi executado:

» Para cada usuario foi separado 20% do seu conjunto de itens
avaliados para o conjunto de perguntas e 80% para o conjunto de
treinamento (ou seja, o conjunto que compde efetivamente o
perfil do usuario).

» Utilizou-se a métrica Breese descrita na se¢do 5.2.1 para medir a
qualidade das recomendacdes.

e Os itens avaliados com nota 1 serdo replicados 3 vezes em u’
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» Os itens avaliados com nota 2 serdo replicados 2 vezes em u’
+ Os itens avaliados com nota 4 serdo replicados 2 vezes em u*
+ Os itens avaliados com nota 5 serdo replicados 3 vezes em u*
» Executou-se a FMP para cada uma das possiveis situacdes A, B e

C discutidas anteriormente.

49,5
49
485 -
48 |
47,5
47 |
46,5
46
455 -
45
44,5

A B c KNN

Gréfico 4 - Compara a qualidade do sistema com FMP de acordo com a métrica
Breese. No entanto, o perfil do usuario é composto por dois meta-protétipos e ocorre
replicacdo dos itens avaliados. Mostra também a melhor configuracéo obtida pelo
KNN (se¢éo 1).

De acordo com o Grafico 4 0s itens avaliados com nota 3 pelo usuario
ndo sdo significativos para se determinar a ordem de relevancia dos
elementos. Isso significa, portanto, que os usuarios geralmente ndo dao
importancia a esses itens (don’t care), visto que eles sdo popularmente
avaliados como “mais ou menos”. Dessa forma a configuracdo utilizada nos
préximos experimentos ndo consideram os itens avaliados com nota 3 para
composicao do perfil do usuario.

O Grafico 4 também mostra o quanto melhorou a qualidade da
precisdo do sistema em comparagdo a FMP original. Dois foram os motivos
dessa melhora: o primeiro foi o uso de dois meta-protétipos e o segundo foi
a replicacdo de itens de acordo com a nota dada pelo usuario. Assim,

surgem ainda duas outras questoes:
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A. Se aumentarmos a propor¢do dos itens replicados nos
meta-prototipos havera uma melhoria na qualidade da
resposta?

B. Qual a importancia de cada meta-prot6tipo? Serd que u”

“vale mais” do que em u™?

7.3.2.1 A Proporcao das Replicacdes

Para respondermos a questao A efetuamos o seguinte experimento:

e Para cada usuario foi separado 20% do seu conjunto de itens
avaliados para o conjunto de perguntas e 80% para 0 conjunto de
treinamento (ou seja, o conjunto que compde efetivamente o
perfil do usuério).

» Utilizou-se a métrica Breese descrita na se¢do 5.2.1 para medir a
qualidade das recomendacdes.

e Os itens avaliados com nota 1 serdo replicados 10 vezes em u

« Os itens avaliados com nota 2 serdo replicados 6 vezes em u’

« Os itens avaliados com nota 4 sero replicados 6 vezes em u”

+ Os itens avaliados com nota 5 serdo replicados 10 vezes em u*

 Executou-se a FMP

50
495
49 -
48,5
48
47,5
a7
46,5
46 -
455
45

Replicagdo Nova Replicagéo Anterior

Gréfico 5 — Compara a qualidade do sistema com FMP através da métrica Breese
variando a proporcédo das replicacfes. A Replicagdo Anterior esta definida na secao
7.3.2.
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Ao compararmos 0s resultados desse experimento com os resultados
do experimento da secdo 7.3.2 observamos que ha uma melhora
insignificante quando aumentamos a proporcdo de inclusdo dos itens nos
meta-prototipos. Dessa forma, continuaremos com a configuragdo anterior
visto que ela ndo compromete a velocidade do sistema tanto quanto a

configuracédo desse Ultimo experimento.

7.3.2.2 Ponderacdo dos Meta- Prototipos

A questdo B da secdo 7.3.2 esta diretamente associada a Equagéo 12.
Se observarmos essa equacao é facil verificar que o peso dado a cada meta-
prototipo é equivalente. Para verificarmos a importancia de cada meta-
prototipo para a qualidade de resposta do sistema ponderamos os meta-
protétipos em proporcdes cuja soma € equivalente a 1. Nesse sentido a

Equacdo 12 é redefinida segundo a equacdo mostrada abaixo.

Equacdo 13 - A fungdo de

CD(X, U) — WMX, U+) +(1—V\I)(1— qz(x, U_)) comparacdo @ para dois meta-
prototipos, onde w O [0, 1].

Assim, 0 seguinte experimento é proposto:

e Para cada usuario foi separado 20% do seu conjunto de itens
avaliados para o conjunto de perguntas (teste) e 80% para o
conjunto de treinamento (ou seja, 0 conjunto que compde
efetivamente o perfil do usuario).

» Utilizou-se a métrica Breese descrita na se¢do 5.2.1 para medir a
qualidade das recomendacdes.

» Executou-se a FMP para os seguintes valores de w: 0.0, 0.1, 0.2,
0.3,0.4,0.5,06,0.7,0.8,0.9¢e 1.0.
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50
48 - ] —

44
42 A
40 A
38 -
36 -
34 4
32 4
30 T T T T T T T T T T

w=00 w=01w=02w=03 w=04 w=05w=06 w=0,7w=08 w=09 w=1,0

Gréfico 6 — Compara a relevancia dos meta-prot6tipos positivo e negativo para o
perfil do usuario.

O Grafico 6 mostra que é mais conveniente considerar um peso
equivalente para os dois meta-prototipos, ou seja, as avaliacfes positivas sao
tdo importantes quanto as avaliagcdes negativas do usuario para se ordenar 0s
itens mais relevantes para esse usuario. Além disso, observa-se que
melhores resultados sdo obtidos ao se dar um peso maior ao meta-protétipo
positivo (w igual a 0.6 ou 0.7) do que ao meta-protétipo negativo (w igual a
0.4 ou 0.3).
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8 EXPERIMENTOS E RESULTADOS

Até o momento efetuamos diversos experimentos com objetivo de
melhorar a qualidade da resposta de ambas as abordagens de filtragem
discutidas nesse trabalho. A tabela abaixo mostra o resultado, de acordo
com a metrica Breese, das melhores configuracbes obtidas para 0s
algoritmos KNN e FMP.

50
48
46 |
44
42
40 |
38 -
36
34 -
32
30

FMP KNN

Grafico 7 — Qualidade dos sistemas com FMP e com KNN de acordo com Breese.

De fato, observamos que a abordagem FMP alcangcou melhores
resultados na qualidade da resposta. Todavia, a diferenca ndo é téo
significativa assim (1 ponto percentual), de forma que, em um sistema de
recomendacdo de filmes real, os algoritmos possam ser considerados
equivalentes. No entanto, o proximo experimento mostra que a abordagem

FMP é extremamente interessante para esses sistemas de recomendacéo.

8.1 DESEMPENHO

O desempenho de sistemas de recomendacdo pode ser melhorado
com metodos de indexacdo no conjunto de exemplos, tais como K-D Trees
[7]. K-D Treesséo estruturas de dados dinamicas e adaptaveis que sdo muito
similares a &rvores binarias mas dividem o espago geométrico de forma
adequada para solucionar problemas como busca em intervalos (range

searching).
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A idéia basica de K-D Trees é construir arvores de busca binaria com

instancias do conjunto de treinamento como nos, utilizando os atributos das

instancias como chaves em uma sequéncia alternada conveniente.

O algoritmo K-D Tree descrito em [7] foi adaptado para ser usado

em conjunto com o algoritmo KNN apresentado nesse trabalho. Dessa

forma, o seguinte experimento tem o objetivo de comparar o desempenho

dos algoritmos KNN, K-D Tree e FMP no que diz respeito a velocidade em

se gerar as recomendacoes:

Foram separados 50 wusuarios com no minimo 150 itens
avaliados.

Para cada usuario separou-se 0s 100 primeiros itens da sua lista
de avaliagGes para formar o conjunto de treinamento. No entanto,
variou-se 0 tamanho do conjunto de treinamentos em 5, 10, 20,
40, 60, 80 e 100 itens.

Para cada usuario separou-se os 50 ultimos itens da sua lista de
itens avaliados para o conjunto de perguntas.

Utilizou-se a métrica Breese descrita na se¢do 5.2.1 para medir a
qualidade das recomendagdes.

Utilizou-se 5 e 11 para os valores de k, ou seja, a quantidade de
vizinhos mais proximos.

Foram executados os algoritmos KNN, K-D Tree e FMP e
mediu-se o tempo de geragdo das recomendagdes em segundos
para cada usuério. Esse tempo inclui a construcdo do perfil do
usuario que € proxima de zero no caso do KNN e um pouco mais

do que isso no caso de FMP e K-D Tree.
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1,60000
1,40000
1,20000 -
—— KNN k=5
§ 1,00000 - —%— KNN k=11
S 0,80000 / / —&— KDTree k=5
D —
O 0,60000 —o—KDTree k=11
—¥— FMP
0,40000 -
0,20000 -
0,00000 T T T T T T
m=5 m=10 m=20 m=40 m=60 m=80 m=100
tamanho do conjunto de treinamento

Gréfico 8 — Compara o desempenho dos sistemas de recomendacéo com KNN, K-D
Treee FMP.

B KNN k=5

B KNN k=11

H |@KDTree k=5
B KDTree k=11
0O FMP

m=5 m=10 m=20 m=40 m=60 m=80 m=100

tamanho do conjunto de treinamento

Gréfico 9 — Compara a precisao dos sistemas de recomendacédo com KNN, K-D Tree e
FMP, de acordo com a métrica Breese.

O Grafico 8 mostra a média dos tempos gastos por cada algoritmo
para geracdo das recomendacdes. O Grafico 9 mostra os valores calculados
a partir de Breese para os sistemas de recomendacdo com diferentes
algoritmos de filtragem de informacdo baseada em contetdo.

Observando os graficos, verificamos que a classificagdo de um item
do conjunto de perguntas (teste) requer N comparagfes com o KNN e
N/Jog,N comparagdes com o K-D Tree, onde N é o nimero de itens no

perfil do usuario.
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Além disso, observa-se que o custo de classificacdo para 0 FMP
cresce na mesma taxa que o K-D Tree. Isso ocorre porque, na abordagem
FMP, o conjunto de treinamento do perfil do usuario é utilizado por
completo para efeito de comparagdo. Como visto anteriormente, o que
ocorre na verdade é um condensamento do perfil do usuario devido a
mudanca de representacdo do mesmo. Por esse motivo identifica-se uma
precisdo relativamente maior do FMP com relagdo ao KNN e ao K-D Tree.

Por manter uma precisdo equipardvel ao KNN e por alcangar um
nivel de desempenho acima do KNN e equivalente ao K-D Tree, a
abordagem FMP torna-se tdo interessante para sistemas de recomendacao

reais.
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9 CONCLUSOES

Algumas técnicas de filtragem de informacao baseada em contetdo,
que sdo comumente usadas em sistemas de recomendagdo, possuem
problemas de desempenho inerentes. A abordagem dos k Vizinhos mais
Proximos, por exemplo, possui um custo computacional alto pois o conjunto
de treinamento que compde o perfil de um determinado usuario € composto
por todas as instancias avaliadas pelo mesmo.

H& uma diversidade de trabalhos propondo solugdes para esses
problemas, mas nenhum deles contempla os requisitos de: i) melhorar o
desempenho sem degradar a precisdo da resposta; e, ii) ser aplicavel ao
dominio de filmes, lidando com todos os tipos de atributos desse dominio.

A abordagem FMP, que obteve bons resultados na classificacdo de
um tipo especial de imagens SAR, melhora significativamente o
desempenho de sistemas de recomendacao de filmes mantendo a preciséo da

resposta equiparavel a precisdo do KNN.
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10 TRABALHOS FUTUROS

Ha uma série de estudos que abordam o problema de desempenho
do algoritmo KNN, reduzindo o conjunto de treinamento, tais como Drop
[13] e RISE [14]. Em especial, Drop atingiu uma reducdo da memoria de até
12% em alguns dominios. Além disso, é possivel reduzir o conjunto de
exemplos utilizando Drop, seguido por uma mudanca de representacdo com
FMP no conjunto de exemplos reduzido. Dessa forma um trabalho futuro
bastante interessante € o0 estudo dessas propostas de melhoria de
desempenho combinadas com a abordagem FMP proposta nesse trabalho.

O trabalho [26] propfe um algoritmo de selecdo de exemplos do
conjunto de treinamento do usuario através de técnicas de aprendizagem
ativa. Um trabalho bastante interessante de ser feito é utilizar os exemplos
selecionados pelo algoritmo proposto em [26] para compor 0 meta-protétipo
do usuério.

Uma outra extensdo desse trabalho é a investigacdo de novas
heuristicas no dominio de filmes na tentativa de melhorar ainda mais a
FMP. Adicionalmente, algumas técnicas utilizadas em Recuperagdo de
Informagdo com sucesso como, por exemplo, Stemming [18] e Sinbnimos
[17], podem ser implementadas.

Para finalizar, uma outra possibilidade de trabalho futuro é a
adaptacdo da FMP em outros dominios de informacdo e o estudo
comparativo com outras abordagens ja utilizadas com sucesso nesses novos

dominios.
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12 APENDICE

12.1 GUIA DE ENTRETENIMENTO PERSONALIZADO

— GEP

O sistema GEP foi desenvolvido no CESAR (Centro de Estudos e
Sistemas Avancados do Recife) em parceria com o CIn-UFPE com o
objetivo de tornar-se um protétipo de demonstracdo da tecnologia de
personalizagéo aplicada a um sistema WEB de recomendacéo de eventos de
entretenimento.

O GEP foi idealizado como um sistema capaz de ajudar um usuério a
escolher uma opcéo de entretenimento dentre uma quantidade grande de
opc¢Oes disponiveis. Para isso 0 GEP é capaz de aprender sobre o perfil do
usuario atraves de avaliagdes explicitas dos itens, e utilizando o
conhecimento que possui sobre ele gerar um guia com as opcOes de
entretenimento mais interessantes. O sistema é, portanto, um sistema de
informacdo sobre eventos de entretenimento, com um cadastro dos eventos
disponiveis e a data e hora de sua realizacdo, onde o usuario pode tanto
recuperar e consultar os eventos pelo local, data e categoria, como também
terd a opcéo de avaliar os eventos e receber sugestdes de eventos segundo o

seu perfil.
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