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Resumo

Um grupo de agentes pode ser usado para realizar tarefas de patrulhamento em uma variedade de domínios, desde administração de redes de computadores a simulações de jogos de computadores de guerra. Apesar de seu alto grau de aplicabilidade, arquiteturas multiagente para patrulhamento ainda não foram profundamente estudadas. As abordagens do estado da arte usadas para lidar com problemas correlatos não podem ser adaptadas facilmente à especificidade da tarefa de patrulhamento. Além disso, as abordagens específicas para patrulhamento ainda estão em estágio preliminar. O trabalho aqui apresentado descreve uma discussão original sobre a tarefa de patrulhamento multiagente, assim como uma avaliação empírica de possíveis soluções. A fim de realizar esse estudo, propusemos diversas arquiteturas de sistemas multiagentes, alguns critérios de avaliação, dois cenários de experimentação e implementamos um simulador de patrulhamento. Os resultados mostram que tipo de arquitetura pode patrulhar uma área mais adequadamente de acordo com as circunstâncias.

Abstract

A group of agents can be used to perform patrolling tasks in a variety of domains ranging from computer network administration to computer wargame simulations. Despite its wide range of potential applications, multi-agent architectures for patrolling have not been studied in depth yet. Firstly, state of the art approaches used to deal with related problems cannot be easily adapted to the patrolling task specificity. Furthermore, the existing patrolling-specific approaches are still in preliminary stages. In this paper, we present an original in-depth discussion of multi-agent patrolling task issues, as well as an empirical evaluation of possible solutions. In order to accomplish this study we have proposed different architectures of multi-agent systems, various evaluation criteria, two experimental scenarios, and we have implemented a patrolling simulator. The results show which kind of architecture can patrol an area more adequately according to the circumstances.
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1 Introdução

“Digno de admiração é aquele que, tendo tropeçado ao dar o primeiro passo, levanta-se e segue em frente”.

(Louis XIV)

“He that will not apply new remedies must expect new evils; for time is the greatest innovator”.

(Sir Francis Bacon)

Patrulhar significa literalmente “o ato de andar ou navegar em uma área, a intervalos regulares, a fim de protegê-la ou supervisioná-la”. Essa tarefa é, por natureza, uma tarefa multiagente e existe uma gama de problemas que podem ser formulados como uma tarefa particular de patrulha. Como um exemplo concreto, vejamos com que tipo de problema nos deparamos no CIn.

Sabemos que, há mais de quatro anos, o grupo de Inteligência Computacional do CIn [9] tem desenvolvido projetos e pesquisas na área de Agentes Inteligentes de Entretenimento e Jogos. Como resultado desses anos de estudos, um jogo denominado Canyon está sendo implementado. O ambiente do Canyon é composto por enormes labirintos constituídos por formações rochosas, ou canyons. Combates de espaçonaves e missões de resgates ocorrem nesse cenário. Durante o desenvolvimento do componente de Inteligência Artificial do jogo, nos deparamos com o problema de coordenar um grupo de unidades para patrulhar o terreno a fim de detectar a presença de inimigos. A estratégia de coordenação deveria ser a melhor possível. Resta-nos saber o que significa “a melhor possível”, uma vez que a qualidade das arquiteturas de agentes usadas para patrulhamento pode ser avaliada usando diferentes métricas. Informalmente, uma boa estratégia é aquela que minimiza o intervalo de tempo entre visitas a um mesmo lugar para todos os lugares do ambiente.

Além de simuladores e jogos de computadores, a realização de forma eficiente da tarefa de patrulhamento pode ser útil para vários outros domínios de aplicação onde vigilância, inspeção ou controle distribuídos são necessários. Por exemplo, agentes de patrulha podem ser usados para ajudar administradores na vigilância e supervisão de falhas ou de situações específicas numa Intranet [1], para detectar páginas web novas ou recém modificadas a serem indexadas por um search engine [6], para identificar objetos ou pessoas que deveriam ser resgatadas em situações de perigo [17], etc.

Apesar de sua relevância, a tarefa de patrulhamento não tem sido estudada pelo que podemos levantar na literatura. Encontramos alguns trabalhos relacionados, mas eles não estudam o problema em termos de métricas de avaliação da qualidade da solução.

Outra motivação, além da originalidade do trabalho, é a continuação deste projeto no mestrado e a possível realização de um doutorado na área através do convênio CIn-LIP6 dentro do programa CAPES-COFECUB. Convém lembrar que o mestrando Aydano Machado estará em breve defendendo mestrado no tema.

Dessa forma, esse trabalho tem como objetivo apresentar uma discussão profunda sobre conceitos e problemas relacionados com a tarefa de patrulhamento e sobre possíveis soluções baseadas em sistemas multiagentes. Para realizar tal estudo, projetei inicialmente um framework de desenvolvimento sobre o qual foi implementado um simulador a fim de possibilitar a realização e visualização de testes experimentais. Os experimentos iniciais que realizei englobaram algumas arquiteturas de sistemas multiagentes, as quais foram avaliadas segundo alguns critérios de avaliação. Esses experimentos iniciais conduziram a uma fase de amadurecimento maior do problema, na qual Aydano propôs uma metodologia. Em primeiro lugar, ele selecionou quais critérios seriam usados para avaliar as soluções. Após isso, propôs algumas soluções através da variação de características como tipo de agente (reativo X cognitivo), comunicação entre agentes (permitida X proibida), esquema de coordenação entre os agentes (central e explícito X emergente), percepção dos agentes (local X global), mecanismos de tomada de decisão (seleção randômica X seleção orientada a objetivos), etc. Finalmente, testou as soluções propostas em dois cenários (ambientes) utilizando o simulador desenvolvido anteriormente. Após isso, as arquiteturas foram reimplementadas por mim utilizando distâncias reais (esse conceito de distância real será explicado adiante na Seção 2) e propus outras arquiteturas mais avançadas.

O restante desse documento está organizado da seguinte forma. Na próxima seção, definiremos precisamente o que entendemos pelas tarefas de patrulhamento. A seção 3 faz um apanhado geral do estado da arte. Na seção 4 mostramos os principais passos que seguimos no nosso estudo de acordo com a metodologia supracitada. Já a seção 5 apresenta os resultados e a discussão sobre eles. Por fim, a seção 6 apresenta algumas conclusões e a seção 7 sugestões para trabalhos futuros.

2 A Tarefa de Patrulhamento

“If those in charge of our society - politicians, corporate executives, and owners of press and television - can dominate our ideas, they will be secure in their power. They will not need soldiers patrolling the streets. We will control ourselves”.

(Howard Zinn)
Há muitas situações em que se precisa proteger, resgatar, buscar, detectar, supervisionar ou rastrear algo ou alguém. Computadores já podem realizar essas tarefas em mundos virtuais (tais como jogos de computadores ou redes de computadores) e, provavelmente, no mundo real num futuro próximo. Essas tarefas podem envolver algum tipo de patrulhamento, o qual pode exibir características um pouco diferentes de acordo com o domínio e as circunstâncias. Torna-se necessário, então, para o nosso estudo, ter uma definição precisa de patrulhamento.

Dado um ambiente, a tarefa de patrulhamento consiste em visitar continuamente determinados pontos estratégicos de forma a minimizar o intervalo de tempo entre duas visitas.

Em termos de área, o caso mais complexo é o de patrulhar um terreno contínuo. A localização dos objetos no ambiente é definida por coordenadas reais. Portanto, é impossível aplicar algoritmos de busca padrão de forma direta, uma vez que a quantidade de estados e ações é muito grande [18].

Como era de se esperar, nesses casos, muitas abordagens provenientes da robótica propõem maneiras de reduzir o espaço de busca contínuo em uma quantidade discreta de escolhas a se considerar. Uma das formar de obtermos essa redução é através da mudança de representação do terreno.

Uma das técnicas usadas para mudar a representação do terreno é a divisão do terreno original em linhas e colunas, criando diversas células denominadas tiles [19]. A movimentação dos objetos do mundo se dá entre tiles adjacentes. A Figura 1 (A) mostra o terreno original e a Figura 1 (B) mostra uma possível subdivisão em tiles.
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Figura 1 - Mudança de Representação do Terreno

Outra técnica bastante utilizada é a esqueletonização [18],[19], a qual consiste em trocar o espaço de busca inicial por um grafo (skeleton) representando os possíveis caminhos, conforme pode ser visto na Figura 1 (C). Diagramas de Voronoi, Grafos de Visibilidade e C-cells podem ser usados para gerar o grafo.

A mudança de representação utilizando tiles e esqueletonização gera uma abstração do terreno, na qual a tarefa de patrulhamento é equivalente. Entretanto, a tarefa é sensivelmente simplificada nessa nova representação, já que o espaço de busca é reduzido. Uma outra vantagem de adotar essa representação abstrata é que as soluções de patrulhamento propostas também podem ser aplicadas a diferentes tipos de problemas, desde movimentação em terrenos a navegação na web.

Existem algumas variações no grafo a ser patrulhado. Em algumas situações, tais como um terreno contendo obstáculos móveis, as arestas do grafo podem mudar. Em outras situações, prioridades podem ser dadas a algumas regiões cobertas por subgrafos. As arestas também podem ter tamanhos diferentes associados (pesos) correspondendo, por exemplo, à distância real entre os nós. Caso não haja peso associado às arestas (todas as arestas com peso 1, um), um agente com uma velocidade de uma unidade de distância por unidade de tempo conseguiria sair de um nó e chegar em outro nó adjacente em exatamente uma unidade de tempo, já que o peso de todas as arestas seria igual a uma unidade de distância. Já se considerarmos pesos, uma aresta conectando dois nós separados por mais que uma unidade de distância vai requerer do agente mais de uma unidade de tempo para ser percorrida.

No nosso estudo de caso, nós reduzimos o problema da patrulha a grafos com as seguintes características:

· cada nó é localizado no centro de um tile;
· as arestas são estáticas (não há obstáculos móveis no terreno);

· as arestas têm pesos representando a distância real entre os nós;

· a velocidade de cada agente é igual a uma unidade de distância por unidade de tempo;

· o patrulhamento é uniforme, ou seja, todos os nós têm a mesma prioridade.

Em outras palavras, dados N agentes e K nós conectados por arestas com peso, o problema da patrulha que trataremos consiste em atingir um comportamento global que minimize o intervalo de tempo entre visitas aos nós do grafo por parte de qualquer um dos N agentes.

3 Estado da Arte

Conforme dissemos anteriormente, não obstante a sua importância, a tarefa de patrulhamento não tem sido estudada profundamente pelo que podemos levantar na literatura.

Por um lado, a literatura tem trabalhos interessantes a respeito de problemas relacionados. O problema do mapeamento de rede [13] é um deles e consiste em, dado um grafo representando uma rede de computadores, visitar todos os seus nós.

No problema do bar El Farol [3], uma população de agentes tem que decidir independentemente se vai a um bar numa certa noite. Todos os agentes desejam ir ao bar a não ser que ele esteja lotado (isto é, quando mais que 60% dos agentes vão). A única informação disponível é a lotação das últimas semanas. Qualquer modelo do problema que é compartilhado pelos agentes é insatisfatório. Se a maioria dos agentes prediz que o bar não estará muito lotado então todos eles irão e ele ficará lotado e, vice-versa, se todos os agentes predizem que o bar estará lotado, nenhum deles irá e ele ficará vazio. Essa situação também é observada no problema do patrulhamento, pois se todos os agentes decidirem ir a um determinado local, os demais ficarão não-patrulhados.

Sistemas de robótica baseados em comportamento (behavior-based) [2], [4] e steering behaviors  [16] provêm aos agentes a habilidade de navegação num mundo de maneira que pareça real (life-like). A combinação de comportamentos simples pode ser usada para atingir objetivos de mais alto nível, tais como seguir um líder, sair de um lugar a outro evitando obstáculos, se unir a um grupo de agentes. Entretanto, o problema da patrulha não é abordado nesses trabalhos .

Por outro lado, os trabalhos dedicados especificamente a tarefas de patrulha [10], [14], [15] não apresentam uma avaliação sistemática das possíveis estratégias de coordenação, modelos de agentes, organizações de sociedades de agentes, restrições de comunicação, e assim por diante. Em geral, o problema abordado consiste apenas em se mover para uma série de posições especificadas em uma determinada ordem, como pode ser visto na Figura 2. A motivação nesse caso é que ter unidades se movendo na tela ao invés de paradas esperando alguma ordem faz com que o mundo se pareça muito mais ativo e dinâmico. Além disso, existe muito menos chance de as unidades serem capturadas e mais chance de elas detectarem a presença de intrusos.
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Figura 2 - Exemplo de Patrulhamento

O trabalho de Pottinger, em especial, também lida com movimentação de grupos de agentes, o qual envolve questões como detecção de colisão entre agentes e previsão de onde as unidades estarão localizadas no futuro. Entretanto, esses trabalhos são focados em movimento, não exatamente em um comportamento emergente que poderia melhorar a eficácia do patrulhamento.

4 Metodologia

“A arte de ser, alternadamente, audacioso e prudente é a arte de ter êxito”.

(Napoleão)

Conforme discutido na seção anterior, apesar da aplicabilidade de sistemas multiagentes para tarefas de patrulhamento, até onde sabemos, não existe nenhum estudo sistemático relacionado ao assunto na literatura. Em particular, várias questões permanecem em aberto, tais como: que tipo arquitetura de sistema multiagentes (SMA) deveria ser escolhida pelo projetista do SMA para uma determinada tarefa de patrulhamento? De que maneiras podemos avaliar o desempenho de um SMA implementado? Até que ponto parâmetros como tamanho e conectividade do grafo influenciam o desempenho?

Para responder essas perguntas, inicialmente foi implementado um simulador para realizar e visualizar os experimentos. Após um amadurecimento proveniente dos resultados obtidos com os experimentos iniciais, foi adotada uma metodologia que consiste dos seguintes passos: definição das medidas de desempenho, proposição de diferentes arquiteturas SMA e definições de alguns estudos de casos (cenários de patrulha). Esses passos serão explicados ao longo dessa seção.

4.1 Critérios de Avaliação

Um dos estágios mais complicados no nosso estudo e uma de nossas contribuições foi a escolha dos critérios de avaliação para comparar as diferentes arquiteturas SMA, uma vez que nenhum trabalho relacionado usou medidas de desempenho adaptadas à tarefa de patrulhamento. Como discutido a seguir, escolhemos os seguintes critérios de avaliação: ociosidade, desvio padrão da ociosidade, pior ociosidade e tempo de exploração.

Considerando que um ciclo é a unidade de tempo utilizada nas simulações, chamamos de ociosidade instantânea de um nó a quantidade de ciclos que um nó ficou sem ser visitado. Essa ociosidade instantânea de um nó é medida a cada ciclo. A ociosidade instantânea do grafo é a média [12] da ociosidade instantânea de todos os nós em um dado ciclo, ou seja a soma das ociosidades instantâneas dos nós dividida pela quantidade de nós. Matematicamente, sendo Ot a ociosidade instantânea do grafo no ciclo t, Oit a ociosidade instantânea do nó i no ciclo t e nós a quantidade de nós do grafo, temos:
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Equação 1 - Definição matemática da ociosidade instantânea do grafo

Finalmente, a ociosidade do grafo, ou simplesmente ociosidade, é a média das ociosidades instantâneas do grafo medidas ao longo de uma simulação. Matematicamente, sendo O a ociosidade, Ot a ociosidade instantânea do grafo no ciclo t, e ciclos a quantidade de ciclos da simulação, temos:

	
[image: image4.wmf]ciclos

O

O

ciclos

1

t

t

å

=

=




Equação 2 - Definição matemática da ociosidade

Dizemos que uma arquitetura SMA para patrulhamento é instável quando em determinados momentos ela patrulha bem o terreno e em outros patrulha muito mal, apresentando em alguns momentos ociosidades instantâneas do grafo muito altas. Para medir o grau de instabilidade de uma arquitetura, precisamos adotar alguma medida de espalhamento da ociosidade instantânea do grafo, ou seja, o quão as ociosidades instantâneas do grafo diferem umas das outras. A medida de espalhamento mais comumente utilizada é o desvio padrão. Logo, também utilizamos o desvio padrão da ociosidade como critério de avaliação das arquiteturas. Ele é medido como sendo a raiz quadrada da variância, a qual é dada pela Equação 3, sendo O a ociosidade, Ot a ociosidade instantânea do grafo no ciclo t, e ciclos a quantidade de ciclos da simulação:
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Equação 3 - Definição matemática da variância da ociosidade

No mesmo contexto, outra medida interessante é a pior ociosidade, ou seja, o maior valor de ociosidade instantânea de um nó ocorrido durante toda a simulação. Ela pode ser definida pela Equação 4, sendo Oit a ociosidade instantânea do nó i no ciclo t, nós a quantidade de nós do grafo e ciclos a quantidade de ciclos da simulação:
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Equação 4 - Definição matemática da pior ociosidade

O último critério de avaliação é o que chamamos tempo de exploração, o qual consiste da quantidade de ciclos necessária para os agentes visitarem pelo menos uma vez todos os vértices do grafo. Isso corresponde intuitivamente à noção de explorar uma área a fim de criar sua representação geográfica. Ele pode ser dado matematicamente pela seguinte equação:
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Equação 5 - Definição matemática do tempo de exploração

Apenas para explicar um pouco a equação acima: um nó i já foi visitado antes de um ciclo t quando a ociosidade do nó i no ciclo t é menor que t. Supondo que o tempo de exploração seja o ciclo t, desejamos que todos os nós já tenham sido visitados antes desse ciclo t, ou seja, que todos os nós tenham ociosidade menor que t nesse ciclo. Entretanto, não basta isso. Temos que garantir que a primeira vez que isso acontece seja no ciclo t. Ou seja, não pode existir nenhum ciclo t’ menor que t em que todos os nós tenham ociosidade menor que t’.

A versão inicial do simulador implementada por mim não considerava esse critério, apenas os outros três (ociosidade, desvio padrão da ociosidade e pior ociosidade). Esse critério foi sugerido depois por Aydano Machado e vem sendo utilizado desde então.

Essas medidas de desempenho tendem naturalmente a exibir melhores resultados à proporção que a quantidade de agentes patrulhando o grafo aumenta. Entretanto, se a coordenação entre os agentes não é boa o suficiente, a melhora causada pela inserção de agentes pode ser minimizada. Suponhamos que 5 agentes conseguem explorar um grafo com 100 nós com um tempo de exploração igual a 100 ciclos. Espera-se que 10 agentes (o dobro) consigam explorar o mesmo grafo com 100 nós em 50 ciclos (na metade do tempo). Se isso acontecer, dizemos que as duas configurações têm o mesmo desempenho normalizado quanto ao critério tempo de exploração. Logo, para um mesmo valor de desempenho normalizado, quanto maior a quantidade de agentes, espera-se que menor seja o valor absoluto do tempo de exploração.

Da mesma forma, para uma mesma quantidade de agentes, espera-se que se aumentarmos a quantidade de nós do grafo, o desempenho do sistema piorará. Por exemplo, suponhamos que os 5 agentes do cenário anterior conseguem explorar um grafo com 100 nós em 100 ciclos. Os mesmos 5 agentes deveriam ser capazes de explorar um grafo com 200 nós em 200 ciclos. Se isso acontecer, dizemos que as duas configurações têm o mesmo desempenho normalizado quanto ao critério tempo de exploração. Logo, para um mesmo valor de desempenho normalizado, quanto maior a quantidade de nós do grafo, espera-se que maior seja o valor absoluto de tempo de exploração.

Considerando o que foi exposto acima, para medir a qualidade da coordenação, decidimos medir a contribuição individual de cada agente, normalizando os quatro critérios (ociosidade, desvio padrão da ociosidade, pior ociosidade, e tempo de exploração) conforme mencionado na Equação 6:
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Equação 6 - Normalização de critérios de avaliação de desempenho

Em todos os cenários descritos anteriormente, o valor normalizado do tempo de exploração é igual a 5 (cinco). A título de ilustração, no primeiro caso com 5 agentes, 100 nós e tempo de exploração absoluto igual a 100 ciclos, temos:

Valor normalizado = 100 * (5 / 100) = 5

4.2 Sistemas Multiagentes a Serem Investigados

A fim de definir que arquiteturas de sistema multiagentes para patrulhamento seriam interessantes de serem avaliadas, exploramos quatro parâmetros básicos (como disposto na Tabela 1). Obviamente outras variáveis poderiam ser levadas em conta, mas a idéia por trás de nossa escolha era a de ir aumentando a complexidade das arquiteturas (de simples a complexas), evitando excessivas experimentações prematuras.

	Nome
	Tipo Básico
	Comunicação
	Escolha do próximo nó
	Coordenação

	Random Reactive
	Reativo
	Nenhuma
	Randômica
	Emergente

	Conscientious Reactive
	
	
	Ociosidade individual
	

	Reactive with Flags
	
	Flags
	Ociosidade coletiva
	

	Conscientious Cognitive
	Cognitivo
	Nenhuma
	Ociosidade individual
	

	Blackboard Cognitive
	
	Blackboard
	Ociosidade coletiva
	

	Random Coordinator
	
	mensagens
	Randômica
	Central

	Idleness Coordinator
	
	
	Ociosidade coletiva
	

	Heuristic Coordinator
	
	
	Heurística
	


Tabela 1 - Resumo das principais características dos agentes escolhidos

4.2.1 Tipo Básico (Cognitivo X Reativo)

O primeiro parâmetro que consideramos foi a diferença clássica na área dos agentes inteligentes entre reativo e cognitivo: enquanto agentes reativos simplesmente agem baseados na sua percepção corrente, os cognitivos podem perseguir um objetivo. Uma restrição natural que impusemos é que o campo de visão de agentes reativos tem a profundidade de um nó, ou seja, agentes reativos só percebem os nós adjacentes a ele. Isso porque, por definição, agentes reativos não podem planejar um caminho para nós distantes. Agentes cognitivos, por sua vez, podem escolher qualquer nó do grafo como nó objetivo e usam técnicas de path-finding (Algoritmo de Floyd-Warshall [11], no nosso caso) para alcançar esse nó objetivo. Na criação da estrutura de dados responsável pela obtenção de melhor caminho, o algoritmo de Floyd-Warshall é executado para determinar os menores caminhos entre todos os pares de nós do grafo. Todos esses caminhos são pré-computados e já ficam armazenados nessa estrutura de dados. Conseqüentemente, quando um agente solicita o menor caminho entre o nó em que ele se localiza e o nó objetivo, a resposta é dada em tempo constante, diferentemente se utilizássemos um algoritmo de busca tradicional, como o A*.

4.2.2 Comunicação

Uma variável importante ao realizarmos coletivamente a tarefa de patrulhamento é a comunicação entre os agentes. Levando em conta as situações do mundo real com as quais os agentes podem se deparar enquanto estiverem patrulhando, existem basicamente três maneiras através das quais os agentes podem se comunicar: via flags, via blackboard ou via mensagens.

No primeiro caso, os agentes deixam flags ou marcas no ambiente [7]

 REF _Ref6677826 \r \h 
[8]. Estas marcas são reconhecidas por eles mesmos ou por outros agentes. No segundo caso, a informação sobre o ambiente é armazenada em uma base comum (por exemplo, um centro de comando e de controle) que pode ser acessada por todos os agentes. No último caso, agentes podem se comunicar diretamente entre si trocando mensagens. Em um primeiro momento, os agentes apenas trocam mensagens com o coordenador, quando existir. Permitir esse tipo de comunicação entre todos os agentes iria requerer arquiteturas mais complexas, incluindo, por exemplo, negociação e mecanismos para resolução de conflitos.

4.2.3 Tomada de Decisão

A tomada de decisão também é um ponto importante na geração de soluções possíveis ao problema da patrulha. Em outras palavras, a questão é determinar como o próximo nó será escolhido.

A primeira estratégia de raciocínio é escolher o próximo nó randomicamente. Outro modo de raciocínio seria escolher o nó com a maior ociosidade, já que ociosidade é o critério mais importante para avaliar o desempenho do sistema. Nesse caso, existem duas variações dependendo se o agente conhece ou não o que os outros agentes estão fazendo. Entendemos por “ociosidade individual”, a visão que um agente tem das ociosidades dos nós do grafo que considera apenas as visitas feitas por ele mesmo. Ou seja, quando não existe comunicação e, conseqüentemente, um agente não tem conhecimento das ações dos demais. Já a “ociosidade coletiva” leva em conta o movimento de todos os agentes. Ou seja, nesse caso a comunicação existe em uma das três formas descritas acima e, conseqüentemente, um agente toma conhecimento das ações dos demais. Convém lembrar que a escolha dos nós usando ociosidade (individual ou coletiva) é equivalente a seguir um gradiente, da mesma forma que essa técnica é usada em sistemas multiagentes [2]. No nosso caso, os nós com alta ociosidade atuam como vales (atratores) e os com baixa ociosidade atuam como montanhas (repulsores).

No entanto, a escolha do nó objetivo através da ociosidade apresenta um “problema”. Imaginemos um agente localizado em um determinado nó que vai escolher o nó objetivo. A escolha dele através da ociosidade o faz escolher, por exemplo, um nó com ociosidade instantânea igual a 200 localizado a 100 unidades de distância. Entretanto, existe outro nó com ociosidade instantânea igual a 199 localizado a 5 unidades de distância. Poderíamos pensar: o segundo nó está muito mais perto e tem uma ociosidade apenas um pouco menor, porque não ir para ele? É exatamente essa idéia que está por trás da última maneira de se fazer a escolha do próximo nó: heuristicamente.

Esse mecanismo de tomada de decisão não estava previsto inicialmente na metodologia proposta por Aydano. Ele foi proposto, idealizado e implementado por mim neste trabalho.

A escolha heurística atribui um valor entre zero e um aos nós candidatos a objetivo e escolhe aquele com o maior valor. Esse valor é uma média ponderada entre a ociosidade do nó e a distância do nó candidato ao nó em que o agente está localizado. Essa ponderação é obtida através da taxa de ociosidade, ou seja, a taxa de importância percentual (entre 0% e 100%) dada à ociosidade em detrimento da distância. Uma tentativa de fórmula seria a seguinte:
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Equação 7 - Tentativa de avaliação heurística dos nós

Contudo, existem alguns problemas nessa tentativa. Em primeiro lugar, o valor atribuído ao nó deveria ser inversamente proporcional à distância, ou seja, quanto mais longe estiver um nó do agente, menor deveria ser seu valor. De acordo com a Equação 7 distância e valorNó são grandezas diretamente proporcionais. Além disso, ociosidade e distância não são grandezas que possuem a mesma unidade de medida, não podendo assim ser comparadas trivialmente. Isso quer dizer que não podemos comparar a princípio uma ociosidade de 100 ciclos com uma distância de 100 unidades de distância. Para tal, é necessário fazer uma normalização das grandezas ociosidade e distância. Duas maneiras foram analisadas para fazer essa normalização. Com as grandezas normalizadas chegamos a uma outra fórmula:
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Equação 8 - Avaliação heurística dos nós

Numa primeira forma de normalização, a cada ciclo o agente ordena crescentemente os nós candidatos segundo a ociosidade e decrescentemente segundo a distância, gerando duas listas. Atribuímos à menor ociosidade um valor 1 (um), à segunda menor ociosidade um valor 2 e assim por diante até a maior ociosidade um valor igual a nós, onde nós é a quantidade de nós candidatos a objetivo. Da mesma forma, atribuímos à maior distância um valor um, à segunda maior distância um valor 2 e assim por diante até a menor distância um valor igual a nós. Consideremos uma situação com importância igual dada à ociosidade e à distância (50%), 3 nós candidatos (A, B e C) com ociosidade e distância conforme mostrado na tabela abaixo:

	Nó
	Ociosidade
	Distância
	OciosidadeNorm
	DistânciaNorm
	ValorNó

	A
	101
	300
	3
	1
	(0,5*3)+(0,5*1) = 2

	B
	1
	200
	1
	3
	(0,5*1)+(0,5*3) = 2

	C
	100
	210
	2
	2
	(0,5*2)+(0,5*2) = 2


Tabela 2 - Exemplo de avaliação heurística usando primeira forma de normalização

Conforme podemos observar, nosso agente terá uma certa dificuldade em escolher o nó objetivo, haja vista que os valores dos nós são iguais para todos os candidatos. Porém será que todos os nós são realmente equivalentes? Obviamente não. Os nós A e B possuem valores muito ruins de distância e ociosidade respectivamente, mas o nó C apresenta valores muito próximos do melhor. Logo, ele deveria ser avaliado melhor que os outros. Isso nos leva à segunda forma de normalização.

Para tal, usamos a idéia de proporção e conversão entre escalas distintas. O cálculo é bastante similar à conversão entre graus Celsius e Fahrenheit. No nosso caso, consideramos que o valor da menor ociosidade tem um valor zero quando for normalizado ao passo que a maior ociosidade recebe um valor igual a um. Valores intermediários são calculados através de proporções. Logo, temos duas escalas: uma de ociosidade que varia da menor ociosidade à maior ociosidade e outra da ociosidade normalizada variando de zero a um. Queremos determinar a que valor na escala de ociosidade normalizada corresponde um determinado valor na escala de ociosidade. Esse valor pode ser determinado pela seguinte fórmula:
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Equação 9 - Normalização da Ociosidade

Similarmente para a distância obtemos uma formula parecida, com a diferença que consideramos que o valor da maior distância tem um valor zero quando for normalizado ao passo que a menor distância recebe um valor igual a um.
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Equação 10 - Normalização da distância

Considerando essa nova forma de normalização, obtemos a seguinte versão da Tabela 2 na qual o nó C deve ser escolhido por ter um maior valor:

	Nó
	Ociosidade
	Distância
	OciosidadeNorm
	DistânciaNorm
	ValorNó

	A
	101
	300
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	(0,5*1)+(0,5*0) = 0,5

	B
	1
	200
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	(0,5*0)+(0,5*1) = 0,5

	C
	100
	210
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	(0,5*0,99)+(0,5*0,9) = 0,945


Tabela 3 - Exemplo de avaliação heurística usando normalização proporcional
4.2.4 Coordenação

Finalmente, chegamos ao último parâmetro considerado nas arquiteturas: a coordenação. Um aspecto chave na coordenação de movimentação multiagente é determinar se será usado um coordenador central, o qual escolhe o nó objetivo de cada agente, ou um coordenador descentralizado, onde a coordenação emerge naturalmente da interação entre agentes.

Em algumas situações é impossível se ter um coordenador central e mantê-lo informado de todas as intenções e crenças dos agentes. Por exemplo, imaginemos agentes que estão patrulhando uma área de conflito totalmente hostil em uma guerra, em que eles estão isolados do resto do mundo.

4.2.5 Arquiteturas Implementadas

Existem várias arquiteturas SMA possíveis ao se combinar esses quatro parâmetros. De acordo com a metodologia proposta todas elas foram estudadas e então aquelas que pareciam ser as mais apropriadas à tarefa foram escolhidas (cf. Tabela 1). Na próxima seção, será feito um histórico da idealização e implementação dessas arquiteturas escolhidas.

Um agente Random Reactive escolhe randomicamente o próximo nó entre todos os nós adjacentes ao nó em que ele está localizado. Um agente Conscientious Reactive armazena localmente todas as visitas que ele fez anteriormente (inclusive em que ciclo essas visitas foram realizadas) e escolhe como próximo nó, o nó adjacente ao nó em que ele está localizado cuja ociosidade é a mínima possível segundo sua ociosidade individual. Empates são resolvidos de forma aleatória, ou seja, caso exista mais de um nó adjacente a ele com ociosidade mínima, um deles será escolhido aleatoriamente como próximo nó. Já o agente Reactive with Flags é similar ao anterior, mas, como todos os agentes que estão patrulhando a região marcam o ambiente indicando por onde estão passando, a ociosidade coletiva é considerada ao invés da ociosidade individual.

Agentes Conscientious Cognitive não se comunicam entre sim e escolhem o próximo nó objetivo (considerando o grafo todo, não apenas nós adjacentes) de acordo com a ociosidade individual. Mais uma vez, caso haja empate na escolha do nó com a maior ociosidade, o agente escolhe um deles de maneira aleatória. Como todos os agentes cognitivos, eles utilizam a estratégia de menor caminho para path-finding. Já o agente Blackboard Cognitive é similar ao anterior, mas devido à comunicação baseada em blackboard, a coletividade coletiva é considerada em detrimento a coletividade individual.

As próximas arquiteturas multiagente se diferem das anteriores, uma vez que elas têm um coordenador central, o qual aloca o próximo nó objetivo a cada agente. No Random Coordinator, o próximo objetivo é escolhido aleatoriamente, ao passo que no Idleness Coordinator, o coordenador escolhe o próximo objetivo baseado na ociosidade coletiva, ou seja, escolhe o nó que não foi alocado ainda a outro agente cuja ociosidade seja máxima. O Heuristic Coordinator, diferentemente dos anteriores determina o nó objetivo utilizando a função heurística dada na Equação 8. Podemos dizer que ele é a versão mais geral do Idleness Coordinator que leva em conta a ociosidade e distância do agente aos nós objetivo candidatos na tomada de decisão do objetivo. Essa arquitetura depende diretamente do mecanismo de tomada de decisão baseado na função heurística e, portanto, não fez parte da metodologia proposta por Aydano Machado.

Idleness Coordinator foi a única arquitetura reimplementada com a heurística, pois, conforme veremos mais adiante, foi a que obteve os melhores resultados (juntamente com a Conscientious Reactive). Além disso, o impacto de adicionar a heurística não é tão grande na arquitetura Conscientious Reactive, pois agentes reativos, como já dissemos, só escolhe como nó objetivo um dos nós vizinhos, os quais possuem distâncias muito parecidas entre si. Dessa forma, a contribuição da distância no cálculo final da avaliação heurística dos nós candidatos é praticamente inexistente, importando mais a ociosidade.

É importante salientar que a metodologia também considerou outro parâmetro de coordenação que não está mostrado na Tabela 1: a capacidade de monitoramento. Enquanto um agente cognitivo estiver seguindo um determinado caminho para o seu nó objetivo, é bastante útil que seja constantemente observado se outro agente visitou esse nó objetivo. Por quê? Ora, para que o agente escolha outro nó objetivo, já que algum outro agente já realizou o objetivo que ele estava buscando realizar. Após os primeiros experimentos, notamos que agentes com capacidade de monitoramento sempre obtinham um desempenho melhor que os agentes equivalentes sem monitoramento. De forma a permitir uma apresentação de resultados mais legível, apenas incluiremos os agentes com capacidade de monitoramento e não os seus “parceiros” sem monitoramento.  Convém lembrar que em apenas quatro situações o monitoramento é plausível: Blackboard Cognitive, Random Coordinator, Idleness Coordinator e Heuristic Coordinator.

4.2.6 Breve Histórico da Implementação das Arquiteturas

Inicialmente, implementamos todo o simulador e analisamos o desempenho de apenas quatro desses agentes. São eles: Random Reactive, Conscientious Cognitive, Blackboard Cognitive e o Idleness Coordinator. Então, outros três agentes (Conscientious Reactive, Reactive with Flags e Random Coordinator) foram implementados por Aydano Machado e analisados juntamente com os quatro anteriores.

Entretanto, todos esses sete agentes iniciais foram implementados considerando que qualquer agente poderia sair de um nó e chegar em um nó adjacente em exatamente um ciclo. Isso implica que a velocidade de cada agente é de uma aresta por ciclo. Como o leitor já deve estar pensando, essa maneira de implementação não considera o peso das arestas do grafo, ou seja, é como se a distância entre qualquer par de nós fosse uma unidade de distância e o agente se locomovesse a uma unidade de distância por ciclo. Essa representação é de certa forma irreal, já que apenas nós localizados em tiles adjacentes têm distância 1 (um).

Sendo assim, neste trabalho foram reimplementados e testados todos os sete agentes para dar suporte a um mundo em que se consideram os pesos das arestas na movimentação dos agentes.

Após a reimplementação desses sete
 agentes, implementei o Heuristic Coordinator, já considerando a distância real entre os nós.

4.3 Cenários de Experimentação

Após refletir sobre a influência que os parâmetros relacionados ao ambiente poderiam exercer no desempenho do sistema, notou-se que mais que a quantidade de nós, é importante controlar a conectividade do grafo, ou seja, a quantidade de arestas. Seguindo essa perspectiva, Aydano criou dois mapas diferentes, mostrados na Figura 3, onde blocos em preto representam obstáculos e o grafo representando os caminhos possíveis também é mostrado. O mapa A tem poucos obstáculos e gera um grafo altamente conexo, representando o fato de que é fácil ir para qualquer região do ambiente. Esse grafo possui 50 nós e 106 arestas. Já o mapa B possui alguns gargalos, gerando um grafo com a mesma quantidade de nós do anterior, mas com bem menos arestas, para ser mais preciso, 69 no total.

	Mapa A
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	Mapa B
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Figura 3 - Mapas A e B no nosso simulador.

Ao invés de variar a quantidade de nós, equivalentemente alteramos a quantidade de agentes. Dessa forma, usamos populações de 1, 2, 5, 10, 15, e 25 agentes para manter uma razão adequada entre a quantidade de nós e a quantidade de agentes.

4.4 Simulador

A fim de realizar um número grande de experimentos, um dos objetivos desse trabalho foi desenvolver um simulador da tarefa de patrulhamento utilizando C++ [20] e OpenGL [5]
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[21], que constituem uma plataforma de desenvolvimento comumente usada na comunidade de jogos de computadores. O sistema é de médio porte, contendo cerca de 80 arquivos com definições e implementações de classes.

Existe a opção de a simulação ser visualizada graficamente, como pode ser visto na Figura 4. Na visualização dos experimentos, os agentes aparecem em colorido e os nós em tonalidade de cinza (um nó com ociosidade zero aparece em branco e à medida que a ociosidade dele aumenta, ele vai escurecendo tendendo a ficar preto).
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Figura 4 - Snapshot do simulador executando com 15 agentes no Mapa B
O mundo é descrito em um formato proprietário, permitindo que o pesquisador indique todas as características do ambiente, tais como o tamanho do mapa, os obstáculos, o grafo de visibilidade, as posições iniciais dos agentes, a quantidade de agentes, o tipo de arquitetura SMA a ser usado, o número de ciclos a serem rodados, a quantidade de execuções e se a simulação deve ser visualizada graficamente ou não.

A classe principal, Simulator, é responsável pelo gerenciamento da simulação e contém o loop principal do sistema. A execução básica do sistema é dada abaixo:

	Leia o mapa e inicialize o mundo (chamando o método read do MapReader)

Para cada iteração {

    Desenhe na tela a cena, se for para visualizá-la

    Incremente a ociosidade dos nós do grafo

    Atualize os agentes (chamando o método reason deles)

    Gere as estatísticas da iteração

}

Compute as estatísticas finais da execução


A classe principal possui uma estrutura de dados (classe PatrollingDataStructure) que contém o grafo de visibilidade (classe Graph) e a estrutura de armazenamento dos menores caminhos (classe PathDataStructure). Dessa forma, através dela podemos não só obter as informações de ociosidade dos nós do grafo a fim de gerar estatísticas, mas também fazer as consultas de menor caminho caso os agentes necessitem. O algoritmo utilizado para busca do menor caminho está implementado na classe PathDataStructure, sendo ele o algoritmo de Floyd-Warshall (All-Pairs Shortest Path), conforme dito anteriormente.

A classe Simulator também possui o mundo no qual a simulação é feita. O mundo (definido na classe World) é composto pelo conjunto de agentes e pelo mapa (descrito na classe SimulatorMap através de uma matriz bidimensional de tiles)

O simulador implementa atualmente apenas os agentes definidos na Tabela 1, porém qualquer agente pode ser facilmente acoplado ao sistema. Para tal, basta herdar da classe básica que define os agentes (ContinuousAgent) e implementar o seu método de raciocínio (reason).

5 Resultados Experimentais

“A paciência é amarga, mas seu fruto é doce”.

(Jean Jacques Rousseau)

Esse trabalho teve dois objetivos principais: a confecção de um simulador-visualizador de experimentos e os experimentos propriamente ditos que foram realizados. Já discutimos a respeito do simulador anteriormente, cabendo a essa seção a abordagem dos resultados obtidos com os experimentos feitos.

5.1 Metodologia Experimental

Dividimos os experimentos em duas fases. Na primeira fase, para cada uma das sete primeiras arquiteturas SMA da Tabela 1, executamos 12 (2 X 6) simulações, correspondente a dois mapas (A e B) e seis populações diferentes de agentes (1, 2, 5, 10, 15 e 25). A posição inicial de cada população é a mesma para todas as arquiteturas. Na segunda fase, para o Heuristic Coordinator, executamos 60 (2 X 6 X 5) simulações, correspondente a dois mapas (A e B), seis populações diferentes de agentes (1, 2, 5, 10, 15 e 25) e 5 valores para a taxa de ociosidade (0.0, 0.2, 0.4, 0.6 e 0.8).

Como dissemos anteriormente, os agentes (à exceção do caso do Heuristic Coordinator) foram implementados inicialmente considerando que o peso das arestas eram todos iguais a 1 (um). Após a implementação dos agentes considerando os pesos nas arestas, todos os testes tiveram que ser refeitos, para determinar o que muda quando utilizamos distâncias não-unitárias. Essa mudança poderia acarretar em alguma alteração significativa nos resultados alcançados por alguma das arquiteturas testadas.

Quando não considerávamos pesos nas arestas, cada simulação foi composta de 3000 ciclos. Entretanto, esse não poderia ser o mesmo valor no caso em que consideramos a distância real entre os nós. No primeiro caso, a cada ciclo um agente percorria exatamente uma aresta (mudava de um nó para outro). Ou seja, cada agente percorria 3000 arestas durante toda a simulação. A quantidade de ciclos no segundo caso deveria ser tal que os agentes percorressem as mesmas quantidades de arestas, em média. Mas como calcular essa quantidade? Para tal, foi necessário determinar o peso médio das arestas dos grafos de cada mapa, somando os pesos das arestas e dividindo pela quantidade de arestas dos grafos. Em ambos os mapas, esse valor médio é em torno de 7,6 unidades de distância. Logo, para percorrer cada aresta quando se considera a distância real são necessários cerca de 7,6 ciclos. Como se deseja percorrer 3000 arestas, são necessários cerca de 7,6 x 3000 ( 23000 ciclos na simulação.

Assim sendo, cada simulação é composta de 23000 ciclos. No começo da simulação, consideramos que todas as ociosidades instantâneas dos nós são zero, como se eles tivessem sido visitados no momento inicial. Entretanto essa é uma consideração irreal, pois os nós não são todos visitados no momento inicial, apenas aqueles em que os agentes estão localizados inicialmente. Conseqüentemente, há uma fase transitória em que a ociosidade instantânea do grafo tende a ser pequena e/ou a variar bastante, não correspondendo à realidade da fase estável. Na Figura 5, mostramos a evolução de 10 agentes do tipo Reactive with flags no Mapa A durante a simulação (ociosidade no eixo y e ciclos no eixo x), onde a fase estável se inicia a partir do ciclo 3300, aproximadamente.
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Figura 5 - Comparação entre fase transitória e fase estável

Por essa razão, a ociosidade do grafo é apenas medida durante a fase estável. Segundo alguns experimentos preliminares feitos por Aydano no caso em que não se considera o peso das arestas, observou-se que a fase transitória sempre terminava antes do ciclo 750 (exceto para os agentes Random Reactive e Random Coordinator cujo comportamento pode ser às vezes bastante instável devido à aleatoriedade presente neles). Através de experimentos similares feitos por mim considerando a distância real entre os nós, notamos que a fase transitória agora sempre termina antes do ciclo 5600. A ociosidade do grafo, então, é medida ao longo dos 17400 ciclos restantes.

Na Seção 5.2, mostraremos alguns gráficos comparando a utilização de arestas unitárias ou que consideram a distância real entre os nós. Na Seção 5.3, apresentaremos os gráficos comparativos das sete primeiras arquiteturas, correspondendo à primeira fase de testes. Na Seção 5.4, apresentaremos os gráficos comparativos das três melhores dessas arquiteturas com o Heuristic Coordinator, o que corresponde à segunda fase de experimentos.

Nos gráficos que se seguem, cada cor de linha diferente representa uma arquitetura SMA distinta. Na Seção 5.2, os gráficos são apresentados em pares, mostrando o desempenho absoluto sem considerar distância real (distância unitária) acima e considerando distância real abaixo. Nas seções 5.3 e 5.4, os gráficos também são apresentados em pares, mas dessa vez mostram o desempenho absoluto no gráfico acima e o normalizado abaixo, conforme discutido na Equação 6. As barras verticais nos gráficos da ociosidade absoluta representam o desvio padrão da ociosidade. O não-aparecimento das barras verticais significa que o desvio padrão da ociosidade é muito pequeno.

Por fim, é importante frisar que, em alguns gráficos, alguns dados de determinados agentes não aparecem, por eles estarem com desempenho muito ruim.

5.2 Gráficos Comparativos Distância Unitária e Real

Nessa seção faremos uma breve comparação através de gráficos entre os resultados experimentais obtidos com agentes que não consideram peso nas arestas entre os nós (distância unitária) e aqueles que consideram a distância como sendo a real.

A mudança ocorrida é não significativa, apenas sendo notada discretamente nas arquiteturas randômicas, haja vista sua aleatoriedade inerente. Nos demais casos, mudanças também ocorrem, mas essas são muito pequenas. Em todos os critérios de avaliação, as melhores arquiteturas considerando a distância unitária continuam sendo as melhores considerando distância real. O mesmo se aplica às piores arquiteturas.

A Figura 6 mostra os gráficos da ociosidade no mapa A utilizando distância unitária e distância real. Já a Figura 7 indica a comparação no critério pior ociosidade. Por fim, a Figura 8 compara segundo o critério tempo de exploração os resultados obtidos com as duas formas de se considerar a distância entre os nós.
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Figura 6 - Comparação da Ociosidade considerando distância unitária ou real
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Figura 7 - Comparação da pior ociosidade considerando distância unitária ou real
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Figura 8 - Comparação do tempo de exploração considerando distância unitária ou real

5.3 Gráficos dos Resultados da Primeira Fase de Experimentos

Nessa seção apresentaremos os gráficos de resultados da primeira fase de experimentos. As arquiteturas presentes em todos esses gráficos consideram distância real entre os nós.

A Figura 9 mostra as medidas de ociosidade do grafo (no eixo y) do Mapa A e os valores normalizados correspondentes à medida que a quantidade de agentes aumenta (eixo x). A Figura 10 é bastante semelhante à anterior, a única diferença sendo o fato de que o Mapa B é utilizado.
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Figura 9 - Ociosidade e ociosidade normalizada no Mapa A
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Figura 10 - Ociosidade e ociosidade normalizada no Mapa B

Similarmente, a Figura 11 e a Figura 12 indicam a instabilidade das arquiteturas através das medidas dos desvios padrão.
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Figura 11 - Desvio padrão da ociosidade e desvio padrão da ociosidade normalizado no Mapa A
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Figura 12 - Desvio padrão da ociosidade e desvio padrão da ociosidade normalizado no Mapa B

Já a Figura 13 e a Figura 14 apresentam os resultados da pior ociosidade do grafo. A principal diferença nesse caso é que a pior ociosidade é medida em todos os 23000 ciclos, ao passo que a ociosidade (média) considera apenas a fase estável.
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Figura 13 - Pior ociosidade e pior ociosidade normalizada no Mapa A
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Figura 14 - Pior ociosidade e pior ociosidade normalizada no Mapa B

Diferentemente das figuras anteriores, a Figura 15 e a Figura 16 mostram os resultados relativos ao tempo de exploração, ou seja, o tempo necessário para uma exploração completa do mapa.
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Figura 15 - Tempo de exploração e tempo de exploração normalizado do Mapa A

	[image: image48.wmf]Tempo de Exploração

30

174

318

462

606

750

1 Agente

2 Agentes

5 Agentes

10 Agentes

15 Agentes

25 Agentes

Conscientious reactive

Conscientious cognitive

Idleness Coordinator

Heuristic Coordinator 0.4 idleness

Heuristic Coordinator 0.6 idleness

Heuristic Coordinator 0.8 idleness



	[image: image49.wmf]Tempo de Exploração Normalizado

0

30

60

90

120

1 Agente

2 Agentes

5 Agentes

10 Agentes

15 Agentes

25 Agentes

Conscientious reactive

Conscientious cognitive

Idleness Coordinator

Heuristic Coordinator 0.4 idleness

Heuristic Coordinator 0.6 idleness

Heuristic Coordinator 0.8 idleness




Figura 16 - Tempo de exploração e tempo de exploração normalizado do Mapa B

Gráficos dos Resultados da Segunda Fase de Experimentos

Nas legendas dos gráficos dessa seção, pode-se notar a diferenciação entre as diversas arquiteturas do tipo Heuristic Coordinator testadas através da taxa de ociosidade (0.4, 0.6 e 0.8). A Figura 17 mostra as medidas de ociosidade do grafo do Mapa A.
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Figura 17 - Ociosidade e ociosidade normalizada no Mapa A (segunda fase de experimentos)

A Figura 18 é bastante semelhante à anterior, a única diferença sendo o fato de que o Mapa B é utilizado.
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Figura 18 - Ociosidade e ociosidade normalizada no Mapa B (segunda fase de experimentos)

Similarmente, a Figura 19 e a Figura 20 indicam a instabilidade das arquiteturas através das medidas dos desvios padrão.
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Figura 19 - Desvio padrão da ociosidade e desvio padrão da ociosidade normalizado no Mapa A (segunda fase de experimentos)
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Figura 20 - Desvio padrão da ociosidade e desvio padrão da ociosidade normalizado no Mapa B (segunda fase de experimentos)

Já a Figura 21 e a Figura 22 apresentam os resultados da pior ociosidade do grafo. A principal diferença nesse caso é que a pior ociosidade é medida em todos os 23000 ciclos, ao passo que a ociosidade (média) considera apenas a fase estável.
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Figura 21 - Pior ociosidade e pior ociosidade normalizada no Mapa A (segunda fase de experimentos)
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Figura 22 - Pior ociosidade e pior ociosidade normalizada no Mapa B (segunda fase de experimentos)

Diferentemente das figuras anteriores, a Figura 23 e a Figura 24 mostram os resultados relativos ao tempo de exploração, ou seja, o tempo necessário para uma exploração completa do mapa.
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Figura 23 - Tempo de exploração e tempo de exploração normalizado do Mapa A (segunda fase de experimentos)

	

	


Figura 24 - Tempo de exploração e tempo de exploração normalizado do Mapa B (segunda fase de experimentos)

Discussão

“Freethinkers are those who are willing to use their minds without prejudice and without fearing to understand things that clash with their own customs, privileges, or beliefs. This state of mind is not common, but it is essential for right thinking; where it is absent, discussion is apt to become worse than useless”.

(Tolstoy)

Numa visão geral, podemos detectar quatro grupos bastante distintos, os quais chamamos grupo randômico, grupo não-coordenado, grupo de destaque e grupo imbatível. A Tabela 4 indica a composição de cada grupo.

	Grupo
	Agentes

	Grupo Randômico
	Random Reactive

	
	Random Coordinator

	Grupo não-coordenado
	Reactive with Flags

	
	Blackboard Cognitive

	Grupo de destaque
	Conscientious Reactive

	
	Conscientious Cognitive

	
	Idleness Coordinator

	Grupo Imbatível
	Heuristic Coordinator


Tabela 4 - Grupos das Arquiteturas SMA

A arquitetura Heuristic Coordinator, como era de se esperar, apresentou melhores resultados em todos os critérios e em todos os mapas. Foi observado um desempenho muito ruim quando a taxa de importância dada à ociosidade é muito pequena (0.0 e 0.2), por isso eles nem são mostrados nos gráficos. Isso se deve ao fato de, nesses casos, os agentes tenderem a se deslocar em direção aos nós incidentes às menores arestas do grafo e quando chegam nesses nós ficarem só percorrendo essas menores arestas. Podemos dizer que uma taxa de ociosidade de 0.0 representa um agente executando uma espécie de algoritmo de Hill-Climbing [18] para alcançar as menores arestas do grafo (máximos locais) e um agente com taxa de ociosidade de 0.2 representa um agente executando um algoritmo parecido com o Simulated Annealing em que a taxa de ociosidade é equivalente de certa forma à probabilidade do agente escapar dos máximos locais. Entretanto, diferentemente do Simulated Annealing, essa probabilidade (taxa de ociosidade) não diminui com o tempo, mas sim fica constante.

Das arquiteturas do grupo imbatível, a que demonstrou melhores resultados foi sem dúvida utilizando uma taxa de ociosidade de 0.6. Essa arquitetura ou “ganha” em praticamente todos as configurações testadas em ambos os mapas ou fica muito perto da que apresenta o melhor resultado. No critério tempo de exploração com poucos agentes (1, 2 e 5), uma taxa de ociosidade de 0.8 apresenta em geral o melhor resultado e uma taxa de ociosidade 0.6 o segundo melhor resultado, apesar de muito próximo da taxa de ociosidade 0.8. O mesmo acontece no critério pior ociosidade. Já no critério ociosidade, a arquitetura Conscientious Reactive apresenta melhor resultado para poucos agentes (1, 2 e 5) no mapa B. Em quase toda a totalidade dos demais casos, a arquitetura Heuristic Coordinator com taxa de ociosidade de 60% (0.6) proporciona um melhor resultado. No último critério, desvio padrão da ociosidade, mais uma vez para poucos agentes no mapa B, a arquitetura Heuristic Coordinator com taxa de ociosidade de 60% (0.6) “perde” para a mesma arquitetura com taxa de ociosidade 0.8 (2 agentes) e para o Idleness Coordinator (5 e 10 agentes).

A arquitetura Heuristic Coordinator com taxa de ociosidade de 0.4 apenas apresenta bons resultados com poucos agentes, inclusive melhores que do grupo de destaque. Surpreendentemente, essa arquitetura é a que apresenta o melhor resultado no critério ociosidade para 1 e 2 agentes no mapa A. Todavia, nas demais configurações, os resultados são bastante insatisfatórios.

O grupo de destaque obteve o melhor resultado em praticamente todas as métricas na primeira fase de experimentos. Os agentes Conscientious Reactive e Idleness Coordinator obtiveram em geral um desempenho um pouco melhor que o Conscientious Cognitive. Entretanto, essa pequena diferença tende a zero com o aumento da população. O agente Conscientious Reactive se apresenta um pouco melhor no que diz respeito ao critério ociosidade e o Idleness Coordinator no critério pior ociosidade e desvio padrão da ociosidade.

O grupo randômico apresentou os piores resultados para populações pequenas. Esses resultados melhoraram, se aproximando um pouco do grupo de destaque, com populações mais numerosas. Uma característica notável desse grupo é o comportamento não previsível (não existe exatamente uma fase estável), o qual é refletido em valores altos de desvio padrão.

O grupo não-coordenado apresentou um comportamento que já esperávamos: todo agente tende a ir para os mesmos lugares nos mesmos momentos, já que eles possuem uma visão compartilhada da ociosidade instantâneas dos nós do grafo. Conseqüentemente, o sistema se comporta como se fosse um único agente. Apesar disso, os agentes do tipo Reactive with Flags se demonstraram bons exploradores, obtendo desempenhos no critério tempo de exploração similares ao grupo de destaque, inclusive em alguns casos melhor. Esse agente é muito parecido com o agente explorador responsável pela tarefa de mapear uma rede de computadores apresentado em [13], o que reforça ainda mais o fato de ele ser um bom explorador.

Em relação à comparação entre o Mapa A e o Mapa B (ou seja, conectividade do grafo), o desempenho do sistema multiagente sempre foi pior no Mapa B que no Mapa A. Esse fato foi observado em todos os experimentos sob todas as métricas. O grupo de destaque e o grupo imbatível foram os menos influenciados pelos gargalos do Mapa B e obtiveram resultados um tanto quanto similares em ambos os mapas. O grupo Randômico foi o mais afetado pela alteração na conectividade, com resultados realmente insatisfatórios no Mapa B.

Os resultados normalizados são muito interessantes, já que eles mostram a contribuição individual de cada agente na arquitetura. Além disso, os resultados normalizados indicam claramente a capacidade de coordenação de uma dada sociedade: quanto melhor a coordenação entre os agentes de uma arquitetura, maior é o impacto positivo em se adicionar novos agentes à sociedade. Por exemplo, o desempenho dos grupos não-coordenados é ainda pior ao considerarmos as medidas normalizadas. Quando analisamos o tempo de exploração, curiosamente notamos que um aumento da população não acarreta em um aumento significante do desempenho individual, não importando a arquitetura SMA utilizada.

Além de identificar os grupos de destaque e imbatível das arquiteturas SMA, esses experimentos nos ensinam alguns guias preliminares de como desenvolver um sistema multiagente para patrulhamento. O primeiro e mais importante passo é fazer o levantamento dos requisitos, entendendo as restrições impostas devido ao domínio da aplicação. As seguintes dicas podem ser úteis nessa fase:

· Determinar o grafo de caminhos (o que inclui a quantidade de nós e sua conectividade);

· Verificar se existe a possibilidade de haver comunicação entre os agentes e que tipos de comunicação são permitidas;

· Checar qual é a pior ociosidade aceitável;

· Averiguar o que se deseja em termos de ociosidade média e sua variação ao longo dos ciclos;

· Constatar se há necessidade de se ter uma fase de exploração e, se houver, qual o máximo tempo de exploração tolerável.

Uma vez conhecidas essas características, será mais fácil escolher a melhor arquitetura SMA. Por exemplo, para grafos contendo gargalos, abordagens randômicas não são recomendadas. O mesmo vale para casos em que é inaceitável uma variação grande da ociosidade do grafo ao longo dos ciclos. Caso não possa haver a presença de um coordenador e, mesmo assim, se dê uma alta prioridade para a exploração do grafo de forma que ela ocorra no menor tempo possível, um agente do tipo Reactive with Flags é suficiente.

Em resumo, não existe o conceito exato e preciso da “melhor” arquitetura de agentes. O máximo que se pode determinar é a arquitetura mais apropriada para uma determinada situação. Como se diz em linguagem popular: “Cada caso é um caso”.

6 Conclusões

“Genius is one percent inspiration and ninety-nine percent perspiration”. 

(Thomas A. Edison)

O estudo e implementação de arquiteturas para resolver o problema da patrulha têm se mostrado bastante promissores, haja vista que não são poucas as áreas em que o problema pode ser encontrado.

Esse trabalho apresenta algumas contribuições originais ao problema do patrulhamento multiagente. Em primeiro lugar, damos uma caracterização geral do problema, apontando também sua aplicação a uma variedade de domínios. Após isso, indicamos um método de avaliar diferentes arquiteturas de sistema multiagentes (SMA) para patrulhamento. Então, propomos algumas arquiteturas SMA de acordo com alguns parâmetros de coordenação. Finalmente, esse trabalho elabora alguns guias preliminares que podem ajudar aos projetistas de sistemas multiagentes interessados nas tarefas de patrulhamento.

O simulador desenvolvido está disponível para outros pesquisadores ou quaisquer pessoas desejando experimentar estratégias de patrulhamento, bastando para tal me requisitar uma cópia do mesmo.

7 Trabalhos Futuros

“I like the dreams of the future better than the history of the past”. 

(Thomas Jefferson)

Conforme dito na introdução, esse trabalho será continuado no meu mestrado. Pretendemos aumentar a complexidade das arquiteturas SMA.

Em primeiro lugar, iremos propor um novo mecanismo de path-finding para determinar o caminho ao nó objetivo. Para tal, ao invés de apenas buscar e seguir o menor caminho ao nó objetivo, também levaremos em conta na escolha do caminho a ociosidade instantânea dos nós intermediários entre o nó corrente e o nó objetivo. Isso permitirá privilegiar caminhos um pouco maiores, mas que passam por nós com ociosidade maior que os nós pertencentes ao menor caminho. Essa decisão de que caminho percorrer pode ser tomada tanto no momento da escolha do nó objetivo (off-line), quanto a cada visita a um nó intermediário do caminho entre o nó inicial e o nó objetivo.

Após isso, combinaremos essa nova estratégia de path-finding com a escolha heurística dos nós objetivo por parte do agente, que considera não apenas a ociosidade do nó, mas também a distância do agente ao nó.

Adicionalmente, permitiremos troca direta de mensagens entre todos os agentes (sem a necessidade do coordenador), o que abrirá a oportunidade de se explorar mecanismos de cooperação e negociação.

Por último, iremos estudar outros critérios de avaliação das arquiteturas, possivelmente utilizando critérios como o tempo gasto para se escolher o próximo nó e a memória utilizada pelos agentes (custo da solução).
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