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Resumo

O objetivo desta dissertação, intitulada Identificação do tipo de estratégia de análise de dados mais adequada para ser implementada no desenvolvimento do servidor ADeCUI , é empregar, avaliar e identificar as estratégias de análise acerca da aprendizagem mediada em educação matemática com o objetivo de prescrever uma metodologia de coleta, tratamento e análise de dados nesse contexto. Para tanto, deveremos especificar procedimentos experimentais e de análise de dados mais adequados para o tipo de dados específicos que deveremos tratar. Esse resultado é importante para o desenvolvimento do projeto AMADeUs, pois no contexto do mesmo, será necessário automatizar o processamento dessas informações que são oriundas da coleta de informações acerca das ações realizadas pelos usuários com partes da interface distribuída do ambiente virtual que será desenvolvido.

Abstract

The main objective of this work, entitled Identification of the most
adequate data analysis strategy for implementation on the development of
the ADeCUI server, is to employ, evaluate and identify analysis strategies in
mathematical education mediated learning with the goal of prescribing a
data capture, treatment and analysis methodology that is adequate in this
context. In order to archive this, we must specify experimental and data
analysis procedures for the specific data type we will work with. This
work is important for the development of the AMADeUs project, since this
project would benefit from the automation of the information processing of the
output of the data capture process of user actions in parts of the to-be
developed virtual environment's distributed interface.
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Introdução

Tradicionalmente a avaliação de interfaces educativas ocorre mediante a observação de seus aspectos constitutivos.  Interfaces são avaliadas de forma descritiva, observando-se princípios e guide lines restritos para criação das interfaces. De forma mais específica, o processo de criação de softwares educativos demanda a identificação ou inferência dos conhecimentos que podem emergir nas ações dos usuários com as interfaces. Para realizar a avaliação de interfaces educativas considerando a aprendizagem que pode ocorrer durante as ações foi construída uma teoria [4] a partir dos conceitos construtivistas de instrumento proposto por Rabardel (1995) e de esquema e conceito propostos por Vergnaud (1997).

A aplicação dessa teoria enquanto referencial teórico que orienta a avaliação e o design de interfaces educativas implica no manuseio de um grande número de categorias, cada uma delas pode fazer referência a muitos valores. Neste trabalho, iniciamos o desenvolvimento de uma metodologia de análise de dados que permita a extração de informações relevantes à cerca da qualidade de interfaces educativas e das conseqüências de seu uso sobre a aprendizagem de conceitos matemáticos. Essa metodologia de análise de dados, específica e adequada ao tipo de dado sob análise, orientará o desenvolvimento de dois produtos: um software de suporte a análise de dados acerca de fenômenos de aprendizagem que ocorre durante o uso de interfaces educativas - ADeCUI (Gomes e Alves, 2001) - e um serviço de acompanhamento da aprendizagem a ser implantado num ambiente virtual de ensino AMADeUS.

No que tange o desenvolvimento do software de suporte, ADeCUI, servirá de suporte a realização de estudos na área de interface homem-máquina, e em particular na avaliação da qualidade de interfaces educativas. Atualmente, o mesmo não possui implantado qualquer algoritmo de extração de regras.

No contexto de desenvolvimento do serviço de acompanhamento a ser desenvolvido no ambiente AMADeUS, os resultados desse trabalho serão aplicados em duas instâncias complementares. A primeira delas no desenvolvimento de agentes de interface para componentes de software de usuário (user software componentes) e a segunda é a criação de agentes autônomos para realizar o acompanhamento e avaliação da aprendizagem que ocorre no uso dessas interfaces em longo termo. 

Para ambos desenvolvimento, faz-se necessário um estudo das metodologias de análise de dados que possam contribuir com o processo de criação desses dois agentes de acompanhamento e de avaliação da aprendizagem, esse é o objetivo desse trabalho. Para ilustrar a aplicação de alguns algoritmos nesse contexto, demonstraremos como uma estratégia de analise de dados contribuiu para avaliar a aprendizagem que ocorreu durante a utilização de um software de geometria dinâmica, Cabri Géomètre. 

A dissertação foi dividida em 11 capítulos, o primeiro capítulo foi dedicado à introdução do problema, e os restantes abordam tópicos conforme listados abaixo:

· O capítulo 2 fala um pouco sobre o conceito de aprendizagem de máquina e algumas técnicas mais utilizadas ressaltando suas utilidades e resultados.

· O capítulo 3 aborda alguns aspectos relacionados ao modelo construtivista de cognição obtido em tese de doutorado[4]. Abordagem Instrumental em educação matemática e trata do servidor ADeCUI sua origem, metas e futuro da aplicação.

· O capítulo 4 é dedicado à criação de um banco de dados alvo, definição de um modelo de bando de dados relacional  que descreve o sistema ADeCUI, descrição do que será analisado.

· O capítulo 5 é dedicado ao  pré – processamento,  a descrição das estratégias de escolha de atributos, criação de novas categorias, etc. utilizadas durante a etapa de   pré- processamento .

· O capitulo 6 fala sobre a relevância da seleção de atributos em mineração de dados e as técnicas mais utilizadas relacionando-as aos algoritmos de aprendizagem do estado da arte. 

· O capítulo 7 fala sobre a aprendizagem baseada em custo e explicita o custo neste contexto explicando as conseqüências de possíveis erros de classificação e como esses erros podem ser interpretados do ponto de vista da interface do sistema. Neste capítulo também será discutido as métricas de performance relevantes neste contexto e que serão utilizadas no processo de avaliação do conhecimento descoberto. 

· O capitulo 8 descreve a ferramenta de mineração de dados utilizada, seus principais pacotes e sua utilidade neste contexto.

· O capítulo 9 é dedicado a descrever brevemente o processo de extração do conhecimento utilizado neste trabalho, os algoritmos de aprendizagem de máquina utilizados e a motivação de sua utilização neste contexto

· O capitulo 10 descreve a metodologia adotada neste trabalho para avaliar o desempenho os algoritmos utilizados e uma breve comparação entre eles. Também são abordadas nesse capítulo possíveis extensões futuras do presente trabalho.

· O capítulo 11 conclui a dissertação e apresenta as contribuições obtidas durante o desenvolvimento do trabalho. Uma das principais contribuições são as regras geradas para serem interpretadas pelo especialista. Também é abordado nesse capítulo possíveis extensões futuras do presente trabalho.

· O Apêndice A é dedicado à especificação da base de dados utilizada, usando modelo conceitual entidade relacionamento.
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 Aprendizagem de máquina.

No contexto deste trabalho faz-se necessário o entendimento de técnicas utilizadas em analise de dados e geração de conhecimento.  De um modo geral os processos de análise de dados utilizam algoritmos de Aprendizagem para chegar ao objetivo de extrair algum conhecimento útil sobre o domínio estudado. Aqui abordaremos  a aprendizagem de máquina, seu propósito, técnicas utilizadas e resultados esperados.

O objetivo de algoritmos de aprendizagem de máquina é fornecer meios de criação de regras de conhecimento dado um conjunto de exemplos. Estes algoritmos podem funcionar dentro de agentes inteligentes, rodando de forma autônoma e utilizando suas sensações do ambiente como exemplos. Outra maneira, é ter o algoritmo de aprendizagem interagindo com um engenheiro de conhecimento e gerando de maneira off-line regras a serem acrescentadas na base de conhecimento de um agente inteligente, que por sua vez pode agir on-line [9]. Apenas a última forma de aprendizagem irá ser apresentada e empregada neste estudo.

2.1 Técnicas Existentes

Existe um número de técnicas de aprendizagem dentre as quais se destacam: algoritmos genéticos, redes neurais, geração de árvores de decisão, inferência lógica, redes bayseanas, etc., cada qual com características distintas e demonstrando melhores resultados em determinadas aplicações. Para caracterizar essas técnicas é necessário analisá-las sobre os seguintes aspectos [9]: 

· tarefa a ser realizada

· ambiente envolvido

· feedback do engenheiro de conhecimento

· representação do conhecimento

· viés indutivo. 

· controle da aprendizagem

Em termos da tarefa a ser realizada pelo algoritmo existem: classificação dos exemplos em determinadas categorias, previsão de dados futuros, criação de regras de controle, otimização e meta aprendizagem. Do ponto de vista do ambiente da aprendizagem,  são analisados aspectos do espaço de exemplos, dentre os quais: seu tamanho, sua acessibilidade, se ele é determinista ou ruidoso, se ele é discreto ou contínuo e sua dinâmica. 

Em relação ao feedback existem: aprendizagem supervisionada, onde um engenheiro de conhecimento pode indicar se uma determinada ação foi realizada corretamente ou não, e a aprendizagem não supervisionada onde nenhuma informação prévia de como resolver o problema é passada ao algoritmo. No caso anterior, algumas técnicas de aprendizagem permitem a utilização dos dados do feedback para realizar uma aprendizagem por reforço, punindo ou recompensando o algoritmo dado seu desempenho.

A representação do conhecimento diz respeito ao formalismo utilizado para a representação das regras geradas pela técnica, e indica a expressividade do conhecimento gerado, podendo ser: funções matemáticas, lógica, distribuição de probabilidades, redes conexionistas, árvores de decisão, etc.

O viés indutivo de uma técnica é a preferência por determinadas soluções dentro do espaço total, inerente a forma de funcionamento da técnica. Este viés pode surgir da falta de expressividade da linguagem utilizada para representar regras, da distribuição probabilística dos pontos no espaço, entre outros. É decorrente da existência de algum viés, que surge o poder de generalização de algoritmos de aprendizagem.

Em termos de controle de aprendizagem existem dois tipos básicos de algoritmos, os que primeiro aprendem e depois agem, onde todos os exemplos são dados de uma vez, e os que aprendem incrementalmente, onde os exemplos são dados passo a passo. Neste último tipo, a ordem o qual os exemplos estão sendo mostrados pode influenciar no resultado final.

2.2 Overfitting

Um dos principais problemas de algoritmos de aprendizagem é a super-especialização ou overfitting de suas regras nos exemplos de treinamento [10]. Um exemplo no mundo real é o de um garoto que apenas decora uma tabuada, e não é capaz de realizar operações com números que ainda não estão inclusos nesta tabuada. Para isso as regras geradas pelos algoritmos devem ter a forma mais geral possível, de modo a contemplar casos não descritos nos exemplos, sem, no entanto, piorar seu desempenho. Existem diversas técnicas, variando de algoritmo a algoritmo, normalmente utilizando uma parte dos conjuntos de exemplos exclusivamente para validação, com o intuito de observar o desempenho do algoritmo com dados ainda não vistos por ele.

Uma dessas técnicas, que separa o conjunto de exemplo em teste e validação, é a validação cruzada. Nessa técnica o conjunto de registros é divido aleatoriamente em conjunto de treinamento e validação em um determinado número de vezes, e a média do desempenho da aprendizagem de cada divisão é calculada.

A aprendizagem de máquina dispõe de alguns algoritmos para o paradigma simbólico de aquisição do  conhecimento. Dentre estes está ID3. 

2.3 ID3

A técnica de aprendizagem simbólica ID3 (Induction on Decisions Trees) foi desenvolvida por Quinlan em 1992, e é baseada na geração de árvores de decisões [Quinlan86]. Este algoritmo é bastante robusto, ignorando dados ruidosos, e capaz de inferir regras com disjunções e conjunções, entretanto ele não é capaz de utilizar conhecimento prévio e nem de realizar aprendizagem incrementalmente. 

A arvore de decisão é um dos métodos  mais utilizados. Este é um método  para aproximar funções a valores discretos  e que é robusto a ruídos e capaz de aprender expressões disjuntas. Os problemas mais apropriados para a aplicação da arvore de decisão são problemas que seguem algumas características: (a) Representação de instâncias como pares atributo- valor,(b) Função destino com valor discreto. (c) Necessidade de representar disjunções. (d) Ruídos nos dados de treino. (e) ausência de valores no conjunto de treino.

(a)  Instâncias são representadas como pares de atributos – valor, ex: ARTEFATO e seus valores (Compas_Règle, Compas_Règle_G, (d’)_C1_Crayon_Compas). A situação mais fácil para aplicar a arvore de decisão é quando um atributo possui um número pequeno e disjunto de valores possíveis, no entanto existe algumas extensões do  algoritmo básico ID3 que incorpora a utilização de valores contínuos, através do processo de discretização do  valores possíveis. Esse método não foi necessário no nosso contexto.

(b) A função destino possui valores discretos (ex. Sim e Não). Porém isso não é uma restrição, existem extensões que  podem trabalhar inclusive com funções destino formada por atributos reais, embora a aplicação do método seja menos comum.

(c) Como dito anteriormente a árvore de decisão pode representar uma disjunção naturalmente.

(d) O conjunto de treinamento pode conter erros e ruídos. Os métodos de árvore de decisão são robustos a erros e ruídos.

(e) O conjunto de treinamento possui valores de atributos faltando. A árvore de decisão pode ser utilizado quando alguns exemplos do conjunto de treinamento possuem  valores desconhecidos. Ex. Se o artefato for desconhecido em alguma instância do conjunto de exemplos, o problema de atributos faltando na base de dados do ADEcUI está sendo discutido no capítulo 3.

Os exemplos são descrições a partir de valores categóricos de um número fixo de características, sendo uma parte das características selecionadas com a classificação do exemplo. Com um conjunto de descrições dos exemplos, o algoritmo tenta aproximar para a verdadeira  função de melhor performance. 

Na tabela 3 estão listadas exemplos de situações se uma pessoa vai esperar por uma mesa em um restaurante. Essa decisão leva em consideração a fome da pessoa, a existência de uma alternativa de restaurante perto, o tipo do restaurante, e o tempo de espera estimado. Na figura 7 temos uma opção de árvore de decisão para esse exemplo.

Tabela 1: Exemplos de situações.
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Figura 1: Exemplo da Árvore de Decisão
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O algoritmo constrói a árvore de uma maneira top-down, e utiliza uma busca gulosa no espaço de árvores de decisão. Esta busca é realizada da seguinte maneira:

1. Inicialização do algoritmo com uma árvore vazia.

2. Calcular o Ganho de Informação para todos os atributos dos exemplos ainda não utilizados, e escolher o atributo com maior valor.

3. O melhor atributo é escolhido e inserido neste nó da árvore.

4. Os passos 2 e 3 são realizados para cada nó resultante da árvore.

A medida utilizada no passo 2 tem como objetivo medir quão bem um atributo discrimina as categorias dos exemplos, sendo baseado na teoria de informação[10].

Por escolher sempre atributos mais discriminantes, esta técnica apresenta o viés indutivo de preferir árvores de decisão mais curtas e com atributos de maior ganho de informações próximas à raiz. Este viés está de acordo com a Occam Razor, “entidades não devem ser multiplicadas além da necessidade”, e é considerada a razão pelo qual o ID3 consegue generalizar regras. Estudos comprovaram isso [10], ao mostrar que a partir de certo ponto, quanto mais cresce o número de nós na árvore de decisão, pior é o seu desempenho em classificação.

Para evitar o overfitting descrito acima, técnicas de poda da árvore de decisão foram adicionadas em versão posteriores do algoritmo ID3. Uma destas técnicas é chamada poda com redução de erro [10], que utiliza um conjunto de validação para testar a performance da árvore enquanto está sendo construída. Caso a escolha de um atributo para um nó gere uma árvore com desempenho, no conjunto de validação, pior do que a anterior, o nó escolhido é descartado. 

Outra técnica utilizada é a rule post-prunning [10]. De inicio a árvore é gerada normalmente, e depois convertida num conjunto equivalente de regras booleanas. Estas regras são generalizadas, com a retirada de condições que piorem a performance das regras em um dado conjunto de validação. 

O algoritmo C4.5[11] é a evolução do ID3, englobando todas as técnicas de poda de árvore, além de permitir a existência de valores numéricos nos atributos. Para incluir os valores numéricos, o algoritmo particiona o espaço contínuo em intervalos discretos. O problema então passa a ser onde particionar um intervalo contínuo de modo a aumentar o ganho de informação. Para realizar esta escolha, os exemplos são ordenados a partir dos valores da característica contínua, e as médias de dois valores adjacentes de exemplos com classificações distintas são tomadas, sendo a de melhor desempenho a escolhida.
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Nesse capítulo descreveremos o modelo teórico que fundamenta a avaliação da aprendizagem que ocorre durante o uso de softwares educativos e suas aplicações no contexto de pesquisa no qual ele encontra-se inserido. Num primeiro momento descreveremos como as técnicas de mineração podem ser usadas em dados sobre aprendizagem e como essas técnicas serão implementadas num software de suporte à análise de dados. Num segundo momento, descreveremos como as técnicas serão implementadas do ambiente virtual AMADeUS. No contexto desse projeto, as metodologias de análise de dados aqui estudadas servirão a construção de dois agentes, um autônomo e outro de interface, que servirão ao acompanhamento da aprendizagem dos usuários.

3.1 Avaliação e Design de Interfaces EDUCATIVAS: Software Adecui

A grande quantidade de software educativo que existe hoje para o ensino de matemática é de baixa qualidade para o ensino e por isso, pouco utilizadas [CH1996]. A maioria dos softwares educativos parece não agregar informações sobre aprendizagem de conceitos, permanecendo em paradigmas reclusos e estagnados. As facilidades proporcionadas pela manipulação direta [She1998] e rapidez de cálculo, há muito propaladas como as vantagens dos sistemas informatizados, não contribuem efetivamente na criação de interfaces capazes de auxiliar professores do ensino fundamental na criação de situações consistentes que promovam a produção de sentido para conceitos matemáticos.

Na produção de softwares, de uma forma geral, é interessante que designer e usuários tenham uma mesma representação do processo que será executado. No processo de concepção de software educativo, no entanto, parece haver uma grande diferença entre as representações que os designers têm acerca do processo de aprendizagem de conceitos matemáticos e o processo de aprendizagem em si, como observa [Man1997].  Normalmente, os procedimentos de design de software envolvem análises da atividade. No caso do design de softwares educativos, a análise da atividade parece ser insuficiente. Parece-nos necessária uma análise do processo de aprendizagem que ocorre com usuários, no caso, alunos e professores, mediante o uso do software. Portanto, procedimentos iniciais de concepção e intermediários de testes de usabilidade deveriam levar em consideração a aprendizagem que é proporcionada pelos softwares.

Tradicionalmente, a avaliação de interfaces educativas ocorre mediante a observação de seus aspectos constitutivos e da qualidade dos feedbacks. No entanto, usa-se a mesma metodologia e o mesmo paradigma de qualidade que com software não educativo . Interfaces são avaliadas de forma descritiva, observando-se a aplicação correta de princípios e guide lines restritos para criação das interfaces. Dado que software educativo visa não apenas auxiliar na resolução de problemas mas também ensinar conceitos, é necessário analisar o processo de aprendizagem, inserindo essa análise na metodologia de avaliação das interfaces educativas. É necessária, pois, uma mudança de paradigma. Atualmente, avaliação de software educativo adota métodos e técnicas da engenharia de software na qual observa-se “a totalidade das características de um produto de software que lhe confere a capacidade de satisfazer necessidades implícitas e explícitas” [ISO91261 1997]. Segundo [Gla2001], “as necessidades explícitas são expressas na definição de requisitos propostos pelo produtor e as necessidades implícitas são aquelas que podem não estar expressas nos documentos do produtor, mas que são necessários ao usuário.” (p. 4). Na abordagem tradicional, em termos de critérios, as interfaces são analisadas apenas sob o critério coerência da representação [Oli1987].

Partimos do princípio de que a aprendizagem de conceitos ocorre mediante o uso da interface e que as interfaces determinam, mesmo que de maneira difusa, os limites dessa aprendizagem. Assim, para analisar interfaces educativas é necessário avaliar o campo de aplicação das mesmas, estimando-se que partes de conceitos matemáticos podem ser aprendidos mediante seu uso. De forma mais específica, o processo de criação e avaliação de softwares educativos demanda a identificação ou inferência dos conhecimentos que provavelmente emergem nas ações dos usuários com as interfaces, que ocorre de forma não sistemática [4]. Ter uma visão sistemática acerca da relação entre o uso da interface e da aprendizagem implica em aplicar um modelo teórico de análise que modele o processo de organização de ação com a interface de forma inteligível. Essa modelagem deve ocorrer em termos de elementos teóricos que revelam a adaptação dos usuários à interface e os conhecimentos que emergem durante o uso.

Poucos estudos utilizam modelos construtivistas de desenvolvimento cognitivo para modelar as ações dos usuários com os sistemas [Shn1998]. A maioria desses estudos utiliza o modelo da teoria do processamento da informação como metáfora do processamento cognitivo humano. De uma forma geral, as teorias em IHC avaliam a aprendizagem de uso das interfaces. No caso de software educativo deseja-se, além de analisar essa aprendizagem, conhecer um pouco da aprendizagem de conceitos específicos que ocorre com o uso do software. Portanto, não se trata apenas de saber usar, mas de aprender conceitos outros  referentes à interface. Nesse caso, por exemplo, um software para o ensino de matemática deve estar promovendo a emergência de conhecimento nesse domínio. O mesmo acontece para física, biologia e demais áreas. 

Analisamos um software isolando as ações com ele executadas. Ações sob análise são decodificadas em seus elementos básicos. Cada ação é, assim, associada a uma linha da tabela de análise. Em cada linha, realizamos a identificação de todos os elementos que compõem a ação dos usuários. Cada elemento do quadro teórico tem uma função bem definida no processo de codificação, sistematização e análise da aprendizagem que ocorre com o uso de interfaces educativas. Para cada unidade de análise, identificam-se os elementos que compõem a ação instrumental dos usuários. 

A codificação das ações é a primeira etapa do processo de análise. Uma primeira informação anotada é uma descrição da ação básica que é esperada, i.e., descrevemos a tarefa que é executada na unidade de ação correspondente. Na primeira coluna, colocamos uma breve descrição da ação que é esperada em termos de objetivos (Tarefa), por exemplo, traçar retas paralelas com um software para o ensino de geometria. O acompanhamento do conteúdo dessa coluna nos permite comparar posteriormente a ação observada com a ação efetivamente realizada. Uma segunda variável corresponde a uma avaliação do procedimento executado(Av.): que pode certo avaliado como ‘correto’ ou ‘incorreto’. Na Tabela 1 abaixo apresentamos a organização das informações sobre a ação em forma de tabela.

Tabela 1 - Codificação dos elementos teóricos que permitem analisar a ação

	Tarefa
	Av.
	Instrumento
	Função do artefato
	Invar.
	Regra

	
	
	Organização
	Artefato
	
	
	

	
	
	
	
	
	
	

	
	
	
	
	
	
	


Na coluna seguinte procedemos com a descrição de aspectos descritivos do Instrumento que emerge no momento da ação do sujeito. Descrevemos sua Organização (de seu funcionamento), em termos da descrição de um esquema e o Artefato utilizado na ação instrumental, exemplo, parte de uma interface. Para fins de análise da gênese instrumental, nos interessa inferir sistematicamente acerca da Função do Artefato no contexto de cada ação com instrumento atribuída pelo usuário. 

Para realizar uma posterior análise da aprendizagem, faz-se necessário inferir acerca dos invariantes (Invar.) subjacentes às ações e as Regras de utilização dos artefatos. Esse último elemento também é utilizado na análise do desenvolvimento do instrumento para o usuário.

Com base nos dados coletados e codificados dessa maneira, realizamos as análises subseqüentes de gênese instrumental e da aprendizagem de conceitos matemáticos ou científicos. Analisa-se a gênese instrumental por meio do acompanhamento das transformações dos elementos constituintes dos instrumentos: artefatos e esquemas. A análise do que ocorre com os artefatos ocorre do ponto de vista do usuário. Para estes, os artefatos têm funções e propriedades. Estas últimas são inferidas por quem observa o uso da interface. Pode-se portanto, analisar a evolução das funções atribuídas pelos usuários ao longo do tempo. Essa evolução e denominada de instrumentalização.

Após ter-se analisado e codificadas várias tentativas de resolução de um problema com um conjunto de artefatos, podemos sistematizar as diferentes formas de resolução para compará-las e concluir sobre o desenvolvimento do instrumento e a aprendizagem. As transformações dos instrumentos são percebidas por modificações nos aspectos relativos a função dos artefatos, de sua composição ou ainda das regras de utilização dos mesmos. 

O desenvolvimento instrumental ocorre quando há transformações materiais do artefato, ou quando o mesmo muda de função para o usuário, ou ainda quando há transformação do esquema de ação com o artefato. Esse processo reflete a adaptação dos sujeitos à interface. Em outras palavras, em conseqüência do processo de desenvolvimento instrumental, os sujeitos aprendem o conteúdo veiculado pelos artefatos. Na Tabela 2 descrevemos como diversas tentativas de resolução são sistematizadas.

Tabela 2 – Análise da Instrumentação

	
	Artefato
	Regra

	
	Função
	Propriedade
	Composição
	

	Situação 01
	
	
	
	

	Situação 02
	
	
	
	

	Situação 03
	
	
	
	


Na Tabela 3 abaixo descrevemos como diversas tentativas de resolução são sistematizadas.

Tabela 3 – Análise da Instrumentalização

	
	Artefato
	T.-en-A.
	Regra

	
	Função
	Propriedade
	Composição
	
	

	Situação 01
	
	
	
	
	

	Situação 02
	
	
	
	
	

	Situação 03
	
	
	
	
	


Para realizar essa análise da aprendizagem consecutiva às ações com artefatos observamos as transformações que ocorrem no conteúdo dos esquemas de ação instrumental, principalmente no que tange as regras de ação e os invariantes. Observamos se há troca ou supressão ou inclusão de algum elemento que represente conhecimento na composição do esquema. Além disso, buscamos identificar regularidades nas relações entre as representações dos conhecimentos e as propriedades dos artefatos. O modelo de instrumento aqui definido possibilita a identificação de relações compreensíveis entre os elementos de uma interface que são eventualmente utilizados pelos usuários e os conhecimentos que emergem na ação com os mesmos. Ainda sobre a avaliação da aprendizagem de conteúdos matemáticos e científicos que ocorre, é possível criar uma representação detalhada da conceitualização que emerge com freqüência em relação ao uso de uma interface educativa. Quando esse fato ocorre durante o processo de desenvolvimento de um software educativo temos condições de verificar se a interface promove a aprendizagem esperada dentro de um limite de tolerância, que entendemos como o limite da aplicação de uma interface educativa para o ensino de conceito específico. Essa é a aplicação do software de suporte à análise de dados, no qual serão implementados os algoritmos de aprendizagem de máquina (Alves e Gomes, 2001). No campo de pesquisa interdisciplinar sobre interfaces educativas. Esse software terá uma aplicação importante no campo de interface homem máquina e na interface entre as áreas de Psicologia da Educação Matemática, Ensino de Ciências, e interface homem-máquina.

3.2 Agentes de interface e Autônomo: servidor adecui

ADeCUI, anagrama criado a partir da expressão Análise do Desenvolvimento Conceptual no Uso de Instrumentos. O servidor ADeCUI surgiu de uma tese de doutorado [Gom1999]. O objetivo do autor é o desenvolvimento de modelo teórico para servir de quadro teórico a análise da qualidade de interfaces educativas no ensino de conceitos de matemática. O modelo teórico mostrou-se produtivo para responder diversas perguntas relativas à interface e ao processo de aprendizagem. No entanto, o grande número de informações, impedia que fossem extraídas informações conclusivas sobre aspectos complementares dessas duas dimensões. Iniciou-se então o desenvolvimento de uma metodologia e de uma ferramenta de suporte a análise dos dados oriundos de observações nesse campo.

A1 - Agente responsável por acompanhar a aprendizagem de cada aluno

O agente A1 é iniciado cada vez que um novo aluno entra no ambiente on-line, e o acompanha ao longo da interação. Este agente realiza as seguintes tarefas:

1. Coleta as ações realizadas pelo aluno

2. Quando o A1 percebe que seu aluno está com dificuldades em um determinado conteúdo (por exemplo, se o aluno está tentando resolver as tarefas do módulo há dois dias sem sucesso) ele solicita a mediação do professor. o agente A1 raciocina sobre o desempenho de seu aluno de acordo com os seguintes critérios: (1) Erra; (2) Acerta; e (3) Estratégias Utilizadas na Resolução do Problema.

2.1 O agente A1 também é encarregado de aprender as ações do tutor, e automatizá-las (com a devida permissão do tutor).

3. De acordo com critérios a serem determinados (por nós) o A1 pode sugerir outras situações com o mesmo (ou outro, se for o caso) micromundo.

4. Dentro desta linha de sugestão de ações a tomar, o A1 pode ainda:


4.1 Sugerir que o aluno resolva o problema (relativo ao conteúdo no qual ele tem dificuldade) com outro sistema de representação;


4.2 Solicita ao Agente Grupo (A3) a formação de grupos para interagirem em um determinado micromundo.

5. Constrói o gráfico dos planos de formação dos conceitos;

6. Informa ao agente de produção (A2) da qualidade das ações do aluno com relação a um determinado conteúdo;

A2  - Agente Responsável pelo Acompanhamento da Produção dos Alunos

Este agente analisa as fichas e julgamento (colocado em um formulário) do professor (ou de seu assistente) para sugerir qualidades e deficiências de cada aluno. O A2 também utiliza informações ao agente A1 para ajudar a determinar o desempenho dos alunos.

À medida que as capacidades dos alunos vão sendo determinadas, o agente A2, vai acumulando um modelo do aluno. Neste modelo, além de desempenho e qualidade de produção, estão também incluídos os seguintes parâmetros:


- Aluno x pode ajudar em tópico t1.


- Aluno x precisa de ajuda em tópico t2.

O A2 solicita ao A3 (agente responsável pela monitoração de grupos trabalhando em conjunto, descrito na próxima seção) que forme grupos de aprendizado no conteúdo visto por aluno x.

A7 - Analisador de dados do ADeCUI

Esse agente realizará a tarefa de analisar os dados introduzidos no sistema A.De.C.U.I. para orientar em seguida e continuamente o agente micromundo em uso pelo educando sobre suas competências e dificuldades e sobre a parte dos conceitos já explorados pelos educandos.
3.2.1.1 SERVIDOR ADEQUI.

Dentro do contexto do projeto AMADeUS essa é a parte mais delicada do processamento de acompanhamento da aprendizagem de conceitos matemáticos e científicos no sistema. O sistema ADeCUI auxilia ou viabiliza a análise que, manualmente, demandaria um controle extremo de registros por parte dos pesquisadores. No primeiro caso, na localização de esquemas individuais equivalentes, o sistema parte de um modelo definido pelo pesquisador e tenta identificar padrões de sequências de linhas de protocolos que mais se assemelham ao esquema individual matriz. Os critérios adotados pelo ADeCUI para definir o grau de similitude dos esquemas podem ser ajustados. O pesquisador pode querer privilegiar aspectos diferentes na busca de esquemas similares. Por exemplo, pode privilegiar a busca de esquemas de ação similares quanto à organização das ações. Assim, o ADeCUI tenta localizar seqüências de ações similares nas descrições dos esquemas. Ao longo da atividade, a localização de esquemas ocorre por reconhecimento de comportamentos invariantes aproximados. Da mesma forma, na busca por similaridade podemos privilegiar os aspectos relativos ao instrumento e à aprendizagem. No primeiro caso, a busca atribuirá um maior peso à quão mais similares sejam as variáveis: artefato, regras (de uso do instrumento), objeto da ação, função do artefato. No segundo caso, iremos atribuir maior peso a similaridade das variáveis: invariantes (teoremas-em-ato, conceitos-em-ato) e regras (do sistema simbólico). Em todos os casos, o sistema analisará o conjunto completo das variáveis, atribuindo maiores ou menores pesos mediante o tipo de similaridade procurada.

A base de dados do ADeCUI modela  as  interações entre os problemas a serem resolvidos, o usuário,  os artefatos e os conceitos matemáticos utilizados. Por nível de granularidade o banco de dados possui informações sobre os problemas, as tentativas de resolução de um problema e as etapas seguidas durante a resolução. As etapas correspondem a seqüências de ações. (Ações são registros ou linhas de protocolo verbais ou não verbais) [Gom1999].

O principal objetivo do servidor ADeCUI é oferecer respostas para as pesquisas na área de  interfaces educativas através do acompanhamento do aprendizado que acontece com a participação destas interfaces. Para tanto, ele recebe informações oriundas dos agentes de interface, e através dos seus algoritmos de aprendizagem extrai informações relevantes acerca da aprendizagem e da adaptação dos usuários as interfaces ao longo do tempo.

O servidor ADeCUI  está em fase de desenvolvimento apenas a teoria está sendo utilizada. O software adecui que contém a parte de cadastramento das entidades: usuário, problema e artefato já existe, mas não contém nenhum algoritmo de busca ou aprendizagem. A partir das teorias estudas no campo da educação matemática e da mineração de dados o próximo passo é Implementar o servidor, os algoritmos no software adecui e implementar os agentes e interface.Com relação a possíveis extensões para o servidor, isso não está previsto dado que extenter o  servidor é extender os processos teóricos e isso não é prioridade no momento.

Como dito anteriormente o servidor ADeCUI é a parte responsável pela análise de dados no AMADEUS, dentre suas prioridades está a geração de regras produtivas que relacionem funções dos artefatos, regras e invariantes e a localização de esquemas similares. Estes módulos pretendem responder a perguntas sobre que aprendizagem ocorre durante o uso de um determinado componente de interface, pretende identificar situações que dão sentido a conceitos específicos,  permitindo a construção de representações de campos conceituais específicos [Gom1999; Gom2000; Gom2001; Ver1997; Ver1990];

O servidor ADeCUI  está em desenvolvimento,  porém durante este projeto foi utilizada uma base de dados que corresponde ao modelo que será implementado no servidor. Essa base de dados foi conseguida através de um teste de usabilidade e da observação dos usuários. Os dados foram coletados e deram origem aos quatrocentos registros presentes na base bruta.  Nos capítulos sobre as estratégias de tratamento da base bruta falaremos sobre os problemas oriundos da existência de muitos valores ausentes. Esses valores foram conseqüência de um processo que visava não ser exaustivo, definindo regras e invariantes que eram obvias, daí a existência de tantas lacunas. No contexto de uma análise feita por especialista e lida por pares, essas lacunas são sem importância. Isso tornaria mais denso e fastidioso o estilo da apresentação. Procurou-se evitar apresentar informações obvias. No contexto de um processamento computacional isso não ocorre. Uma das coisas percebidas neste trabalho, foi que mesmo tratando-se de uma ação obvia, precisamos registrá-la de alguma maneira. 

4 Servidor ADeCUI Banco de dados alvo.
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Nesse capítulo será apresentada a descrição do banco de dados contendo o conjunto de entidades e seus atributos onde serão aplicados os algoritmos de aprendizagem de máquina. A partir da base bruta e das reuniões com o especialista foi montado o modelo conceitual  de banco de dados entidade-relacionamento do servidor ADeCUI.

O modelo de dados entidade-relacionamento (E-R) baseia-se numa percepção do mundo real que consiste em uma coleção de objetos básicos chamados de entidades, e de relacionamentos entre esses objetos. Uma entidade é um objeto que existe e é distinguível de outros objetos. A distinção é conseguida associando-se a cada entidade um conjunto de atributos que descrevem os objetos. Por exemplo, os atributos descrição e código descrevem um problema em particular. Um relacionamento é uma associação entre diversas entidades. Por exemplo, o relacionamento Problema/Binômio associa um binômio a um problema que ele tenha resolvido. O conjunto de todas as entidades e relacionamentos do mesmo tipo são chamados conjunto de entidades e conjunto de relacionamentos, respectivamente.

Adicionalmente, o modelo E-R representa certas restrições as quais o conteúdo do banco deve–se adequar. Uma restrição importante é o mapeamento de cardinalidades que expressa o número de entidade as quais outra entidade pode ser associada via um conjunto de relacionamento.[17]

A estrutura lógica global de um banco de dados pode ser expressa graficamente por um diagrama E-R que consiste nos seguintes componentes:

· Retângulos, que representam  conjuntos de entidades.

· Elipses, que representam atributos.

· Losângos, que representam relacionamentos entre conjuntos de entidades.

· Linhas, que ligam atributos a conjuntos de entidades a relacionamentos. 

Segue abaixo uma tabela que é uma representação não formal das entidades e  seus atributos presentes no banco de dados do ADeCUI. O relacionamentos entre estas entidades estão melhor descritas no apêndice A .

	Entidade 
	Descrição
	Atributos

	Problema
	Breve descrição da ação que é esperada em termos de objetivos (Tarefa), por exemplo, traçar retas paralelas com um software para o ensino de geometria. Isso nos permite comparar posteriormente a ação observada com a ação efetivamente realizada.
	Descrição Código

	Artefato
	O artefato utilizado na resolução de uma etapa do problema.
	Descrição Código

	Etapa
	A resolução de um problema é dividida em etapas e é essa etapa que será avaliada como correta ou incorreta, em outras palavras se o aluno concluiu com sucesso aquela etapa do problema
	Descrição Código e Prod (Avaliação da etapa)

	Regra
	Cada artefato possui um conjunto de regras de utilização, que falam sobre as diversas formas que o artefato pode ser utilizado.
	Tipo e Código

	Teorema
	É o teorema matemático aplicado na resolução da etapa
	Descrição Código

	Binômio
	Os teste foram realizados com pares de usuários chamados binômios. Durante a resolução das diversas etapas de um problema o binômio coopera entre se na conclusão da etapa. Atributos: Código e Descrição.
	Descrição Código

	Usuário
	Sujeito que juntamente com outro tenta resolver o problema descrito.
	Nome,  Idade, Série, SI e Código

	Conceito
	Para cada teorema aplicado está relacionado um conceito matemático.
	Descrição Código

	Tentativa
	Essa entidade representa o numero de vezes que se tentou resolver um problema.
	Número da tentativa 

Código
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A partir do modelo relacional e do conceito de unidade de ação [Gom1999]  foi possível inferir o que seria a nossa unidade de analise  a partir do qual será construído o arquivo alvo do nosso trabalho.  A unidade que será analisada é a etapa que corresponde à unidade de ação descrita no capítulo três.  A arquivo  contendo o conjunto de unidades de ação não corresponde exatamente ao modelo entidade relacionamento do apêndice A . Ele é formado por elementos resultantes de um conjunto de consultas no banco de dados que servem para materializar o conjunto de etapas a serem estudadas. Abaixo enumeramos as consultas que originaram o arquivo alvo e mostraremos a tabela contendo a lista de todos os elementos extraídos.

1.  A primeira consulta é feita sobre o relacionamento binômio / problema, dado o binômio, quais problemas ele resolveu. O resultado desta consulta é o  conjunto de tuplas (codigoBinômio, codigoProblema)

2. Na segunda consulta obtemos o sistema de instrumento (SI) que o binômio utilizou pra resolver o problema.

3. A terceira consulta é realizada em cima do relacionamento problema / Tentativa. A tentativa representa o número de vezes que um binômio tentou resolver um problema. Nesta consulta extraímos o código da tentativa . De posse do código de uma tentativa extraímos as etapas de uma tentativa e a partir daí obtemos todos os dados descritos na tabela abaixo.

	Atributo 
	Descrição

	SI
	Sistema de Instrumento utilizado pelo binômio na resolução de uma etapa de um problema.



	Binômio
	Um par de alunos que estão resolvendo uma etapa de um problema.



	Tentativa
	O número da tentativa na qual a etapa está inserida.

	Prod
	O resultado de uma etapa: Boa ou ruim.



	Etapa
	Uma etapa de resolução de um problema.



	Artefato
	O artefato utilizado para a resolução da etapa.

	Função
	A função do artefato durante na etapa

	Objeto
	O objeto sobre o qual a etapa está sendo resolvida

	Teorema
	Teorema matemático que o binômio utilizou na resolução da etapa.

	Regra
	A regra do artefato utilizada durante a resolução da etapa.



5 Pré-processamento dos dados


Este capítulo é dedicado a avaliar as estratégias de limpeza e pré-processamento utilizados na base de dados do ADeCUI. A base bruta do ADeCUI estava em  um arquivo excel que foi salvo como CSV
, arquivo textual que separa as células da tabela com vírgula, a partir deste arquivo CSV foi introduzido cabeçalho adequado para transformá-la num arquivo do formato ARFF
. Inicialmente  vamos avaliar o estado em que se encontrava a base de dados no momento em que se iniciou o processo de tratamento.

(a) Os campos que não tinham valor deveriam ser completados por interrogação (?);

(b) A ferramenta utilizada no nosso trabalho não suporta espaços em branco na descrição dos valores categóricos nos campos;

(c) Alguns caracteres também não são suportados na descrição dos valores, ex. apóstrofo;

(d) Havia campos (Teorema e Regra) com problema de multivaloração.

5.1 Estratégias de pré - processamento

Os itens (a), (b) e (c)  foram resolvidos manualmente sempre que identificados, já o último item (d) requeria um tratamento mais elaborado, por duas razões, a primeira é que a ferramenta não minera atributos multivalorados e a segunda é que a solução deste problema deveria minimizar o impacto no resultado final da mineração, ou seja, evitar perder informação. Foram consideradas várias estratégias para atacar o problema conforme segue:

	Estratégia 
	Análise

	Simplesmente excluir os atributos que apresentam multivaloração
	Não implementada, pois os atributos tinham grande valor na análise e não poderiam ser desconsiderados

	Excluir as entradas que apresentem multivaloração
	Também não foi utilizado, pois aproximadamente 30% das instancias tinham multivaloração, a taxa que foi considerada alta, ainda mais devido ao nosso limitado conjunto de entradas;



	Transformar os valores possíveis categóricos dos atributos em atributos binários
	Como a quantidades de valores categóricos possíveis é bastante grande (em torno de sessenta para cada atributo), o arquivo passaria a ter aproximadamente 130 atributos, o que não só dificultaria a confecção do arquivo como também inviabilizaria o uso da ferramenta Weka, logo esta opção foi descartada.

	Codificar cada entrada multivalorada em um novo valor categórico para o atributo
	Esta abordagem pode causar perda de informação pontual, pois pode mascarar algumas relações devido a nova codificação. Além disso, novos valores categóricos diminuem a importância de alguns dados minerados devido a pouca ocorrência destes.

	Manter as entradas, mas escolhendo aleatoriamente apenas um valor nos campos com multivaloração
	Essa abordagem, apesar de perder parte da informação, torna-se mais amigável, pois não diminui nossa quantidade de casos, bem como, se feita a escolha do campo que permanecerá de forma aleatória, não introduzirá viés. Logo foi realizado como nossa primeira abordagem

	Cruzar os campos com multivaloração (como um produto cartesiano) gerando novos casos na base
	Neste caso apresenta a vantagem de não perder informação, entretanto introduz o problema de aumento de quantidades de casos de forma artificial (não real), o que altera algumas métricas utilizadas na avaliação do conhecimento minerado, ex. suporte. Apesar do surgimento de um novo problema com uso desta técnica esta abordagem foi utilizada.





Uma grande dificuldade do projeto foi a grande variedade de valores possíveis para os atributos categóricos, acompanhados com a questão de se ter um conjunto limitado de casos para minerar. Esta dificuldade afeta algumas métricas de avaliação da importância do conhecimento minerado, como também pode mascarar informações interessantes na base.

5.2 Descrição dos passos realizados durante o pre- processamento

Para tratar ou pelo menos minimizar esta situação, foi estudado juntamente com o especialista da base, a possibilidade de agrupar os valores possíveis de um determinado atributo em outra categoria. A seguir mostramos uma tabela que representa o estado inicial da base bruta do  ADeCUI.
	Atributo 
	Domínio
	Tipo

	SI
	1, 2
	Categórico não ordenado

	Binômio
	1, 2, 3, 4, 5
	Categórico não ordenado

	Tentativa
	1, 2, 3, 4, 5, 6
	Categórico não ordenado

	Prod
	Bon, Falso 
	Categórico

	Etapa
	A1, A10, A11, A12, A13, A14, A15, A16, A17, A2, A3, A4, A5, A6, A7, A8, A9, B1, B10, B11, B12, B13, B14, B15, B16, B2, B3, B4, B5, B6, B7, B8, B9, C1, C10, C11, C12, C13, C14, C15, C16, C2, C3, C4, C5, C6, C7, C8, C9, D1, D10, D11, D12, D13, D14, D15, D16, D17, D2, D3, D4, D5, D6, D7, D8, D9, E1, E10, E11, E12, E13, E2, E3, E4, E5, E6, E7, E8, E9, S01, S03, S04, S05, S06, S07, S08, S09, S1, S10, S11, S12, S13, S14, S15, S16, S17, S18, S19, S2, S20, S21, S22, S23, S24, S25, S26, S27, S3, S30, S4, S5, S6, S7, S9
	Categórico

	Artefato
	Compas_Règle, Compas_Règle_G, (d’)_C1_Crayon_Compas, CD2P, CDB, Compas, Compas_Crayon_(d’), Crayon, Crayon_C1_et_d, Crayon_C2_C1, Crayon_d___C1, DD2P, DP, Équerre,Équerre_Règle_G, I2O, I2O_Cercle_C1_Cercle_C2, M, ME, MILIEU, MUA, MUA_ME, PDB, PSO, Règle_G, reporteur, SD2P, SD2P_ME, Trait_en_crayon
	Categórico

	Objeto
	(d´), (d’)_Point_B, [CB], [AB], [AB]_m[AB], [AC], [AC]_[BC], [AC]_et_[BC], [AC]_m[AC], [AJ], [AO, [AO], [BC], [BC]_m[BC], [CA], CB], [O1O2], [OA), [OB], A, Arc_de_cercle_et_Point_C, Arc_de_cercle, B, Bissect_de_xÂB, C, C2, Cercle, Cercle_1/2_rayon, Cercle_C1, Cercle_C2, Cercle_petit_au_centre, d, Direction, Direction_de_[BC], Distance, Distances, Distances_à_O1_et_O2, Droite, Droite_?, Droite_?_à_[AB]_par_son_milieu,Droite_?_à_[AC]_par_son_milieu, Droite_perpendiculaire, Hauteur,Intersection, Localiser_un_point_en_dehors_de_[O1O2], M[AB], m[?CÂB], m[AB], m[AB]_m[BC], m[Ad], m[AO], m[O1O2], m_[?AOP], m_[AB], Marque_à_l´angle_AOP, Marque_et_mesure, Marque_sur_[Ax,Médiatrice, Mesure,Mesure_de_[AB], Mesure_de_[O1O2], Mesure_de_l’angle, Mesures, Mesures___Points, Milieu,Milieu_=_O, Milieu_de_[AB], Milieu_de_[AC], Milieu_de_[CB], Milieu_O, Moitié, O, Ouvert_du_compas, Ouverture, Ouverture_du_compas, Petit_cercle_vert, Point, Point_A, Point_B, Point_C, Point_d, Point_d’intersection, Point_d´inter, Point_équidistants, Point_int, Point_inters, Point_intersec, Point_O, Point_sur_(d), Point_inters, Point_intersec, Point_O, Point_sur_(d), Point_sur_cercle, Point_sur_d,Point_sur_le_cercle, Points, Points_équidistants, Points_équidistants_à_O1_et_O2, Position_de_C, Position_de_C_sur_[Ax,Position_de_l´équerre, Position_du_reporteur, Segment, Segment_[AB], Segment_et_mesure, Trait, Trait_sur_[Ax,Trait_sur_[Ax_en_C,Valeur_de_m[?CÂB]_?_2
	Categórico

	Função
	Reporter, Enregistrer_une_distance_équivalente, Comparer_deux_longueurs, Marquer, Marque_et_mesurer_l’angle_droit, Marque_l’intersec_cercle_droite, Marque_l’intersec_cercle_droite, Marquer_intersection_Mesurer_l’angle, Marquer_l’angle_AOP, Marquer_le_milieu, Marquer_Mesurer_angle, Marquer_point_d’intersection, Mesurer, Mesurer_angle, Placer, Placer_un_point_sur_un_objet, Point_d’intersection,Reporter_[AB], Sommet_C_mobile_du_triangle_isocèle, Tracer, Tracer_[AB], Tracer_cercle, Tracer_côtés_orthogonaux_d’un_triangle_rectangle, Tracer_côtés_orthogonaux_d’un_triangle_rectangle, Tracer_et_mesurer, Tracer_et_mesurer_[AC], Tracer_la_médiatrice, Tracer_la_perpendiculaire, Tracer_le_cercle_inscrit, Tracer_segment, Tracer_Trouver_B, Tracer_une_droite, Trouver_bissectrice, Trouver_C, Trouver_configuration, Trouver_des_points_équidistants, Trouver_direction_d’une_symétrie_centrale, Trouver_direction_de_[BC], Trouver_intersection, Trouver_la_bonne_position_de_[AC], Trouver_la_bonne_position_de_[BC], Trouver_le_milieu, Trouver_le_milieu_du_rayon,Trouver_le_point_B, Trouver_le_point_C, Trouver_milieu, Trouver_point_d’intersection, Trouver_le_point_C, Trouver_milieu, Trouver_orthocentre, Trouver_point_d’intersection, Trouver_point_d´inter, Trouver_points_Equidistants, Trouver_points_équidistants, Trouver_symétrie_axiale, Trouver_symétrie_centrale
	Categórico

	Teorema
	AD-01, BT-01, CR-01, CR-02, CR-03, CR-04, CR-05, ED-01, ED-02, HA-01, M-01, MT-01, MT-02, MT-03, MT-04, MT-07, MT-08, QU-02, QU-03, SA-01, SA-02, SA-11, SA-12, AS-14, SA-15, SC-01, SC-02, SC-07, TG-02, TG-04, TG-05, TG-06, TG-07, TG-08, TG-09, TG-10, TG-11, TG-12, TI-01, TI-03, TI-06, TI-08,TI-10, VI-01, TI-07, MS-02, TG-03, SA-03, TI-09, TI-04, MI-01, SA-13, SA-06, MS-01,TG-01
	Categórico

	Regra
	CM-09_(A), CD2P-01_(A, CD2P-04_(A, CDB-01_(A), CM-01, CM-01_(A), CM-01_(C), CM-01_CM-0, CM-02_(A), CM-02_(PI), CM-05_(PI), CM-07_(PI), CM-09_(PI), CM-10_(PI), DD2P-01_(A, DP-01(A)_D, DP-01_(A), DP-02_(A), DP-03_(A), EQ-02, EQ-02_(A), FI-01_(PI), I2O-01_(A), M-01_(A), M-02_(A), M-03_(A), ME-01_(A), MPC-01_(A), MUA-01_(A), PDB-01_(A), PDB-02_(A), PSO-01_(A), PSO-03_(A), PSO-07_(A), RG-01_(A), RG-02_(PI), RG-03_(A), RG-04_(A), RG-04_(PI), RG-05_(A), RG-06_(A), RG-06_(PI), RP-01_(PI),RP-02_(C)_,SD2P-01_(A,SD2P-02_(A, CM-02_(C), CM-05_(C), CM-04_(C), CM-04_(PI), RP-03_(A)_,CM-10_(A), CM-06_(C), CM-03_(A), RG-07_(A), CM-02_A, CM-03_A, CM-08_(A), CM-11_(A), MPC-02_(A), MPC-03_(A), MPC-04_(A), PSO-01(A), PSO-02_(A), PSO-01_(A)
	Categórico



Em seguida faremos a descrição dos agrupamentos adotados durante o pre-processamento. Todos esses agrupamentos foram indicações do especialista.

Artefato: No conjunto de categorias do artefato algumas deixaram de existir. Segundo o especialista eram categoria irrelevantes e que não possuíam nenhum significado diante da análise da aprendizagem.
	Categoria
	Nova Categoria

	(d’)_C1_Crayon_Compas
	Compas_Crayon

	CD2P,
	

	CDB,
	

	Compas,
	Compas

	Compas_Crayon_(d’),
	Compas_Crayon

	Compas_Règle,
	Compas_Règle

	Compas_Règle_G,
	Compas_Règle

	Crayon,
	Crayon

	Crayon_C1_et_d,
	Compas_Crayon

	Crayon_C2_C1,
	Compas_Crayon

	Crayon_d___C1, 
	Crayon

	DD2P,
	

	DP,
	

	Équerre,
	Équerre

	Équerre_Règle_G,
	Équerre

	I2O,
	

	I2O_Cercle_C1_Cercle_C2,
	I2O

	M,
	

	ME, 
	

	MILIEU,
	

	MUA,
	MUA

	MUA_ME,
	MUA

	PDB, 
	

	PSO, 
	

	Règle_G,
	

	Reporteur,
	

	SD2P,
	SD2P

	SD2P_ME,
	SD2P

	Trait_en_crayon
	Crayon


Função
Neste atributo além de categorias irrelevantes havia também uma redundância de informação. Havia descrição da  função e do  objeto sobre o qual a função estava sendo aplicada. 
	Categoria
	Nova Categoria

	Comparer_deux_longueurs,
	Mesurer,

	Enregistrer_une_distance_équivalente,
	Mesurer,

	Marque_et_mesurer_l’angle_droit,
	Tracer,

	Marque_l’intersec_cercle_droite,
	Tracer,

	Marque_l’intersec_cercle_droite,
	Tracer,

	Marquer,
	Tracer,

	Marquer_intersection_Mesurer_l’angle,
	Tracer,

	Marquer_l’angle_AOP,
	Tracer,

	Marquer_le_milieu,
	Tracer,

	Marquer_Mesurer_angle, 
	Tracer,

	Marquer_point_d’intersection,
	Tracer,

	Mesurer,
	

	Mesurer_angle, 
	

	Placer,
	Tracer,

	Placer_un_point_sur_un_objet,
	Tracer,

	Point_d’intersection,
	Tracer,

	Reporter,
	Reporter,

	Reporter_[AB],
	Reporter,

	Sommet_C_mobile_du_triangle_isocèle,
	

	Tracer, 
	Tracer,

	Tracer_[AB], 
	Tracer,

	Tracer_cercle, Tracer_côtés_orthogonaux_d’un_triangle_rectangle,
	Tracer,

	Tracer_côtés_orthogonaux_d’un_triangle_rectangle,
	Tracer,

	Tracer_et_mesurer, 
	Tracer,

	Tracer_et_mesurer_[AC], 
	Tracer,

	Tracer_la_médiatrice,
	Tracer,

	Tracer_la_perpendiculaire, 
	Tracer,

	Tracer_le_cercle_inscrit,
	Tracer,

	Tracer_segment, 
	Tracer,

	Tracer_Trouver_B, 
	Tracer

	Tracer_une_droite,
	Tracer

	Trouver_bissectrice, 
	Tracer

	Trouver_C, 
	Trouver

	Trouver_configuration, 
	Trouver

	Trouver_des_points_équidistants, Trouver_direction_d’une_symétrie_centrale, 
	Trouver

	Trouver_direction_de_[BC],
	Trouver

	Trouver_intersection,
	Trouver

	Trouver_la_bonne_position_de_[AC],
	Trouver

	Trouver_la_bonne_position_de_[BC], 
	Trouver

	Trouver_le_milieu,
	Trouver

	Trouver_le_milieu_du_rayon,
	Trouver

	Trouver_le_point_B, 
	Trouver

	Trouver_le_point_C,
	Trouver

	Trouver_le_point_C,
	Trouver

	Trouver_milieu,
	Trouver

	Trouver_milieu,
	Trouver

	Trouver_orthocentre,
	Trouver

	Trouver_point_d´inter,
	Trouver

	Trouver_point_d’intersection,
	Trouver

	Trouver_point_d’intersection,
	Trouver

	Trouver_points_Equidistants,
	Trouver

	Trouver_points_équidistants,
	Trouver

	Trouver_symétrie_axiale,
	Trouver

	Trouver_symétrie_centrale
	Trouver

	
	




Objeto

Aqui é mais difícil simplificar dado que se perderia a informações relativas ao domínio onde estão sendo aplicadas das funções. Foram apenas eliminadas denominações parecidas de um mesmo objeto.

	Categoria
	Nova Categoria

	(d´)
	

	(d’)_Point_B
	

	[CB]
	

	[AB]
	

	[AB]_m[AB]
	

	[AC]
	

	[AC]_[BC]
	

	[AC]_et_[BC]
	[AC]_[BC]

	[AC]_m[AC]
	

	[AJ]
	

	[AO
	[AO

	[AO]
	

	[BC]
	

	[BC]_m[BC]
	

	[CA]
	

	CB]
	CB]

	[O1O2]
	

	[OA)
	

	[OB]
	

	A
	

	Arc_de_cercle_et_Point_C
	

	Arc_de_cercle
	

	B
	

	Bissect_de_xÂB
	

	C
	

	C2
	

	Cercle
	

	Cercle_1/2_rayon
	

	Cercle_C1
	

	Cercle_C2
	C2

	Cercle_petit_au_centre
	

	D
	

	Direction
	

	Direction_de_[BC]
	

	Distance
	Distance

	Distances
	Distance

	Distances_à_O1_et_O2
	Distance

	Droite
	

	Droite_?
	Droite

	Droite_?_à_[AB]_par_son_milieu
	Droite_perpendiculaire

	Droite_?_à_[AC]_par_son_milieu
	Droite_perpendiculaire

	Droite_perpendiculaire
	

	Hauteur
	

	Intersection
	

	Localiser_un_point_en_dehors_de_[O1O2]
	

	M[AB]
	Mesure

	m[?CÂB]
	Mesure

	m[AB]
	Mesure

	m[AB]_m[BC]
	Mesure

	m[Ad]
	Mesure

	m[AO]
	Mesure

	m[O1O2]
	Mesure

	m_[?AOP]
	Mesure

	m_[AB]
	Mesure

	Marque_à_l´angle_AOP
	Marque

	Marque_et_mesure
	Marque

	Marque_sur_[Ax
	Marque

	Médiatrice
	

	Mesure
	Mesure

	Mesure_de_[AB]
	Mesure

	Mesure_de_[O1O2]
	Mesure

	Mesure_de_l’angle
	

	Mesures
	Mesure

	Mesures___Points
	Mesure

	Milieu
	Milieu

	Milieu_=_O
	Milieu

	Milieu_de_[AB]
	Milieu

	Milieu_de_[AC]
	Milieu

	Milieu_de_[CB]
	Milieu

	Milieu_O
	Milieu

	Moitié
	Milieu

	O
	Point_O

	Ouvert_du_compas
	Ouverture_du_compas

	Ouverture
	Ouverture_du_compas

	Ouverture_du_compas
	Ouverture_du_compas

	Petit_cercle_vert
	

	Point
	

	Point_A
	

	Point_B
	

	Point_C
	

	Point_d
	

	Point_d’intersection
	

	Point_d´inter
	Point_d’intersection

	Point_équidistants
	

	Point_int
	Point_d’intersection

	Point_inters
	Point_d’intersection

	Point_intersec
	Point_d’intersection

	Point_O
	

	Point_sur_(d)
	

	Point_inters
	Point_d’intersection

	Point_intersec
	Point_d’intersection

	Point_O
	Point_O

	Point_sur_(d)
	Point_sur_d

	Point_sur_cercle
	Point_sur_cercle

	Point_sur_d
	Point_sur_d

	Point_sur_le_cercle
	Point_sur_cercle

	Points
	Point

	Points_équidistants
	Points_équidistants

	Points_équidistants_à_O1_et_O2
	Points_équidistants

	Position_de_C
	

	Position_de_C_sur_[Ax
	Position_de_C

	Position_de_l´équerre
	

	Position_du_reporteur
	

	Segment
	

	Segment_[AB]
	Segment

	Segment_et_mesure
	

	Trait
	

	Trait_sur_[Ax
	

	Trait_sur_[Ax_en_C
	Trait_sur_[Ax

	Valeur_de_m[?CÂB]_?_2}
	Mesure_de_l’angle



Após a obtenção de uma base dados mais simples com domínios menores percebemos que ainda havia problemas relacionados a quantidade de objetos que foram pouco utilizados no conjunto de dados. Agrupamos esses atributos e criamos uma nova categoria  chamada OUTROS.

	 Categoria
	Quantidade

	Point_sur_cercle 
	6

	Point
	3

	Points_équidistants
	21

	Segment
	5

	Trait_sur_[Ax  
	9

	Marque

	2

	Mesure_de_l’angle
	7

	Droite_perpendiculaire
	7

	C2
	1

	[AO
	8

	[AC]_[BC]  
	6



Teorema

Aqui também houve um agrupamento. Assim como os outros esse agrupamento foi feito por sugestão do analista.

	Categorias
	Nova Categoria(Agrupamento)

	AD-01
	AD

	BT-01
	BT

	CR-01,CR-02,CR-03,CR-04,CR-05
	CR

	ED-01,ED-02
	ED

	HA-01
	HÁ

	M-01

	M

	MT-01,MT-02,MT-03,MT-04,MT-07,MT-08
	MT

	QU-02,QU-03
	QU

	SA-01,SA-02,SA-11,SA-12,SA-14,SA-15 SA-03,SA-13,SA-06
	AS

	SC-01,SC-02,SC-07
	SC

	TG-02,TG-04,TG-05,TG-06,TG-07,TG-08,TG-09,TG-10,TG-11,TG-12,      TG-03,TG-01
	TG

	TI-01,TI-03,TI-06,TI-08,TI-10    TI-7,TI-09,TI-04
	TI

	MS-01, MS-02
	MS

	MI-01
	MI

	VI-01
	VI



Mesmo após este agrupamento ainda restaram valores pouco presentes na base, foi o caso dos teoremas HA, SC, MS, AD e M-01 em virtude de sua pouca aparição no conjunto de dados foram agrupados numa outra categoria chamada OUTROS.

Regra

Aqui não foi possível mudar, porém cada regra está relacionada a um artefato e um artefato pode ter um conjunto de regras de utilização. Quando foram retirados alguns artefatos em virtude de sua pouca importância do ponto de vista da análise de dados também as regras associadas a ele foram suprimidas e com isso houve uma diminuição no domínio das regras. Ainda assim o domínio das regras permanecia muito grande então em reunião com o analista ele sugeriu que apenas as duas regras mais utilizadas por artefato fossem consideradas. Isso fez com que a partir deste conjunto de regras abaixo listado obtivéssemos o conjunto que hoje utilizamos na nossa pesquisa.

	Conjunto inicial de regras

	CM-09_(A),CD2P-01_(A,CD2P-04_(A,CDB-01_(A),CM-01,CM-01_(A),         CM-01_(C),CM-01_CM-0,CM-02_(A),CM-02_(PI),CM-05_(PI),CM-07_(PI),CM-09_(PI),CM-10_(PI),DD2P-01_(A,DP-01(A)_D,DP-01_(A),DP-02_(A),DP-03_(A),EQ-02,EQ-02_(A),FI-01_(PI),I2O-01_(A),M-01_(A),M-02_(A),M-03_(A),ME-01_(A),MPC-01_(A),MUA-01_(A),PDB-01_(A),PDB-02_(A),PSO-01_(A),PSO-03_(A),PSO-07_(A),RG-01_(A),RG-02_(PI),RG-03_(A),RG-04_(A),RG-04_(PI),RG-05_(A),RG-06_(A),G-06_(PI),RP-01_(PI),RP-02_(C)_,SD2P-01_(A,SD2P-02_(A,CM-02_(C),CM-05_(C),CM-04_(C),CM-04_(PI),RP-03_(A)_,CM-10_(A),CM-06_(C),CM-03_(A),RG-07_(A),CM-02_A,CM-03_A,CM-08_(A),CM-11_(A),MPC-02_(A),MPC-03_(A),MPC-04_(A),PSO-01(A),PSO-02_(A),PSO-01_(A)



	Conjunto atual de regras

	CM-01_(A),CM-02_(A),EQ-02,EQ-02_(A),FI-01_(PI),SD2P-02_(A,RG-07_(A),COR



Como se pode notar na tabela de regras final existe a categoria COR. Essa categoria corresponde ao último passo de otimização que foi feito no conjunto de regras ele é um agrupamento de todas as regras associadas ao artefato compasso e que tinha pouca utilização. Segue abaixo a relação de regras que deram origem à categoria COR e sua quantidade no conjunto de dados.

	Categorias 
	Quantidade

	CM-10_(PI) 
	2

	CM-01_(C) 
	2

	CM-01 
	1

	CM-01_CM-0 
	1

	CM-05_(PI) 
	2

	CM-07_(PI) 

	1

	CM-05_(C) 
	4

	CM-02_A  
	2

	CM-04_(C)
	4

	CM-03_A 
	1

	CM-10_(A) 
	2

	CM-08_(A)
	1

	CM-06_(C) 
	1

	CM-09_(A) 
	3

	CM-02_(C) 
	12

	CM-03_(A) 
	9

	CM-04_(PI)
	4

	CM-11_(A) 
	6


Com esta modificação foi gerada uma nova base onde todos os domínios possuíam uma quantidade pequena de categorias disjuntas. Segue abaixo a descrição da nova base obtida através dos processos descritos acima. Note que o atributo etapa não está presente ele é apenas um conjunto de nomes para as etapas realizadas, não tem relevância  do ponto de vista da analise de dados.

	Atributo
	Domínio

	SI
	1,2

	Binômio
	1,2,3,4,5

	Tentativa
	1,2,3,4,5

	Prod
	Bon,FALSO

	Artefato
	Compas_Règle, Compas_Crayon, Compas, Crayon, Équerre, I2O, MUA, SD2P

	Função
	Reporter, Tracer, Trouver

	Objeto
	Distance, Droite, Mesure, Milieu, Ouverture_du_compas, Point_d’intersection, OUTROS

	Teorema
	CR, ED, OUTROS, MT, SA, SC, TG, TI, VI, MS

	Regra
	CM-01_(A), CM-02_(A), EQ-02, EQ-02_(A), FI-01_(PI), SD2P-02_(A, RG-07_(A), COR

	Problema
	1a, 1b, 1c, 2, 3, 4, 5, 6



Durante a fase de pré-processamento foram gerados alguns arquivos. Em seguida listamos o conjunto de arquivos .arff gerados durante o processo de limpeza e otimização da base bruta.

	Nome Arquivo 
	size(k)
	Número Registros
	Descrição

	Adecui_base_bruta.arff 
	31
	442
	Uma cópia exata da             base  bruta  que estava inicialmente em excel

	Adecui_todos_atributos.arfa
	48
	711
	Um primeiro refinamento da base bruta contendo todas as combinações para os atributos multivalorados

	Adcui_todos_primeira_otimizacao.arff
	27
	711
	Alteração do arquivo anterior, inserção de parte dos agrupamentos descritos acima.

	Adcui_todos_segunda_otimizacao.arff
	27
	711
	Inserção do restante dos agrupamentos descritos acima.

	adcui_todos_segunda_otimizacao_duplica_falso.arff
	33
	861
	Tendo em vista a porcentagem de erro está sendo muito alta na classe FALSO, nós resolvemos duplicar o número de instancias. Existe uma diferença quantitativa muito grande entre os casos   FALSO e os casos BOM.

	adcui_prod_art_fun_obj_regra.arff

	18
	706
	Arquivo final gerado apenas com os atributos relevantes neste contexto.

	adcui_seg_prod_art_fun_obje_teo_regra_filtrado_null
	28
	861
	Arquivo gerado para possibilitar a utilização do algoritmo de   cobertura PRISM, já              que a implementação do         WEKA não trabalha com       valores ausentes. Nesse arquivo foi utilizado um filtro do weka denominado weka.filter.replaceMissingValues.

	adcui_seg_prod_art_fun_obje_teo_regra_ARTEFATO.arff
	20
	715
	Arquivo gerado para avaliar a adaptação dos usuários ao artefato.




6 Seleção de atributos

Muitos fatores afetam o sucesso dos algoritmos de mineração de dados dentre eles está  a qualidade dos dados. Se a informação é irrelevante ou redundante,  ou se os dados possuem ruídos  então a extração do  conhecimento  durante o treinamento é mais difícil. A seleção de um subconjunto de atributos é um processo de identificação e remoção desde que possível de atributos irrelevantes e ou redundantes. 

O processo de seleção de atributos dar prioridade aos dados que vão beneficiar o aprendizado, reduzindo a dimensionalidade  dos dados diminuindo o tamanho do espaço de hipóteses e permitindo ao algoritmo operar com mais eficiência. Em alguns casos o processo de seleção de atributos  pode melhorar a exatidão do esquema de classificação, em outros o resultado pode ser mais compacto, e a  representação do conceito aprendido pode ser facilmente interpretada. A seleção de atributos envolve a combinação de busca com avaliação da utilidade dos atributos[3].

6.1 Técnicas de seleção de atributos. 

As técnicas de seleção de atributos podem ser caracterizadas de acordo com o critério utilizado. Os mais populares são “filters” e “wraper” que descrevem a natureza das métricas utilizadas para avaliar o valor de um atributo. A avaliação através de Wraper  utiliza a precisão das estimativas oferecidas pelo algoritmo utilizado, já a que utiliza Filters usa as características gerais dos dados e operam independentemente de qualquer algoritmo[3]. Aqui apresentaremos o processo manual de seleção de atributos, e daremos uma breve descrição dos métodos mais utilizados.

O processo de seleção de atributos manual leva em consideração o domínio estudado e os resultados que se deseja obter. No nosso  contexto deseja – se estimar a aprendizagem mediada por instrumento e os conceitos matemáticos utilizados durante o processo de aprendizagem. Neste passo foi utilizado o filtro do weka o weka.filter.AtributeFilter explicado no capítulo oito. Em seguida listamos abaixo os atributos relevantes para tal.

	Atributo
	Domínio

	Prod
	Bon,FALSO

	Artefato
	Compas_Règle, Compas_Crayon, Compas, Crayon, Équerre, I2O, MUA, SD2P

	Função
	Reporter, Tracer, Trouver

	Objeto
	Distance, Droite, Mesure, Milieu, Ouverture_du_compas, Point_d’intersection, OUTROS

	Teorema
	CR, ED, OUTROS, MT, SA, SC, TG, TI, VI, MS

	Regra
	CM-01_(A), CM-02_(A), EQ-02, EQ-02_(A), FI-01_(PI), SD2P-02_(A), RG-07_(A), COR



Além do acompanhamento do aprendizado mediado por instrumento, também temos o interesse em acompanhar a adaptação do usuário aos artefatos. Essa adaptação  acontece através da evolução do usuário no uso do artefato. Essa evolução  é percebida pelas regras de utilização do artefato que o usuário lançou mão na hora da resolução do problema e pelas funções que o artefato assume em etapas diferentes de um mesmo problema. Para inferir esses resultados uma segunda base de dados foi gerada a partir da base presente na tabela 2.2 contendo  apenas instâncias referentes a um artefato. Exemplo: Conjunto de instâncias da base onde todos os problemas são resolvidos com o artefato compasso. O motivo da escolha do compasso é que ele é o artefato mais presente em nossa base tendo em vista que estamos utilizando um software de geometria. No capítulo  onze falaremos mais sobre esta questão.

6.2 Métodos mais utlizados para rankiamento de atributos

Aqui falaremos sobre as técnicas mais utilizadas no processo de seleção de atributos e de sua forte ligação com os algoritmos de aprendizagem utilizados.

6.3 Rankiamento de atributos através do ganho de informação.

Este é o método mais simples e rápido. É freqüentemente utilizado em aplicações de categorizarão de  texto[11].  Dado um conjunto de casos, que atributo escolher para testar em cada nó da arvore? Os valores de um atributo definem partições no conjunto de casos e o ganho de informação mede quão bem um atributo separa os exemplos de treino de acordo com a classe alvo , ou seja, mede a redução da entropia.  A entropia é uma medida de aleatoriedade de uma variável e a construção de uma arvore de decisão é guiada pelo objetivo de diminuir a entropia, ou seja, a aleatoriedade , a dificuldade de previsão do atributo alvo.

O ganho de informação é dado por:
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6.4 Avaliação de subconjuntos Wraper 

O método Wraper [kohav,john 1996] de seleção de atributos utiliza o algoritmo de aprendizagem usado para estimar a importância  de um subconjunto de atributos. Uma técnica estatística utilizada pelo Wraper  é a  validação cruzada que oferece uma estimativa da exatidão do classificador sobre os novos dados quando usamos somente os atributos de um dado subconjunto. Geralmente o método Wraper é melhor do que filter por causa da integração com o algoritmo de aprendizagem utilizado. Porém essa melhora de performance traz alto custo  computacional tendo em vista que para cada subconjunto considerado existe a invocação do algoritmo de aprendizagem[3].

7  Análise do custo de predições incorretas

Muitas pesquisas sobre aprendizagem e classificação esforçam – se  em minimizar o erro de classificação. Elas pretendem  minimizar o número de predições ou classificações incorretas. Este tipo de método de aprendizagem ignora as diferenças existentes entre diferentes predições incorretas, porém em aplicações no mundo real existe um custo associado a cada tipo de predição incorreta. O custo da predição incorreta é mais importante do que o número de predições incorretas em muitos domínios tais como aplicações de diagnostico médico, aplicações financeiras. Um exemplo desse tipo de custo é o diagnostico da dengue clássica e da hemorrágica, caso um paciente que tem dengue clássica seja diagnosticado  como hemorrágica a conseqüência não seria séria porém o contrário é muito sério caso um paciente esteja com dengue hemorrágica e o diagnostico for incorreto pode causar a morte do paciente.

No nosso contexto o custo associado a diferentes erros de classificação é de extrema relevância no processo de acompanhamento do aprendizado mediado. Durante a analise das ações [Gom1999], caso uma ação correta seja classificada como incorreta não traz muitos problemas, e uma outra ação pode ser analisada, caso contrário, se uma ação errada for classificada como correta esse erro implica em dizer que um desvio da interface gráfica está sendo mascarado. A intenção é que o sistema possa acompanhar o aprendizado mediado por instrumentos. Uma predição incorreta neste aspecto pode indicar uma falha grave da interface. Esta análise das predições incorretas foi feita com a ajuda do especialista. No capítulo dez falaremos sobre a análise do conhecimento e mostraremos algumas técnicas utilizada na aprendizagem  baseada em custo. 

8 Ferramenta de mineração de dados utilizada

Este capítulo é dedicado a descrever a ferramenta utilizada durante o processo de descoberta do conhecimento da base do servidor ADeCUI.  A ferramenta utilizada durante o nosso trabalho foi o Weka[13].

O sistema Weka foi a ferramenta de data mining escolhida e existem razões para isso: primeiro o Weka é um sistema que possui licença pública GNU, é fácil de instalar e sua implementação é feita em JAVA que torna o sistema portável. O Weka possui várias funcionalidades, incluindo classificação, clustering, busca por regras de associações aplicadas ao conjunto de dados. O sistema Weka é formado por um conjunto de pacotes. Alguns pacotes são usados apenas pelos próprios algoritmos do sistema ou usados por outros desenvolvedores para construção de seus próprios algoritmos de aprendizagem[13]. 

8.1 Pacotes presentes no Weka

1. Attribute Selection.

2. Clustering.

3. Classifiers (númerica e não numéricas).

4. Association Rules.

5. Filters.

6. Estimators

O pacote weka.classifiers é formado por implementações de algoritmos de aprendizagem, tais como IBK (K-nearest neighbor), ZeroR, o Weka.classifiers.J48 que é uma implementação do algoritmo de arvore de decisão C4.5 e é o mais popular algoritmo do Weka. O pacote weka.associations contém duas classes, ItemSet e Apriori, que juntos implementam esse algoritmo. O Weka.cluster contém uma implementação de dois métodos de aprendizagem não supervisionada: Cobweb e o algoritmo EM. O pacote weka.estiamtors contém subclasses que são utilizadas pelo Naive Bayes para computar os diferentes tipos de distribuição de probabilidade. O pacote weka.filters permite aos usuários selecionar um subconjunto de atributos ou  selecionar um subconjunto de instancias de dados baseada em algum critério[Weka]. O pacote weka.atributeSelection é usado  como o próprio nome diz para selecionar atributos utilizando as técnicas conhecidas neste processo e discutidas no capítulo sete. 

Weka vem com interface para o usuário. Existem duas escolhas : GUI interface gráfica, SLI que é uma interface simples onde os usuários entram com linhas de comando. Possui o explorer que contém mais funcionalidades tais como pre-preocessamento, análise (classificação , associação e cluster) e visualização dos resultados, aqui o usuário pode especificar filtros diferentes para pre-processar os dados antes de executar os algoritmos de aprendizagem. 

Outro ambiente muito importante do Weka é o o experimenter, onde o usuário pode usar diferentes algoritmos simultaneamente e comparar os resultados, e então escolher o  melhor  algoritmo para o seu conjunto de dados.

Em seguida falaremos sobre o arquivo .arff, que é o  formato de arquivo aceito pelo Weka, e sobre os classificadores presentes no weka.

8.2 Arquivo de entrada do weka

	@relation name

Seguido pela lista de atributos do conjunto de dados (incluindo o atributo classe . Essa declaração tem a forma):

@attribute atributo_name especificação. 

Se um atributo é nominal, a especificação contém uma lista de valores possíveis para cada atributo entre chaves.

@attribute nominal_atributo {primeiro_valor, segundo_valor, terceiro_valor}.

Se o atributo é numérico, a especificação é substituída por  uma palavra chave numérica (valores Inteiros no Weka são tratados como números reais.)

 @attribute numérico_atributo  numérico

Existe também um outro tipo de atributo que é que o atributo string. Esse atributo   fornece a possibilidade de armazenar um comentário ou um ID campo para cada      instancia em um conjunto de dados.

@attribute string_atributo  string

Depois da declaração dos atributos os dados são iniciados por uma declaração 

@data 

Que é seguida por uma lista de todas as instâncias. Estas instâncias são listadas em formato separado por vírgula, com uma interrogação representando os valores faltando. Comentários são representados por “%”.


8.3 Classificadores disponíveis no Weka

O principal foco do Weka são os classificadores e os filtros. Porém ele também possui implementações de algoritmos para regras de associação e clustering de dados. Em seguida nós iremos descrevê-los.

Classificadores para predições categóricas

	Weka.classifiers.Ibk
	K-nearest neighbor learner

	Weka.classifiers.j48.J48
	C4.5 decision trees 

	Weka.classifiers.j48.PART
	Rule learner 

	Weka.classifiers.NaiveBayes
	Naive Bayes with/without kernels

	Weka.classifiers.OneR
	Holte's oner

	Weka.classifiers.ZeroR
	


8.4 Classificadores de predições numéricas

	Weka.classifiers.LinearRegression
	Linear regression

	Weka.classifiers.m5.M5Prime
	 Model trees

	Weka.classifiers.Ibk
	 K-nearest  neighbor learner

	Weka.classifiers.LWR
	 Locally weighted regression

	Weka.classifiers.RegressionByDiscretization
	 Uses categorical classifiers

	Weka.classifiers.SMO
	Support vector machines


Neste contexto estamos interessados em  preditores de classes categóricas tendo em vista que o domínio do atributo alvo em nossa aplicação possui valores discretos e categóricos. No nosso contexto estamos pretendemos predizer o valor do atributo Prod identificado como sendo Bom ou Falso. Dentre os classificadores escolhemos os listados abaixo.

8.5 Classificadores de predição categórica.

8.5.1 OneR

OneR  produz regras simples baseadas em apenas um atributo.

8.5.2 ZeroR

O ZeroR é o mais primitivo dos algoritmos de aprendizagem. Ele simplesmente prediz para as classes  categóricas  a classe de maior quantidade nos dados do conjunto de treinamento e se a classe for numérica  ele prediz  a média. Embora faça pouco sentido usar esse esquema para predições ele pode ser usado para testar outros classificadores e servir com padrão de benchmark. Apresentar resultados de performance piores que o ZeroR indica um sério problema de overfitting [10].
8.5.3 J48 

O J48 é uma implementação do C4.5 [12]. Ele constrói  um modelo de  árvore de decisão baseado num conjunto de dados de treinamento, e usa esse modelo para classificar outras instâncias num conjunto de testes.

8.5.4 J48.PART

J48.PART É uma variação do J48, que constrói regras a partir da árvore de decisão.

8.5.5 NaiveBayes

Apesar de o  NaiveBayes não gerar regras ele pode ser utilizado para predizer novos casos. Ele tem esse nome porque é baseado no teorema de Bayes e assume independência entre os atributos. Esse método trabalha muito bem quando testado em banco de dados reais particularmente quando sua utilização é combinada com um processo de seleção de atributos que serve para eliminar as redundâncias com visto no capítulo sete[14].

8.6 Filtros no WEKA.

Um outro pacote importante no Weka é o pacote de filtros. Aqui falaremos apenas dos filtros utilizados neste projeto mas o Weka possui  um completo conjunto de filtros. Essas referências estão descritas na bibliografia. O weka.filters.AtributeFilter é um filtro simples para remover atributos específicos no conjunto de dados. Esse filtro foi utilizado durante o processo de seleção de atributos descrita no capítulo sete. Outro filtro utilizado neste estudo foi que faz substituição de valores ausentes. Uma forma de tratar os valores ausentes é aplicar algum filtro que faça substituição antes de aplicar alguma algoritmo de aprendizagem. O weka.filter.ReplaceMissingValues substitui pela média se o atributo for numérico ou pela moda se o atributo nominal. Em particular esse filtro foi utilizado para aplicar o algoritmo de cobertura Prism.

9 Geração de conhecimento. Técnicas utilizadas

Este capítulo é dedicado a descrever brevemente o processo de extração do conhecimento, os algoritmos de aprendizagem de máquina utilizados e a motivação de sua utilização neste contexto. 

A classificação em conjuntos de dados é um importante método de mineração de dados. Possui como entrada um conjunto de  instâncias para treinamento, cada instância é descrita por  um conjunto de atributos.

Os valores de um domínio normalmente são divididos em dois tipos: numéricos e categóricos. Existe um atributo chamado classe que geralmente possui um domínio cuja cardinalidade é pequena, e o restante dos atributos que são chamados atributos preditores. O objetivo da classificação é construir um conciso modelo de distribuição de classes em termos dos atributos preditores. O resultado do modelo é usado para determinar o valor da classe na população,  onde os atributos preditores são conhecidos e a classe é desconhecida[10].

Em capítulos anteriores foram discutidos o processo de limpeza e pré-processamento dos  da base bruta do ADeCUI. Na tabela 2.2 está descrita a base final sobre o qual iniciamos o nosso trabalho de aprendizagem de conceito. 

O atributo PROD indica se a tarefa ou ação foi executada com sucesso. Uma das tarefas é aprender a predizer o valor do atributo PROD para uma data tarefa arbitrária baseadas nos valores de seus atributos preditores. Poderemos começar considerando uma representação simples em que cada hipótese consiste de uma conjunção de restrições sobre os atributos de uma instância. Em particular cada hipótese é  um vetor de seis atributos: PROD,ARTEFATO,FUNÇÃO,OBJETO,TEOREMA,REGRA.

· Indicado pelo símbolo “ ? ” significa que  qualquer valor pode ser aceito para esse atributo.

· Pode ser especificado um único valor para um atributos( ex: Compas).

· Indicado pelo símbolo “Ø” significa que nenhum valor é aceito para aquele atributo (Isso não acontece na base do ADeCUI).

Um exemplo de instancias positivas e negativas do conjunto de treinamento.

	Exemplo
	Prod
	Artefato
	Funcao
	Objeto
	Teorema
	Regra

	1

2

3

4

5

6
	Bom

Bom

Bom

FALSO

FALSO

FALSO
	Compas

Compas

Compas

Compas

Compas

Compas
	? 


Reporter

Reporter

? 


Reporter

?

	Ouverture_du_compas

?




 OUTROS

Ouverture_du_compas

?




?



	?

TI

TI

?

TI

?
	?             

CM-01_(A)    

CM-01_(A)    

?             

CM-01_(A)    

?


Neste trabalho usaremos a terminologia utilizada por [10] para discutirmos o problema de aprender um conceito. O conjunto de itens sobre o qual o conceito está definido é chamado de instância, que denotaremos por X, no nosso contexto X é o conjunto de todas as possíveis tarefas, unidades de ação[Gom1999], cada uma representada pelos atributos Prod ,  Artefato,  Funcao,  Objeto,  Teorema, Regra. O conceito da função a ser aprendida é chamado de função alvo que denotaremos por c. Em geral, c pode ser uma função bolleana definida sobre as intâncias X. isto é c: X → {0,1}. No nosso contexto  a função destino é o valor de PROD, isto é c(x) = 1 se PROD = Bom e c(x) = 0  se PROD  =  FALSO.

Antes da aplicação dos algoritmos foi utilizado um filtro de substituição de valores ausentes  para que fosse possível a utilização do algoritmo de cobertura PRISM.

9.1 Arvore de decisão.

9.1.1 Árvore de Decisão J48.

O C4.5 deriva do algoritmo simples que usa o esquema dividir-pra-conquistar, porém  estendido para considerar problemas no mundo real como por exemplo valores ausentes e valores numéricos.  Este algoritmo possui habilidade para trabalhar com valores  contínuos, habilidade para  selecionar uma medida apropriada para a seleção de atributos, para manusear dados com diferentes custos, melhorar a eficiência computacional e resolver os casos em que a quantidade de dados é limitada e o algoritmo simples ID3 produz um overfitting. 

O J48 disponível no weka é uma implementação do C4.5 a versão mais adiantada e leve do C4.5 chamada C4.5 revisão 8, que foi a ultima publicação da família de algoritmos antes do C5.0 a versão mais recente avaliada comercialmente.

Durante o processo de utilização do algoritmo J48 é necessário conhecer alguns parâmetros que podem ser modificados para proporcionar melhores resultados:

· U : usa a árvore sem poda. 

· -C confidence : Escolhe o fator de confidência inicial para a poda (Default: 0.25) 

· -M : Escolhe o número mínimo de instâncias por folha. (Default: 2) 

· -R Usa a poda com redução de erro. 

· -N: Escolhe o número de partições para a poda com redução de erro. Uma partição é utilizada como conjunto de poda. (Default: 3) 

· -B usa árvore binária. 

· -S Não utiliza subtree raising. 

· -L Não apaga a árvore depois de construída 

Os resultados com o J48 foram obtidos com os seguintes parâmetros, e utilizando poda com redução de erro, que se utiliza um conjunto de validação.

	Fator de Confidência : 0.25

Número mínimo de objetos: 2

Divisão binária: false

SubtreeRaising: false

Unpruned: false

NumFolds: 3

ReducedErroPruned: true 


9.2 Algoritmo de Cobertura PRISM.

Como visto a árvore de decisão é baseada no método de  dividir-pra-conquistar. Ele trabalha de cima para baixo, procurando em cada estágio um atributo para utilizar como divisor e o critério utilizado é a sua capacidade de dividir as classes. Em seguida continua recursivamente com os outros nós. Essa estratégia gera uma árvore de decisão que se necessário será convertida em um conjunto de regras de classificação, porém essa conversão não é fácil, tendo em vista que as regras geradas talvez ainda precisem passar por um processo de poda e isso tem um alto custo computacional. Para cada regra candidata a remoção ela precisa ser reavaliada no conjunto de treino[14]. 

Uma alternativa é pegar cada classe e encontrar um caminho para cobrir todas as instancias de cada classe e excluir as instâncias que não são dessa classe. Esse método é chamado de método de cobertura porque para cada passo é indicada a regra que cobre algumas instâncias. 

O algoritmo de cobertura atua executando testes nas regras em construção visando à criação de regras com uma máxima exatidão. De forma diferente o algoritmo de dividir-pra-conquistar atua executando testes na árvore em construção e visando a maximização da separação entre as classes. Em ambos os casos existe a necessidade de escolher um atributo para dividir,  porém o critério para a escolha do melhor atributo é diferente para cada caso. Enquanto o método de dividir-pra-conquistar opera buscando um atributo que maximize o ganho de Informação, no algoritmo de cobertura nós iremos descrever pares de atributo valor que maximize a probabilidade da classificação desejada. A idéia é incluir o máximo de instâncias de uma classe desejada quanto possível e excluir o máximo de instâncias de outra classe quanto possível. [14]. 

9.3 Geração de regras a partir da Árvore de Decisão J48.PART.

O processo de geração de regras para classificação de sistemas normalmente atua em dois estágios: Regras são induzidas inicialmente e posteriormente refinadas . Isto é feito através de dois métodos, através da geração da árvores de decisão e posterior mapeamento da árvore em regras e então aplicando processos de refinamento, ou pela utilização do paradigma separar - pra – conquistar. Assim como na árvores de decisão esse processo também possui um estágio de otimização das regras geradas.

Franck e Witten(1998) combinam estas duas aproximações em um algoritmos chamado PART(para partial decision trees). PART trabalha construindo a regra e estimando sua cobertura como no processo de separar – pra – conquistar repetidamente até que todas as instâncias estejam cobertas. A diferença e entre esse processo e o de dividir para conquistar é que neste caso uma árvore de decisão parcialmente podada deve ser anteriormente construída. Os ramos com a mais alta cobertura são transformados em regras e a árvore é descartada.

9.4 Naivebayes

Esse classificador é baseado no teorema de bayes e admite independência entre os atributos.


A regra de Bayes mostra como alterar as probabilidades apriori tendo em conta novas evidências de forma a obter probabilidades a posteriori. A aplicação do teorema de Bayes como classificador requer conhecer as probabilidades a priori p(Decisãoi) e as probabilidades condicionais p(x \ Decisão).
Todas as probabilidades condicionais são estimadas a partir de um conjunto de treino. Para estimar P(Ci) é necessário contar o número de exemplos para cada classe. Para estimar a probabilidade de P(xj/Ci), considera-se as seguintes situações: uma situação em que o domínio dos atributos é um conjunto finito (nominal),  e para essa situação  o naive bayes conta o número de exemplos que são observados simultaneamente o valor Xj e a classe Ci. E o  caso em que o domínio do atributo é contínuo, assumindo valores num subconjunto dos números reais. Temos duas alternativas, assumir uma distribuição normal para os valores do atributo ou discretizar e tratar como atributo nominal. Neste contexto não temos atributos com valores contínuos.

O Naive Bayes em problemas práticos tem boa performance mesmo em situações onde há clara dependência entre atributos, é robusto a ruídos a atributos irrelevantes, possui estabilidade considerando perturbações no conjunto de treino. Todas as quantidades requeridas para construir o classificador podem ser calculadas numa única passagem pelo conjunto de treino.

Neste contexto foi utilizada a implementação do Naive Bayes do weka chamado Simples Naive Bayes que admite uma distribuição normal para os atributos numéricos. Em nosso domínio não temos atributos numéricos.

10 Avaliação do conhecimento descoberto

Neste capítulo falaremos sobre as técnicas de análise de conhecimento e apresentaremos a metodologia utilizada durante um benchmarck realizado com o Experiment ambiente de testes do Weka. Os resultados destes testes servirão como base para a escolha do algoritmo que será implementado no servidor ADeCUI. 

No processo de análise do conhecimento descoberto está a investigação do algoritmo que possui a melhor taxa de generalização num dado conjunto de casos. O processo de avaliação do comportamento de um algoritmo de aprendizagem é experimental. (a) dados dois algoritmos e um conjunto de dados, pode-se afirmar que a taxa de acerto é igual para os dois?, (b) dado um algoritmo e um conjunto de dados, como estimar a taxa de acerto desse algoritmo nesse problema? (c) Dados um conjunto de algoritmo e um conjunto de problemas, como ordená-los em termos de taxa de acerto dos algoritmos.

 (a) No nosso caso, temos  um conjunto limitado de casos e queremos analisar vários algoritmos neste conjunto de casos. A questão é então identificar a diferença entre as taxas de acerto entre os algoritmos. Essa diferença deve ser significativa. Para calculá-la usamos o T-Test
.

Uma das métricas utilizadas para a avaliação dos algoritmos de aprendizagem é a taxa de erro, que é o quociente entre o número de exemplos incorretamente classificados e o número total de exemplos classificados. Convém distinguir entre  erro de re-substituição, erro gerado no conjunto de treinamento e por isso um erro enviesado, e o erro de generalização, que é estimado no conjunto de teste independente do conjunto de treino e por isso um erro não enviesado. A taxa de erro tem uma relevância muito grande pois ela é um indicador de aproximação entre o modelo gerado e a função que governa o fenômeno em estudo [8].

O erro pode ser decomposto em erros provenientes de ruído no conjunto de dados, erro de viés e de variância. Classificadores de tipos diferentes podem dar diferentes valores de erros mesmo utilizando os mesmos dados. Se o tipo de classificador não é adequado para o problema o erro de viés será alto. A dependência do classificador ao conjunto de treino pode gerar resultados diferentes. Os erros de variância medem a variabilidade das predições.

No nosso caso a amostra não é a melhor, existia muito ruído que foi tratado no capítulo de pré-processamento e a ausência de muitos valores. Em nosso estudo foi feita uma seleção de classificadores que se adequam ao problema. Com essa escolha tentamos minimizar o erro de viés. Quanto ao erro de variância ele existe na medida em que um outro conjunto de dados está sendo coletado e pode ser bem melhor que a  amostra utilizada. 

O erro é dependente dos dados. Portanto, por se tratar de um domínio novo do qual conhecemos poucos resultados a partir do modelo de cognição adotado, faz-se necessário realizar de estimativas de erro. Um dos métodos mais utilizados para estimar o erro de generalização de um algoritmo de classificação é a k-Validação Cruzada Estratificada
 que divide o conjunto de exemplos em k subconjuntos de tamanho igual e garante que cada classe esteja em igual proporção em  cada subconjunto o que diminui a variância da estimativa. 

Como dito anteriormente temos um conjunto de algoritmos e queremos comparar a taxa de erro entre esses algoritmos. Usando uma estratégia de amostragem aleatória, e para cada algoritmo estimando o erro, deseja –se saber se esses erros são significativamente diferentes e escolher aquele que tem menor erro na população. Pretende-se eliminar a hipótese nula ou seja a hipótese de que não existe diferença entre os algoritmos. Um método utilizado para verificar a hipótese nula é o paired t-tests
, pois elimina variabilidades devido a fatores externos e todos os algoritmos devem utilizar os mesmos conjuntos de treino e os modelos devem ser avaliados no mesmo conjunto de teste. 

Com relação as componentes do erro, em nosso estudo percebemos como dito anteriormente que o erro de variância pode ser grande, tendo em vista que outra amostra melhor e com menos valores ausentes pode ser gerada, e os algoritmos de aprendizagem sensíveis a modificações nos dados podem oferecer resultados diferentes dos conseguidos no  estudo de caso que tratamos neste trabalho. Com relação ao erro de viés ele existe na medida em que os algoritmos desconhecem fortes relacionamentos existentes entre os atributos. Um exemplo, é o atributo regra que é dependente do artefato, ou seja, um artefato possui um conjunto de regras porém uma regra só pertence a um artefato(Este relacionamento está descrito no apêndice A) O relacionamento artefato regra é de extrema relevância na analise da etapa, pois mostra a adaptação do usuário ao artefato. No momento em que um algoritmo precisa aplicar um filtro de substituição de valores ausentes, os resultados gerados dão origem a um conjunto de dados complemente equivocado, pois a substituição dos valores ausentes  considera apenas a freqüência em que os valores aparecem (Substituição pelos mais freqüentes, moda) sem levar em conta se essa substituição pode ou não ser feita. Esse problema impossibilita um dos principais objetivos desse trabalho que é extrair regras acerca da adaptação dos usuários     aos artefatos. A identificação destes fatores  que favorecem o erro é relevante do ponto de vista da contribuição, pois orientarão na forma como amostras devem ser preparadas.

10.1 Métricas do processo de avaliação.

Além da taxa de erro discutida acima existe também a exatidão e a cobertura que são  métricas relevantes num processo de comparação entre classificadores. Outra métrica de extrema relevância é a taxa de falsos positivos exibidos na matriz de confusão.  A matriz de confusão possui os acertos e erros relativos a diferentes classes. A cobertura é a razão entre número de casos cobertos e o número total de casos,  N cobertos / N totais. Um caso é coberto pelo modelo se , para este caso, o modelo dá alguma resposta que pode ser certa ou errada. A exatidão de um modelo é a razão entre o número de acertos e o número de casos cobertos. O número de acertos é o número de casos corretamente cobertos em que as previsões concordam com a dada classe.

Neste contexto são relevantes, além da taxa de erro, a cobertura e precisão..  Faz-se necessário que o modelo cubra o maior número de casos e que  além disso seja preciso na sua cobertura. A cobertura do modelo minimizará a ocorrência de problemas matemáticos que nunca sejam classificadas. Se um conjunto de casos relacionados com um mesmo problema matemático não for coberto o sistema pode não ser capaz de acompanha o aprendizado que ocorre na resolução desse problema. A exatidão do modelo minimizará os problemas relativos a predições incorretas, que dependendo da classe pode ter um alto custo como visto no capítulo oito.

Como em alguns casos, é necessária a utilização de apenas uma medida para avaliar o algoritmo e, visto que,  precisão e cobertura cobrem diferentes aspectos do desempenho de um algoritmo, medidas alternativas foram criadas. A medida alternativa mais difundida é a F-Measure que combina os valores de cobertura e precisão numa única fórmula. Esta medida nada mais é do que a média harmônica entre a cobertura e a exatidão.


10.2 Metodologia do experimento.

Nosso experimento utilizou cinco classificadores, aplicados a base final do ADeCUI descrita na tabela 2.2. Neste experimento foram comparadas as métricas precisão e cobertura do modelo e porcentagem de acertos. Os testes foram realizados com o ambiente Experiment do Weka © que possibilita criar, executar e analisar experimentos permitindo a criação de ranking entre classificadores. Por exemplo o usuário pode criar um experimento para testar classificadores em um conjunto de dados, analisar os resultados e verificar se determinado classificador é significativamente melhor que outro. O ambiente Weka © pode ser executado a partir de linha de comando, porém a versão 3-1-9 já inclui interface gráfica fornecendo ao usuário mais flexibilidade[5].

10.3  Configuração do ambiente.

Foi executado o padrão 10 X 10 Fold cross-validation , que é executar 10 vezes a 10-validação cruzada
. No weka o ResultProducer
 escolhido foi o  AveragingResultProduce
, produtor que recebe as médias a partir do crossValidationResultProducer
. Isto irá fornecer as dez médias da validação cruzada. O formato da saída foi definido como sendo um arquivo do weka .arff. Essa escolha possibilita a ferramenta executar o teste de significância estatística. Por último os algoritmos e o conjunto  de dados foram escolhidos.  Todas essas escolhas fazem parte da configuração dos testes e estará disponível nos anexos
. 

10.4  Execução dos testes 

O Experiment executa os testes segundo a configuração descrita anteriormente e armazena os resultados num arquivo .arff. Esse arquivo será utilizado posteriormente para o t-test.

10.5  Analise dos resultados.

Na análise dos resultados é fornecida a significância estatística, o sumário dos testes, que oferece uma matriz indicando se um algoritmo é melhor ou pior que outro algoritmo e o ranking de algoritmos que oferece uma matriz indicando se um algoritmo é perdedor ou ganhador em relação aos outros[5]. 

De posse do arquivo .arff  gerado durante a execução do experimento podemos submetê-lo ao paired t-test. Escolhemos  um classificador base, e procedemos ao  teste. Os resultados são exibidos em uma tabela como esta, mostrada abaixo.  Na tabela aparece as seguintes notações:

 ‘ v ’ - indicam que o resultado é melhor (v) do que o classificador base.
 ‘ *  ‘ indicam que o resultado pior (*) do que o classificador base .

Este testes foi realizado com nível de significância especificado.(na literatura sobre realização de t-test se usa 0.01 e 0.05). 

10.6 Resultados

Apresentaremos inicialmente os resultados referentes a média das porcentagens de erro.

10.7 T -Test

	Analysing:  Avg_Percent_correct

Datasets:   1

Resultsets: 5

Confidence: 0.05 (two tailed)

Date:       22/04/02 20:50

Dataset                   (5) ZeroR '' 607754 | (1) Prism '' 116 (2) NaiveBayesSi (3) j48.PART '-R (4) j48.J48 '-R  

Adecui                    (10)   84.73( 0   ) |   78.27( 0.29) *   87.24( 0.22) v   89.08( 0.31) v   88.82( 0.27) v 

(v/ /*) |          (0/0/1)          (1/0/0)          (1/0/0)          (1/0/0) 




Nesta tabela percebemos que o Prism foi significativamente pior do que o ZeroR e que todos os outros foram melhores que o ZeroR.

Sumário de testes.

	Analysing:  Avg_Percent_correct

Datasets:   1

Resultsets: 5

Confidence: 0.05 (two tailed)

Date:       14/04/02 10:49

 a b c d e  

 - 1 1 1 1 | a = Prism '' 

 0 - 1 1 0 | b = NaiveBayesSimple '' 

 0 0 - 0 0 | c = j48.PART '

 0 0 1 - 0 | d = j48.J48 '

 0 1 1 1 - | e = ZeroR 


Nesta tabela, a primeira coluna (- 1 1 1 1) indica que as colunas (b), (c), (d), e (e) são melhores que a coluna (a) (Prism). Como estamos tomando por base o ZeroR a ultima coluna indica que  todos os algoritmos obtiveram resultados melhores que o ZeroR excetuando  o Prism. Observamos também que a linha três mostra que todos os outros algoritmos foram piores que o J48.PART, considerando a métrica analisada.

10.7.1 Ranking de testes

	Analysing:  Avg_Percent_correct

Datasets:   1

Resultsets: 5

Confidence: 0.05 (two tailed)

Date:       14/04/02 11:07

>-<   >   < Resultset

  4   4   0 j48.PART '

  2   3   1 j48.J48 '

  0   2   2 NaiveBayesSimple '' 

 -2   1   3 ZeroR 

 -4   0   4 Prism  


Esta matriz fornece o ranking entre os classificadores, considerando com o total de vitórias e derrotas de acordo com a notação abaixo:

 (“>”)  indica as vitórias.

 (“<”) indica as derrotas.

(“>-<”) indica a diferença entre vitórias e derrotas.

A primeira coluna indica a diferença entre o número de vitórias e derrotas de um determinado classificador. Neste caso observamos que o J48.PART teve quatro vitorias e nenhuma derrota.

Em seguida analisaremos os resultados referentes a F-measure.

10.8 T-Test

	Analysing:  Avg_F_measure

Datasets:   1

Resultsets: 5

Confidence: 0.05 (two tailed)

Date:       14/04/02 09:52

Dataset                   (5) ZeroR '' 607754 | (1) Prism '' 116 (2) NaiveBayesSi (3) j48.PART '-R (4) j48.J48 '-R  

Adecui                    (10)    0   ( 0   ) |    0.46( 0.01) v    0.31( 0.02) v    0.02( 0.03)      0.02( 0.03) v 

      (v/ /*) |          (1/0/0)          (1/0/0)          (0/1/0)          (1/0/0) 


10.8.1 Sumário de testes

	Analysing:  Avg_F_measure

Datasets:   1

Resultsets: 5

Confidence: 0.05 (two tailed)

Date:       14/04/02 09:13

 a b c d e  

 - 0 0 0 0 | a = Prism '

 1 – 0 0 0 | b = NaiveBayesSimple ''

 1 1 - 0 0 | c = j48.PART '

 1 1 0 - 0 | d = j48.J48 '

 1 1 0 1 - | e = ZeroR ''  


Como dito anteriormente a f-measure é a média harmônica entre a cobertura e a precisão. Os resultados mostram quem nenhum algoritmo foi melhor que o Prism, porém como a base de nossos testes é o ZeroR temos que os algoritmos que obtiveram melhores resultados em relação ao ZeroR foram o eJ48 e o NaiveBayes.

10.8.2 Ranking de testes.

	Analysing:  Avg_F_measure

Datasets:   1

Resultsets: 5

Confidence: 0.05 (two tailed)

Date:       14/04/02 09:13

>-<   >   < Resultset

  4   4   0 Prism '' 

  2   3   1 NaiveBayesSimple '' 

 -1   1   2 j48.J48 '-R -N 3 –M 2' 

 -2   0   2 j48.PART '-R –N 3 -M 2'

 -3   0   3 ZeroR '' 


Aqui podemos observar que o Prism ganhou de todos os outros algoritmos, porém os algoritmos que foram ganhadores em relação ao ZeroR foram o J48 e o NaiveBayes.

10.9 conclusões do t-test

De acordo com os resultados acima concluímos que para esse conjunto de dados o algoritmo que melhor se aplica é o J48.PART, tendo em vista seu desempenho no teste que considera como métrica a média da taxa de acerto, e considerando que em relação a métrica F-measure  seu desempenho foi melhor que o ZeroR.

O processo de extração de regras com o J48.PART foi feita considerando o custo associado com predições incorretas para cada classe. No capítulo 8 está a análise deste custo. Além dos classificadores descritos no capítulo 9 o weka possui um pacote de metaclassificadores, são classificadores que usam outros classificadores extendendo suas funcionalidade. Nós utilizamos o weka.classifiers.MetaCost que é um método geral para tornar um algoritmo sensível ao custo.(Pedro Domingos, 1999). Durante os testes percebemos que a matriz de confusão exibia uma quantidade muito grande de falsos positivos. Apesar das limitações da amostra o processo de extração das regras foi executado no sentido de minimizar os falsos positivos principalmente para a classe FALSO, cujo custo de uma classificação incorreta é maior que na classe Bom . Para um processo de classificação baseada em custo no weka é necessária a definição de uma matriz de custo. 

Um exemplo do formato utilizado pelo weka para a  matriz de custo.

0 10 % Se a classe for bom e a predição for Falso, penalidade 10.

1 0  % Se a classe for Falso e a predição for bom, penalidade 1.

A penalidade padrão utilizada no weka é 1.  


A matriz de custo utilizada neste experimento foi a seguinte:

	Cost Matrix

  0 4

 10 0


Interpretando estes valores vemos que caso uma instancia Bom seja classificada com Falso a penalidade é quatro, caso uma instância Falso seja classificada como Bom a penalidade é dez.  Esses valores foram conseguidos  a partir das observações na variação dos valores de falso positivos na matriz de confusão, durante as  observações buscou-se o equilíbrio destes valores para ambas as classes. Inicialmente foi definido penalidade “um“ para o caso de erro na classe Bom e “nove” para erro na classes FALSO, porém os valores de falso positivos ficaram muito desequilibrados, a partir da verificação do desequilíbrio deu-se início a aproximação dos valores tentando encontrar um ponto de equilíbrio.  

Em seguida mostramos as regras obtidas através do J48.PART e abaixo de cada uma a interpretação do especialista. As regras possuem o seguinte formato:

<atributos preditores: atributo classe>(número de exemplos corretamente  classificados/número de exemplos incorretamente classificados).

10.9.1.1 Regras extraídas

Do ponto de vista da avaliação da qualidade das interfaces educativas, e em específico, do ponto de vista da aprendizagem de conceitos específicos, a informação que é mais relevante e saber se há uma aprendizagem efetiva de determinado conceito no uso da mesma. Saber se houve acerto ou erro de forma significativa mediante o uso de artefatos específicos apontando para vantagens e limitações desses artefatos. A partir desse gênero de informação, pode-se descer ao detalhe, dentro de um outro paradigma de pesquisa, eminentemente qualitativo, para responder as perguntas: por quê? Ou por quais fatores, um determinado artefato é bom ou ruim para aprendizagem.

No que tange a aplicação dos resultados aqui encontrados na produção de interfaces inteligentes de softwares educativos, as regras aqui extraídas podem orientar no desenvolvimento de agentes capazes de discernirem sobre a corretude e a inadequação de uma ação, num contexto específico.

A seguir, discutiremos os resultados encontrados, demonstrando suas contribuição no contexto inicial, de avaliação da qualidade dos softwares educativos.

· Objeto = Mesure: FALSO (43.0/2.0).

Essa regra relaciona o uso de um artefato do software Cabri Géomètre com a corretude da ação. Essa regra nos informa que nas ações que tinham como objeto uma medida (Mesure), levaram a um erro, ou correspondiam a uma etapa que, dentro do contexto da resolução de um problema de geometria, estariam conduzindo o aluno a uma solução equivocada. Durante o procedimento de resolução de problemas de geometria, usar uma medida pode estar associado ao que se denomina como ‘procedimento empírico’. Normalmente, a resolução correta de um problema geométrico ocorre mediante a realização de uma seqüência de passos que se encadeiam numa construção lógica. O uso de medidas para construção de conjecturas e formulação de hipóteses é, em muitos casos, considerada fraca. Um objeto (da ação) tendo sido uma medida, implica no fato de que o aluno tenha usado um procedimento de medida em seu procedimento de resolução. Do ponto de vista da aplicabilidade da regra, podemos dizer que a mesma pode classificar como procedimento incorreto uma ação que tenha como objeto uma medida. Essa classificação é relativamente segura dentro desse contexto de resolução de problemas geométricos.  Ele parte de um indício e indica um procedimento errado. Mas não é o caso geral dentro de contexto mais amplo em matemática. Esse resultado nos alerta, entretanto, para a necessidade de aplicação de análise de dados para outros contextos tratados, por exemplo, artimetica e algebra.

· Funcao = Tracer AND Artefato = Compas AND Teorema = TI: Bon (135.0/2.0).

Essa regra informa que o uso do compasso para resolver problemas relacionados com o triângulo isóceles produz uma grande quantidade de acertos. Ela informa mais ainda: que há aspectos dessa interface, o compasso, que favorecem o acerto em problemas envolvendo o conceito de triângulo isóscele. Em, Gomes (1999), o autor havia sugerido a hipótese de uma interface cria em torno de seu uso, um ‘campo de aplicação’ tal e dentro desse campo ocorreria o favorecimento da aprendizagem de determinados conceitos. Em outras palavras, as interfaces, dentro de suas limitações de uso, favoreceriam ou desfavoreceriam a emergência de determinadas propriedades de conceitos. Aqui temos uma primeira comprovação quantitativa que corrobora com a confirmação da hipótese de existência de tais campos conceituais. Essa regra nos indica que o compasso, devido a sua estrutura e a classe de formas como o compasso pode ser usado pelas pessoas, ele é um artefato que direciona as ações, influenciando de forma positiva a emergência de um conhecimento matemática correto.

· Regra = CM-01_(A) AND Funcao = Reporter: Bon (22.0).

Essa regra é menos abrangente. Ela diz apenas que quando um compasso é utilizado para reportar um comprimento, os alunos acertam. Ela é uma boa regra, na qual um agente de interface poderia servir-se para julgar se uma etapa de um procedimento é correto e agir adequadamente.

· Objeto = Milieu: Bon (29.0).

Igualmente, essa regra informa apenas que a localização de um ponto médio de segmento é atingida com sucesso independente do artefato utilizado.

· Regra = COR AND Teorema = MT AND Artefato = Compas: Bon (32.0/2.0).

· Teorema = MT: Bon (4.0)

Essas regras informam que quando o aluno resolve algo envolvendo o conceito de mediatriz, ele acerta. É um conceito simples. A primeira regra informa ainda que quando essa atividade ocorre com o uso do compasso ele acerta. 

· Regra = EQ-02_(A): Bon (20.0).

Essa regra nos informa que o uso do esquadro implica em sucesso. Podemos replicar o raciocínio anteriormente feito para o compasso e concluir que há determinadas características na interface esquadro que levam ao sucesso e muito provavelmente a uma boa aprendizagem. Do ponto de vista do designer de interfaces, restamos conseguir abstrair quais são os aspectos da interface desses dois instrumento que tornam o trabalho com ambos tão produtivo quanto a aprendizagem de conceitos. Interfaces educativas deveriam ser concebidas a partir desse princípios abstratos.

· Regra = COR AND Funcao = Trouver AND Artefato = Compas AND Teorema = SA: FALSO (20.0).

Essa regra mostra que a mesma interface do compasso, adequada e promotora de uma aprendizagem correta em outra situação, mostra-se inadequada para tratar a resolução de problemas envolvendo o conceito de simetria axial (SA) de forma direta, sem o uso de outro artefato. O fato é que esse problema demanda a utilização de uma interface que tenhas propriedades de linearidade. No caso a régua graduada parece muito mais adequada. Cabe ao usuário saber escolher o artefato mais adequado a resolução dos problemas. No caso de interfaces inteligentes, a informação de que o usuário seleciona um artefato identificado como inadequado para uma tarefa é tal que orienta na forma como a mesma interface poderá reagir a essa ação. Esse conjunto de fatores que levam a uma tomada de decisão da interface denomina-se contexto da ação do usuário. Quando o contexto é conhecido em termos de regras à interface tem um alcance sob o mesmo. 

· Regra = COR AND Teorema = SA: Bon (18.0/1.0).

Essa regra complementa a anterior pois informa que se o compasso deve ser usado na resolução de problemas a respeito da simetria axial (SA), no entanto, de forma indireta. Aqui ele é adequado a reportar uma medida na direção oposta da direção de origem.

· Teorema = CR: Bon (15.0).

Essa regra informa que o uso do círculo (CR), um dos elementos da interface do Cabri, ocorre sempre de forma correta. Isso significa que esse elemento não permitiu que o aluno erre. Essa informação, no contexto de uso de uma interface inteligente, orienta novamente sob a forma como um agente de interface pode reagir à seleção desse elemento.

· Regra = COR AND Objeto = OUTROS AND Artefato = Compas: FALSO (23.0/2.0).

Essa regra informa que quando o compasso é usado para encontrar os seguintes objetos: Point_sur_cercle, Point, Points_équidistants, Segment, Trait_sur_[Ax, Marque, Mesure_de_l’angle, Droite_perpendiculaire, C2, [AO, [AC]_[BC], o aluno erra com mais freqüência que acerta. Para alguns desses objetos, é claro a interpretação. É o caso, por exemplo, ao tentar identificar um ponto eqüidistante de dois outros sobre um segmento. Uma outra ação que é possível identificar aqui é quando o usuário tenta traçar retas perpendiculares usando o compasso. Não está claro, no entanto, pelo menos da forma como os dados foram codificados em sua origem, não podemos identificar que ações a mais o compasso é uma interface inadequada. Essa informação só poderia ter sido resgatada aqui se na codificação inicial, após a análise das ações com os artefatos, tivesse sido bem registrado o significado dos nomes dos objetos. Essa conclusão orienta futuros procedimentos de coletas de dados, transcrição e análise.

1.1.1.1 Aplicação de regras de associação.

No processo de extração de regras de associação estamos interessados em predizer qualquer atributo e não apenas o atributo classe. Dessa forma existe uma liberdade para escolher algumas combinações de atributos que seja interessante no contexto O Weka disponibiliza a classe  weka.associations.Apriori. A qualidade das regras geradas é analisada segundo os fatores de suporte e confidência escolhidos pelo usuário, porém em ultima análise é feita de forma subjetiva, depende da visão do especialista. Dados os atributos X, Y e dada a regra: se (X) então Y. O suporte é o número de casos onde aparece X, Y , e a confidência é o número de casos onde aparece X, Y  dividido pelo número de casos onde só aparece X. O algoritmo foi aplicado diversas vezes em cada relação procurada, e em cada fase de iteração, sempre alternado os níveis de suporte e confiança a partir de valores baixos, para chegarmos a resultados interessantes. De forma padronizada o  Apriori tentar gerar dez regras. No início com um suporte de 100% e depois começa a decrementar esse valor até atingir dez regras com confidência mínima. O Apriori recebe os seguintes parâmetros:

· -t : Conjunto de treinamento utilizado.

· -N : O número de regras.

· -C: A confidência mínima.

· -D : O decremento utilizado pelo suporte.

· -M : O suporte mínimo.

Foi sugerida a extração de  regras de associação que explicassem o relacionamento entre os atributos conforme descritos abaixo. Segue abaixo as regras geradas com o Apriori e para cada uma a interpretação dada  pelo analista. As regras geradas seguem o seguinte padrão:

<Atributo1 > and  <Atributo2> N ( <Atributo alvo> N1. Onde N corresponde a cobertura da regra e N1 corresponde ao número de casos corretamente classificados. O quociente entre N1 e N informa o valor da confidência, que corresponde a exatidão da regra, logo quanto menor esse número menos exato foi a regra gerada.

· ARTEFATO x FUNÇÃO X REGRA

Funcao=Tracer Regra=EQ-02_(A) 28 ==> Artefato=Équerre 28    conf:(1)

Artefato=Équerre 39 ==> Funcao=Tracer 36    conf:(0.92)

Artefato=Équerre Regra=EQ-02_(A) 31 ==> Funcao=Tracer 28    conf:(0.9)

Regra=EQ-02_(A) 31 ==> Funcao=Tracer 28    conf:(0.9)

Essas quatro  regras informam que a interface do esquadro é simples e pouco ambígua. É essa característica que deveríamos procurar imprimir em cada um dos elementos de uma interface. Uma questão oportuna seria tentar responder ou caracterizar essa simplicidade, transformando essa informação em princípio.

· FUNÇÃO x TEOREMA

1. Funcao=Reporter Teorema=CR 27 ==> Prod=Bon 27    conf:(1)

Essa regra confirma que o elemento círculo do Cabri (CR) é realmente simples, pois os alunos geralmente acertam ao usá-lo.

2. Teorema=SC 27 ==> Prod=FALSO 26    conf:(0.96)

Essa informação é mais relevante para um educador matemático do que para um designer de interface. Ela informa que o conceito de simetria central não é dominado pelos alunos. Isso tem haver com o perfil dos alunos participantes da pesquisa.

3. Teorema=CR 48 ==> Prod=Bon 46    conf:(0.96)

Aqui reconhecemos que o conceito de círculo é bem conceitualizado entre os alunos.

4. Funcao=Trouver Teorema=SC 19 ==> Prod=FALSO 18    conf:(0.95)

Temos a informação de que ao tentar identificar a simetria central, com qualquer artefato possível, o aluno erra. Não parece ser um problema da interface.

5. Funcao=Tracer Teorema=MT 73 ==> Prod=Bon 67    conf:(0.92)

9. Teorema=MT 115 ==> Prod=Bon 89    conf:(0.77)

Quando o usuário tenta resolver problema envolvendo a mediatriz ele acerta. Significa que ele domina esse conceito. Significa ainda que, quando o usuário domina o conceito ele acerta, independente do tipo de artefato que ele usa. Isso é importante, pois a adequação da interface também é revelada por esse aspecto.

6. Funcao=Tracer Teorema=SA 33 ==> Prod=Bon 27    conf:(0.82)

Quando o sujeito tentar traçar algo, com qualquer dos artefatos, para resolver problemas de simetria axial, ele acerta. Isso revela que o conceito é dominado e novamente observamos que esse domínio faz com que os usuários acertem independente do artefato utilizado.

10. Prod=FALSO Teorema=SA 26 ==> Funcao=Trouver 20    conf:(0.77)

Essa regra mostra que há um desvio na forma de uso de vários artefatos na resolução de problemas de simetria axial. Uma das regras analisadas acima mostra o mesmo resultado com relação à resolução de problemas envolvendo simetria axial (SA). Tudo se passa, como se o usuário tentasse, por aproximação ou algo do gênero, identificar a solução (trouver) sem deter uma coordenação de suas ações organizada de forma corretamente influenciada por teoremas verdadeiros sobre esse conceito. A uma dificuldade conceitual, associamos uma busca ‘empírica’ de solucionar o problema.

10.10 Em seguida listasmos so arquivos gerados durante os experimentos.

	Nome Arquivo 
	Descrição

	Adecui.cost 
	Matriz de custo

	AdecuiExperimento.arff
	Arquivo gerado pelo Experiment com um conjunto de resultados para cada classificador.

	AdecuiExperimento.exp
	Arquivo de configuração do experimento.

	AdecuiAnaliseMediaPorcentagemCorretos
	Arquivo contendo os resultados dos testes para a métrica de média da porcentagem dos casos corretos

	AdecuiAnaliseF-measure
	Arquivo contendo os resultados para a métrica f-measure.


11 Conclusões

As informações até então mineradas servirão para subsidiar tomadas de decisões e para aperfeiçoar algumas interfaces utilizadas na aprendizagem, bem como para validar as interfaces educativas, descobrindo falhas, identificando pontos onde as interfaces podem melhorar avaliando a longo termo a adaptação dos usuários as interfaces. Dentre as contribuições desse trabalho estão:

· Orientação da modelagem de agentes de interfaces para softwares educativos multi-usuários, também denominados user software components. Esses componentes compõem a arquitetura de um ambiente virtual de aprendizagem e são responsáveis pela viabilização de uma proposta construtivista de interação. Esse componente complementa a proposta de interação comunicativa, por meio de textos em ferramentas de comunicação. 

· Orientar em como a base deve ser para que no processamento dos dados a  fase de pre-processamento fosse minimizada. 

· Orientar na forma como agentes de interfaces podem ser implementados em sistemas educativos.  A partir dos resultados da fase de pré-processamento executada neste trabalho e descrita no capítulo cinco, percebeu-se que a interface deve fornecer a um agente uma quantidade muito limitada de informações, dado que informações em excesso não permitem o processamento direto. As interfaces devem ser fechadas do ponto de vista da quantidade de situações possíveis de serem apresentadas. No presente estudo, analisou-se o uso da interface aberta, Cabri Géomètre ®. Em situação de uso, as ações são tão diversas quanto a possibilidade de combinação entre elementos de construção disponíveis na interface.

· Orientar no procedimento de codificação dos dados, definição de um glossário de termos, para que ao final as regras sejam melhor interpretadas pelo especialista. 

· Do ponto de vista pessoal este trabalho serviu para agregar conhecimento acerca de domínios novos. Durante este trabalho nós estudamos um pouco sobre o domínio da educação matemática entendendo os problemas atuais e suas necessidades. Percebemos a necessidade da utilização de software educativos para educação matemática e sua efetiva participação no aprendizado de conceitos matemáticos.

· Aprendemos um pouco sobre o modelo construtivista de análise da adaptação dos usuários a interfaces educativas proposto por Gomes(1999), e que foi a base para a geração dos dados aqui minerados.

· Serviu também para sedimentar e por em prática os conceitos acerca de mineração de dados e aprendizagem de máquina e suas técnicas mais utilizadas. Neste processo foi necessário utilizar a ferramenta weka. A partir deste trabalho adquirimos maior habilidade em trabalhar com uma ferramenta que é muito utilizada no meio acadêmico e que é fruto de algumas teses de  doutorado. Essa ferramenta atendeu as necessidades do nosso projeto mostrando completude em relação às técnicas  de mineração de dados descritas na literatura.

11.1 Considerações futuras.

A metodologia de análise de dados proposta neste trabalho  será aplicada nos campos conceituais das estruturas aditivas ( soma, subtração, números) e estruturas multiplicativas (razão, multiplicação, divisão, proporção e fração), auxiliando no designe dos agentes de interface para esses campos conceituais.  Pesquisas do MEC revelam que no Brasil o aluno chega a quarta série do primeiro grau menor sabendo somar e subtrair e chega a quarta série do primeiro grau maior sabendo multiplicar e dividir. Essa é um falha muito grave no ensino da matemática básica. A utilização de analise de dados nestes campos conceituais visa entender os motivos desse atraso que acontece tanto a escolas públicas quanto particulares, e encontrar  um caminho para mudar essa realidade. 
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14 Anexos

Aqui mostraremos alguns arquivos de resultados oferecidos pelo weka.

	=== Run information ===

Scheme:       weka.associations.Apriori -N 10 -T 0 -C 0.7 -D 0.05 -U 1.0 -M 0.01 -S -1.0

Relation:     preprocessamento-weka.filters.AttributeFilter-V-R5,7-11-weka.filters.AttributeFilter-V-R1,3,5

Instances:    845

Attributes:   3

              Prod

              Funcao

              Teorema

=== Associator model (full training set) ===

Apriori

=======

Minimum support: 0.05

Minimum metric <confidence>: 0.7

Number of cycles performed: 19

Generated sets of large itemsets:

Size of set of large itemsets L(1): 10

Size of set of large itemsets L(2): 16

Size of set of large itemsets L(3): 2

Best rules found:

 1. Teorema=CR 48 ==> Prod=Bon 46    conf:(0.96)

 2. Funcao=Tracer Teorema=MT 73 ==> Prod=Bon 67    conf:(0.92)

 3. Prod=Bon Teorema=TG 54 ==> Funcao=Tracer 43    conf:(0.8)

 4. Teorema=MT 115 ==> Prod=Bon 89    conf:(0.77)

 5. Funcao=Tracer 380 ==> Prod=Bon 290    conf:(0.76)

 6. Prod=Bon Teorema=MT 89 ==> Funcao=Tracer 67    conf:(0.75)

 7. Funcao=Reporter 116 ==> Prod=Bon 86    conf:(0.74)

 8. Teorema=SA 97 ==> Prod=Bon 71    conf:(0.73)

 9. Funcao=Tracer Teorema=TG 59 ==> Prod=Bon 43    conf:(0.73)




	=== Run information ===

Scheme:       weka.associations.Apriori -N 10 -T 0 -C 0.7 -D 0.02 -U 1.0 -M 0.01 -S -1.0

Relation:     preprocessamento-weka.filters.AttributeFilter-V-R5,7-11-weka.filters.AttributeFilter-V-R1,3,5

Instances:    845

Attributes:   3

              Prod

              Funcao

              Teorema

=== Associator model (full training set) ===

Apriori

=======

Minimum support: 0.02

Minimum metric <confidence>: 0.7

Number of cycles performed: 49

Generated sets of large itemsets:

Size of set of large itemsets L(1): 14

Size of set of large itemsets L(2): 27

Size of set of large itemsets L(3): 11

Best rules found:

 1. Funcao=Reporter Teorema=CR 27 ==> Prod=Bon 27    conf:(1)

 2. Teorema=SC 27 ==> Prod=FALSO 26    conf:(0.96)

 3. Teorema=CR 48 ==> Prod=Bon 46    conf:(0.96)

 4. Funcao=Trouver Teorema=SC 19 ==> Prod=FALSO 18    conf:(0.95)

 5. Funcao=Tracer Teorema=MT 73 ==> Prod=Bon 67    conf:(0.92)

 6. Funcao=Tracer Teorema=SA 33 ==> Prod=Bon 27    conf:(0.82)

 7. Prod=FALSO Funcao=Reporter 30 ==> Teorema=TI 24    conf:(0.8)

 8. Prod=Bon Teorema=TG 54 ==> Funcao=Tracer 43    conf:(0.8)

 9. Teorema=MT 115 ==> Prod=Bon 89    conf:(0.77)

10. Prod=FALSO Teorema=SA 26 ==> Funcao=Trouver 20    conf:(0.77)
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Tabela 1.1


Nome, descrição e Atributos que serão utilizados para descrever a unidade de ação avaliada.





Tabela 1.0


Nome, descrição e Atributos das entidades presentes na base de dados do servidor ADeCUI.
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Tabela 2.3


Nome, tamnaho e número de registros dos arquivos gerados durante a pesquisa.





Tabela 2.2


Base final onde serão aplicados os algoritmos de aprendizagem





Tabela 2.1


Base final na qual foi realizado o processo de seleção de atributos





Tabela 2.0


Conjunto de regras relativas ao artefato compasso formando a categoria COR





Tabela 1.9


Conjunto de regras utilizadas na base final





Tabela 1.8


Conjunto de regras da base bruta





Tabela 1.7


Agrupamentos realizados no teorema





Tabela 1.6


Categorias do conjunto de objetos . Primeira coluna categoria, segunda coluna quantidade de ocorrências na base





Tabela 1.5


Agrupamentos realizados no objeto. Primeira coluna categoria antiga, segunda coluna categoria nova





Tabela 1.4


Agrupamentos realizados na função. Primeira coluna categoria antiga, segunda coluna categoria nova





Tabela 1.2


Estratégias de pré-processamento analisadas
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Tabela 1.3


Primeira coluna é a categoria antiga e  a Segunda coluna  a categoria nova. Algumas categorias deixaram de existir.
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À minha família , amigos e professores,


com carinho.








Identificação do tipo de estratégia de análise de dados mais adequada para ser implementada no desenvolvimento do servidor ADeCUI


Trabalho de Graduação











Tabela 1.3


Nome, domínio e tipo de cada atributo.








� Arquivo gerado pelo excel onde todas as células são separadas por virgula. 


� Arquivo gerado pelo weka. Ver detalhes no capítulo 9.


� Para maiores detalhes ver [10] capítulo 3


� Paired t-test é um teste ...


� Para detalhes sobre K- Validação cruzada ver [10].


� Para detalhes sobre o paired t-test [10].


� Processo utilizado para estimar o erro na população


� O ResultProducer é  uma interface do pacote weka.experiment  que define métodos requeridos por objetos que produzem resultados para diferentes randomizações de banco de dados. 


� O ArveragingResultProducer é uma classe do pacote weka.experiment, que recebe os resultados do ResultProducer e manda esses resultdos para  ResultListner, que é uma interface Java capaz de receber os resultados obtido. 


� O crossValidationResultProducer é  uma classe do pacote weka.experiment que é responsável  por receber as méidas 


� O arquivo de configuração dos testes está listado na tabela de arquivos gerados.





_1081010796.unknown

_1081012979.unknown

_1081011015.unknown

_1081010187.unknown

_1081010200.unknown

_1078178830.doc
Fome

Alternativa

Preço

Tipo

Tempo Estimado

Espera



Sim

Não

Baixo

Lanchonete

0-5 minutos

Sim



Não

Sim

Alto

Francês

15-30 minutos

Não



Sim

Sim

Médio

Italiano

4- 15 minutos

Não



Sim 

Não

Alto 

Tailandês

15-30 minutos

Sim



Não

Não

Baixo

Lanchonete

5-15 minutos

Não



Não

Sim

Baixo

Lanchonete

5-15 minutos

Não




