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1.  Introdução
A Internet armazena uma quantidade crescente de informação, a maior parte sendo apresentada em forma de texto. É notável a dificuldade em localizar na Web apenas a informação desejada. Com isso, torna-se necessária a criação de mecanismos de busca e de tratamento de informação que retornem os documentos de real interesse de um usuário. 

Os sistemas de indexação e busca de informação na Web retornam uma grande quantidade de links para páginas de pouco ou nenhum interesse do usuário, pois possuem pequena capacidade em analisar e compreender o conteúdo dos documentos encontrados, tentando contextualizá-los dentro do interesse do usuário. Ademais, ainda que o sistema retorne links para páginas de interesse do usuário, este terá que visitar cada uma dessas páginas e buscar visualmente a informação de interesse. 

Neste cenário, seria de grande utilidade para o usuário ter ao seu dispor sistemas capazes de recuperar os documentos de seu interesse e de extrair deles a informação desejada, a ser apresentada ao usuário de forma clara e objetiva. Essas duas tarefas (recuperação e extração de informação) são de difícil realização na Web, uma vez que os documentos armazenados não seguem um padrão fixo e nem estão classificados a priori.

Contudo, quando se trata de  um domínio específico (e.g. páginas de hotéis, restaurantes, cursos, universidades, receitas culinárias, etc.), os textos podem apresentar alguma regularidade. É essa regularidade que irá possibilitar o bom desempenho de sistemas para seleção e extração de informação dentro desses domínios.

Os sistemas para recuperação (seleção) de páginas de um determinado domínio têm por objetivo classificar em positivas ou negativas as páginas retornadas como resposta a uma consulta, isto é, determinam quais as páginas que pertencem ou não ao domínio em questão. Os sistemas de Extração de Informação (EI), por sua vez, tratam o problema de analisar os documentos selecionados, em forma textual, em busca de dados relevantes para o usuário [Cowie96]. O objetivo geral de um sistema para Extração de Informação não é interpretar o documento inteiro, mas apenas extrair suas partes relevantes, armazenado-as de forma estruturada, geralmente em um Banco de Dados [Elmasri94].

As informações extraídas dos documentos selecionados poderão ser posteriormente classificadas segundo alguma ontologia do domínio. Por exemplo, podemos extrair informações sobre conferências a partir de suas páginas Web e em seguida classificá-las em áreas de atuação. Isto facilitaria o acesso objetivo e rápido à informação extraída.

Tendo como motivação o cenário descrito acima, este Trabalho de Graduação teve como objetivo a construção de um sistema para extração e classificação de informação em páginas Web. O domínio escolhido foi o de receitas culinárias, uma vez que: (1) existe grande quantidade dessas páginas na Web o que indica o interesse do usuário pelo tema; (2) essas páginas apresentam certo grau de regularidade na disposição dos seus itens de informação, o que possibilita a extração desses dados com sucesso; e (3) o domínio da culinária já possui um sistema de categorização associado “quase” consensual (e.g. doces, salgados, entradas, aves, frutos do mar, etc.), o que torna relevante a construção de um sistema de classificação (categorização) automática da informação extraída (as receitas).

O sistema desenvolvido, portanto, extrai receitas culinárias a partir de páginas Web, classificando-as em seguida segundo uma ontologia de domínio. O objetivo final é montar uma base de receitas classificadas por tipo, que ficará disponível para acesso via Web.

O sistema possui dois módulos distintos: (1) o extrator de receitas, que conta com uma base de regras de produção com graus de certeza associados, disparados por uma máquina de inferência; e (2) o classificador de receitas, construído através do uso de um algoritmo de aprendizagem automática (ID3) [Quilan86].

A decisão de se utilizar técnicas diferentes na construção de cada módulo tem razões acadêmicas: ampliar os horizontes de aprendizado do aluno. Uma vez que os módulos são independentes, a construção de um sistema híbrido não traz problemas de compatibilização dos dados sendo trabalhados. Os testes foram realizados com base em um corpus de 271 páginas Web, de onde foram extraídas 822 receitas. O protótipo apresentou um ótimo desempenho tanto na tarefa de extração (precisão = 85%, cobertura = 82% e F-Measure[Rijsbergen79] = 83%), quanto na categorização (os resultados dos testes são mostrados na seção 4, por categoria).

A seguir veremos o contexto de desenvolvimento deste trabalho em maiores detalhes, apresentando um breve levantamento do estado da arte em sistemas para Extração de Informação e sistemas para classificação automática de texto. A seção 3 apresenta o modelo e projeto do sistema extrator-classificador desenvolvido. A seção 4 traz uma descrição detalhada do protótipo construído, apresentando também a metodologia de teste do sistemas e resultados obtidos. A seção 5 conclui este documento com algumas considerações finais e indicações de trabalhos futuros.

2. Contexto

Esta seção traz o contexto de desenvolvimento deste Trabalho de Graduação, apresentando um breve resumo do estado da arte em Extração de Informação e em sistemas para Classificação de Texto.

2.1. Extração de Informação

A Extração de Informação trata o problema da extração de dados relevantes a partir de uma coleção de documentos [Cowie96]. O potencial de aplicações para EI é muito grande, havendo sistemas deste tipo nas mais diversas áreas (e.g. Medicina, Direito, Segurança, entre outras).

A informação requerida é determinada por um conjunto de regras de extração específicas a cada problema. Veremos abaixo como essas regras são construídas/aprendidas e como os sistemas para EI são utilizados.

Antes de apresentarmos os detalhes técnicos sobre sistemas para EI, é importante ressaltar que a escolha da técnica a ser usada na construção do sistema extrator depende da formatação do texto de entrada. Assim, sendo veremos a seguir uma classificação de tipos de texto que irá guiar o resto da apresentação desta seção.

2.1.1. Tipos de Textos

Os textos ou documentos dos quais serão extraídas as informações de interesse podem apresentar algum nível de estruturação na apresentação dos dados, como também podem ser totalmente livres. Assim como definido em [Hsu98], considera-se como parâmetro de classificação a maneira como a informação de interesse é apresentada dentro do texto.

Um texto é considerado estruturado quando apresenta regularidade no formato de apresentação dos dados. Essa regularidade, facilmente capturada por sistemas para EI, permite que cada elemento de interesse seja identificado com base em regras uniformes, que consideram marcadores textuais tais como delimitadores, e/ou ordem de apresentação dos elementos. 

A Figura 2.1 mostra um exemplo de um texto estruturado. As informações de CEP, Logradouro e Complemento são representadas regularmente, utilizando delimitadores de texto (parêntesis, vírgula).

 Ceps da Avenida Boa Viagem

 CEP - Logradouro - Complemento 

 (51011000, AVENIDA BOA VIAGEM, ATE 1380)

 (51020000, AVENIDA BOA VIAGEM, DE 2176 A 3078)

 (51030000, AVENIDA BOA VIAGEM, DE 5000 A 6198)
Figura 2.1 Exemplo de texto estruturado

Uma possível tarefa de extração seria identificar os registros com CEP, Logradouro e Complemento. A Figura 2.2 mostra o resultado da extração.

CEP
Logradouro
Complemento

51011000
AVENIDA BOA VIAGEM
ATE 1380

51020000
AVENIDA BOA VIAGEM
DE 2176 A 3078

51030000
AVENIDA BOA VIAGEM
DE 5000 A 6198

Figura 2.2 Dados extraídos e organizados em registros

Os textos semi-estruturados são aqueles que apresentam alguma regularidade na disposição dos dados. Alguns dados do texto podem apresentar uma formatação, enquanto outras informações aparecem de forma irregular. É o caso de anúncios de classificados em jornais que, em geral, não seguem formato rígido, permitindo variações na ordem  e na maneira em que os dados são apresentados. A Figura 2.3 abaixo apresenta dois anúncios de apartamentos para alugar.

ABASOL 100 com elevador e gar 1q sala c/arms e cama = 380,00 34656660

AL 205 Navegantes térreo 2q = 400,00 33259584

Figura 2.3 Exemplo de texto semi-estruturado

Os textos não estruturados são aqueles que não exibem regularidade na apresentação dos dados. Neste caso, os dados a serem extraídos não são facilmente detectados, a menos que se tenha um conhecimento lingüístico sobre eles. Um exemplo de um texto não estruturado seria um artigo do jornal. A Figura 2.4 mostra um exemplo não estruturado e a informação extraída dele.

Como prêmio, a primeira empresa colocada ganhará uma vaga de incubação no Recife BEAT. Este ano foram escolhidas para participar da seleção a Mill Systems, DoubleB, Jynx Playware, CAD.dwg, CellNews, ExpoWorks. 

       Texto extraído:

Empresas listadas do artigo:

Mill Systems, DoubleB, Jynx Playware, CAD.dwg, CellNews, ExpoWorks
Figura 2.4 Exemplo de Texto não estruturado e informação extraída.

Veremos a seguir uma breve apresentação sobre as técnicas de Extração de Informação.

2.1.2. Técnicas e Sistemas para Extração de Informação

Existem diferentes técnicas para a Extração de Informação. O tipo de texto de onde será feita a extração tem grande influência sobre a escolha da técnica a ser utilizada que pode se basear apenas na estrutura do texto, quando existente. A literatura aponta duas técnicas principais para construção de sistemas para EI: sistemas baseados em processamento de linguagem natural e em wrappers.

Em ambos os casos, são definidas regras ou padrões de extração para indicar os dados de interesse a serem extraídos. A definição de tais padrões pode ser feita manualmente, por algum especialista, ou com diferentes graus de automação. Veremos a seguir alguns detalhes sobre essas técnicas.

Sistemas para EI baseados em Processamento de Linguagem Natural

As técnicas de Processamento de Linguagem Natural [Allen95] têm sido amplamente utilizadas no tratamento de documentos com pequeno ou nenhum grau de estruturação [Cowie96]. O objetivo do uso dessas técnicas de PLN na Extração de Informação é tentar compreender textos em alguma língua natural, a fim de encontrar os dados relevantes a serem extraídos.

Sistemas de Extração baseados em PLN têm sido definidos para diferentes domínios, contando com etapas de processamento comuns aos sistemas de PLN em geral, e mais alguns módulos específicos para EI. Com base na arquitetura definida por Appelt e Israel [Appelt99], foram identificados seis módulos principais presentes em sistemas para EI baseados em PLN:  tokenizador, processador léxico e/ou morfológico, analisador sintático/semântico, um módulo onde são definidos os padrões de extração,  analisador do discurso e o último módulo de preenchimento de templates.

A fase de tokenização, ou separação de palavras, tem como objetivo a separação dos termos do texto, de modo a possibilitar a identificação dos constituintes das sentenças. Na maioria dos casos, esta tarefa é feita pelo reconhecimento dos espaços em branco e outros sinais de pontuação que delimitam as palavras.

Após a separação das palavras, é feita uma análise léxica e morfológica. Nesta etapa, a cada palavra é atribuída sua classe morfológica (substantivo, verbo, artigo, etc.) e demais características (feminino, plural, etc.). Este módulo também é responsável pelo reconhecimento de nomes próprios e outros itens que podem ter uma estrutura interna (data, hora, etc.).

O módulo de análise sintática e semântica é responsável por receber uma seqüência de itens léxicos e tentar construir uma estrutura sintática para cada sentença do texto. Para cada constituinte dos grupos nominais e verbais reconhecidos, são associadas algumas características que podem ser combinadas nas fases seguintes com os padrões de extração. Por exemplo, nos grupos nominais, pode-se incluir informações sobre a raiz do núcleo, se ele corresponde ou não a um nome próprio, assim com seu papel semântico no contexto da frase.

A construção de regras ou padrões de extração consiste na criação de um dicionário de regras de extração específico  para o domínio sendo tratado. Isto permite ao sistemas extrair os dados de interesse. Em geral, esses padrões se baseiam em restrições sintáticas e semânticas, aplicadas aos constituintes das sentenças [Muslea99].

A etapa de análise do discurso tem como objetivo relacionar diferentes elementos do texto. Esta fase considera o relacionamento entre as sentenças, ao contrário das anteriores. Segundo [Cowie96], este módulo inclui alguns tratamentos de problemas como:

· Análise de frases nominais, que se refere à tarefa de reconhecer e interpretar apostos e outros grupos nominais complexos;

· Resolução de correferência, que trata o problema de identificar quando uma nova frase nominal (normalmente, um pronome) se refere a outra já citada anteriormente;

· Descoberta de relacionamento entre as partes do texto, que objetiva estruturar as palavras do texto em uma rede associativa, fornecendo suporte à tarefa de extração.

O módulo de preenchimento de templates recebe os dados dos estágios anteriores e preenche os templates definidos pela aplicação. 

Exemplos de Sistemas para EI Baseados em PLN

Um grande número de sistemas para EI a partir de textos em Linguagem Natural vem sendo construído. A maior parte desses sistemas foi motivada pela realização das conferências promovidas pela DARPA (MUC). Como resultado, é possível observar hoje uma tendência maior nesses sistemas de compartilhar praticamente as mesmas técnicas e arquiteturas [Lehnert96]. A seguir, é mostrado um exemplo que utiliza técnicas de PLN para tratar de textos livres.

O sistema LaSIE [Gaizauskas5] foi desenvolvido para ser  um sistema de propósito geral, destinado inicialmente a realizar tarefas especificadas na MUC-6 [MUC95]: reconhecimento de entidades nomeadas (nomes próprios, datas, etc.), resolução de correferência, preenchimento dos atributos das entidades no Template de Elementos e preenchimento dos Templates de Cenário. Os Templates de Cenário descrevem eventos ou relações entre as entidades. No caso da MUC-6, a tarefa era reconhecer relações específicas entre pessoas que deixavam/assumiam cargos de gerência em empresas.

A estrutura de alto nível do sistema LaSIE é ilustrada na Figura 2.5. O sistema possui uma arquitetura pipeline, consistindo em três estágios principais: pré-processamento léxico, parsing/análise semântica e interpretação do discurso.
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Figura 2.5 Arquitetura do Sistema LaSIE

Os sistemas que utilizam PLN embutem em seu código algum conhecimento específico do domínio e da tarefa em questão, apesar de utilizar técnicas genéricas de PLN.

Sistemas Wrappers para EI

Diferentemente dos sistemas para Extração de Informação baseados em PLN, os sistemas wrappers exploram a regularidade apresentada por textos estruturados ou semi-estruturados a fim localizar os dados relevantes. 

Em geral, um wrapper têm os objetivos principais de extrair a informação contida em documentos e exportar essa informação como parte de uma estrutura de dados (e.g. um Banco de Dados).

Normalmente, esses wrappers são construídos de maneira ad-hoc, não existindo uma arquitetura consensual a esse tipo de sistema. Cada um possui modularidade, facilidade de manutenção e reuso do código de acordo com as suas necessidades individuais. Quanto à técnica de implementação, esses sistemas podem ser construídos de forma automática, semi-automática ou totalmente manual [Azavant98].

A abordagem automática para construção de wrappers utiliza técnicas de aprendizagem de máquina [Mitchell97], com o objetivo de aprender regras de extração a partir de um corpus de treinamento. Esta abordagem não requer praticamente nenhum esforço humano para escrever o código de um novo wrapper. No entanto, o comportamento das regras de extração geradas depende da seleção manual dos exemplos de treinamento. Mais adiante serão abordadas as questões de aprendizado e treinamento.
A construção semi-automática de wrappers se faz com o auxílio de ferramentas que permitem que o usuário especifique a estrutura dos dados a serem extraídos e o contexto em que tais dados ocorrem no documento. [Azavant98]

Construir manualmente um wrapper significa escrever todo o código do programa. É a técnica mais demorada e trabalhosa, porém é a que apresenta maior precisão nos dados extraídos. Trata-se de uma técnica simples, mas o nível de detalhes pode ser grande. Neste caso, normalmente as regras de extração são regras de produção tradicionais, podendo-se utilizar uma máquina de inferência a fim de melhorar o desempenho do sistema [Nunes00].

Exemplos de Sistemas Wrappers para Extração de Informação

Como discutido acima, os wrappers podem ser construídos de forma automática, semi-automática ou manual. A seguir, será citado um exemplo para cada uma destas abordagens.

O WIEN (Wrapper Induction Environment) [Kushmerick97] foi um sistema pioneiro em introduzir técnicas de indução em wrappers, que utiliza a abordagem automática. A partir de exemplos devidamente selecionados, o sistema aprende regras que descrevem o comportamento dos dados a serem extraídos. Tais regras baseiam-se em delimitadores, que limitam o texto a ser extraído.

O W4F (WysiWyg Web Wrapper Factory) [Azavant98] é uma ferramenta semi-automática em Java, desenvolvida pela Universidade da Pennsylvania, cujo objetivo é gerar wrappers para documentos disponíveis na Web. A ferramenta oferece uma interface gráfica (Wizards), através da qual o usuário informa ao sistema os dados a serem extraídos.

O projeto COIN (Context Interchange) [Bressan97], desenvolvido no MIT, utiliza wrappers manuais para permitir o acesso integrado a fontes heterogêneas de informação. A idéia central é construir wrappers com interfaces genéricas que possam ser reusados para uma variedade de tipos de documentos (bancos de dados on-line, páginas Web, etc.). Os wrappers baseiam-se em um arquivo de especificação que determina quais são os dados a serem extraídos, como eles podem ser extraídos e como devem ser estruturados e apresentados.

2.1.3. Avaliação de Sistemas Baseados em PLN e em Wrappers

O desempenho dos sistemas de Extração de Informação pode ser medido utilizando a cobertura e precisão. Em Extração de Informação, a cobertura corresponde à fração da informação extraída corretamente em relação quantidade total requerida, enquanto que a precisão refere-se à fração da informação extraída corretamente pelo total que foi extraído.

Essas medidas, contudo, são conflitantes. Quando se tenta aumentar a cobertura, a precisão pode piorar e vice-versa. Por isso, muitas vezes adota-se a F-Measure [Rijsbergen79] que avalia o desempenho geral de um sistema.

A seção 4 traz mais detalhes sobre cálculo dessas medidas, onde o desempenho do sistema desenvolvido como parte deste Trabalho de Graduação será apresentado.

Vale ressaltar que, além da precisão e cobertura, os sistemas wrappers também consideram o tempo de processamento e a eficácia do algoritmo de aprendizagem, como medidas de desempenho.

Em consultas à literatura disponível, foi possível concluir que os sistemas construídos manualmente apresentam um desempenho levemente melhor do que o dos sistemas construídos com base em algoritmos de aprendizagem automática. Isto se deve à dificuldade desses algoritmos em capturarem regularidades embutidas nos chamados “objetos estruturados”, isto é, blocos que formam o documento, mas que apresentam outros blocos menores dentro deles como subestruturas. Um exemplo deste tipo de objeto são páginas Web contendo citações a produção técnica e científica. Este problema foi abordado em detalhes por Nunes [Nunes00], que construi um wrapper manual com ótimo desempenho na tarefa de extração de dados a partir de tais páginas.
Considerações Finais

Esta seção apresentou as principais técnicas de Extração de Informação, juntamente com alguns exemplos de sistemas implementados. Como visto, o tipo de texto a ser tratado é de grande importância na escolha da técnica a ser utilizada. Sistemas para EI baseados em PLN são utilizados principalmente no tratamento de textos não estruturados. Apesar de apresentarem um alto grau de dificuldade na sua construção, e um tempo de desenvolvimento mais lento do que os sistemas wrappers, esses sistemas são os mais indicados para lidar com as irregularidades e imprecisões da língua natural.

Os sistemas wrappers, por outro lado são preferidos nos tratamento de textos semi ou totalmente estruturados.

Com base nessas observações, podemos escolher a técnica mais adequada ao nosso caso, a extração de receitas culinárias a partir de páginas Web. Por se tratar de texto semi-estruturado, optamos pela construção de um sistema wrapper (ver seção 3).

A seguir, apresentaremos um breve resumo sobre sistemas para classificação de texto.

2.2. Sistemas para Categorização de Texto

Existem várias abordagens para a construção de sistemas classificadores. Nesta seção, serão brevemente descritos algumas técnicas e sistemas voltados para esta tarefa.

Dividimos nossa apresentação entre técnicas de construção manual de classificadores e técnicas baseadas em aprendizagem automática.

Os classificadores construídos manualmente normalmente adotam a abordagem de sistemas baseados em conhecimento, com uma base de conhecimento e algum mecanismo de inferência associado (seção 2.2.1). Já os classificadores construídos automaticamente utilizam os mais diversos algoritmos de aprendizagem automática, como o ID3 e as redes neurais (seção 2.2.2).

Em ambos os casos é necessária a coleta de dois corpus de exemplos do domínio sendo tratado. Um dos corpus é utilizado para a construção do sistema e o outro é usado para testar seu desempenho. No caso de sistemas construídos manualmente, o primeiro corpus observado cuidadosamente pelo engenheiro de conhecimento, para a construção da base de conhecimento. No segundo caso, esse corpus é apresentado ao algoritmo de aprendizagem automática para possibilitar a indução do classificador.

2.2.1. Sistemas Baseados em Conhecimento

O principal componente de um sistema baseado em conhecimento é a sua base de conhecimento. A base de conhecimento, BC, é um conjunto de representação de fatos e regras sobre o domínio em questão. [Russel95]

Os sistemas baseados em conhecimento formalizam e implementam parte dos agentes baseados em conhecimento. O agente de um sistema baseado em conhecimento age de acordo com a sua base de conhecimento. Os agentes percebem o estado atual do sistema e “perguntam” para a BC o que deve ser feito. A base retorna uma ação para o estado passado pelo agente. Um raciocínio lógico é usado para decidir qual é a melhor ação possível, dados as percepções do agente e os seus objetivos. Tal raciocínio é implementado pelo mecanismo de inferência do agente. Observe a Figura 2.6.

A base de conhecimento e o mecanismo de inferência são os principais componentes de um agente baseado em conhecimento. Na base de conhecimento estão as sentenças em uma linguagem de representação do conhecimento que o computador possa entender. O mecanismo de inferência é responsável por inferir, a partir do conhecimento da base, novos fatos ou hipóteses.
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Figura 2.6

[Russel95] descreve um agente baseado em conhecimento em três níveis: o nível de conhecimento, o nível lógico, onde o conhecimento é passado para sentenças, e o nível de implementação, onde é construída a arquitetura do agente.





Figura 2.7 Fases de desenvolvimento de um sistemas baseado em conhecimento.

No nível de conhecimento, por exemplo, pode ser dito a um aspirador de pó automático que o canto superior direito da sala está sujo. No nível lógico, essa informação poderia ser representada por uma sentença do tipo Sujo(Superior, Esquerdo) na sua base de conhecimento. A sentença Sujo(Superior, Esquerdo) poderia ser representada pela String “Sujo(Superior, Esquerdo)” no nível de implementação.

A base de conhecimento deve ser clara, concisa, correta, não ambígua, como também deve representar apenas os objetos e relações relevantes do mundo em questão. Para fazer uma boa representação do mundo é necessário que o engenheiro de conhecimento tenha um bom entendimento sobre o mundo. Um engenheiro de conhecimento sabe como fazer representações, mas pode não ter grande conhecimento sobre o mundo a ser representado. Tal conhecimento pode ser adquirido entrevistando um especialista da área, ou estudando o assunto. O processo de construção da base de conhecimento é chamado de engenharia de conhecimento.

Exemplo de Categorizador Baseado em Conhecimento

O sistema Construe-TIS (categorization of news stories, rapidly, uniformly, and extensibly - topic identification system) [Hayes90] é um sistema de categorização de notícias utilizando técnicas baseadas em conhecimento para associar categorias a textos. Este sistema foi desenvolvido pela Carnegie Mellon University a pedido da agência de notícias Reuters, interessada em automatizar seu processo de indexação de documentos de modo a obter maior rapidez na indexação das notícias (alguns minutos, ou segundos) ao invés de dias.

As metas iniciais especificadas para o Construe foram atingidas e até mesmo superadas, tais como listadas abaixo [Hayes]:

· Aceitar as mais variadas categorias de notícias da Reuters, incluindo as notícias econômicas, financeiras e gerais;

· A categorização deveria ser feita e nenhuma, uma ou até algumas categorias de um total de 150 tipos distintos (674 diferentes categorias foram atingidas);

· Reconhecer nomes de companhias a partir de uma base de dados de 10.000 nomes (17.000 nomes de companhia foram atingidos);

· Processar notícias com uma média de 5 segundos;

· Apresentar um nível de precisão da ordem de 85% (foi conseguido o valor de 89% de precisão);

· Manutenção fácil do sistema no caso da inserção de novas categorias ou da modificação de outras já existentes;

· Funcionamento em máquinas comerciais padrão com a capacidade de operação durante as 24 horas do dia.

O sistema Construe conta com uma base de regras explícita, que acoplada ao bloco de execução do sistema, recebe os textos da Reuters e retorna os nomes das companhias citadas e a categoria a que o documento pode ser associado. (Figura 2.8)




Figura 2.8: Funcionamento da base de regras do sistema Construe.

O funcionamento do Construe (Figura 2.9) consiste basicamente em uma "tradução" do documento recebido em uma forma interpretada pelo sistema, e em duas fases principais de processamento: o reconhecimentos de conceitos (concept recognition) e as regras de categorização (categorization rules). 

O Construe consegue reconhecer conceitos em um documento através de um conjunto de palavras e frases que estão contidas em sua base de regras, e que são indicativas de cada conceito (concept definition). A fase de reconhecimento de conceitos é responsável pelo agrupamento de palavras ou frases indicativas de um mesmo conceito, pela identificação de relações entre certas palavras (sujeito-verbo, sujeito-objeto), e pela atribuição de pesos aos termos dependendo de quão indicativos são de um certo conceito.

A decisão final de categorização é feita por meio de uma base de regras de produção (If-Then) que combinam conceitos booleanos presentes no documento, com a importância desses conceitos para cada categoria, e com sua localização no documento.

A precisão e a cobertura do sistema Construe foram, respectivamente, de 84% e 94%, medidas por meio de um conjunto de teste composto por 723 documentos não processados anteriormente pelo sistema nem previamente examinados pelos desenvolvedores.

Figura 2.9 Arquitetura do sistema Construe para a tarefa de categorização de documentos e reconhecimento de nomes de companhias [Hayes90].

Considerações Finais

Nesta seção foi vista uma abordagem declarativa para a construção da base de conhecimento, onde as regras e os fatos inicialmente inseridos na base são construídos manualmente, através de uma linguagem de representação. Outra abordagem para a construção de bases de conhecimento é através de mecanismos de aprendizado.

2.2.2. Classificadores Baseados em Aprendizagem de Máquina

A construção manual de classificadores baseados em conhecimento a partir de regras manuais pode se tornar uma tarefa muito lenta e trabalhosa, dependo do domínio em questão. Além disso, é desejado que muitos sistemas melhorem seu desempenho e precisão das respostas na medida em que suas entradas são processadas (aprendizagem on-line). Motivado por estes fatores, os sistemas de aprendizagem automática têm como objetivo a criação de regras de produção a partir de exemplos de treinamento.

Alguns algoritmos de aprendizagem aprendem através de um treinamento prévio feito por um engenheiro de conhecimento e geram regras que pode ser inseridas dentro da base de conhecimento. Outros algoritmos de aprendizagem podem rodar dentro de agentes inteligentes que usam suas percepções do ambiente como exemplos de forma independente. Tais algoritmos autônomos aprendem agindo (e.g. jogos). Explicaremos melhor a primeira técnica citada acima pois foi a utilizada neste trabalho de graduação.

Para adquirir conhecimento para o sistema inteligente, o engenheiro de conhecimento inicialmente seleciona exemplos e os classifica (e.g. classificação de documentos científicos quanto ao assunto). Em seguida, os exemplos são processados por um algoritmo de aprendizagem, escolhido e parametrizado pelo engenheiro. O algoritmo gera regras que são adicionadas ao agente inteligente. O engenheiro pode avaliar o desempenho do sistema através de exemplos de teste (preferencialmente exemplos diferentes dos usados no treinamento) e fazer críticas. Este processo pode ser repetido até que resultados aceitáveis sejam atingidos.





Figura 2.10 Fases de um sistema de aprendizagem  automática

Existem várias técnicas de aprendizagem com várias características que podem ser melhor utilizadas para situações diferentes, entre as quais [Mitchell97]: indução de árvores de decisão, redes neurais, algoritmos genéticos, inferência lógica e rede bayesiana. Para decidir qual a melhor técnica a ser utilizada é aconselhável conhecer o contexto em que os elementos de aprendizagem irão operar. O contexto pode ser analisado quanto à tarefa de aprendizagem, complexidade do ambiente, retorno do processo de treinamento (feedback), conhecimento prévio, representação do conhecimento e viés indutivo.

Para escolher a técnica mais apropriada para um contexto, deve-se levar em consideração qual a tarefa de aprendizagem. As principais tarefas de sistemas de aprendizagem são classificação de dados, previsão de dados, controle, otimização, meta-aprendizagem e aprendizagem multi-camada (mais de uma tarefa).

Quanto à complexidade do ambiente, deve-se levar em conta características, a partir dos exemplos, como se o ambiente é acessível, episódico, discreto, determinista, ruidoso, diverso, entre outras.

Quando um engenheiro de conhecimento verifica a saída de um algoritmo de aprendizagem e avalia se o resultado foi correto ou não, pode-se dizer que o retorno do processo de treinamento foi supervisionado. Este tipo de feedback pode ser usado para melhorar o processo de aprendizagem passando uma avaliação para o agente. Também pode ser escolhida uma abordagem de retorno do processo de treinamento em que nenhum supervisão é feita. [Russel95]

A representação do conhecimento diz respeito ao formalismo utilizado para a representação das regras geradas pela técnica, e indica a expressividade do conhecimento gerado, podendo ser: funções matemáticas, lógica, distribuição de probabilidades, redes conexionistas, árvores de decisão, etc.

O viés de uma técnica é a preferência por determinadas soluções dentro do espaço total, inerente à forma de funcionamento da técnica. Este viés pode surgir da falta de expressividade da linguagem utilizada para representar regras, da distribuição probabilística dos pontos no espaço, entre outros. É decorrente da existência de algum viés, que surge o poder de generalização de algoritmos de aprendizagem.

Aprendizado Indutivo




Figura 2.11 Exemplo de Aprendizado Indutivo

O aprendizado indutivo consiste na inferência de uma regra geral (hipótese) a partir de exemplos. Formalmente, considere um exemplo de treinamento (x, f(x)), onde x é a entrada e f(x) é a saída da função aplicada a x. A tarefa da indução é: para um conjunto de exemplos dados de f, retornar uma função h que se aproxime de f. Esta função h é chamada de hipótese. [Russel95]

O aprendizado indutivo pode ser incremental ou não incremental. No aprendizado incremental, a hipótese é atualizada a cada exemplo, o que torna esta forma de aprendizagem mais flexível e contextualizada, porém a ordem de apresentação dos exemplos é importante. No aprendizado não incremental, a hipótese é gerada a partir de todo conjunto de exemplos, tornando esta técnica mais prática.

Ambigüidade e Overfitting

Um algoritmo de aprendizagem é dito ambíguo quando encontramos dois ou mais exemplos com a mesma descrição porém classificações diferentes. Este problema pode ser decorrente de ruído nos dados (dados incorretos) ou por não haver atributos suficientes.

Outro problema dos algoritmos de aprendizagem é a hiper-especialização, overfitting. Tal problema ocorre quando existe uma regularidade muito restrita nos dados de treinamento, deixando aprendizagem eficiente apenas para a resolução de um conjunto de dados. Um exemplo no mundo real para este problema é o caso de um aluno de geografia que só estude as capitais do Nordeste do Brasil. Quando for perguntado para ele algum assunto sobre as capitais de outra região, ele dificilmente saberá responder, enquanto que os assuntos com respeito às capitais do Nordeste, ele é capaz de responder facilmente.

Os dois problemas apresentados acima podem ocorrer em qualquer algoritmo de aprendizagem. Para o problema da ambigüidade, uma possível solução seria um maior conjunto de treinamento que gerasse regras para cobrir um maior número de casos. Já para o overfitting, uma possível solução seria a poda, que previne a divisão de atributos que não são claramente relevantes. A validação cruzada é outra técnica que elimina os perigos de overfitting e verifica a robustez dos resultados. A validação cruzada divide o conjunto de exemplos em um conjunto de treinamento e um conjunto de teste e faz processamento com tamanhos diferentes desses conjuntos até que se chegue a um resultado satisfatório.[Russel95]

Árvores de Decisão

Aprendizagem com árvores de decisão é um dos métodos mais utilizados para inferência indutiva.  Neste método, a função de aprendizagem é representada por uma árvore que classifica instâncias desde a raiz da árvore até alguma de suas folhas que prover a classificação para a instância. [Mitchell97]

Cada nó da árvore especifica um teste para algum atributo da instância, e cada galho a partir de um nó corresponde a um possível valor deste atributo. Uma determinada instância começa a ser testada a partir da raiz da árvore, descendo pelos galhos da árvore, sendo testada a cada nó até chegar à raiz.

Conjuntos contendo exemplos positivos e negativos devem ser aplicados no treinamento. A aprendizagem deve gerar uma descrição que cubra os casos positivos e exclua os negativos. 

A Figura 2.12 mostra um exemplo de uma árvore de decisão. É mostrada uma situação se um pessoa deve decidir de vai esperar na fila de um banco para pagar uma conta. A tabela da Figura 2.12 mostra que são os atributos considerados se a conta a pagar vence hoje, se o banco está cheio, se está chovendo e se a pessoa está com pressa.

Vence hoje
Banco Cheio
Chovendo
Está apressada
Espera

Sim
Não
Sim
Não
Sim

Sim
Sim
Sim
Não
Sim

Não
Sim
Não
Sim
Não

Não
Não
Não
Não
Sim

Sim
Sim
Não
Sim
Sim

Não
Sim
Sim
Não
Sim

Não
Não
Não
Sim
Sim


Figura 2.12 Exemplo de Árvore de Decisão
O algoritmo ID3

O algoritmo de aprendizagem baseado em árvores de decisão, ID3, constrói  a árvore de cima para baixo, colocando o melhor atributo da instância na raiz. Os galhos que partem da raiz são alocados para os possíveis valores do atributo, e os exemplos de treinamento são classificados pelos respectivos galhos da raiz. Os demais nós a partir da raiz também são alocados para outros atributos, de acordo com a sua importância, de cima para baixo na árvore.

O principal problema do algoritmo ID3 é como determinar que atributo deve ser representado na raiz da árvore de decisão e nos demais nós (e.g. Por que o atributo “Está apressada” não está na raiz?). Cada atributo da instância deve ser avaliado usando testes estatísticos que determinam o quanto ele, sozinho, influencia na classificação dos exemplos de treinamento (Ganho de Informação). O melhor atributo é selecionado e usado na raiz da árvore. Este processo é repetido usando exemplos de treinamento associados com cada nó descendente para selecionar o melhor atributo a ser testado em cada ponto da árvore. O ID3 utiliza a busca gulosa para as árvores de decisão, de forma que o algoritmo nunca reconsidere escolhas anteriores. [Mitchell97]

Técnicas de poda da árvore de decisão foram adicionadas em versão posteriores do algoritmo ID3 para evitar o overfitting. Umas destas técnicas é chamada de poda com redução de erro [Russel95], que utiliza um conjunto de validação para testar o desempenho da árvore enquanto está sendo construída. Caso a escolha de um atributo para um nó gere uma árvore com desempenho, no conjunto de validação, pior do que a anterior, o nó escolhido é descartado. Outra técnica de poda utilizada é a rule post-prunning [Russel95]. Inicialmente, a árvore é gerada normalmente, e depois convertida num conjunto equivalente de regras booleanas. Estas regras são generalizadas, com a retirada de condições que piorem a performance das regras em um dado conjunto de validação. 

O algoritmo C4.5[Quinlan93] é a evolução do ID3, englobando todas as técnicas de poda de árvore, além de permitir a existência de valores numéricos nos atributos. O C4.5 foi o algoritmo utilizados neste projeto.

Exemplo de Sistema Baseado em Árvores de Decisão

Experimentos realizados em [Lewis94] visaram a comparação entre os resultados para a tarefa de categorização de textos para as abordagens de Aprendizado Bayesiano e Árvores de Decisão, sendo apenas este último descrito a seguir. O algoritmo utilizado para o treinamento da árvore de decisão foi o do DT-min10, que utiliza a técnica de árvores de decisão para a divisão recursiva dos exemplos de treinamento em subconjuntos, baseando-se na medida da entropia [Maron61].

A abordagem adotada pelos autores consistiu na construção de uma árvore de decisão por meio do algoritmo do DT-min10, forçando-se a criação de uma folha na árvore de decisão cada vez que mais de 10 exemplos de treinamentos satisfizessem ao nó, sem uma posterior podagem. A resposta fornecida pela árvore de decisão consistiu na probabilidade do documento pertencer a dada categoria, ao invés de apenas uma saída binária de pertinência. A decisão final de atribuir o documento à categoria foi realizado pela definição de um limiar, de modo que documentos cujas probabilidades se situassem acima deste seriam considerados como pertencentes à categoria. A Figura 2.16 mostra uma árvore de cisão gerada para a uma categoria e truncada na profundidade 4. Os valores indicados nas folhas indicam o número de exemplos positivos e negativos em cada uma para o conjunto de treinamento.

O corpus utilizado para nos experimentos foi o Reuters-22173, que se tornou um padrão para experimentos na área de categorização de textos, composto por 21.450 documentos de notícias do ano de 1987 com um total de 135 categorias manualmente classificadas. O conjunto de documentos foi dividido em dois grupos: 14.704 exemplos de treinamento e 6.746 de teste.

A avaliação do experimento foi realizado pelo método do micraveraging [Lewis91], que considera todas as decisões como um único grupo para o cálculo da precisão e da cobertura, obtendo o resultado de 67%.


Figura 2.16 Árvore de decisão gerada pelo DT-min10 para a categoria ACQ [Lewis94].

3. Modelo e Projeto do ReicExClassi: Sistema Extrator e Classificador de Receitas Culinárias 

Como apresentado na seção 1, o trabalho aqui apresentado tem como objetivo específico a construção de um sistema para extração e classificação de receitas culinárias a partir de páginas eletrônicas de receitas. Para tanto, foi construído o ReicExClassi, capaz de identificar receitas, formatando-a de acordo com um banco de dados alvo, e em seguida classificando-a quanto uma ontologia de domínio.

O trabalho aqui desenvolvido pode ter aplicação imediata na criação de um repositório estruturado contendo receitas classificadas disponíveis na Web.

A seguir, teremos uma visão geral do ReicExClassi, onde será possível entender melhor seus objetivos. A seção 3.1 apresenta o problema da Extração de Informação, seguida da seção 3.2 que mostra o problema da Classificação. Por fim, a seção 3.3 traz as Considerações Finais. Maiores detalhes de implementação são apresentados na seção 4.

3.1. Extração de Receitas

Como vimos acima, este trabalho tem como foco principal a construção do ReicExClassi, sistema para extração e classificação de receitas culinárias a partir de páginas eletrônicas de receitas. Nessa seção, abordaremos o problema de Extração de Receitas.

A grande dificuldade da tarefa abordada reside na necessidade de tratar informações semi-estruturadas e em formato textual. Esta dificuldade ocorre principalmente na conversão do conteúdo das páginas eletrônicas (que são escritas em diversos formatos) para uma estrutura de registros. Como exemplo, temos a página de receitas mostrada na Figuras 3.1, a partir do qual o sistema se propõe a extrair dados que irão preencher registros de uma base de dados, mostrado na Figura 3.2.

A tecnologia atual mais apropriada para tratar esse tipo de problema é a Extração de Informação, conforme exposto na seção 2.1. No nosso caso, em particular, destacamos a necessidade de analisar documentos HTML semi-estruturados, construindo um sistema wrapper manualmente para este fim.

A escolha da técnica de construção de wrappers (em detrimento das técnicas de PLN), bem como da abordagem manual foi baseada no interesse em trabalhar nesse Trabalho de Graduação com técnicas manuais (na extração) e automáticas (na classificação).

Figura 3.1 Página de receita

Outro aspecto levado em conta nesta escolha foi baseado nas características inerentes às fontes de informação aqui utilizadas, que apresentam certo grau de estruturação, porém com uma regularidade dificilmente capturada por uma algoritmo de aprendizagem semi ou totalmente automático. Outra consideração em tal escolha foi o melhor desempenho (precisão na identificação dos dados) apresentados pelos sistemas wrappers manuais, quando comparado às demais abordagens.


Figura 3.2 Base de Receitas

3.1.1. Apresentação do Problema

Conforme dito na seção anterior, o objetivo inicial deste trabalho consiste em extrair receitas a partir de páginas Web. Após uma análise detalhada de várias páginas de receitas, identificamos um estrutura (ou modelo) comum que representas os dados a serem extraídos:

· Título: título da receita;

· Corpo da Receita: conteúdo da receita que pode ter todas as instruções de como preparar determinado prato, como também pode está dividida em ingredientes e modo de preparo, ou modo de fazer.

Com base na estrutura apresentada acima, o sistema deve ser capaz de identificar e extrair a informação referente aos dois itens.

Em muitas páginas de receitas, o corpo apresenta-se dividido em ingredientes e modo de preparo. Porém, em outras páginas não há praticamente nenhum identificador entres esses itens, sendo necessário algum processamento de linguagem. Por esta razão, neste trabalho consideramos apenas o título e o corpo da receita, sem subdivisão neste último.

Considerando o objetivo de extrair cada informação acima especificada, reconhecemos três níveis de hierarquia em que problemas diferentes precisam ser atacados:

· No primeiro nível, destaca-se o problema de conhecer se uma dada página eletrônica contém receitas (Esta tarefa está sendo realizada por Ivan Gesteira Costa Filho, no seu Trabalho de Graduação). 

· O segundo problema consiste em encontrar os blocos de receitas existentes dentro da página.

· O terceiro problema tem como objetivo identificar e extrair o título e o corpo da receita, para preencher a estrutura de dados mostrada na Figura 3.2.

3.1.2. Tratamento do Problema

Como vimos antes, o módulo extrator ReicExClassi recebe páginas de receitas já selecionadas e, a partir daí, extrai os dados para preencher a base de dados. Nossa tarefa na etapa de Extração de Informação, concentra-se na identificação de cada bloco de receita contidos na página e na extração das informações que cada bloco traz.

Neste sentido, foram definidos dois tipos de regras: as regras de separação, que baseadas na estrutura do texto, procuram identificar o início e término de uma receita; e a regras de classificação que verificam se o conteúdo separado pelas regras de separação se refere a uma receita.

A identificação de um título serve como marcador para o início de um receita. O final da receita poderia ser delimitado pelo início (título) da receita seguinte. Porém, foi analisado que esta não era a melhor solução, uma vez que poderia ter muita informação inútil depois da última receita da página e quanto um título não fosse corretamente identificado, duas ou mais receitas seriam extraídas juntas. Como solução, as regras de separação precisaram identificar o final de uma receita através de características léxicas e estruturais.

É importante ressaltar que o fato de o sistema proposto visar um domínio de aplicação restrito facilita a identificação e classificação das cadeias por meio de regras. De fato, essas regras representam conhecimento empírico gerado a partir de uma análise detalhada do domínio, e que se assemelham ao conhecimento utilizado da leitura do texto por um ser humano.[Nunes00] 

O processo de definição de regras é uma aplicação direta do conhecimento obtido durante a análise de textos, em que se tenta “simular” o papel do leitor em entender e extrair as partes desejadas do texto [Nunes00]. Nesta análise, são consideradas as características léxicas e estruturais do texto. O sistema conta também com um dicionário de termos de domínio, para auxiliar na identificação dos títulos das receitas.

As regras definidas não assumem a existência de um único padrão na forma em que as receitas são apresentadas. Cada regra tenta incorporar um conjunto amplo de formatos encontrados nas páginas de receitas.

As características léxicas que o sistema utiliza para separar as receitas consistem em palavras ou termos que aparecem no texto da entrada, com também em tags do formato HTML, que possuem um significado relevante no contexto de extração. Por exemplo, a existência da palavra “Bolo” em uma cadeia em negrito (delimitada pelos tags <B> e </B>) constitui uma importante evidência de que esta cadeia representa um título de uma receita.

Durante a análise das características léxicas e estruturais do texto, foram selecionados termos para ajudar na identificação dos títulos das receitas que foram colocados num dicionário dos termos comuns. Uma parte deste dicionário é mostrado na Figura 3.3.


Figura 3.3 Trecho do dicionário de termos

3.1.3. Definição das Regras de Extração

Como visto na seção anterior, o texto de entrada (página HTML) será percorrido do início ao fim, na busca de marcadores que delimitam as possíveis receitas. Inicialmente, o texto é percorrido em busca de títulos e suas posições são armazenadas num vetor. 

Foi observado que os títulos aparecem em destaque (e.g. negrito, itálico, etc.) nas páginas em 98% dos casos. Quando os possíveis marcadores de títulos(e.g. <B> </B>,<H2> </H2>, etc.) são encontrados, o texto puro (sem HTML) do título é extraído e separado em termos. Em seguida, procura-se pelos termos do título no dicionário de termos. Observe a Figura 3.4. Quando os termos do título são encontrados no dicionário, a posição do título no texto é armazenada num vetor

<a name="sotom"></A><p align=center><font size=4 color="#800000" face="ARIAL">

<b>Sopa de tomate com ovos escalfados</b>

</font></p>

<font size=2 face="ARIAL"><b>Ingredientes:</b><br>

<P><UL><LI>60 grs margarina ou manteiga

<LI>1 cebola

<LI>1 Kg tomates

<LI>+-0,5 água

<LI>1 ovo por pessoa

<LI>sal

<LI>coentros (opcional)

</UL></P>

<P>Ponha numa panela a gordura, a cebola picada e deixe alourar, junte os 

tomates sem pevides e deixe refogar, junte a água e deixe ferver. Passe os 

tomates no passe-vite ou no copo da batedeira e volta à panela até ferver 

novamente. Rectifique os temperos e ponha os ovos abertos até cozerem ao 

seu gosto. Sirva com pão torrado e coentros.</P>

<center><a href="#tops"><img src="top1.gif" alt="Top" width=31 height=31 border=0></a></center>
Figura 3.4 Fonte uma página de receita, com destaque do título

Em seguida, o texto é percorrido novamente a partir de 70 posições antes do início de cada título até se encontrar o final da receita ou chegar na posição de início de uma possível nova receita. O término da receita é identificado por um ponto final seguido de um tag HTML de fechamento (e.g. </P>) que foi aberto (e.g. <P>) antes do título, ou no corpo da possível receita e ainda não foi fechado, ou pela posição do título de uma nova receita.

Uma vez separadas as receitas, serão extraídos os termos entre os delimitadores, com uma freqüência associada. Em seguida, as regras de classificação de irão determinar, com algum grau de certeza associado, se o fragmento de texto extraído é uma receita a partir dos termos contidos neste texto.

As regras de classificação definidas são semelhantes às regras de produção comumente usadas em sistemas baseados em conhecimento. Esta representação provê um conjunto modular de regras na forma condição-ação:



SE condição (ou premissa) ocorre



ENTÃO ação (resultado, conseqüente ou conclusão) deverá ocorrer

A Figura 3.5 mostra um exemplo de regras de produção:


Figura 3.5

Neste caso, sempre que a condição da regra for verdadeira, soma-se evidências (ou chances) de o texto delimitado ser uma receita ou não. Portanto, para cada conseqüente da regra existe um peso associado que quantifica relevância do antecedente em classificar um determinado texto. As regras são executadas até se atinja o limiar, ou até que mais nenhuma regra seja verdadeira. A Figura 3.6 mostra as regras usadas.


Figura 3.6 As regras utilizadas para a extração de receitas.
Os termos das regras foram implementados levando em conta os termos mais freqüentes nas receitas. Enquanto que os pesos das regras e o limiar foram ajustados de acordo com testes realizados.

O processo de classificação do texto extraído é realizado comparando-se suas chances de ser receita. O valor numérico que mede essa chance é obtido através a equação abaixo, semelhante a usada no sistema MYCIN [Shortliffe75]:


PesoAtual = PesoAtual + PesoNovo * (1 – PesoAtual)

onde o PesoAtual é a chance acumulada do texto ser receita, inicialmente igual a zero; enquanto que o PesoNovo é o peso da regra atual de o texto ser receita.

Cada vez que uma nova regra é aplicada ao termos do texto, seu peso (PesoNovo) é incrementado ao PesoAtual, aumentando às evidências de ser receita.

Considerações Finais

Nesta seção foram apresentados aspectos teóricos para construção um sistema extrator de receitas a partir de páginas eletrônicas. 

Ao contrário dos sistemas wrappers vistos, nos quais a simples ocorrência de uma delimitador (e.g. sinal de pontuação ou palavra) era suficiente identificar os itens de interesse, no problema aqui tratado, essa abordagem  não oferece resultados satisfatórios, fazendo-se necessária a definição de duas classes distintas de regras de extração: regras de separação e regras de classificação. Tal abordagem permitiu obter maior cobertura na extração.

Na próxima seção será apresentado aspectos teóricos sobre a categorização das receitas extraídas. Finalmente, na seção 4 serão apresentados detalhes sobre a implementação do protótipo desenvolvido e descrição dos experimentos realizados.

3.2. Categorização de Receitas

Na seção anterior foi abordado o problema de extração de receita. Com as receitas extraídas, portanto, podemos tratar o problema da classificação.

Conforme dito na seção de Introdução, o domínio da culinária possui um sistema de categorização associado “quase” consensual (e.g. doces, salgados, entradas, aves, frutos do mar, etc.), tornando relevante a construção de um sistema de classificação (categorização) automática da informação extraída (as receitas).

A dificuldade da tarefa de classificação está em determinar os termos significativos que levam a classificação das receitas. No caso do domínio de receitas, em que uma receita pode ter mais de classificação (e.g. uma salada pode ser classificada como entrada e como vegetariana), a determinação da ontologia torna-se ainda mais difícil.

A tecnologia escolhida para tratar desse problema foi a aprendizagem de máquina, utilizando o algoritmo de árvores de decisão, ID3, mais especificamente a C4.5, abordados no contexto deste Trabalho de Graduação. A escolha desta técnica foi baseada no interesse em trabalhar com árvores de decisão por ser uma das técnicas mais utilizadas para inferência indutiva. Outra consideração em tal escolha foi o desempenho (precisão na identificação dos dados) apresentados pelos sistemas de aprendizagem automática com ID3.

3.2.1. Apresentação do Problema

Conforme dito na seção anterior, o objetivo desta parte do trabalho consiste em classificar receitas a partir de uma base de dados. Após uma análise detalhada da base de receitas extraídas, foi necessário fazer uma filtragem manual para que nela só estivessem armazenadas receitas corretas, sem textos que não fossem receitas trazidas pelo extrator.

O domínio de receitas já possui um conjunto de categorias quase que definido. As categorias escolhidas para a versão inicial deste Trabalho são mostradas na Figura 3.7. Um número maior de categorias está previsto na extensão deste Trabalho.


Figura 3.7 Categorias de Receitas

Com base nas classificações apresentadas acima, o sistema deve ser capaz de classificar as receitas após a etapa de treinamento. Também foi verificado que uma receita pode apresentar mais de uma classificação. Sendo possível que ela seja classificada pelo sistema em mais de uma categoria.

Considerando o objetivo de classificar as receitas nas categorias acima especificadas, reconhecemos dois níveis de hierarquia em que problemas diferentes precisam ser atacados:

· No primeiro nível, destaca-se o problema de gerar um corpus etiquetado de treinamento e teste.

· O segundo problema consiste em gerar, a partir do corpus, uma entrada para o algoritmo de aprendizagem.

3.2.2. Tratamento do Problema

Como vimos antes, o módulo extrator do ReicExClassi recebe páginas de receitas já selecionadas e, a partir daí, extrai as receitas para preencher a base de dados. Nossa tarefa na etapa de Categorização das Receitas, concentra-se no treinamento e teste do algoritmo de aprendizagem a partir da base de receitas extraídas.

As receitas extraídas pelo extrator foram etiquetadas manualmente e armazenadas numa base de dados, cujo o modelo é mostrado na Figura 3.8. Observe que mais de uma classificação pode ser dada para uma mesma receita.

Tendo o corpus etiquetado em mãos, foi preciso gerar as entradas para o algoritmo de aprendizagem. Foram criados conjuntos de entradas para cada categoria de receita, com exemplo positivos e negativos. Por exemplo, para criação da árvore de decisão de Aves foram dados exemplos de Aves (positivos) e de Peixes e Carne (negativos). A Figura 3.9 mostra um exemplo da árvore de decisão gerada para a categoria de Aves. As entradas criadas para treinamento do algoritmo de aprendizagem tiveram como base os termos mais freqüentes de cada categoria (e.g. frango, galinha, etc.).


Figura 3.8 Modelo da base. Relacionamento entre receita e categoria.

FRANGO <= 0

|   PEITO <= 0

|   |   GALINHA <= 0

|   |   |   MOLHO <= 0

|   |   |   |   CARNE <= 0: N (145.0/15.0)

|   |   |   |   CARNE > 0

|   |   |   |   |   PERU <= 0

|   |   |   |   |   |   AZEITE <= 0: N (2.0)

|   |   |   |   |   |   AZEITE > 0: S (1.0)

|   |   |   |   |   PERU > 0: S (2.0)

|   |   |   MOLHO > 0

|   |   |   |   RECEITAS <= 1: S (4.0)

|   |   |   |   RECEITAS > 1

|   |   |   |   |   ARROZ <= 0: N (2.0)

|   |   |   |   |   ARROZ > 0: S (2.0)

|   |   GALINHA > 0

|   |   |   PEIXE <= 0: S (9.0)

|   |   |   PEIXE > 0: N (3.0/1.0)

|   PEITO > 0: S (12.0/1.0)

FRANGO > 0: S (51.0/2.0)

Number of Leaves  : 
11

Size of the tree : 
21

Figura 3.9 Exemplo de árvore gerada.

Em cada nó da árvore é feita uma comparação entre a freqüência de um determinado termo. Os números ao lado das folhas representam o exemplos classificados corretamente/ incorretamente naquela folha.

Exemplos para testes (positivos e negativos) também foram separados para cada categoria. A cobertura e precisão de cada categoria são mostrados na próxima seção.

As receitas que pertencem a mais de uma categoria serviram como exemplo de treinamento ou teste para todas as categorias que ela faz parte.

Considerações Finais

Nesta seção foram apresentados aspectos teóricos para construção um sistema categorizador de receitas a partir de páginas eletrônicas. 

No problema aqui tratado, foram necessários treinamentos e testes para cada categoria de receitas. Por fim, será necessária a construção de um programa que teste, para cada receita de entrada, todas as categorias. Tal funcionalidade está prevista em extensões deste Trabalho.

Na seção 4 serão apresentados detalhes sobre a implementação do protótipo desenvolvido e descrição dos experimentos realizados.

4. O protótipo

Tendo sido mostradas, na seção anterior, a motivação geral do trabalho, bem como a tarefa de extração e classificação, apresentamos neste capítulo uma descrição detalhada da implementação do ReicExClassi.

Os sistemas baseados em wrapper são construídos de acordo com o domínio do problema, com a semântica do processo embutida no código do programa. Dessa forma, buscou-se isolar ao máximo o tratamento específico de páginas de receitas, de modo que a substituição e a evolução das classes desse domínio possa ser feito sem grandes dificuldades.

Do mesmo modo, o categorizador de receitas pode ser facilmente utilizado por outros domínios sem grandes modificações. Para tanto, como veremos adiante, utilizamos o paradigma de orientação a objetos, que apresenta características fundamentais para o desenvolvimento de software modular e facilmente extensível.

A seguir, serão apresentadas as arquiteturas do extrator e do categorizador ReicExClassi juntamente com os seus módulos, bem como detalhes de implementação do modelo descrito ao longo da seção 3. 

4.1. Arquitetura do ReicExClassi
O ReicExClassi é constituído por dois programas independentes, em que a saída do extrator (base de dados) serve com entrada para o categorizador. A Figura 4.1 mostra a arquitetura dos dois programas, os quais foram divididos em módulos que são responsáveis por funções específicas no sistema.

Figura 4.1 Arquitetura do Sistema

Por serem dois sistemas independentes, inicialmente falaremos do funcionamento do extrator que será explicado abaixo. Em seguida, será explicado o funcionamento do categorizador.

4.1.1. Funcionamento Geral do Extrator do ReicExClassi
O processo de extração no ReicExClassi ocorre de acordo com os seguintes passos. Inicialmente, o usuário especifica o caminho diretório no qual estão as páginas HTML através da linha de comando Java abaixo:


$ java Extrator C:\grad\tg\base\paginas

A construção de uma interface está inclusa nas melhorias desse projeto.

A partir das páginas HTML, o parser identifica os blocos de receitas existentes através dos tags HTML e do dicionário de termos comuns. É tarefa do parser estruturar o código fonte da página, removendo os tags do corpo da receita e formando uma árvore a partir da qual ele obtém somente o texto das receitas. 

Do parser, os blocos de receitas são passados para o módulo extrator, no qual é feito um pré-processamento dos textos que, em seguida, são separados em termos e classificados se realmente são receitas ou não. As regras de classificação foram mostradas na Figura 3.7. Foi utilizado o JEOPS [Figueira00] como mecanismo de inferência das regras de produção. A separação da base de regras da máquina de inferência facilita a extensibilidade da base, no que concerne à inclusão de novas regras, à modificação e exclusão de regras já existentes. Em seguida, as receitas classificadas positivamente são inseridas na base de dados.

4.1.2. Funcionamento Geral do Categorizador do ReicExClassi
A partir das receitas inseridas na base pelo extrator do ReicExClassi (Figura 4.1), foi feita uma categorização das mesmas. Antes de começar o processo de treinamento e categorização automática, foi feita uma filtragem da base, para que só tivessem receitas, e uma etiquetagem manual, podendo uma receita ter mais de uma classificação, para treinamento e teste.

Inicialmente, é feita uma preparação do texto de entrada, que consiste na conversão para minúscula das letras em maiúscula, na conversão do texto em termos e na exclusão das palavras (termos) irrelevantes na classificação (stoplist). Ainda na preparação do texto, cada termo é associado com a sua respectiva freqüência. Nesta etapa, o usuário deve explicitar qual ou quais categoria(s) vão servir de exemplo negativo para cada categoria de receitas.

Em seguida, é feita a seleção dos atributos para a criação da árvore de aprendizagem. Tal seleção foi feita com base nos 50 termos mais freqüentes dos exemplos positivos de cada categoria. Experimentos foram realizados considerando-se a possibilidade de seleção das 150 ou 200 palavras mais freqüentes, optando-se pelo valor de 50 por esse ser o que correspondeu a um melhor desempenho geral do sistema. 

Na etapa de seleção do atributos, é gerado arquivo de saída com os 50 termos mais freqüentes e vetores correspondentes a cada exemplo de treinamento. Cada vetor possui as freqüências de cada atributo e a classificação (positiva ou negativa) indicando se aquele exemplo pertence à categoria em questão. Um arquivo no formato descrito acima é gerado para cada categoria. O Apêndice A mostra uma parte do arquivo da categoria Aves.

O módulo de aprendizagem foi implementado utilizando a biblioteca para Java chamada Weka [Weka99]. Esta biblioteca fornece um número de classes para realizar tarefas de aprendizagem e classificação utilizando as mais diversas técnicas de aprendizagem. Utilizamos como algoritmo de aprendizagem uma implementação do ID3, mais especificamente a C4.5 fornecida por esta biblioteca.

O arquivo gerado no módulo de seleção de atributos é entrada da biblioteca Weka para geração das árvores de decisão de cada categoria de receita. Por fim o algoritmo de aprendizagem é executado, tendo como opções a utilização de  técnicas de poda com redução de erro, rule post-prunning, e geração de árvore com nós binários (cada nó têm no máximo dois filhos). O algoritmo realiza a aprendizagem e executa uma validação para verificar e testar a performance do algoritmo. O sistema guarda todos as opções selecionadas pelo usuário, juntamente com as medidas de performance dos algoritmos em relação ao treinamento e validação cruzada, e uma representação textual das regras geradas (árvore).

4.2. Experimentos Realizados

Os experimentos realizados tiveram por objetivo validar o processo de extração e de categorização no que diz respeito à adequação e à eficácia das regras no reconhecimento dos itens desejados. Mais uma vez dividiremos em subseções de extração e categorização.

4.2.1. Experimentos para o Extrator do ReicExClassi
Com o objetivo de verificar a qualidade dos resultados obtidos a partir do processo de extração/classificação proposto e implementado neste trabalho, realizaram-se medições de precisão e cobertura. Tais medidas foram geradas a partir da comparação manual das 271 páginas de receitas de entrada (na quais estão contidas 822 receitas) e seus respectivos dados de saída. Vale ressaltar que nem toda página tinha receita, enquanto outros possuem várias.

Durante a análise dos documentos de entrada, foram verificadas quais informações deveriam ser extraídas pelo extrator, e, após o processo de extração, observou-se quais destas informações foram extraídas corretamente, bom como quais informações foram extraídas de maneira incorreta.

O índice de precisão foi calculado observando-se a quantidade de informação extraída corretamente, em relação ao total extraído. Enquanto que a cobertura, foi obtida verificando-se a quantidade de informação extraída corretamente, em relação ao total que deveria ter sido extraído. Foi obtida precisão de 85%, cobertura de 82% e F-Measure de 83%. O Apêndice B possui algumas URLs das páginas que foram usadas no teste.

4.2.2. Experimentos para o Categorizador do ReicExClassi
Para avaliação do sistema categorizador, também foram utilizadas como medidas a precisão e cobertura. A ferramenta Weka automaticamente separa uma parte do conjunto de treinamento para teste e faz a validação, retornando a precisão e cobertura para cada uma das árvores geradas. A Figura 4.2 mostra os resultados para cada categoria de receitas na versão inicial deste Trabalho.

Categoria
Treinamento
Precisão(%)
Cobertura(%)

Sobremesa
79
87
86

Carnes
155
88
88

Aves
200
82
85

Peixe
101
88
86

Frutos do Mar
93
62
70

Entradas
125
70
61

Saladas
57
60
62

Batidas
79
61
60

Tira-gosto
177
75
72

Figura 4.2 Resultados do Experimentos do Categorizador

Considerações Finais

Nesta seção foi apresentado o protótipo do ReicExClassi, como também os testes realizados que validam este Trabalho de Graduação. O enfoque dado na construção deste projeto foi desenvolver um sistema modular e facilmente extensível. Para isso, foi adotada a abordagem orientada a objetos, utilizando-se a linguagem de programação Java. 

A partir dos experimentos realizados tanto para o extrator como para o categorizador, boas taxas de precisão e cobertura foram obtidas.

A próxima seção deste Trabalho mostra a conclusão e uma breve apresentação sobre extensões e melhorias.

5. Conclusões e Trabalhos Futuros

Este Trabalho de Graduação teve como objetivo a construção de um sistema para extração e classificação de informação em páginas Web no domínio de receitas culinárias. Como resultado, obtivemos o ReicExClassi que deverá se constituir em uma ferramenta bastante útil para os interessados no assunto.

Contudo, o objetivo deste Trabalho não limitou-se apenas em construir um sistema do início ao fim. O principal objetivo alcançado neste projeto foi a aquisição de conhecimento mais profundo sobre Extração de Informação, Sistemas Baseados em Conhecimento, Técnicas de Aprendizagem, entre outros tópicos de Inteligência Artificial.

Para a construção do sistema, foi utilizado o paradigma de orientação a objetos, que apresenta características fundamentais para o desenvolvimento de software modular e facilmente extensível. Exemplo de tal paradigma é que o sistema pode ser facilmente aplicado para outro idioma, como o inglês, francês, espanhol, etc.

A principal extensão deste Trabalho é a implementação das regras geradas pelas árvores de decisão do categorizador. Tal extensão possibilitaria que uma receita fosse classificada por todas as categorias que ela pertencesse, pois, apesar de termos construído todas as árvores de categorias, cada receita foi testada por cada uma isoladamente. Outra importante extensão é a inclusão de mais categorias de receitas.

Outros Trabalhos Futuros estão previstos para a melhoria do ReicExClassi. Entre eles está a construção de uma interface gráfica para o sistema, como também a utilização de outras técnicas de aprendizagem e comparação delas, além de realizar treinamentos e testes com mais exemplos e categorias. Também estão previstas melhorias nas regras de produção do extrator de receitas. Por fim, talvez a mais importante para que o sistema possa ser utilizados por inúmeros usuários, é a construção de um site que apresente as receitas separadas por categorias, permitindo ao usuário navegar facilmente pelo sistema.

6. Referências Bibliográficas

[Allen95]
J. F. Allen. Natural Language Undertanding. Benjamin/Cummings, 2nd edition, 1995.

[Appelt99]
D. E. Appelt and D. J. Israel. Introduction of Information Extraction Technology. International Joint Conference on Artificial Inteligence, 1999.

[Azavant98]
F. Azavant and A. Sahuguet. W4f: a wysiwyg web wrapper factory for minute-made wrappers. Technical report, University of Pennsylvania, 1998. Http://db.cis.upenn.edu/sahuguet/WAPI/wapi/. 

[Bressan97]
S. Bressan, C.Goh, K. Fynn, M. Jakobisiak, K. Hussein, H. Kon, T. Lee, S.Madnik, T. Pena, J. Qu, A Shum, and M. Siegel. The context interchange mediator prototype. In Proc. of the ACM SIGMOD Intl. Conf. On Management of Data, 1997.

[Cowie96]
J. Cowie and W.Lehnert. Information Extraction. Communications of the ACM, 39(1):80-91, January 1996.

[Elmasri94]
R. Elmasri and S. B. Navathe. Fundamentals of Database Systems. Addison-Wesley, Menlo Park, CA, 2 edtion, 1994.

[Gaizauskas95]
R. Gaizauskas, T. Wakao, K. Humphreys, H. Cunnigham, and Y. Wilks. University of Sheffield: Description os the lasie sytem as used for muc-6. In Morgan Kaufmann, editor, Proc. of the 6th Message Understanding Conference (MUC-6), pages 207-220, 1995.

[Hayes90]
P. J. Hayes and S. P. Weinstein. Construe-TIS: A System for Content-Based Indexing of a Database of News Stories. Second Annual Conference on Innovative Applications of Artificial Intelligence, pp. 48-64. 1990.

[Hsu98]
C.Hsu and M. Dung. Generating finite state tranducers for semi-structured data extraction from the Web. Journal of Information Systems, 23(8):521-538, 1998.

[JEOPS00]
JEOPS – The Java Embedded Object Production System. C. S. Figueira. September, 2000.

[Kushmerick97]
N. Kushmerick, D. Weld, and R.Doorenbos. Wrapper induction for information extraction. In Proc. of the 15th International Conference on Artificial Inteligence (IJCAI-97), pages 729-735.

[Lehnert96]
W. Lehnert. Information Extraction. 

http://www-nlp.cs.umass.edu/nlpie.html, 1996.

[Lewis91]
D. D. Lewis. Representation and Learning in Information Retrieval. PhD thesis, University of Massachusetts at Amherst. 1991.

[Lewis94]
D. D. Lewis and M. Ringuette. A Comparison of Two Learning Algorithms for Text Categorization. In Third Annual Symposium on Document Analysis and Information Retrieval, pp. 81-93. 1994. 

[Maron61]
M. E. Maron. Automatic Indexing: An Experimental Inquiry. Journal of ACM, 8: 404-417. 1961.

[Mitchell97]
T. Mitchell. Machine Learning. McGraw-Hill, 1997.

[MUC95]
Proccedings of the Sixth Message Understanding Conference (MUC-6). Morgan Kaufmann, 1995.

[Muslea99]
I. Muslea. Extraxtion patterns for information extraction tasks: A survey. In AAAI-99 Workshop on Machine Learning for Information Extraction, 1999.

[Nunes00]
C. C. R. Nunes. ProdExt: Um wrapper para a Extração de Produção Técnica e Científica de Páginas Eletrônicas. Tese de Mestrado, Universidade Federal de Pernambuco, 2000.

[Quinlan86]
Quilan, J. R. Induction of Decision Trees. Machine Learning, 1(1), 81-106

[Quinlan89]
Quinlan, J. R. Induction of Decision Trees. Machine Learning, 5(3):239-266.

[Quilan93]
Quinlan, J. R. C4.5: Programs for Machine Learning Morgan Kaufman, San Mateo, California.

[Rijsbergen79]
K. Van Rijsbergen. Information Retrieval. Butterworths, London, 2nd edition, 1979. Http://www.dcs.gla.ac.uk/Keith/Preface.html 

[Russel95]
Russel, Stuart & Norvig, Peter, Artificial Intelligence: A Modern Approach, Prentice Hall, 1995.

[Shortliffe75]
E. H. Shortliffe and B. G. Buchanan. A model of inexact reasoning in medicine. Mathematical Biosciences, 23:351-379, 1975.

[Weka99]
Site da biblioteca WEKA. Disponível em http://www.cs.waikato.ac.nz/~ml/weka/, 1999.

Apêndice A: Exemplo de Arquivo de Entrada do Weka.

@attribute FRANGO numeric

@attribute AO numeric

@attribute SAL numeric

@attribute MOLHO numeric

@attribute PERU numeric

@attribute COLHER numeric

@attribute FORNO numeric

@attribute LEITE numeric

@attribute PEIXE numeric

@attribute INGREDIENTES numeric

@attribute COLHERES numeric

@attribute GALINHA numeric

@attribute COLOQUE numeric

@attribute COXA numeric

@attribute CREME numeric

@attribute OVOS numeric

@attribute BOLO numeric

@attribute FARINHA numeric

@attribute RECEITAS numeric

@attribute DEIXE numeric

@attribute LEVE numeric

@attribute ASSE numeric

@attribute MANTEIGA numeric

@attribute CARNE numeric

@attribute NUMA numeric

@attribute GOSTO numeric

@attribute BRANCO numeric

@attribute FOGO numeric

@attribute ARROZ numeric
@attribute classificacao {S,N}

@data

0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,4,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,N

0,3,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,3,0,0,0,0,0,1,0,0,0,3,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,3,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,1,1,0,0,0,1,0,0,0,0,0,1,0,0,0,0,1,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,1,S

1,2,0,2,1,0,0,4,0,0,0,0,0,0,4,0,2,0,1,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,3,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,6,0,0,0,0,0,0,0,0,0,1,1,0,0,0,0,0,0,0,0,0,0,0,0,0,3,0,S

0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,4,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,N

18,38,16,1,14,9,3,24,20,4,15,4,15,1,5,13,13,9,2,11,4,11,11,4,3,14,1,10,1,5,6,11,13,7,11,6,1,5,2,4,8,4,4,7,5,8,4,10,0,11,0,0,4,19,0,0,2,10,4,4,11,1,0,5,0,1,8,6,1,0,2,6,3,0,3,5,2,3,10,3,3,1,1,1,1,2,5,6,0,0,7,1,8,5,3,0,7,1,1,1,S

0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,N

0,0,0,0,0,0,0,1,0,0,0,0,0,0,1,0,2,0,7,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,1,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,2,S

0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,N

10,8,8,8,4,18,5,22,22,6,6,3,15,1,0,0,0,7,4,7,2,11,5,0,11,5,3,6,5,7,4,17,12,8,1,3,6,7,1,2,0,10,1,0,5,5,1,10,0,15,0,0,0,2,0,0,2,2,6,5,1,3,0,4,0,0,4,5,10,0,0,12,0,0,1,2,1,0,13,6,0,1,2,2,0,0,1,1,6,0,0,3,0,0,2,0,7,1,0,9,S

0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,N

Apêndice B: Algumas Páginas Eletrônica Utilizadas no Experimento

1. http://www.gastronomias.com/

2. http://www.parmalat.com.br/receitas/info1.htm

3. http://www2.ivia.com.br/siqueira/receitas.html

4. http://www.netmais.pt/comezainas/

5. http://www.got.net/~rgosula/receitas.html

6. http://www.cafedamasco.com.br/receitas.htm

7. http://www.riasbaixas.org/html/ga/12/1/index.shtml

8. http://home.bdt.org.br/~lmorandi/receitas.htm

9. http://www.bacalhau.com.br/receitas.htm

10. http://www.italianoar.com/receitas/receitas.htm

11. http://www.chiappetta.com.br/receitas.html

12. http://www.tvmorena.com.br/receitas.htm

13. http://www.dcc.ufmg.br/~silvia/doces.html

14. http://www.cozinhajaponesa.com.br/receitas/

15. http://www.rosaurafraga.com.br/culinaria/caparec2.htm

16. http://www.pesca.com.br/receitas.htm

17. http://www.arisco.com.br/receita/index.html

18. http://avestruzes.tripod.com/receitas.html

19. http://jojo.skydome.net/receit.htm

20. http://www.inatel.pt/ctalazer/linhares/rec/recp35.html

21. http://www.escelsanet.com.br/usuarios/ellentr/receitas.htm

22. http://www.rederecord.com.br/recrcfor.htm

23. http://www.unig2001.com.br/~tele-ra/receita.htm

24. http://www.casasuica.com.br/receitas.htm

25. http://www.graziano.com.br/receitas.html

26. http://www.digitus.com.br/~kichurra/receitas.htm

27. http://www.agridata.mg.gov.br/remilho.htm

28. http://shs.cemol.com.br/drinks/receitas.html

29. http://www.perdigao.com.br/receitas.htm

30. http://www.enetec.com.br/culinaria/receitas_deliciosas_doces.htm

31. http://www.garoto.com.br/garoto_html/culinaria/main.html

32. http://www.selecoes.com.br/livros10.html

33. http://www.jmacedo.com.br/receita.htm

34. http://www.cyb.com.br/girassol/receitas.htm

35. http://www.hemmer.com.br/receitas.htm

36. http://www.aresnet.com.br/lyrical/receitas.htm

37. http://www.deusa.com.br/receitas/receitas.htm

38. http://www.damm.com.br/receitas/receitas.htm

39. http://www.ufv.br/dbg/bee/receitas.htm

40. http://www.ama-amigosdasmassasalimenticias.pt/apim.nsf/pages/receitas.htm

41. http://home.yawl.com.br/hp/nilomar/culinaria/receitas.htm

42. http://www.cppsul.embrapa.br/novid/public/pub/receitas/covina/index.html

43. http://www.iis.com.br/~coriceu/receitas/recdoc1.htm

44. http://www.cacipesca.gstec.com.br/receitas.htm

45. http://www.globoruralon.com.br/edic/170/receitas1.htm

46. http://www.univalem.com.br/zucc/receitas.htm

47. http://www.yamaguishi.com.br/produtos/receita.html

48. http://ilhabar.com.br/receitas/index.html

49. http://www.luizcintra.com.br/receitas.htm

50. http://www.wln.com.br/kasanostra/receita.htm

51. http://www.comunidadejudaica.com.br/ohebreu/-variedades/culinaria.htm

52. http://www.massascadoro.com.br/cardapio/index.html

53. http://www.bigfrango.com.br/receitas.htm

54. http://hpage.cpunet.com.br/pcosta/rnazoca.htm

55. http://www.ubatuba2000.com.br/bonkilo/receita.html

56. http://www.parrodovalentim.com.br/receitas.htm

57. http://www.serragaucha.com.br/moscerino/receitas.html

58. http://www.arrozcristal.com.br/receitas.htm

59. http://www.classea-frutosdomar.com.br/receitas.htm

60. http://www.coringabrasil.com.br/receita01.html

61. http://www.granjasantamarta.com.br/receitas.htm

62. http://cafe.com.br/cafezinho/receitas/index.html

63. http://www.trutasbocaina.com.br/receitas.htm

64. http://www.trutacia.com.br/receitas.htm

65. http://www.saanga.com.br/cozinha/receitas.html

66. http://www.amafil.com.br/rec01.html

67. http://www.zonazero.com/prodia/receitas.htm

68. http://www.techs.com.br/users/kilombo/paes.htm

69. http://www.lacreme.com.br/receitas/index.htm

70. http://www.sagres.com.br/newchina/receitas.htm

71. http://www.jamel.com.br/receitas.htm

72. http://www.encante-se.com/penepao/h_receitas.htm

73. http://www.pocos-net.com.br/cantinadoaraujo/pag2.htm

74. http://www.jabe.com.br/html/body_das-receitas.htm

75. http://www.web3.com.br/nordesteweb/neculin.htm

76. http://uol.com.br/abriljovem/disney/margarida_nov.htm

77. http://heliomoreira.com/hm/receitas/paes.htm

78. http://www.odivelas.com/receitas.htm

79. http://www.braile.com.br/culi001.htm

80. http://www.minerva.uevora.pt/natal98/receitas.htm

81. http://users.task.com.br/sotam/receit.htm

82. http://www.butui.com.br/receitas.htm

83. http://www.cats.pt/magazine/receitas/receitas.htm

84. http://www.cidadevirtual.pt/asjp/receitas.html

85. http://www.viverde.com.br/culinaria.html

86. http://www.aene.com.br/receitas.htm

87. http://www.manaus.br/lmb-tupperware/receitas.htm

88. http://www-zeus.desy.de/~monteiro/receitas.html

89. http://www.hortaemcasa.com.br/receitas.htm

90. http://www.tastevin.com.br/receita.htm

91. http://www.npoint.com.br/universal/cliente/receitas2.htm

92. http://www.fhom.com.br/receitas_menu.htm

93. http://www.cebinet.com.br/pessoais/escada/frreceitas00.htm

94. http://www.tagnet.org/jesuskids/receitas/listreceit.htm

95. http://www.velotrol.com.br/03/miojo.htm

96. http://www.maringa.com/variedades/cozinha/index.htm

97. http://www.grupobv.com.br/bvprod-rec.htm

98. http://www.tirolez.com.br/rec1br.htm

99. http://www.tamil.com.br/noframes/receitas.htm
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Em Londres, todos os dia são nublados.





Em Londres, segunda-feira estava nublado.


Em Londres, terça-feira estava nublado.


Em Londres, quarta-feira estava nublado.


Em Londres, quinta-feira estava nublado.


Em Londres, sexta-feira estava nublado.


Em Londres, sábado estava nublado.
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SE o aluno tirar média maior que 7


ENTÃO ele deverá passar por média





SE peso for maior ou igual a 0.8


ENTÃO é receita





SE existe o termos “ingrediente” ou “ingredientes”


ENTÃO incrementa a chance de ser receita (peso 0.6)





SE existe o termo “modo” e “preparo”


ENTÃO incrementa a chance de ser receita (peso 0.6)





SE existe o termo “sal” ou “oleo” ou “manteiga” ou “acucar” ou “ovos”


ENTÃO para quantidade dos termos achados acima, incrementa a chance   de ser receita (peso 0.45)





SE existe o termo “sopa” ou “torta” ou  “peixe” ou “camarao” ou “margarina”


ENTÃO para quantidade dos termos achados acima, incrementa a chance   de ser receita (peso 0.45)





SE existe o termo “assar” ou “fritar” ou “colocar” ou “bater” ou “misturar”


ENTÃO para quantidade dos termos achados acima, incrementa a chance   de ser receita (peso 0.45)





SE existe o termo “asse” ou “frite” ou “coloque” ou “bata” ou “misture”


ENTÃO para quantidade dos termos achados acima, incrementa a chance   de ser receita (peso 0.5)





SE existe o termo “bolo” ou “carne” ou “galinha” ou “farinha” ou “leite”


ENTÃO para quantidade dos termos achados acima, incrementa a chance   de ser receita (peso 0.45)





SE existe o termo “panela” ou “colher” ou “liquidificador”  ou “forno” “tigela”


ENTÃO para quantidade dos termos achados acima, incrementa a chance   de ser receita (peso 0.45)





SE existe o termo “financeira” ou “calculo” ou “orcamento”


ENTÃO não é receita
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