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1 Introdução

O surgimento da Internet ocasionou uma grande onda de interesse pela área de Recuperação de Informação (Information Retrieval - IR). Se de um lado existe IR [Baez95] tratando de questões como armazenamento, representação, organização e acesso a dados, do outro existe a Internet constituída por um número imenso de textos, abordando os mais diversos assuntos, sem nenhuma padronização quanto à forma ou disposição de suas informações. Em meio a tantas informações, é difícil encontrar documentos sobre um determinado assunto na Internet, e é somente com a utilização de técnicas de IR, como nos sites de busca, que é possível criar alguma ordem na Internet.

Existem dois tipos básicos de sites de buscas: os automáticos, como o Altavista, Radix, Google; e os de classificação manual, como o Yahoo! e Cadê?. Os automáticos utilizam robôs para procurar a maior quantidade de páginas possíveis, catalogando-as automaticamente. Nos manuais, pessoas denominadas Web Surfers visitam páginas, catalogando-as em hierarquias de acordo com seu conteúdo. Os sites de busca manuais têm como característica boa precisão, apontando sempre para links relevantes, dada uma determinada consulta, porém, seus resultados não abrangem uma grande quantidade de páginas já que o processo de catalogação manual é lento e custoso. Os automáticos, por sua vez, têm uma boa cobertura, podendo catalogar uma grande quantidade de páginas rapidamente, entretanto os resultados de suas buscas não apresentam uma boa precisão, devido as deficiências dos métodos de ranqueamento das páginas. 

A utilização de técnicas de aprendizagem em documentos possibilita a criação de sistemas de busca semi-automáticos,  unindo características de sistemas manuais e automáticos. A partir de uma quantidade de páginas classificadas manualmente, esses algoritmos são capazes de gerar regras representando o conhecimento adquirido,  sendo utilizadas posteriormente para a classificação das páginas. Uma vez extraídas as regras de classificação, o sistema irá operar automaticamente e com uma performance melhor do que sistemas de busca automática.

Este trabalho tem como objetivo propor um framework para a classificação semi-automático de páginas Web, utilizando técnicas de aprendizagem de máquina para melhorar a performance do sistema. Este framework pode ser utilizado por sistemas de busca automáticos para melhorar a precisão de suas buscas, necessitando de Web Surfers apenas no período de aprendizagem.

O estudo toma como base o sistema denominado X-Finder [IAS00], desenvolvido pelo autor como projeto da disciplina de Inteligência Artificial Simbólica do Centro de Informática UFPE. Nesse projeto, foi desenvolvido um pequeno sistema de busca com um catalogo de receitas culinárias, com  regras de classificação de páginas feitas manualmente, e posteriormente usando um algoritmo de aprendizagem. Para a criação do X-Finder foi necessária seguir uma série de etapas, realizadas independentemente e com pouca automação, o que motivou a criação de um framework para automatizar a construção de um sistema de classificação de páginas Web.

Na próxima sessão do trabalho, o problema a ser atacado e suas dificuldades serão descritos com detalhe. Nas duas sessões seguintes, serão expostos os estados da arte das áreas de Recuperação de Informação e Categorização de Texto. Na sessão do Trabalho Desenvolvido o framework será descrito, proposto um processo de aprendizagem, juntamente com uma breve descrição das funcionalidades do protótipo do framework. Apôs essa sessão, o estudo de caso no domínio de receitas culinárias para validar o framework será descrito, e ao fim virá a conclusão do trabalho e futuras extensões.

2 O Problema

2.1 2.1 X- Finder

O X-Finder é um sistema de busca com um catálogo de páginas sobre um determinado tópico. Diferentemente de sistemas de busca automático, onde há robôs percorrendo toda a Web e catalogando qualquer página que encontrar, os robôs do X-Finder coletam sua base de páginas realizando meta-buscas em sistemas de busca automáticos. Por trabalhar apenas em um determinado tópico, robôs normais não seriam eficientes em encontrar páginas relevantes, dada a existência de um número imenso de documentos na Web cobrindo uma série de tópicos. Ao realizar meta-buscas em sistemas de busca automáticos, utilizando palavras com alguma relação ao tópico abordado, o número de páginas relevantes retornados aumenta, viabilizando a indexação de páginas.

Em relação à forma de armazenamento de seus dados, o X-Finder é semelhante a qualquer site de busca, guardando-os em arquivos invertidos. Isso permite aos usuários realizarem buscas por palavras chave dentro do catálogo de páginas do X-Finder. As palavras-chave utilizadas nas consultas dos usuários serão guardadas, e as mais relevantes serão posteriormente utilizadas para a realização de novas meta-buscas em engenhos automáticos aumentando assim o tamanho do catálogo de páginas do sistema.

Em um exemplo de um X-Finder para receitas culinárias encontra-se o seguinte cenário: o usuário realiza buscas de receitas no sistema através de palavras chaves como: bolo, comida japonesa, sobremesa, etc., sendo essas palavras armazenadas na base de palavras relevantes. De tempos em tempos, o robô acessa a lista de palavras relevantes, e escolhe uma ou mais palavras para a realização de consultas em engenhos de busca automáticos. As páginas retornadas nestas consultas pelos engenhos são indexadas pelo robô, e ficarão disponíveis para novas consultas dos usuários do X-Finder.
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Figura 1: Funcionamento de X-Finder

A maior distinção do X-Finder é a utilização de técnicas de aprendizagem de máquina para a criação de regras de categorização de texto. Inicialmente, todas as páginas catalogadas no sistema, a partir das meta-buscas, serão etiquetadas manualmente por Web Surfers de acordo com a categoria desejada. Um determinado algoritmo de aprendizagem será então utilizado para criar regras de classificação. Após as regras de classificação alcançarem uma determinada performance, o trabalho dos Web Surfers não será mais necessário, e o sistema trabalhará de forma automática e independente catalogando páginas na Web. 

2.2 Dificuldades

A utilização de técnicas de aprendizagem para categorização de texto não é uma tarefa trivial, principalmente, quando se trata de categorizar hipertextos encontrados na Internet, já que não existe nenhuma padronização na forma, na disposição e no conteúdo dos mesmos. Por isso, a etapa de aprendizagem é de extrema importância, sendo a escolha da forma de representação, técnica de aprendizagem e suas parametrizações vitais para o desempenho do sistema.

Outro desafio do X-Finder está em conseguir um conjunto de páginas sobre um determinado tópico, que sejam estatisticamente relevantes em relação ao conjunto total de páginas encontradas na Web, para ser usada na aprendizagem. Como explicado anteriormente, os robôs do X-Finder irão catalogar páginas utilizando meta-buscas em grandes engenhos. Cada engenho de busca utiliza um certo algoritmo de ranqueamento de páginas, para determinar a relevância de um documento dada as palavras-chaves utilizadas na busca, como o TFiDF (formula 2), por exemplo.

 Um conjunto de páginas retornado por uma meta-busca tem então um viés em relação às palavras-chaves, já que eles são retornados de acordo com alguma forma de ranqueamento e fatalmente não representam uma boa amostragem do conjunto total. Além disso, normalmente os engenhos de busca não devolvem mais de mil páginas no resultado de uma determinada consulta (alguns até menos), o que limita o tamanho dos conjuntos de páginas.

A representação das páginas a ser passada ao algoritmo de aprendizagem é um outro ponto crítico neste sistema. Uma abordagem utilizada é a tomar todos os termos encontrados no conjunto de páginas como atributos, sendo a representação das páginas um vetor das freqüências desses atributos. Entretanto, dado que cada página do sistema atual tem em média 500 ocorrências de termos, podendo uma coleção de 700 páginas alcançar 20.000 termos distintos. Esse número de atributos é muito alto e degradaria o desempenho da maioria dos algoritmos de aprendizagem. Por isso é necessário reduzir a dimensionalidades do espaço de representação, com a utilização de alguma técnica de seleção de palavras relevantes.

3 Recuperação de Informação

3.1 Visão Geral

A Recuperação de Informação (IR)[Baez95][Byoung99] é um campo vasto e complexo, que engloba técnicas para construções de sistemas que vão de formas de como representar informações até como acessá-las. Essas técnicas não devem se concentrar nos dados por eles manipulados, mas sim nas informações contidas nestes dados. O grande desafio destes sistemas está em responder, da melhor forma, consultas de informações feitas por seus usuários. As bibliotecas foram os primeiros usuários destes sistemas, e no começo sistemas de IR não passavam de uma evolução dos catálogos de livros. Com o surgimento da Web e de bibliotecas digitais, este campo acabou ganhando novos desafios já que, diferentemente de sistemas de bibliotecas, as informações contidas na Web tenham um caráter dinâmico, descentralizado e não uniforme.

Basicamente, um sistema de IR é formado por uma coleção de documentos previamente catalogados, um modulo de busca, e uma interface com um usuário. A partir de uma consulta realizada pelo usuário, o engenho é acionado, e procura dentro da coleção de páginas, aqueles documentos que satisfazem a consulta realizada. Abaixo, tem-se um simples diagrama descrevendo as partes de um sistema de IR.
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Figura 2: Arquitetura Sistema IR
3.2 Documentos

Um documento é formado por dois componentes: seu texto e sua estrutura. Ambos são definidos pelo seu criador, mas no caso de documentos eletrônicos, uma parte da estrutura é proveniente do formato utilizado no documento (html, LaTeX, RTF). Como a semântica de um documento é dada não somente pelo seu texto, mas também por sua estrutura, sistemas IR devem levá-la em consideração.

Pode-se classificar os documentos em três tipos: estruturados, semi-estruturados e livres [Rodrigues99]. Nos estruturados existe uma regularidade na apresentação das informações, como é o caso de tabelas. Os livres são compostos por sentenças livres descritas em linguagem natural, como é o caso das maiorias das páginas Web Os semi-estruturados se localizam em um meio termo entre os dois anteriores, não contendo uma estrutura rígida e não sendo totalmente livre. Um bom exemplo de textos semi-estruturados são anúncios de classificados em jornais.

3.3 Modelos

Os modelos de sistemas de IR podem ser dividos em três tipos clássicos: os booleanos, os vetoriais e os probabilísticos [Baez95]. 

3.3.1 Modelo Booleano

O modelo booleano é o mais simples de todos, se baseando em álgebra booleana de teoria dos conjuntos. Dada uma consulta formada por uma expressão booleana sobre as ocorrências de determinados termos, operações como interseção e união são realizadas nos conjuntos de documentos do sistema, sendo o conjunto resultante tomado como resultado. Este modelo tem como principal vantagem sua simplicidade, mas peca por sua rigidez. A inexistência de um dos termos de uma consulta já descarta um documento, provocando respostas hora com um número grande, hora com um número pequeno de documentos.

3.3.2 Modelo Vetorial

Os sistemas vetorias podem ser vistos como uma extensão do modelo booleano. Para permitir que os resultados das consultas incluam documentos que não casem exatamente com o padrão da consulta, pesos não binários são atribuídos a cada termo. Neste modelo, a resposta de uma consulta realizada enumera os documentos de acordo com o grau de similaridade em relação à consulta.

Existem vários métodos de calcular os pesos de cada termo, sendo o TFiDF um dos mais difundidos [Salton88]. Este método leva em consideração o inverso da freqüência de ocorrência de um dado termo no conjunto de documentos e a freqüência do termo em cada documento específico. Assim, quanto mais um termo aparece em um documento, maior será a sua importância, e por outro lado, quanto mais documentos contêm esse termo, menor será a sua capacidade de distinção das características do documento. A fórmula detalhada do TFiDF está descrita a seguir. Como vantagem deste modelo, vale destacar, a boa performance em achar documentos semelhantes à descrição da consulta e permitir o ranqueamento dos documentos de acordo com esta similaridade.

Dado um termo W, e uma pagina P, o seu TFIDF é dado pela seguinte formula:
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 Formula 1: Freqüências do termo e o inverso da frequencia de documentos

Ao fim obtém-se:
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Formula 2: TFiDF
3.3.3 Modelo Probabilístico

O modelo probabilístico tenta estimar a probabilidade de um usuário achar um documento relevante para uma determinada consulta realizada, sendo apenas a consulta e a representação do documento levados em consideração no cálculo das probabilidades [Robertson76]. Dada uma consulta, o conjunto de documentos retornados deve maximizar a probabilidade de relevância para o usuário. Como vantagem, este modelo permite consultas com documentos ordenados pela probabilidade de relevância. De outro lado, este método ignora as freqüências dos termos em uma página e assume a independência entre eles.

3.4 Indexação

Uma das principais partes de um sistema de IR é seu modelo de armazenamento de dados. Por lidar com um número grande de dados, estas técnicas devem levar em conta a utilização de espaço, além de permitir  a realização de consultas eficientemente. As três técnicas de indexação mais difundidas são: arquivos invertidos, arquivos de assinatura e árvores de sufixos[Byoung99]. Destes, os arquivos invertidos apresentam a melhor relação entre espaço de memória e de tempo[Baez95], e será descrito a seguir.

Existem dois elementos básicos em uma estrutura de arquivos invertidos: a coleção de termos contidos em todos os documentos, e um vetor que relaciona a ocorrência de cada termo encontrado em um documento, indicando a sua posição de ocorrencia no  mesmo. Por ser orientado a termos, esta técnica permite a realização de consultas rapidamente.

Na tabela 1 pode-se observar exemplos de textos em seu formato normal, e na tabela 2 vemos uma tabela invertida dos mesmo. Nessa última tabela existe uma listagem de todos os termos encontrados nos textos, e ao lado a lista de documentos onde os termos ocorrem, juntamente com o seu posicionamento dentro de cada documento.

Documento
Texto

1
Bata todos os ingredientes em um liquidificador

2
Misture todos os ingredientes 

3
Junte o gengibre,  passe no liquidificador 

4
Bata bem a nata com o açúcar

Tabela 1: Exemplo de textos de receitas

Código
Termo
Documentos (Posição)

1
Bata
1(1), 4(1)

2
Todos
1(2), 2(2)

3
Ingredientes
1(3)

4
Liquidificador
1(4), 3(4)

5
Misture
2(1)

6
Junte
3(1)

7
Gengibre
3(2)

8
Passe
3(2)

9
Nata
4(2)

10
Açucar
4(3)

Tabela 2: Arquivos invertidos

Em termos de espaço, a coleção de termos é pequena em  relação ao tamanho de toda a coleção, já que termos se repetem em muitos documentos. Já o espaço para guardar o vetor de ocorrências é da mesma ordem do espaço necessário para a coleção de documentos. Para reduzir isso, a lista de ocorrência pode ser modificada para guardar apenas a freqüência de ocorrência dos termos, ao invés de suas posições. Nesse caso, as informações sobre a proximidade dos termos serão perdidas, reduzindo as informações na descrição do documento.

3.5 Aquisição e Processamento dos Documentos

No caso particular de sistemas IR para Web, pequenos programas, chamados de robôs, são os responsáveis por realizar a aquisição de novos documentos para a coleção de um sistema.  A partir de um conjunto de endereços eletrônicos pré-definidos, o robô vai processando as páginas e guardando todos os novos endereços encontrados em sua lista de visitação. Antes do robô inserir uma nova página na coleção do sistema as operações de pré-processamento são realizadas.

No pré-processamento, tem-se um número de técnicas de processamento de linguagem natural, que podem ou não ser seguidas, dependendo da necessidade de cada sistema. Essas etapas são:

· Análise Léxica.

· Eliminação de Termos Irrelevantes (stop-list). 

· Steaming.

· Dicionário de palavras.

A análise léxica trata da remoção de acentuação, caracteres especiais, pontuações, divisão de palavras separadas por hífens e do tratamento de letras maiúsculas. Esta etapa tem como principal tarefa a identificação dos termos contidos numa página, e por isso, é de extrema relevância. Depois, ocorre a eliminação de palavras irrelevantes contidas numa lista pré-cadastrada, chamada stop-list. Termos os quais carregam pouco significado semântico ao texto, como é o caso de artigos, são incluídos na stop-list, contribuindo significativamente para reduzir o espaço necessário para armazenar as descrições dos documentos.

A próxima etapa, a de steaming, realiza a remoção de sufixos e prefixos dos termos , escolhendo a qual radical deve ser relacionada a ocorrência. Além de reduzir o tamanho da coleção de termos do sistema, está técnica permite que consultas realizadas por um usuário não se restrinjam apenas a forma do nome contida na consulta, sendo possível o retorno de documentos com suas variações sintáticas. Por fim, se dá a criação de um theasaurus ou dicionário de palavras, onde palavras relevantes ao domínio do sistema são agrupadas por seu conteúdo semântico. Entre as várias vantagens de utilização desta técnica, está a possibilidade de realizar expansões em consultas levando em conta as palavras com mesmos significados.  

3.6 Técnicas de Avaliação de Performance

As duas principais medidas de avaliações de performance em sistemas IR são: precisão e cobertura. Na precisão é avaliado a quantidade de documentos relevantes dentro de um conjunto retornado por uma determinada consulta, e por cobertura é observada qual porção dos documentos relevantes de toda a coleção foram realmente retornados na consulta. 

Dada uma consulta C, usa-se as seguintes fórmulas:
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Formula 3 : Cobertura e Precisão
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Figura 3: Espaço de Documentos

Existem alguns problemas na utilização dessas medidas. No caso da cobertura, nem sempre é possível conhecer o número total de documentos relevantes em uma coleção de documentos, principalmente, quando se lida com a Web. Além disso, como em alguns casos, é necessária a utilização de apenas uma medida para avaliar o sistema, visto que precisão e cobertura cobrem diferentes aspectos do desempenho de um sistema, por isso, medidas alternativas foram criadas. A medida alternativa mais difundida é a F-Measure que combina os valores de cobertura e precisão numa única fórmula. Esta medida nada mais é do que a média harmônica, favorecendo sistemas que tenham valores similares em sua precisão e cobertura.
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Formula 4 : F-Measure
3.7 Sistemas de Busca

Sistemas de busca são sistemas IR que catalogam páginas na Web. Estes sistemas têm um número de desafios impostos pela natureza da Web, dentre os quais se destacam: o grande volume de dados, a falta de estrutura dos documentos, a redundância de informações, a qualidade dos dados, a existência de documentos em diversas línguas, a dinamicidade dos documentos e a distribuição dos dados. Por essas características é praticamente impossível quantificar e qualificar os documentos contidos na Web, o que dificulta estudos sobre a cobertura de um sistema de busca. 
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Figura 4: Arquitetura de um Sistema de Busca

Documentos encontrados na Web são em sua maioria hipertextos html (hyper text markup language), que utilizam tags para incluir informação da estrutura do documento, sua formatação e até a sua semântica. Logo, a interpretação destes tags, principalmente aqueles que dizem respeito à estruturação de documentos, pode ser muito importante para o sistema de busca. Termos encontrados em títulos, sub-títulos, ou formatados de maneira especial podem ter tratamento diferenciado em relação a outros termos.

Os sistemas de busca podem ser grosseiramente classificados em dois tipos: sistemas de busca automáticos, como Altavista, Radix e Google, e os sistemas de busca manuais ou diretórios como o Cadê? e Yahoo! . Nos sistemas automáticos a escolha de novas páginas a serem indexadas é tarefa dos robôs, e existe pouca ou nenhuma influência de seus operadores na realização da indexação. Esses engenhos normalmente têm uma grande coleção de páginas, por conseguir varrer um número de documentos rapidamente, e sempre estão atualizando os conteúdos de páginas já catalogadas. Uma avaliação desses sistemas mostram que eles apresentam uma alta taxa de cobertura e uma baixa precisão.

Nos diretórios, a escolha das páginas a serem catalogadas é feita manualmente por especialistas, incluindo-as em árvores de categorias pré-definidas. O trabalho do Web Surfer é lento e custoso, e por isso diretórios Web têm coleções de páginas menores do que sistemas automáticos. No entanto, a precisão de buscas em diretórios é bem maior, além de permitir a realização de consultas por categorias. 

Na realidade, cada sistema de busca usa um número de técnicas diferentes, e não necessariamente se restringe a indexações automáticas ou manuais, como é o caso do AltaVista que apesar de ser um dos maiores sistemas de busca, tem categorias classificadas manualmente. Existe um compromisso entre esses dois tipos de sistemas, tendo um uma maior cobertura e o outro uma melhor precisão, e necessitando os diretórios de grande mão de obra humana. A utilização de técnicas de categorização de texto têm como motivação criar sistemas com grande cobertura e autonomia como nos sitemas automáticos, mas com uma boa precisão, e utilizando a menor quantidade de mão de obra possível.

Categorização de Texto

3.8 Visão Geral

A área de categorização de texto cuida de definir categorias a documentos de acordo com o seu conteúdo [Moulinier96]. A utilização de especialistas para realizar categorizações manuais é um processo custoso e lento, motivando o estudo de categorização automática de documentos utilizando técnicas de aprendizagem de máquina. Os resultados obtidos pela classificação automática tem sido bastante satisfatórios, sistemas como o Construe-TIS [Hayes91], que classifica notícias da agência Reuters, realizou classificações mais precisas do que os próprios especialista humanos, e com uma velocidade muito superior. Mesmo quando não apresentam uma precisão alta, sistemas de categorização automática podem ser usados para realizar pré-filtragens dos textos, auxiliando o trabalho dos especialistas.

Dentre as técnicas de aprendizagem de máquina utilizadas para a categorização automática de textos, destacam-se: redes neurais, algoritmos genéticos [Chen94], Aprendizagem Simbólica[Moulinier96] e Redes Bayseanas [Lewis94].  

Um dos grandes problemas a ser atacado na categorização de texto é a alta dimensionalidade dos espaço de atributos dos documentos. Para resolver isso foram desenvolvidas técnicas de seleção de termos, realizando operações como a remoção de atributos pouco informativos e combinar termos em um único atributo (i. e. fazer o singular e o plural de um termo corresponder a um único atributo). Para este ultimo tipo de operação, o uso de técnicas de processamento de linguagem natural se faz necessário.

O funcionamento de um sistema de categorização automática funciona de acordo com a figura 5 [Moulinier96]. Dada uma coleção de documentos ao sistema, ocorre inicialmente o pre-processamento do texto. Esta fase é semelhante à utilizada em sistemas de IR, descrita na sessão 3.5. Apôs isto as representações iniciais das páginas são enviadas ao módulo de seleção de termos, que reduz drasticamente o tamanho das representações criando o conjunto de treinamento. Este conjuto é então enviado ao algoritmo de aprendizagem, que ao fim inclue novas regras de categorização na base de conhecimento.



Figura 5: Arquitetura de um sistema de Categorização de Texto

3.9 Seleção de Atributos 

Yang [Yang97] traz um estudo comparativo entres cinco técnicas de seleção de atributos utilizados em aplicações de categorização de texto. Dentre elas estavam ganho de informação, freqüência de documentos, estatística X2, informação mutua e força do termo, dos quais os três primeiros demostraram uma boa performance. Estão descritos abaixo o ganho de informação e a freqüência de documentos, pois serão utilizadas no experimento. Alem dessas duas medidas, a soma dos TFiFD (sessão 3.3.2) do termos também foi usada como medida de seleção dos termos.

3.9.1 Freqüência de Documentos (DF)

A freqüência de documentos é simplesmente o número de ocorrência de um determinado termo nos documentos de uma coleção. Esta medida parte do principio que termos raros não são muito informativos para classificação. Esta técnica é boa para retirar dados ruidosos quando ocorrem em pouca freqüência, mas existem casos onde termos raros são muito informativos, e esta fórmula não apresenta bons resultados. Outra característica é sua facilidade de implementação com complexidade temporal e espacial na ordem do número de documentos.

3.9.2 Ganho de Informação

Dado a presença ou ausência de um termo em um dado documento, o ganho de informação mede o número de bits de informação obtidos em uma classificação. Em outras palavras, é contada a freqüência do termo em cada categoria existente, e obterão maior valor os termos com ocorrências em um número menor de classificações. Esta medida é um pouco mais complexa em relação a anterior, e tem uma complexidade espacial na ordem do produto entre o número de termos e o número de páginas.

Dado um certo atributo A, presente em um número  p de exemplos positivos, e um número n de exemplos negativos, podendo assumir um número v de valores, tem-se as seguintes fórmulas:


Formula 5: Ganho de Informação
3.10 Aprendizagem de Máquina

O objetivo de algoritmos de aprendizagem de máquina é fornecer meios de criação de regras de conhecimento dado um conjunto de exemplos. Estes algoritmos podem funcionar dentro de agentes inteligentes, rodando de forma autônoma e utilizando suas sensações do ambiente como exemplos. Outra maneira, é ter o algoritmo de aprendizagem interagindo com um engenheiro de conhecimento e gerando de maneira off-line regras a serem acrescentadas na base de conhecimento de um agente inteligente, que por sua vez pode agir on-line [Minera00]. Apenas a última forma de aprendizagem irá ser apresentada e empregada neste estudo.

A aquisição de conhecimento para um agente inteligente se dá da seguinte forma: primeiramente, o engenheiro de conhecimento gera um número de exemplos e faz a descrição dos mesmos. Estes exemplos são enviados ao algoritmo de aprendizagem, dada uma parametrização escolhida pelo engenheiro. As regras geradas ao final são acrescentadas no agente inteligente. O engenheiro pode avaliar a performance do agente com seu novo conhecimento e realizar críticas a seu desempenho. Esse processo pode se repetir quantas vezes for necessário.


Figura 6: Processo de aquisição de conhecimento
3.10.1 Técnicas Existentes

Existe um número de técnicas de aprendizagem dentre as quais se destacam: algoritmos genéticos, redes neurais, geração de árvores de decisão, inferência lógica, redes bayseanas, etc., cada qual com características distintas e demonstrando melhores resultados em determinadas aplicações. Para caracterizar essas técnicas é necessário analisá-las sobre os seguintes aspectos [Minera00]: 

· tarefa a ser realizada

· ambiente envolvido

· feedback do engenheiro de conhecimento

· representação do conhecimento

· viés indutivo. 

· controle da aprendizagem

Em termos da tarefa a ser realizada pelo algoritmo existem: classificação dos exemplos em determinadas categorias, previsão de dados futuros, criação de regras de controle, otimização e meta aprendizagem. Do ponto de vista do ambiente da aprendizagem,  são analisados aspectos do espaço de exemplos, dentre os quais: seu tamanho, sua acessibilidade, se ele é determinista ou ruidoso, se ele é discreto ou contínuo e sua dinâmica. 

Em relação ao feedback existem: aprendizagem supervisionada, onde um engenheiro de conhecimento pode indicar se uma determinada ação foi realizada corretamente ou não, e a aprendizagem não supervisionada onde nenhuma informação prévia de como resolver o problema é passada ao algoritmo. No caso anterior, algumas técnicas de aprendizagem permitem a utilização dos dados do feedback para realizar uma aprendizagem por reforço, punindo ou recompensando o algoritmo dado seu desempenho.

A representação do conhecimento diz respeito ao formalismo utilizado para a representação das regras geradas pela técnica, e indica a expressividade do conhecimento gerado, podendo ser: funções matemáticas, lógica, distribuição de probabilidades, redes conexionistas, árvores de decisão, etc.

O viés indutivo de uma técnica é a preferência por determinadas soluções dentro do espaço total, inerente da forma de funcionamento da técnica. Este viés pode surgir da falta de expressividade da linguagem utilizada para representar regras, da distribuição probabilística dos pontos no espaço, entre outros. É decorrente da existência de algum viés, que surge o poder de generalização de algoritmos de aprendizagem.

Em termos de controle de aprendizagem existem dois tipos básicos de algoritmos, os que primeiro aprendem e depois agem, onde todos os exemplos são dados de uma vez, e os que aprendem incrementalmente, onde os exemplos são dados passo a passo. Neste ultimo tipo, a ordem o qual os exemplos estão sendo mostrados pode influenciar no resultado final.

3.10.2 Overfitting

Um dos principais problemas de algoritmos de aprendizagem é a sobre-especialização ou overfitting de suas regras nos exemplos de treinamento [Mitchell97]. Um exemplo do mundo real é o de um garoto que apenas decora uma tabuada, e não é capaz de realizar operações com números que ainda não estão inclusos nesta tabuada. Para isso as regras geradas pelos algoritmos devem ter a forma mais geral possível, de modo a contemplar casos não descritos nos exemplos, sem, no entanto, piorar seu desempenho. Existem diversas técnicas, variando de algoritmo a algoritmo, normalmente utilizando uma parte dos conjuntos de exemplos exclusivamente para validação, com o intuito de observar o desempenho do algoritmo com dados ainda não vistos por ele.

Uma dessas técnicas, que separa o conjunto de exemplo em teste e validação, é a validação cruzada. Nessa técnica o conjunto de páginas é divido aleatoriamente em conjunto de treinamento e validação em um determinado número de vezes, e a média do desempenho da aprendizagem de cada divisão é calculada.

3.10.3 ID3

A técnica de aprendizagem simbólica ID3 (Induction on Decisions Trees) foi desenvolvida por Quinlan em 1992, e é baseada na geração de árvores de decisões [Quinlan86]. Este algoritmo é bastante robusto, ignorando dados ruidosos, e capaz de inferir regras com disjunções e conjunções, entretanto ele não é capaz de utilizar conhecimento prévio e nem de realizar aprendizagem incrementalmente. 

Os exemplos são descrições a partir de valores categóricos de um número fixo de características, sendo uma parte das características selecionadas com a classificação do exemplo. Com um conjunto de descrições dos exemplos, o algoritmo tenta achar uma função de aproximação de melhor performance. 

Na tabela 3 estão listadas exemplos de situações se uma pessoa vai esperar por uma mesa em um restaurante. Essa decisão leva em consideração a fome da pessoa, a existência de uma alternativa de restaurante perto, o tipo do restaurante, e o tempo de espera estimado. Na figura 7 temos uma opção de árvore de decisão para esse exemplo.

Fome
Alternativa
Preço
Tipo
Tempo Estimado
Espera

Sim
Não
Baixo
Lanchonete
0-5 minutos
Sim

Não
Sim
Alto
Francês
15-30 minutos
Não

Sim
Sim
Médio
Italiano
4- 15 minutos
Não

Sim 
Não
Alto 
Tailandês
15-30 minutos
Sim

Não
Não
Baixo
Lanchonete
5-15 minutos
Não

Não
Sim
Baixo
Lanchonete
5-15 minutos
Não

Tabela 3: Exemplos de situações.


Figura 7: Exemplo da Árvore de Decisão
O algoritmo constrói a árvore de uma maneira top-down, e utiliza uma busca gulosa no espaço de árvores de decisão. Esta busca é realizada da seguinte maneira:

1. Inicialização do algoritmo com uma árvore vazia.

2. Calcular o Ganho de Informação para todos os atributos dos exemplos ainda não utilizados, e escolher o atributo com maior valor.

3. O melhor atributo é escolhido e inserido neste nó da árvore.

4. O passos 2 e 3 são realizados para cada nó resultante da árvore.

A medida utilizada no passo 2 tem como objetivo medir quão bem um atributo discrimina as categorias dos exemplos, sendo baseado na teoria de informação (formula 5). 

Por escolher sempre atributos mais discriminantes, esta técnica apresenta o viés indutivo de preferir árvores de decisão mais curtas e com atributos de maior ganho de informações próximas à raiz. Este viés está de acordo com a Occam Razor, “entidades não devem ser multiplicadas além da necessidade”, e é considerada a razão pelo qual o ID3 consegue generalizar regras. Estudos comprovaram isso [Mitchell97], ao mostrar que a partir de certo ponto, quanto mais cresce o número de nós na árvore de decisão, pior é o seu desempenho em classificação.

Para evitar o overfitting descrito acima, técnicas de poda da árvore de decisão foram adicionadas em versão posteriores do algoritmo ID3. Umas destas técnicas é chamada poda com redução de erro [Russel95], que se utiliza de um conjunto de validação para testar a performance da árvore enquanto está sendo construída. Caso a escolha de um atributo para um nó gere uma árvore com desempenho, no conjunto de validação, pior do que a anterior, o nó escolhido é descartado. 

 Outra técnica utilizada é a rule post-prunning [Russel95]. De inicio a árvore é gerada normalmente, e depois convertida num conjunto equivalente de regras booleanas. Estas regras são generalizadas, com a retirada de condições que piorem a performance das regras em um dado conjunto de validação. 

O algoritmo C4.5[Quinlan93] é a evolução do ID3, englobando todas as técnicas de poda de árvore, além de permitir a existência de valores numéricos nos atributos. Para incluir os valores numéricos, o algoritmo particiona o espaço contínuo em intervalos discretos. O problema então passa a ser onde particionar um intervalo contínuo de modo a aumentar o ganho de informação. Para realizar esta escolha, os exemplos são ordenados a partir dos valores da característica contínua, e as médias de dois valores adjacentes de exemplos com classificações distintas são tomadas, sendo a de melhor desempenho a escolhida.

4 Trabalho Desenvolvido

4.1 O Framework

O framework sugerido está dividido nos seguintes sub-sistemas:

· Sistema de Busca – composto pelo agente de busca de páginas e da interface gráfica com o usuário. A base de documentos indexadas em arquivos invertidos também faz parte desse sistema.

· Sistema de Indexação - formado pelo robô que irá realizar as meta-buscas e pelas operações de processamento de texto a serem realizadas no conteúdo das páginas indexadas.

· Sistema de Classificação - interface gráfica para visualizar informações sobre as coleções de páginas obtidas através das meta-buscas e realizar facilmente a etiquetagem manual das páginas.

· Sistema de Aprendizagem - responsável pela criação das funções de classificação, e pelo acompanhamento do desempenho das mesmas.

A arquitetura do sistema pode ser observada na figura 8. Os diferentes sub-sistemas se comunicam através das bases de documentos indexados ou pela base de documentos. Em alguns casos, como entre o robô e o agente de busca, essa comunicação é feita diretamente.

Um exemplo do funcionamento do framework é o seguinte: usuários acessam constantemente o sistema, realizando consultas sobre a coleção de páginas. A palavra sobremesa foi fortemente usada, e o robô ainda não realizou nenhuma meta-busca utilizando esse termo. O robô é então acionado, indexando as páginas retornadas por outros engenhos, dada uma consulta utilizando a palavra-chave sobremesa. Entra então a vez do especialista etiquetar essa nova coleção usando o sistema de classificação. Depois da classificação manual, o Web Surfer realiza um treinamento com a nova coleção de páginas, utilizando o sistema de aprendizagem. O mesmo sistema de aprendizagem é utilizado para avaliar o desempenho do novo classificador. Quando o classificador atingir um certo desempenho, o trabalho de etiquetagem e aprendizagem não será mais necessário. 


Figura 8: Arquitetura do FrameWork

4.2 Processo Incremental de Aprendizagem (PIA) 

O processo de funcionamento desse sistema é inerentemente incremental. Novas meta-buscas serão continuamente realizadas, dado os desejos dos usuários do sistema, desejo esse refletido nas palavras mais utilizadas para consultas às páginas do sistema. Ainda mais, a Web está sempre mudando e crescendo, o que enfatiza a necessidade de novas meta-buscas. O trabalho realizado pelos Web Surfers também é incremental, já que a etiquetagem manual é uma tarefa entediante e demorada, e apenas partes das coleções são etiquetadas por vez.

O principal problema da implementação do sistema proposto é como absorver incrementalmente novas páginas para a coleção, sem no entanto, prejudicar a qualidade da coleção como um todo. Uma resposta para isso pode ser uma criteriosa seleção dos meta-termos, ou termos utilizados para a realização das novas meta-buscas. Usar regras de conhecimento para filtras as páginas a serem indexadas pelos robôs é outra solução a ser usada em conjunto com a anterior.  

A geração de regras automática necessita do trabalho de um especialista para preparar os exemplos. Esta mão de obra é cara, surgindo a necessidade do sistema de minimizar a quantidade necessária desse recurso. Ao invés determinar um número fixo de páginas a serem classificadas, o sistema precisa indicar quando o número de páginas já é suficiente, evitando que mão de obra seja assim desperdiçada.

Por outro lado, a falta de relevância estatística de um conjunto de páginas, como já citado anteriormente, cria a necessidade de realizar uma validação das aprendizagens com um número significativo de conjuntos, mostrando a generalidade das regras obtidas. Para atacar essas dificuldades é proposta um processo incremental de aprendizagem (PIA), que aprende realizando um bootstrap no conjunto de páginas utilizadas como exemplo.

Neste modelo, o conjunto de exemplos inicialmente é pequeno, e vai se expandindo com o tempo. Estas expansões ocorrem pela realização de novas indexações pelos robôs através de meta-buscas. A cada expansão é executada uma nova rotina de aprendizagem, e o desempenho das novas regras de classificação é comparado com o desempenho do melhor classificador anterior.

Abaixo segue a descrição deste modelo de aprendizagem:

1. Inicialmente tem-se com um conjunto de páginas C0 etiquetadas manualmente, provenientes de uma determinada meta-busca. Aplica-se a este conjunto um algoritmo de aprendizagem, obtendo uma função de classificação F0.

2. O sistema realiza outra nova meta busca, originando um conjunto de páginas CI. 

3. CI é etiquetada manualmente, e é realizado um novo treinamento utilizando todos os conjuntos anteriores e CI, chamado FI' ou função candidata. Caso FI' tenha um desempenho melhor do que FI-1 (melhor função), ele se torna Fi, caso contrário Fi-1 = FI. 

4. Repetem-se os passos 2 e 3 até que FI alcance um determinado desempenho..

4.3 Implementação

Um protótipo do sistema foi implementado visando auxiliar a realização dos experimentos de aprendizagem utilizados no caso de estudo. Este protótipo foi de grande ajuda principalmente na difícil tarefa de etiquetagem das páginas, automatizando boa parte do processo de aprendizagem sugerido acima. A implementação do sistema de busca permite que o resultado deste estudo forneça um produto real e palpável, um pequeno sistema de busca sobre o tópico do caso de estudo.

O sistema foi implementado utilizando a linguagem Javatm [Java] e a persistência dos dados usando o banco de dados relacional Oracletm. A utilização de Javatm e subseqüentemente técnicas de Orientação a Objetos permitem que o sistema seja facilmente estendido e que novas funções sejam implementadas no protótipo.

4.4 Sistema de Busca

O sistema de busca foi implementado utilizando um modelo vetorial das páginas explicado anteriormente, utilizando arquivos invertidos em um banco de dados. As tabelas possuem o formato descrito abaixo:
Figura 9: Tabelas de BD em forma de arquivos invertidos.
O algoritmo de ranqueamento de páginas escolhido para implementar as buscas foi o TFiDF (formula 3), já descrito anteriormente. Esta escolha foi baseada na simplicidade desta técnica e seu extenso uso em sistemas de buscas. 

Existe uma interface Web simples que permite o usuário realizar consultas a partir de palavras chaves na categoria escolhida. É de responsabilidade deste sistema guardar as informações sobre as consultas realizadas por usuário, a serem utilizadas posteriormente para a realização de novas meta-buscas.

Como eventualmente existirá um grande número de registros, principalmente nas tabelas de termos e no relacionamento página-termo, as consultas realizadas na base são demoradas. Entretanto, como fazer um sistema de busca eficiente está fora do escopo deste trabalho, a utilização de banco de dados, por mais lento, não atrapalhou este estudo.

4.5 Sistema de Indexação

Este sistema é basicamente formado pelo robô e pelos algoritmos de tratamento de texto. O robô é acionado para realizar uma consulta, determinada a partir do sistema de busca a ser utilizado, das palavras-chave e do intervalo das páginas a serem obtidas. As informações da consulta são armazenadas, e o robô percorre as páginas resultantes da consulta indexado-as no sistema de busca. Uma cópia completa da página é guardada em um sistema de arquivos, para servir de cache para a etiquetagem. Atualmente somente são suportadas meta-buscas ao sistema AltaVista, mas outras podem ser facilmente adicionadas ao robô.

Antes de guardar as páginas no sistema de busca, existe um processamento no texto da página. Primeiramente, todo o conteúdo da página é passado para letras minúsculas, os tags html são removidos, e os acentos retirados. As palavras são separadas de acordo com uma seqüência de delimitadores previamente definidos e suas freqüências nas páginas são contadas, sendo eliminados os termos contidos na lista de palavras irrelevantes, ou stop-list.como discutido na sessão 3.4. A stop-list, os delimitadores e o critério de conversão de acentos podem ser consultados no apêndice deste documento.

Na fase de aprendizagem do X-Finder, todas as páginas encontradas pelos robôs são indexadas no sistema de busca, e não serão removidas mesmo que sejam etiquetadas como irrelevantes, pois o algoritmo de aprendizagem também leva em consideração exemplos negativos para criar as regras. Apôs a fase de aprendizagem o agente atuará junto ao robô e somente páginas classificadas na categoria serão indexadas. Em relação a consultas dos usuários, somente páginas etiquetadas como relevantes, ou automaticamente classificadas poderão ser retornadas como resposta.

4.6 Sistema de Etiquetagem 

Esta parte do sistema foi implementada utilizando uma interface html, para permitir ao Web Surfer executar facilmente suas operações. A partir da categoria o qual se deseja trabalhar, é possível consultar dados sobre todas as coleções de páginas resultantes de meta-buscas incluindo (figura 10): o engenho de busca utilizado, as palavras chaves, os intervalos das páginas obtidas, o status final da busca, o número final de páginas obtidas e o número de exemplos positivos de receitas.

Figura 10: Exemplo de coleções de páginas resultantes de meta-buscas
Com a escolha de uma das coleções, é possível etiquetar as páginas. Na etiquetagem todas as páginas da coleção são listadas (figura 11), juntamente com seus endereços eletrônicos. Para auxiliar o Web Surfer existe um link para uma cópia da página em cache local e de rápido acesso. 

Figura 11: Exemplo de Página de Etiquetagem.
Além disso, é possível observar a classificação da página de acordo com uma função de classificação obtida em um treinamento previamente escolhida, e com isso observar o desempenho do classificador e permitir a análise de casos onde não esteja acertando. Isso permite ao usuário conferir página a página o desempenho de um certo classificador, e observar as páginas classificadas erradamente. Por questões de implementação, esta opção é muito demorada no sistema atual.

4.7 Sistema de Aprendizagem

O sistema de aprendizagem tem três funções distintas: realizar os treinamentos em si, quantificar o desempenho dos classificadores dado uma coleção de dados, e permitir ao usuário uma visualização rápida e fácil dos dados de performance e resultados obtidos pelos classificadores.

A parte de aprendizagem foi implementada utilizando a biblioteca para Java chamada Weka [Weka99]. Esta biblioteca fornece um número de classes para realizar tarefas de aprendizagem e classificação utilizando as mais diversas técnicas de aprendizagem.  A técnica de aprendizagem utilizada será a extensão do ID3 denominada C4.5. As escolha dessa técnica se deve a sua popularidade na área de categorização de texto, e da existencia desse algoritmo na biblioteca utilizada.
A primeira tarefa na função de aprendizagem é a seleção de termos dado o número total de características e os conjuntos de páginas selecionados pelo usuário. Existem três tipos de seleções de termos relevantes implementadas: uma levando em conta a soma dos TFIDF, outra considerando o DF e a última que mede o ganho de informação. Estas medidas foram escolhidas por sua simplicidade de implementação e performance obtidas em experimentos anteriores [Yang97].

Após a seleção dos termos, são criadas as representações vetoriais das páginas de acordo com o formato da biblioteca Weka. Para um eventual uso futuro, essa representação, incluindo os termos selecionados, é guardada em arquivo. Abaixo está um exemplo de um desses arquivos com 5 exemplos de páginas descritos por 4 atributos mais sua classificação.


Figura 12: Exemplo de um conjunto de teste

Por fim, o algoritmo de aprendizagem é executado tendo como opções a utilização de técnicas de poda com redução de erro, rule post-prunning, e geração de árvore com nós binários (cada nó tem no máximo dois filhos). O algoritmo realiza a aprendizagem e executa uma validação para verificar e testar a sua performance. O sistema guarda todas as opções selecionadas pelo usuário juntamente com as medidas de performance dos algoritmos, em relação ao treinamento e validação cruzada, e uma representação textual das regras geradas. 

Na figura 13 pode ser observada uma árvore de decisão gerada pelo sistema. A cada aresta da árvore está associada uma condição (neste caso se a freqüência do termo apontado é menor ou igual a zero, ou maior que zero). Cada folha tem uma classificação associada (‘S’ para os classificados e “N” para os não classificados), e ao lado existe respectivamente o número de exemplos classificados corretamente e incorretamente pelo nó.


Figura 13: Exemplo de uma árvore de decisão gerada pelo sistema.
Outra funcionalidade desse módulo, é a avaliação do desempenho de uma função de classificação dado um conjunto de páginas etiquetadas. Para isso, o sistema consulta as regras da função selecionada, e cria as descrições vetoriais das páginas de acordo com os atributos utilizados na aprendizagem. Como saída para o usuário temos a precisão, cobertura, f-measure e a matriz de confusão. Devido à forma de trabalho da biblioteca Weka, esta tarefa de classificação de páginas é demorada.

Figura 14: Dados sobre os treinamentos
Ao fim, existe uma pequena interface Web para facilitar o usuário a analisar os resultados obtidos na aprendizagem como na figura 14. Selecionada a categoria ao qual se quer trabalhar, é dada uma listagem com alguns dados de todas os treinamentos realizados. Escolhido um treinamento, todos seus dados serão listados incluindo (figura 15): precisão, cobertura, F-measure, dados sobre a validação cruzada, representação textual da árvore de decisão, número de termos utilizados, e parametrização do algoritmo de aprendizagem. 

Figura 15: Dados detalhados do Treinamento.

5 Estudo de Caso 

Para a validação do framework e do processo incremental de aprendizagem foi escolhido o domínio de receitas cúlinárias. Dentre as razões da escolha desse tópico está o conhecimento do domínio pelo autor  devido ao desenvolvimento de outros projetos e a  existência de um número grande de páginas neste domínio na Web. Consultas realizadas em grandes sites de busca retornaram de 60.000 a 120.000 páginas com a palavra “receitas”.

5.1 Páginas de Receitas

A maioria das páginas de receitas segue uma estrutura fixa com duas partes: ingredientes e modo de preparo. Na parte de ingredientes existe uma listagem de todos os produtos necessários para o preparo, e sua quantidade. O modo de preparo é normalmente composto de um texto corrido com as instruções da receita. Pode-se dizer, então, que documentos de receitas são semi-estruturados.

Figura 16: Exemplo de uma receita extraída de uma página Web

Apesar do vocabulário contido nas receitas variar muito, existe um conjunto reduzido de nomes e verbos que sempre ocorrem como: sal, açúcar, panela, fritar, entre outros. Normalmente uma única página contém mais de uma receita, e não necessariamente de tipos relacionados.

As meta-buscas realizadas no experimento retornaram em média 35% de páginas de receitas, onde normalmente existem mais de uma receita por documento. Algumas consultas tinham um grande número de páginas relacionadas a outro tópico, como exemplo observado na consulta a partir da palavra “receitas” que retornou um número significativo de páginas de receitas financeiras de empresas.

5.2 Resultados

5.2.1 Parametrização do Sistema

Inicialmente, foi realizado um número de aprendizagens para selecionar a parametrização do sistema de aprendizagem de melhor desempenho. Essa parametrização será utilizada no estudo do desempenho da PIA. Foi utilizada uma coleção com 282 páginas das quais 106 eram receitas, resultantes da meta-busca pelo termo “receitas” no sistema Altavista. 

Existem três parâmetros a serem configurados no sistema: a técnica de seleção de atributos, o número de atributos nos exemplos e a utilização de técnicas de poda. A geração de árvore binária não precisou ser estudada, já que todos os atributos são numéricos e existem apenas dois valores nesses atributos (maior que o limite e menor ou igual ao limite). 

Cada atributo é avaliado por vez, variando entre três valores, sendo o valor com melhor desempenho o escolhido para as próximas variações. Este método assume independência entre cada parâmetro, e por isso a parametrização final não será necessariamente a melhor. Vêem-se, a seguir, as variações dos três atributos e os resultados obtidos:


Método de Seleção
Número de Atributos
Técnica de Poda
Precisão
Cobertura
F-measure

1
DF
100
Post Prun.
0.905
0.726
0.806

2
TFDF
100
Post Prun.
0.984
0.716
0.795

3
Ganho Inf.
100
Post Prun.
0.905
0.726
0.806

4
Ganho Inf.
50
Post Prun.
0.897
0.745
0.814

5
Ganho Inf.
200
Post Prun.
0.916
0.726
0.810

6
Ganho Inf
50
Red. Erro
0.883
0.716
0.791

7
Ganho Inf
50
Nenhuma
0.905
0.726
0.806

Tabela 4: Experimentos de parametrização

A maioria dos treinamentos obteve valores muito semelhantes, sendo o de número 5, utilizando o ganho de informação para escolher 50 atributos e a técnica de post-rule, que apresentou o melhor resultado.

5.2.2 Avaliação do PIA

Esta sessão mostra os resultados obtidos pelo sistema, nos treinamentos, utilizando a processo de aprendizagem. Em todos os treinamentos foi utilizada a parametrização do treinamento 5 da tabela 4, e as seguintes coleções de páginas foram utilizadas no treinamento sendo todas elas resultantes de meta-buscas no sistema Altavista.


Palavras-Chaves
Página Início
Página Final
Número Total
Exemplos Positivos

1
receitas
1
300
282
106

2
receitas
301
600
193
47

3
receitas carne
1
100
94
40

4
receitas massa
1 
100
94
42

5
receita ovos
1
100
65
29

6
receita sobremesa
1
100
92
31

7
receita bolos 
1
100
92
33

Tabela 5: Coleções de Documentos. 6‑1
As palavras chaves utilizadas para definir as novas meta-buscas deveriam ser determinadas pelas palavras mais consultadas pelos usuários do X-Finder, mas como o sistema não está operacional, as palavras chaves foram escolhidas pelo autor.

De acordo com o modelo incremental, o experimento partiu da coleção 1, criando a função de classificação f1. Em cada interação, uma nova coleção é adicionada a coleção de teste, e é realizado um novo treinamento com este conjunto, sendo a performance da nova função e da função anterior avaliadas, e prevalecendo a de melhor desempenho em relação ao novo conjunto. 

Abaixo são listados os resultados obtidos, mostrando a F-mesaure obtida pelo novo classificador e o anterior, e a função classificadora escolhida.

Interação
Coleções
Desem. FI-1
Desem FI’
FI

1
1
0
0.9149
FI’

2
1 2
0.8646
0.9282
FI’

3
1 à  3
0.9044
0.9019
FI’

4
1 à 4
0.9242
0.9242
FI-1

5
1 à 5
0.9242
0.9167
FI-1

6
1 à 6
0.8416
0.9194
FI’

7
1 à 7
0.9061
0.9286
FI’

Tabela 6: Resultado da Aprendizagem Incremental
As funções de classificação resultantes de cada interação mostraram performance bem semelhante, com as funções mais novas mostrando alguma superioridade em relação as funções anteriores. A interação final, utilizou  uma coleção total de 917 páginas, dos quais 328 são exemplos positivos de receitas culinárias, obtendo a ótima F-measure 0.9286. Os atributos escolhidos no ultimo treinamento e árvore de decisão da melhor função podem ser observados na sessão 8.3. 

Como pode ser observado no gráfico 1, nas interações 6 e 7 o desempenho da função de classificação anterior e a função candidata tiveram uma diferença maior do que o usual. Isso indica que os novos conjuntos de páginas obtidos através de meta-buscas por bolo e sobremesa, deram uma maior diversidade a massa de treinamento, melhorando o desempenho geral do  classificador. Essa mudança é constatada ao analisar as árvores de classificação, que nas interaçoes 1 à 5 apresentavam regras semelhantes, mas mudaram radicalmente nas interações 6 e 7.


Figura 17: Evolução do desempenho das funções de classificação.

6 Conclusões

A construção de um sistema de busca, e a aplicação de técnicas de categorizaçao de texto ao mesmo não é uma tarefa trivial. Existe uma série de decisões sobre a arquitetura do sistema, técnicas de aprendizagem utilizadas, método de representação de informações, entre outros, e qualquer escolha influencia diversos aspectos do sistema. Por isto é necessário ao projetista um bom conhecimento na área de aprendizagem de máquina e recuperação de informação.

6.1 Contribuições

A principal contribuição desse trabalho é a implementação do framework que está praticamente completo e funcional. Com isso, novos experimentos podem ser realizados usando o framework, e caso seja necessário novas funcionalidades e opções podem ser facilmente adicionadas ao sistema, dada suas característica de extensibilidade.

Os resultados obtidos no estudo foram bastantes satisfatórios, e apresentaram um ótimo desempenho. A processo incremental de aprendizagem se mostrou eficiente e conseguiu obter melhores resultados a cada interação, com o conjunto de páginas cada vez maior, e mais diverso. No geral esse estudo mostra a viabilidade da utilização de técnicas de categorização de texto para sistemas de buscas.

A execução desse trabalho também foi bastante válida para o autor na aquisição de novos conhecimentos nas áreas de recuperação de informação, categorização de texto e aprendizagem de máquinas. 

6.2 Dificuldades

A principal dificuldade foi o grande esforço para a construção do sistema. Além de ser um sistema grande, certas parte do mesmo, como as tabelas invertidas e o robô, são de complexa implementação. O mau funcionamento ou falhas nessas partes, comprometem o funcionamento de todo o sistema.

A falta de documentação da biblioteca Weka [WEKA] foi outro problema encontrado. A biblioteca é muito poderosa e oferece um número grande de funcionalidades de tratamento dos dados de entrada e treinamento, entretanto a documentação não explica detalhadamente todas essas funcionalidades. Por isso, o acoplamento da biblioteca ao sistema foi um processo demorado, e algumas das funcionalidades oferecidas não foram exploradas pela falta de entendimento delas por parte do autor.

6.3 Trabalhos Futuros

Para realizar um estudo mais completo desse tipo de sistema, algo fora do escopo deste trabalho, alguns melhoramentos e extensões precisam ser realizados. Estudos recentes de categorização de texto aplicados a páginas Web são raros, e grandes sites de buscas como o Google e Radix realizam pesquisas nessa área, mas não divulgam seus resultados por questões comerciais. A extensão deste framework para abraçar novas técnicas de aprendizagem, de seleção de atributos e criação de novas formas de representação dos exemplos pode ser facilmente realizada, permitindo a realização de estudos comparativos das diferentes técnicas, e suas características. 

Para classificar uma página dada uma árvore de decisão gerada pela biblioteca Weka é necessário recriar a representação vetorial da página. Esta operação é demorada, pela necessidade de carregar todos os termos da página, e conseqüentemente é inviável para a utilização de sistemas de busca, onde o tempo é crucial. Para resolver isto é necessário estudar uma melhor forma de representação de regras a ser usada em conjunto com engenhos de busca.
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6.5 Pré-Processamento

6.5.1 Conversão de Acentos

Caracteres
Conversão

á, â, ã, à
a 

é, ê
e 

í, î
i 

ó, ô, õ
o 

ú, û, ü
u

ç 
c

6.5.2 Delimitadores de Palavras

,./<>?;':|[]{}`~!@#$%^&*()-=_+\"0123456789

6.5.3 Stop List

a, abaixo, acaso, acima, afinal, afora, agora, ah, ai, ainda, alem, algo, alguem, algum, alguma, ali, alias, alta, alto, alem, amanha, ano, ante, antes, apenas, apos, aquela, aquelas, aquele, aqueles, aquem, aqui, aquilo, as, assim, ate, atencao, atras, ate, baixa, baixas, baixo, baixos, bastante, bem, bilhao, bom, ca ,cada, caso, catorze, cedo, cem, centena, centesimo, certo, cinco, cinquenta, cm, com, comigo, como, conforme, conosco, consigo, consoante, contanto, contigo, contra, contudo, convosco, comum, cuidado, cuja, cujas, cujo, da, das, daquela, daquelas, daquele, daqueles, daquilo, de, debaixo, decimo, demais, dentro, depois, desde, dessa, dessas, desse, desses, desta, destas, deste, destes, determinado, dez, dezena, dezenove, dezesseis, dezessete, dezoito, dia, disso, do, dos, dobro, dois, doze, duas, duplo, durante, duzentas, duzentos, duzia, e, eis, ela, elas, ele, eles, em, embora, enfim, enquanto, entao, entre, entretanto, entao, essa, essas, esse, esses, esta, estas, este, estes, eu, exceto, exclusiva, exclusivo, exemplo, exemplos, fora ,forte, fortes, fraca, fracas, fraco, fracos, frente, g, geocities, grande, hoje, hum, inclusive, isso, isto, ja, jamais, km, lhe, lhes, logo, longe, m, mais, mal, manha, maneira, maneiras, mas, mau, me, medida, meio, meios, melhor, menos, mesma, mesmas, mesmo, mesmos, metade, meu, meus, mil, milesimo, milesimos, milhao, milhar, milhoes, mim, minha, minhas, modo, modos, muito, muitos, na, nada, nao, nas, nbsp, nem, nenhum, ninguem, no, noite, nono, nos, nossa, nossas, nosso, nossos, nove, novecentas, novecentos, noventa, nunca, nao, o, oba, oh, oitavo, oitenta, oito, oitocentas, oitocentos, olha, onde, ontem, onze, opa, ora, os, ou, outro, outrora, para, pela, pelas, pelo, pelos, pequena, pequeno, perante, perto, pior, pois, por, porem, porquanto, porque, portanto, porventura, porem, pouco, primeira, primeiras, primeiro, primeiros, proporcao, proporcoes, propria, proprias, proprio, proprios, puxa, por, quais, qual, qualquer, quando, quanta, quantas, quanto, quantos, quao, quarenta, quarto, quase, quatorze, quatro, quatrocentas, quatrocentos, que, quem, quer, quica, quinhentas, quinhentos, quinta, quinto, quinze, quao, saber, salve, salvo, se, segunda, segundo, seis, seiscentas, seiscentos, seja, sem, semelhante, sempre,  senao, sequer, sessenta, sete, setecentas, setecentos, setenta, setimo, seu, seus, sexto, si, sim, so, sob, sobre, sobretudo, somente, sua, suas, setimo, tal, talvez, tambem, tampouco, tanto, tao, tarde, te, terca, terceira, terceiro, tercom, terça, terço, teu, teus, ti, todavia, tres, treze, trezentas, trezentos, trigesimo, trigesimo, trilhao, trilhao, trinta, triplice, triplo, triplice, tu, tua, tuas, tudo, tao, ui, um, uma, umas, unica, unicas, unico, unicos ,uns, varias, varios, vez, vezes, vigesimo, vinte, viva , voce, voces, vossa, vossas, vosso, vossos, varias, varios, vos, 

6.6 Resultados Obitidos

6.6.1 Atributos Selecionados

SOPA, INGREDIENTES, SAL, COLHERES, COLHER, MINUTOS, COLOQUE, LEITE, MOLHO, AO, DEIXE, FORNO, LEVE, RECEITAS, AGUA, FARINHA, CHA ,MANTEIGA, MISTURE, CREME, XICARA, OVOS, FOGO, MASSA, NUMA, QUENTE, ACRESCENTE, ACUCAR, JUNTE, PIMENTA, PANELA, SIRVA, THE ,LIMAO ,GOSTO ,BATA ,QUEIJO ,TRIGO ,OLEO ,ALHO ,NOT ,FOUND ,RALADO ,RETIRE ,KG ,XICARAS ,THIS ,CARNE ,URL ,CORTE

6.6.2 Árvore de Decisão Final

COLHERES <= 0

|   COLOQUE <= 0

|   |   MOLHO <= 0

|   |   |   SOPA <= 0

|   |   |   |   CREME <= 0

|   |   |   |   |   MASSA <= 0

|   |   |   |   |   |   LEITE <= 0: N (446.0/37.0)

|   |   |   |   |   |   LEITE > 0

|   |   |   |   |   |   |   SAL <= 0

|   |   |   |   |   |   |   |   LIMAO <= 0: N (13.0/1.0)

|   |   |   |   |   |   |   |   LIMAO > 0: S (2.0)

|   |   |   |   |   |   |   SAL > 0: S (2.0)

|   |   |   |   |   MASSA > 0

|   |   |   |   |   |   QUEIJO <= 0

|   |   |   |   |   |   |   PIMENTA <= 1

|   |   |   |   |   |   |   |   LEITE <= 1

|   |   |   |   |   |   |   |   |   OVOS <= 0: N (17.0/1.0)

|   |   |   |   |   |   |   |   |   OVOS > 0

|   |   |   |   |   |   |   |   |   |   RECEITAS <= 1: N (2.0)

|   |   |   |   |   |   |   |   |   |   RECEITAS > 1: S (2.0)

|   |   |   |   |   |   |   |   LEITE > 1: S (2.0)

|   |   |   |   |   |   |   PIMENTA > 1: S (2.0)

|   |   |   |   |   |   QUEIJO > 0: S (4.0/1.0)

|   |   |   |   CREME > 0

|   |   |   |   |   AO <= 1: S (17.0/4.0)

|   |   |   |   |   AO > 1: N (2.0)

|   |   |   SOPA > 0

|   |   |   |   LEITE <= 0: S (18.0/3.0)

|   |   |   |   LEITE > 0: N (7.0/1.0)

|   |   MOLHO > 0

|   |   |   THE <= 0

|   |   |   |   OVOS <= 2

|   |   |   |   |   LEITE <= 1

|   |   |   |   |   |   MASSA <= 1

|   |   |   |   |   |   |   COLHER <= 0

|   |   |   |   |   |   |   |   QUENTE <= 1

|   |   |   |   |   |   |   |   |   OLEO <= 0

|   |   |   |   |   |   |   |   |   |   AO <= 2

|   |   |   |   |   |   |   |   |   |   |   SOPA <= 0

|   |   |   |   |   |   |   |   |   |   |   |   MASSA <= 0

|   |   |   |   |   |   |   |   |   |   |   |   |   PIMENTA <= 0

|   |   |   |   |   |   |   |   |   |   |   |   |   |   CARNE <= 1: S (13.0/4.0)

|   |   |   |   |   |   |   |   |   |   |   |   |   |   CARNE > 1: N (2.0)

|   |   |   |   |   |   |   |   |   |   |   |   |   PIMENTA > 0: N (3.0)

|   |   |   |   |   |   |   |   |   |   |   |   MASSA > 0: S (2.0)

|   |   |   |   |   |   |   |   |   |   |   SOPA > 0: N (2.0)

|   |   |   |   |   |   |   |   |   |   AO > 2: S (12.0)

|   |   |   |   |   |   |   |   |   OLEO > 0: N (3.0/1.0)

|   |   |   |   |   |   |   |   QUENTE > 1: N (2.0)

|   |   |   |   |   |   |   COLHER > 0: S (4.0)

|   |   |   |   |   |   MASSA > 1: N (3.0)

|   |   |   |   |   LEITE > 1: S (16.0)

|   |   |   |   OVOS > 2: N (6.0)

|   |   |   THE > 0: N (5.0)

|   COLOQUE > 0

|   |   MANTEIGA <= 1

|   |   |   RALADO <= 0

|   |   |   |   AO <= 5

|   |   |   |   |   LEVE <= 2

|   |   |   |   |   |   JUNTE <= 0

|   |   |   |   |   |   |   RECEITAS <= 0: N (4.0/1.0)

|   |   |   |   |   |   |   RECEITAS > 0

|   |   |   |   |   |   |   |   MISTURE <= 0: S (10.0)

|   |   |   |   |   |   |   |   MISTURE > 0: N (2.0)

|   |   |   |   |   |   JUNTE > 0: S (6.0)

|   |   |   |   |   LEVE > 2: N (2.0)

|   |   |   |   AO > 5: N (4.0)

|   |   |   RALADO > 0: S (2.0)

|   |   MANTEIGA > 1: S (14.0)

COLHERES > 0

|   NUMA <= 0

|   |   GOSTO <= 1

|   |   |   MASSA <= 1

|   |   |   |   AGUA <= 3: S (28.0/1.0)

|   |   |   |   AGUA > 3

|   |   |   |   |   ACRESCENTE <= 0: N (3.0)

|   |   |   |   |   ACRESCENTE > 0: S (3.0)

|   |   |   MASSA > 1

|   |   |   |   MOLHO <= 0

|   |   |   |   |   LIMAO <= 1

|   |   |   |   |   |   MANTEIGA <= 0

|   |   |   |   |   |   |   CREME <= 1: S (2.0)

|   |   |   |   |   |   |   CREME > 1: N (4.0/1.0)

|   |   |   |   |   |   MANTEIGA > 0: S (6.0)

|   |   |   |   |   LIMAO > 1: N (3.0)

|   |   |   |   MOLHO > 0: N (3.0)

|   |   GOSTO > 1: S (13.0)

|   NUMA > 0

|   |   KG <= 4: S (81.0/1.0)

|   |   KG > 4

|   |   |   RECEITAS <= 2: S (5.0)

|   |   |   RECEITAS > 2: N (2.0)

Number of Leaves  : 
47

Size of the tree : 
93
Manual do Usuário

6.7 Instalação do sistema

Para rodar o sistema é necessário a prévia instalação de uma máquina virtual java 1.18 e do um jsdk2.0 ou versões posteriores [Sun]. Existe a necessidade das seguintes bibliotecas java: servlet.jar, jsdk.jar, weka.jar e collections.jar, todas inclusas na distribuição deste programa. Para o banco de dados é necessário a api jdbc do mesmo, sendo a api do Oracle7.0 já inclusa nesta distribuição [Oracle]. O script squema.sql permite a criação das tabelas do banco de dados (o script so foi testado apenas no Oracle 7.0).

Apôs a instalações dos componentes Java necessários, basta descompactar o arquivo de distribuição em um diretório escolhido.  É necessário a atualização dos bats de configuração do sistema confSist.bat e runservlets.bat situados no diretorio raiz do framework , para que se adequem com os caminhos da máquina virtual, do jsdk e do diretório escolhido para instalação na máquina desejada.

Para configurar o sistema, é necessário abrir o arquivo SistemaBusca.properties situado em framework\sistemaBusca. Este arquivo é auto-explicativo e descreve todas as propriedade contidas. Os caminhos de logs e de arquivos de saídas devem ser atualizados de acordo com o diretório escolhido para instalação. Na propriedade caminhoDaMaquina deve ser atualizado para o caminho onde os seus servlets estarão situados em seu web server.  Aqui também será necessária a configuração os dados necessários para a utilização do banco de dados.

O web server escolhido para armazenar a parte on-line do sistema deve suporta java 1.1.8 e servlets 2.0. A configuração do Web Server fica a cargo do usuário já que ela varia do web server escolhido. Por fim é necessário alterar os endereços da página principal do sistema sistemaDeClassificacao.html, localizada em raiz\paginaModelo\, para os caminhos do web server utilizado, e copiar esta página para um diretório publico de seu web server.

6.8 Utilização do Sistema

O sistema pode ser dividido em duas partes: o on-line e o off-line. O on-line é composto de um conjunto de páginas que auxiliam o usuário a consultar os dados dos conjuntos e treinamentos do sistema, e realizar a etiquetagem das páginas. O off-line é composto de três programas: o robô, o modulo de aprendizagem e um modulo de avaliação do agente.

6.8.1 Off-Line

Para executar a parte off-line basta abrir um shell dos,  rodar o confSist.bat e chamar o arquivo .bat correspondente ao programa desejado situado no diretório framework.

6.8.1.1 Robô

O robô tem como função realizar a indexação das páginas a partir de uma meta-busca em um sistema de busca escolhido e pode ser executado a partir do comando robo.bat. Ele recebe como parâmetros as palavras chaves da meta-busca, o número inicial da página a ser indexada e o número final. 

uso robo [-opções]

-P [palavras-chaves]  - palavras chaves da meta-busca do robô

-I  <número>           - número da página inicial a ser obtida

-F <número>           - número da página final a ser obtida

6.8.1.2 Modulo de Aprendizagem

O modulo de aprendizagem realiza o treinamento em uma categoria e conjunto de páginas escolhidos e pode ser executado a partir do arquivo aprendizagem.bat. Os dados resultantes do treinamento podem ser posteriormente observados na parte on-lne deste sistema.  Este módulo recebe como parâmetros o código da categoria, o número de atributos contidos nos exemplos, o método de seleção dos atributos, os códigos das coleções de páginas a ser usada e as técnicas de poda.

uso aprendizagem [-opções]

-C < número >  - código da categoria

-N < número >  - número de atributos a ser utilizados na aprendizagem

-M <número>  - método de seleção dos atributos (1-TFDF, 2-DF, 3-Ganho Inf.)

-Q [números] - códigos das coleções de paginas

-P           - utilizar técnica de poda (post-rule prunning)

-E           - utilizar técnica de poda por redução de erro

-B           - forcar a geração de arvores binarias

6.8.1.3 Modulo de Avaliação do Agente

Este modulo permite avaliar o desempenho do agente utilizando funções classificadores resultantes de qualquer treinamento realizado em um dado conjunto de páginas. Ele pode ser executado apartir do comando agente.bat recebendo os seguinte parâmetros: código da categoria escolhida, código do treinamento e código dos conjuntos de páginas.

uso agente [-opções]

-C <número>  - código da categoria

-T < número >  - numero do treinamento a ser utilizado

-Q [números] - códigos das coleções de paginas

O resultado da avaliação aparece ao final da execução do programa de forma textual, mostrando a precisão, cobertura e f-measure obtida pela função classificadora no conjunto de páginas oferecido.

6.8.2 On Line

Para por a parte on-line em funcionamento é necessário executar o arquivo runservlet.bat ou por o web server escolhido no ar. Para entrar no sistema basta entrar na url onde foi guardada a página principal do sistema.

Na página principal o usuário escolhe qual categoria deseja trabalhar, e pode escolher qual dos módulos Web deseja trabalhar: o de treinamento onde são disponibilizados os dados sobre todos os treinamentos ocorridos no sistema na categoria selecionada, ou o de meta-busca onde é possível consultar informações sobre os conjuntos de páginas resultantes da meta-buscas e realizar a etiquetagem das páginas. 

6.8.2.1 Treinamento

Esta página mostra em uma tabela um resumo sobres todos os treinamentos da categoria selecionada. Dentre as informações estão o código do treinamento, os códigos dos conjuntos de páginas utilizados no treinamento,  e dados sobre sua performance, incluindo precisão, cobertura e f-measure. Para obter um detalhamento sobre um treinamento basta o usuário clicar no código do treinamento desejado. É possível também observar os dados do conjunto de páginas utilizado, bastando clicar no código da meta-busca desejada.



A página de detalhamento de um treinamento traz todos os dados resultantes do treinamento. Entre estes dados estão as coleções de páginas utilizadas, o tamanho do conjunto de exemplo, a precisão, cobertura e f-measure obtidos no treino, a precisão, cobertura e f-measure obtidas na validação cruzada, a matriz de confusão do treinamento, as regras em forma de árvore de decisão e a configuração utilizada no algoritmo de aprendizagem.


6.8.2.2 Conjunto de Paginas / Meta-Buscas

Este módulo é responsável por mostrar os dados das meta-buscas realizadas e conjunto de páginas resultantes. Na tela inicial desse sistema são listadas todos os conjuntos de páginas associados a categoria escolhida, e um conjunto de informações sobre cada conjunto, entre eles: o código do conjunto, as palavras-chave utilizadas na meta-busca, o sistema de busca, a página inicial e final, o status final da busca (OK – terminada com sucesso, NA não terminada), a quantidade total de páginas catalogadas e a quantidade de exemplos positivos no conjunto.

Para realizar a etiquetagem das páginas de um determinado conjunto basta clicar na ultima coluna do conjunto desejado, onde se encontra a palavra ETIQUETAR. Caso o usuário deseje observar a classificação de páginas resultantes de um determinado treinamento, enquanto a etiquetagem esta sendo feita, basta selecionar um treinamento no combobox na parte superior da página antes de realizar a etiquetagem. 

A página de etiquetagem lista de dez em dez as páginas contidas no conjunto selecionado. Para cada página é disponibilizado o link para a página real, um link para a sua cópia na cache deste sistema, a classificação da página de acordo com as regras do treinamento selecionado. Para etiquetar uma página basta selecionar o checkbox situado na ultima coluna da tabela. Caso a página já tenha sido etiquetada, o check]box já vem selecionado ao entrar na página. Para gravar a etiquetagem basta clicar no link ETIQUETAR situado no final da página.

Para observar as outras páginas da coleção basta selecionar os links contidos ao final da página.
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TFW,P = freqüência W 


	 freqüência M 


onde M é o termo de maior freqüência na página P. 





IDFW = log   N	


	           nW


onde N é o número total de documentos na coleção e n o número de documentos onde o termo W ocorre.





TFIDF W,P = TFW,P  x IDFW
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Sendo:  I (x,y) = - x log2 x – y log2 y
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@relation Treinamento





@attribute SOPA numeric


@attribute INGREDIENTES numeric


@attribute SAL numeric


@attribute COLHERES numeric


@attribute classificação (S,N)





@data


0,0,0,0,N


0,0,0,0,S


1,0,0,0,S


18,4,16,S


0,0,0,0,N


10,6,8,6,S





SOPA <= 0


|   LIMAO <= 0


|   |   BOLO <= 0


|   |   |   MOLHO <= 0


|   |   |   |   AGUA <= 0: N (145.0/15.0)


|   |   |   |   AGUA > 0


|   |   |   |   |   MINUTOS <= 0


|   |   |   |   |   |   FRANGO <= 0: N (2.0)


|   |   |   |   |   |   FRANGO > 0: S (2.0)


|   |   |   |   |   MINUTOS > 0: S (2.0)


|   |   |   MOLHO > 0


|   |   |   |   RECEITAS <= 1: S (4.0)


|   |   |   |   RECEITAS > 1


|   |   |   |   |   ARROZ <= 0: N (2.0)


|   |   |   |   |   ARROZ > 0: S (2.0)


|   |   BOLO > 0


|   |   |   ARROZ <= 0: S (9.0)


|   |   |   ARROZ > 0: N (3.0/1.0)


|   LIMAO > 0: S (12.0/1.0)


SOPA > 0: S (51.0/2.0)
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