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Trabalho da Disciplina

1) Objetivos:

a) Comparar os resultados obtidos com as redes neurais, k-nn, árvores de decisão e naive bayesian learning  usados para um dado problema de classificação.

b) Objetivos Específicos:

i) Verificar como o erro de classificação e o tamanho da árvore depende do parâmetro de poda (poda ou sem poda).

ii) Verificar o impacto dos parâmetros useKernalEstimator e useSupervisedDiscretization no erro de classificação do naive bayes.

iii) Verificar o  impacto do parâmetro k  no erro de classificação do k-nn.

iv) Verificar como o erro de classificação depende do tamanho da rede neural, como também das taxas de aprendizado e número de iterações.

2) Organização e distribuição dos temas do trabalho:

Usar uma das bases de dados em http://www.dimap.ufrn.br/~marcilio/IA/IA-Bases-de-Dados.htm. As equipes são de dois alunos. Cada equipe, ao escolher seu problema, deve checar comigo se o tema ainda pode ser escolhido.

O treinamento das redes neurais, k-nn, árvores de decisão e naive bayesian learning, como também os resultados experimentais das simulações utilizando o WEKA serão anotados, interpretados e apresentados em forma de relatório (conforme anexo A). 

3) Organização geral do trabalho:

a) k-NN 

i) Serão feitos treinamentos usando 10-fold cross validation para diferentes valores de k (devem ser escolhidos, pelo menos, cinco valores diferentes de k). Fazer os experimentos com e sem o paramêtro distanceweight setada – qdo. usar o  paramêtro distanceweight, atribuir 1/distance.

b) Árvores de decisão

i) Serão feitos treinamentos usando 10-fold cross validation variando apenas o parâmetro poda (ou seja, construir árvore com poda e sem poda). Para os outros parâmetros, usar os valores default do weka. 

c) Naive bayesian learning

i) Serão feitos treinamento usando 10-fold cross validation. Para os parâmetros deste algoritmo, usar:  (useKernelEstimator=false e useSupervisedDiscretization=false); useKernelEstimator=true e useSupervisedDiscretization=false); useKernelEstimator=false e useSupervisedDiscretization=true); 

d) Redes Neurais

i) Serão feitos treinamentos de redes MLP usando Backpropagation padrão (com o termo momentum fixo de 0.8), variando os seguintes parâmetros:

· Quantidade máxima de iterações (ou ciclos)

· Quantidade de neurônios intermediários (ou escondidos) da rede, pois serão usadas redes com apenas uma camada intermediária.

· Taxa de aprendizado.

ii) Para cada um destes 3 parâmetros, devem ser usados 3 valores. Sendo assim, a equipe deve escolher 3 quantidades máximas de iterações (épocas), 3 quantidades de neurônios escondidos e 3 taxas de aprendizado. 

· Exemplo: poderiam ser usados 100, 1.000 e 10.000 iterações; 4, 8 e 12 neurônios escondidos; e taxas de aprendizado de 0.1, 0.01 e 0.001.

· Obs.: 
isto é apenas um exemplo; a própria equipe é quem vai escolher os valores a serem usados, dependendo do problema escolhido. Vale lembrar que não existem valores ideais que podem ser usados para qualquer problema, de modo que uma taxa de aprendizado de, por exemplo, 0.01 pode ser pequena demais para um dado problema, sendo grande demais para outro problema. O mesmo vale para a quantidade de iterações e de nodos escondidos.

iii) Deve ser feito 1 treinamento para cada combinação destes 3 parâmetros, sendo anotados os respectivos resultados. Sendo assim, devem ser feitos 3 x 3 x 3 = 27 treinamentos preliminares. 

iv) Deve ser escolhida a melhor rede obtida (ou seja, a melhor combinação destes 3 parâmetros), sendo que a “melhor rede” é a rede que proporcionou os melhores resultados. Uma boa escolha pode ser baseada no erro de do conjunto de treinamento e no tamanho da rede.

· Exemplo: se o menor erro de treinamento foi obtido usando 1.000 iterações, 8 nodos escondidos e taxa de aprendizado 0.001, então este pode ser considerado o melhor conjunto de parâmetros (ou seja, a melhor rede).

· Obs.: para um bom projeto de redes neurais, não é suficiente fazer apenas uma execução para cada conjunto de parâmetros, pois sabemos que, variando a inicialização de pesos, podemos obter resultados finais diferentes. Dessa forma, seriam necessárias várias inicializações de pesos para cada conjunto de parâmetros para escolhermos a melhor rede. Entretanto, o objetivo nesta prática é apenas dar uma noção de como se fazem experimentos com redes neurais. É por isso que só exigimos 1 treinamento para cada um dos 27 conjuntos de parâmetros.

v) Para este conjunto de parâmetros escolhido (melhor rede), deve ser aplicado o 10-fold cross validation com 10 execuções com diferentes inicializações de pesos (ou seja, fazer 10 treinamentos, cada um partindo de uma inicialização de pesos distinta). É conveniente organizar estes resultados em uma tabela e verificar os valores de média e desvio-padrão para os resultados. 

4) Preparar a monografia, dedicando bastante tempo na interpretação dos resultados obtidos. Cada equipe deve decidir como serão ilustrados os resultados obtidos.

Anexo “A”

Modelo de Monografia para o trabalho

1) Introdução

2) Descrição do problema e Base de Dados

a) Descrição da base de dados

b) Divisão da base de dados

c) Pré-processamento

3) Experimentos (Explicar o comportamento dos parâmetros estudados, dificuldades encontradas, limitações do modelo).

a) Experimentos com o k-NN

i) Metodologia de treinamento (valores dos parâmetros e aspectos observados como o erro)

ii) Resultados obtidos

b) Experimento com árvores de decisão

i) Metodologia de treinamento (valores dos parâmetros e aspectos observados como o erro de classificação e o tamanho da árvore)

ii) Resultados obtidos

c) Experimentos com o naive bayesian learning

i) Metodologia de treinamento (valores dos parâmetros)

ii) Resultados obtidos

d) Redes Neurais

i) Metodologia de treinamento (observar a seqüência de passos pedidos nos experimentos com redes neurais).

ii) Resultados obtidos

4) Análise Comparativa

a) K-NN e Árvores de Decisão

b) K-NN e Naive Bayesian Learning

c) K-NN e Redes Neurais

d) Árvores de Decisão e Naive Bayesian Learning

e) Árvores de Decisão e Redes Neurais

f) Naive Bayesian learning e Redes Neurais

g) Conclusão

5) Sugestões para melhoria dos experimentos

6) Referências bibliográficas
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