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Resumo

Quando se esta diante de um problema de busca de informac¢ao em um assunto
sobre qual ndo se tem o conhecimento apropriado, geralmente recorre-se a
recomendagdo. No dia a dia estamos freqlientemente diante de situagdes como essa,
onde procuramos obter informagdes para decidir a que restaurante ir, que filme
assistir, ou que livro ler. Em qualquer uma dessas situagdes tem-se uma selegao a
fazer dentro de um universo de escolhas sobre as quais busca-se mais informag¢ao
sobre a qualidade ou relevancia de cada possibilidade para que se possa tomar uma
decisdo, ou em outras palavras, busca-se uma informacdo mais direta, uma
recomendacao.

Os Sistemas de Recomendag¢do sdo uma inovagdo recente que tem como
objetivo ampliar o acesso e a qualidade das recomendagdes através da
automatizagdo do processo de recomendacdo. Sdo sistemas de informacdo que
coletam indicadores da preferéncia dos usuarios e utilizam técnicas de Filtragem de
Informacdo (F1) para fornecer uma visao personalizada da informag¢do. Uma técnica
de FI comum nesses sistemas ¢ a Filtragem Colaborativa, que usa similaridade
entre os perfis dos usudrios para recomendar a um usudrio a informagdo que outros
usuarios de preferéncia similar a ele avaliaram positivamente. Uma importante
questdo relativa aos sistemas de recomendacdo estd em como obter as preferéncias
dos usudrios. A forma mais comum de obter a opinido do usudrio ¢ através de
avaliagOes explicitas sobre a relevancia de uma informag¢ao indicada por uma nota.
Entretanto esse processo pode se tornar tedioso para um usuario uma vez que o
numero de avaliagcdes necessarias para aprender o suficiente sobre os interesses do
mesmo pode ser muito grande.

Neste trabalho sugerimos um processo de aquisicado do perfil dos usuarios
através da aprendizagem ativa. A aprendizagem ativa ¢ o paradigma no qual o
algoritmo de aprendizagem tem algum controle sobre os exemplos usados no seu
treinamento, permitindo a escolha dos exemplos mais informativos para seu
aprendizado. Mais precisamente, neste trabalho abordamos o problema de realizar
aprendizagem ativa no contexto de um sistema de recomendagdo com filtragem
colaborativa, de forma a (1) minimizar a quantidade de avalia¢cdes do usudrio
requeridas para atingir uma qualidade de recomendacao desejada, ou (2) maximizar
a qualidade das recomendagdes para uma quantidade fixa de avaliagdes. Para isso
criamos um novo método ActiveCP baseado nos critério de controvérsia e
popularidade (CP) dos itens que permite que o algoritmo de filtragem colaborativa
selecione os itens que quando avaliados resultam num maior ganho de informagao
sobre o perfil do usuario. O método usado para selecionar os itens que os usuarios
devem avaliar foi capaz de melhorar o aprendizado sobre a preferéncia do usuério
quando comparado a uma selegdo aleatéria dos itens avaliados, fornecendo melhores
recomendagdes com um numero bem menor de avaliacdes. A aplicacdo desse
método € apresentada em um sistema de recomendacao desenvolvido.

Palavras Chaves: sistemas de recomendagdo, filtragem de informacao, filtragem
colaborativa, aprendizagem ativa
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Abstract

When one faces a problem of information search in a subject for which one
doesn’t have appropriate knowledge about, usually one appeals to recommendation.
In every day we are usually ahead of situations like this, where we search for
information to decide which restaurant to go, which movie to watch, or which book
to read. In any of those situations there is a selection to make in a universe of
choices for which one searches more information about the quality or relevance of
each possibility, so that one can make a decision, or in other words, one searches a
more direct kind of information, a recommendation.

Recommender Systems are a recent innovation that has the objective of
enlarging the access and quality of recommendations by automating the process of
recommendation. They are information systems that collect indicators of users
preferences and use Information Filtering (IF) techniques to provide a personalized
view of the information. A common technique of IF in those systems is the
Collaborative Filtering, which uses the similarities among users profiles to
recommend to a user the information that other users with preferences similar to him
evaluated positively. One important topic in recommender systems is how to obtain
users preferences. The most common way to obtain users opinion is through explicit
evaluations about the relevance of an information indicated by a grade. However
this process can become tedious for the user once the number of evaluations
required to learn enough about his interests can be very large.

In this work we suggest a process of acquisition of users profile through active
learning. Active learning is the paradigm where the learning algorithm has some
control over the examples used on its training. More precisely, in this work we deal
with the problems of performing active learning in the context of a recommender
system with collaborative filtering, so as (1) to minimize the quantity of user
evaluations required to reach a quality target of recommendation, or (2) to maximize
the quality of recommendations for a fixed quantity of user evaluations. For this we
create a new method ActiveCP based on the criterions of controversy and popularity
(CP) of items that enables the collaborative filtering algorithm to select the items
that when evaluated result in a greater information gain about the user profile. The
method used to select the items users should evaluate was capable to improve the
learning about user preferences when compared to a random selection of evaluated
items, providing better recommendations with a much lower number of evaluations.
The application of this method is demonstrated in a recommender system developed.
Keywords: recommender systems, information filtering, collaborative filtering,
active learning.
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Capitulo 1

Introducado




1.1 Motivacao

A evolucao recente dos meios de comunicagdo permitiu o inicio de uma nova
era da informagdo. O acesso a informacdo permitiu grandes mudancas que
beneficiaram a vida das pessoas.

O acesso a informagdo entretanto ndo veio sem uma contrapartida. O excesso
de informacdo passou a ser um problema quando se necessita encontrar a
informacao apropriada. Uma pessoa freqiientemente se encontra diante de inimeros
livros, filmes, artigos, paginas Web, programas de televisdo, noticias € muitos outros
tipos de informagdo dos quais apenas uma pequena parcela lhe interessa e portanto
se v€ obrigada a buscar dentro de uma quantidade muito grande de opcdes aquelas
apropriadas as suas necessidades. Esse quadro torna frustrante a tarefa de encontrar
uma informagdo, uma vez que o custo de obter uma informac¢ao pode torna-se maior
do que o seu beneficio.

Diante desse problema surge a proposta de automatizar a busca por informagao
através de sistemas de informagdo capazes de auxiliar as pessoas na busca pela
informacdo apropriada. Os sistemas de informacdo atualmente utilizam
metodologias de recuperagao de informacgao (RI) e filtragem de informacao (FI) para
encontrar a informagao requisitada pelos usuarios. FI ¢ uma metodologia que utiliza
o conhecimento sobre o perfil de um usuario para decidir sobre a relevancia de uma
informacao para este.

Atualmente um tipo de sistema de informagdo capaz de adquirir o perfil de um
usudrio e recomendar a informagdo apropriada a seus gostos e necessidades, vem se
tornando cada vez mais popular. Os chamados sistemas de recomendagdo utilizam
filtragem de informacdo para automatizar o processo de fornecer recomendacgoes.
Dentre as filtragens usadas para implementar tais sistemas a filtragem colaborativa
(FC) tem apresentado grande aceitagdo. Essa técnica de filtragem identifica as
relacdes entre os perfis dos usudrios para realizar a filtragem automatizando o
processo pelo qual pessoas com necessidades e preferéncias similares auxiliam umas

as outras na busca pela informagao.



Uma das principais tarefas para um sistema de recomendag¢do ¢ aprender sobre
as necessidades e gostos de um usudrio. Para isso, o sistema adquire indicadores do
interesse do usudrio pela informagao. Esses indicadores sdo freqiientemente obtidos
através de avaliagdes explicitas dos itens pelos usuarios. Em um sistema de
recomendagdo de filmes, por exemplo, o interesse de um usuario pode ser indicado
por uma nota que ele atribui ao filme. Entretanto, um sistema que requer indicadores
de preferéncias explicita de um usuario exige do mesmo a tarefa de realizar uma
quantidade substancial de avaliagdes antes que o sistema possa aprender sobre seu
perfil. A necessidade de fornecer um nimero cada vez maior de avaliagdes para
obter um pequeno ganho na qualidade das recomendag¢des pode afastar os usuarios
do sistema.

Da-se o nome de aprendizagem ativa em um algoritmo de aprendizagem
supervisionada ao processo pelo qual o algoritmo tem algum controle sobre quais
exemplos serdo usados no seu treinamento. Essa metodologia € usada em problemas
nos quais a classificagdo de novos exemplos ¢ dispendiosa e requere-se que seja
minimizado o nimero de avaliagcdes necessarias para generalizar o conceito que se
quer aprender. A tarefa de aprender sobre o perfil de um usuario em um sistema de
recomendagdo ¢ uma tarefa que pode beneficiar-se da aprendizagem ativa, pois os
exemplos usados para o aprendizado desse perfil exige o trabalho manual do usuario

ao avaliar um item.

1.2 Objetivos

Neste trabalho sugerimos uma metodologia de aprendizagem ativa do perfil
dos usuarios através da sele¢dao dos itens para os quais ¢ requisitada a sua avaliacdo ,
com o objetivo de minimizar a quantidade de avaliacdes que um usudrio deve
fornecer para que o sistema possa conhecer o seu perfil de forma suficiente para
fornecer-lhe boas recomendagdes. Em resumo, os principais objetivos desta

dissertagdo sdo os seguintes:



1. Desenvolver uma nova metodologia de aprendizagem ativa do perfil dos
usudrios em um sistema de filtragem colaborativa.

2. Comprovar a eficiéncia do método de sele¢do, comparando a precisao
das recomendagdes utilizando o perfil obtido com o método
desenvolvido com a precisao das recomendacdes utilizando o método
convencional de obtenc¢ao do perfil.

3. Desenvolver um sistema de recomendacgdo para mostrar o interesse € a
importancia da aprendizagem ativa em um sistema de recomendagao.

Analisamos o algoritmo de filtragem colaborativa com vizinhos mais
proximos, um dos algoritmos de filtragem de maior aceitacdo e aplicagdo em
sistemas de recomendacdo, e desenvolvemos um método original de selecionar os
itens que um usuario avalia, com o objetivo de aprender rapidamente sobre o perfil
do wusudrio sem exigir dele uma quantidade grande de avaliagdes e
conseqiientemente melhorando a qualidade das recomendagdes em um sistema de
recomendacao.

Para desenvolver um novo método de aprendizagem ativa do perfil do usuario,
introduzimos critérios de controvérsia e de popularidade de um item que foram
usados pelo sistema. Esses dois critérios foram combinados no desenvolvimento do
ActiveCP, um método de aprendizagem ativa do perfil dos usuarios. Esse método foi
aplicado com sucesso na selecdo das avaliagdes dos usuarios de um sistema
recomendacao de filmes.

Por ultimo apresentamos o GEP (Guia de Entretenimento Personalizado), um
sistema de recomendagdo que utiliza filtragem colaborativa e aprendizagem ativa de
perfil para aprender sobre o perfil de um usudrio e recomendar a ele os programas de

entretenimento de acordo com a sua preferéncia.

1.3 Organizacao da dissertacao

O restante dessa dissertacao esta organizado em 7 capitulos. O contetido dos

capitulos ¢ apresentado a seguir.



O Capitulo 2 apresenta os métodos de busca de informacdo automatizados
usados atualmente. S3o apresentadas as diferengas entre filtragem de informacao e
recuperacdo de informacdo e em que situacdes a filtragem de informacdo ¢ mais
apropriada. Por ualtimo ¢ apresentada a recomendacdo como meio de obter
informacao relevante e os sistemas de recomendagdao que automatizam o processo
de recomendacao.

O Capitulo 3 fala do estado da arte em sistemas de recomendagdo e na
diferenca entre sistemas personalizados e ndo personalizados. A tecnologia de
filtragem de informagdo usada nos sistemas de recomendacdo personalizada sdo
apresentadas. Finalmente ¢ feito uma andlise sobre como avaliar um sistema de
recomendac¢do e uma descri¢cao das métricas de avaliagdes usadas nesse trabalho.

O Capitulo 4 descreve as formas que a preferéncia dos usuarios pode ser
obtida e quais as vantagens e desvantagens de cada uma delas. Esse capitulo
também descreve como a aprendizagem ativa pode ser utilizada em sistemas de
recomendagao para obter o perfil dos usudrios de forma mais eficiente.

O Capitulo 5 descreve o estado da arte em filtragem colaborativa. O algoritmo
de filtragem colaborativa com vizinhos mais proximos utilizado na dissertagcao ¢
descrito e a sua ordem de complexidade avaliada.

O Capitulo 6 descreve a metodologia de aprendizagem ativa para filtragem
colaborativa desenvolvida. E apresentada a nog¢do de ganho de informagdo da
avaliagdo de um item e a controvérsia e popularidade dos itens sdo sugeridos como
critérios de selegao. O método ActiveCP de sele¢ao dos itens que o usuario avalia é
apresentado e sdo feitos testes para medir a performance dos métodos de selecao
criados.

O Capitulo 7 descreve o sistema de recomendagdo desenvolvido, o GEP. O
sistema apresentado utiliza a aprendizagem ativa desenvolvida para aprender o perfil
do usuario e a filtragem colaborativa para gerar recomendacdes. O sistema ¢

mostrado através de telas de sua utilizagao.



O Capitulo 8 resume as conclusdes do trabalho, apresentando as principais

contribuigdes e os possiveis trabalhos futuros.






Capitulo 2

Metodologias de busca de informacao




O problema de sobrecarga de informag¢do ndo ¢é recente. Antes mesmo do
surgimentos de tecnologias de grande capacidade de disseminar informagdo como,
por exemplo, a Internet, ja era necessario uma busca automatizada da informacgao
correta para cada necessidade de informacdo. A busca por informagdo tornou-se
ainda mais importante nos ultimos anos com o crescimento das tecnologias
automaticas de armazenamento, producdo e disseminagao de informacao.

Existem diferentes tecnologias que sdao usadas para tratar o problema de
sobrecarga de informagdo. Essas tecnologias podem ser divididas em duas

categorias: recuperag¢do de informagdo e filtragem de informagdo [Belkin 92].

2.1 Recuperacao de Informacao

Muitos dos problemas de sobrecarga de informacdo vem sendo resolvidos de
forma satisfatoria por técnicas de recuperacgdo de informagdo (RI). A RI baseia-se
em uma consulta formulada pelo proprio usudrio sobre o topico de seu interesse.
Este processo tem hoje técnicas avangadas para realizar busca de informagdes nao
estruturadas em documentos texto e HTML [Baeza-Yates 99].

A RI em dados ndo estruturados geralmente utiliza técnicas como indexacao
dos documentos de acordo com a parte relevante de seu conteudo, classificagao dos
resultados usando uma ampla variedade de heuristicas e avaliacdo da relevancia das
palavras que aparecem no documento de acordo com sua freqiiéncia e identificagdo
de sindnimos. Exemplos de sucesso de sistemas de RI para dados ndo estruturados

sdo os engenhos de busca na Internet como o Google (www.google.com) € o Yahoo

(www.yahoo.com).

Para dados estruturados, a RI indexa os itens de acordo com os atributos
considerados relevantes e realiza pesquisa tendo por base esses atributos. Uma base
de filmes, por exemplo, pode ser indexada por atores, diretores, género e outros
atributos que podem ser utilizados pelos usuarios para realizar busca na base de

filmes. Um exemplo de sistema de RI em uma base de dados estruturados ¢ o


http://www.google.com/
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Internet Movie Data Base (www.imdb.com) que possui uma base de dados sobre

filmes que pode ser pesquisada por atributos como nome, diretor ou género.

A RI ¢ bastante util para o usudrio que sabe descrever o que esta buscando de
forma compativel com a descricdo do contetdo que foi criada durante a indexagao.
Esta técnica tem como caracteristica a busca de informacao através da associacdo
dos itens com a consulta do usudrio. Em nenhum momento os sistemas de RI
distinguem seus usuarios e suas diferentes caracteristicas no momento de realizar
uma busca. Para alguns casos a necessidade de informacao ¢ bem atendida por um

sistema de RI, entretanto, em muitos outros ¢ necessaria a identificacdo das

caracteristicas e preferéncias individuais de cada usuério para realizar uma busca.

2.2 Filtragem de Informacao

Para os problemas que exigem uma solucdo mais dirigida as caracteristicas do
usuario ¢ interessante construir um sistema capaz de realizar filtragem de
informagdao (FI) [Herlocker 00]. A FI diferencia-se de RI pela identificacdo das
necessidades e gostos persistentes dos usuarios, e utiliza essas caracteristicas na
busca de informagdo para o usuario. Em um sistema de FI, os usuarios possuem
objetivos e necessidades que sdo relativamente estaveis e persistentes. O usudrio
passa a ser caracterizado por esses objetivos e necessidades, um interesse regular de
informacdo que pode variar lentamente com o tempo. Como exemplo de situacdes
onde ¢ possivel beneficia-se de um sistema de FI, pode-se citar uma pessoa
executando uma tarefa sistematica, de longa duragdo e de necessidade continua de
informagdo pertinente como, por exemplo, um pesquisador ou um funciondrio
trabalhando em determinado assunto. Uma pessoa buscando informagdo sobre
entretenimento possui caracteristicas semelhantes quanto a busca por informagoes
sobre assuntos como livros, filmes ou musica, assuntos sobre 0s quais as pessoas
possuem um interesse relativamente estavel.

Para relacionar a informagdo apropriada a cada usuario, um sistema de FI

possui uma representagao do perfil deste usudrio que reflete sua necessidade de


http://www.imdb.com/
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conhecimento. O sistema tem como tarefa buscar a informa¢do em uma base de

informagao e apresentar ao usuario a parte desta mais pertinente ao seu perfil, ou em

alguns casos atuar em um fluxo continuo de informacdo, como, por exemplo, uma

caixa de entrada de e-mail, e filtrar o que ndo ¢ do seu interesse. Essas informagdes

sdo usadas e/ou avaliadas com relacdo a quanto elas atendem as suas necessidade de

informagdo. As avaliagdes por sua vez podem levar a uma modificagdo da

representacdo do perfil do usudrio na tentativa de melhor adequar o sistema aos

interesses dele.

Algumas diferencas entre RI e FI [Belkin 92] sao:

Enquanto RI preocupa-se com a utilizacdo unica do sistema, por uma
pessoa com um objetivo momentaneo representado em uma consulta, FI
preocupa-se com utilizacdes freqiientes do sistema por pessoas com
interesses e necessidades de longo termo.

Enquanto RI tem como especificagdo da informagdo requerida uma
consulta formulada pelo usudrio, FI assume o perfil do usudrio como
especifica¢do da informacgao requerida.

Enquanto RI preocupa-se em colecionar e organizar a informagdo para
retorna-la a uma consulta adequada, FI preocupa-se em coletar as
preferéncias do usudrio e entregar a ele a informacao adequada.

Enquanto em RI preocupa-se com episoddios independentes de busca de
informagao, FI preocupa-se com mudancas na especificacao da informacao

requerida ao longo de série de eventos de busca.

FI e RI portanto procuram resolver o mesmo problema: a necessidade de

encontrar informag¢ao apropriada dentro de uma grande massa de informag¢ao, mas

com abordagens diferentes essencialmente na forma com que essa necessidade ¢é

representada e aplicada nesta busca.
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2.3 Sistemas de Recomendacao

Quando uma pessoa estd diante de um problema de busca de informagdo em
um assunto sobre o qual ndo tem o conhecimento apropriado, ela geralmente recorre
as recomendacdes. No dia a dia estamos freqlientemente diante de situacdes como
essa, onde procuramos obter informacgdes para decidir a que restaurante ir, que filme
assistir, ou que livro ou noticia ler. Para qualquer desses casos, tem-se uma seleg¢ao
a fazer dentro de um universo de escolhas nas quais busca-se mais informacao sobre
a qualidade ou relevancia de cada possibilidade, para que entdo se possa tomar uma
decisdo. Em outras palavras, busca-se uma forma bem mais direta de informagao,
uma recomendacdo. As pessoas buscam recomendagdes como uma solugcdo mais
facil porque geralmente estdo diante de problemas onde o universo de escolhas ¢
muito grande, as vezes em uma extensao em que uma pessoa apenas nao seja capaz
de conhecer e avaliar todas as possibilidades existentes para escolher a melhor ou
pelo menos uma satisfatoria.

Fornecer e receber recomendacdes € um ato de comunicagdo comum que ja
existe hd muito tempo. Geralmente encontram-se recomendagdes sobre muitos
topicos conversando com amigos ou colegas, lendo artigos de especialistas ou
simplesmente observando o comportamento das pessoas (como comprar o livro mais
vendido baseando-se na sua popularidade). Os sistemas de recomenda¢do sdo uma
inovagdo recente que tem como objetivo ampliar o acesso e a qualidade das
recomendagdes através da automatizagdo do processo pelo qual as recomendacdes
sdao formadas e entregues as pessoas apropriadas. Os sistemas de recomendacao sao
sistemas de informagdo que usualmente coletam indicadores sobre a preferéncia dos
usudrios e utilizam técnicas de FI para fornecer uma visao personalizada da sua base
de informacao, 1. e. a informagao sobre op¢des nas quais o usuario tem maior chance

de estar interessado, dado a informacao coletada sobre sua preferéncia.
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Figura 2.1 - Modelo do processo de recomendacio

A figura 2.1 apresenta um modelo geral de um processo de recomendagdo. O

modelo apresentado ¢ andlogo ao apresentado por Terveen et al. [Terveen 01] com

algumas adaptagdes. Os componentes do processo sao:

Usuario : o objetivo de todo processo de recomendagdo ¢ fornecer auxilio
para o usudrio no processo de busca por informacdo. Ele pode interagir
passivamente recebendo apenas recomendacdes ou mais ativamente,
assumindo o papel de provedor de preferéncia.

Base de Informaciao: ¢ onde estd contido o universo de alternativas onde o
usudrio deseja encontrar a informacao relevante. Essa base de informacdes
pode estar em um repositério centralizado ou distribuido, como no caso da
Internet ou mesmo no ambiente real que o cerca.

Agente de Recomendacio: aquele que fornece a recomendacdo assume o
papel do Agente de Recomendacdo. A recomendagdo pode ser feita
manualmente por um especialista humano. Os sistemas de recomendagdo
buscam assumir o papel do Agente de Recomendacdo, automatizando este
processo.

Provedores de Preferéncia: o processo de recomendagdo baseia-se em

indicadores humanos de preferéncia. Os provedores podem ser em grande



14

numero formando uma comunidade na qual o Agente de Recomendagao pode
se basear para gerar recomendacdes ou pode ser o proprio usuario.

A recomendagdo funciona como uma visao ou filtro da informacao contida na
base de informacao. Uma recomendagdo pode ser baseada na opinido do agente de
recomendagdo, na preferéncia do usuario ou mesmo na opinido de uma comunidade
[Claypool 00]. Pode ser voltada para a comunidade a que o usudrio pertence ou para
cada um individualmente. Finalmente, a forma com que a recomendacdo ¢
apresentada pode variar desde um complexo texto, como em um artigo de um
especialista, at¢ uma nota ou uma simples lista de recomendacdes [Terveen 01].
Com auxilio destas recomendagdes o usuario se volta para a base de informagdo
para selecionar o que lhe convém.

O agente de recomendagdo tem acesso a base de informacao onde ¢ capaz de
analisar as opg¢des no intuito de produzir as recomendacdes. A andlise da informagao
tem o intuito de extrair na base a parte relevante para o usuario ou comunidade alvo.

As atividades de recomendacdo que interessam neste trabalho sdo as
automatizadas através de um sistema de recomendacdo. Esses sistemas buscam
automatizar processos de recomendacdo, muitas vezes analogos a modelos de
recomendagdo ja existentes sem o auxilio desses sistemas.

A preferéncia ¢ o indicador do perfil do usuario que busca recomendacao. No
processo de recomendac¢ao, a forma com que a preferéncia ¢ coletada pode variar
bastante. O usudrio pode ser requisitado a fornecer sua preferéncia ou o sistema
pode tomar a iniciativa de buscar a preferéncia do usudrio ou da comunidade através
de observagdes sobre eles. Neste trabalho propomos um método novo capaz de
aprender rapidamente sobre o perfil do usudrio. O nosso método serd apresentado no
capitulo 7. Antes disso falaremos das tecnologias de sistemas de recomendacdo e

filtragem de informagao que serao pertinentes ao nosso problema.
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2.4 Conclusao

Esse capitulo teve como principal objetivo contextualizar as abordagens atuais
para problemas de busca de informacdo dentro de uma massa de dados muito
grande. Foram apresentadas as tecnologias de busca de informagdo existentes. A
recuperagdo de informagdo e filtragem de informagdao foram introduzidas, e
discutimos em que situagdes a filtragem de informagdo ¢ mais apropriada. A
recomendagdo ¢ apresentada como uma forma mais eficiente e direta de fornecer a
informagdo necessaria a pessoa. Mostramos um modelo do processo pelo qual as
recomendagdes sdo geradas e entregues as pessoas. Os sistemas de recomendagdo
sdo apresentados como uma solucdo para automatizar o processo de recomendagao,

tornando o processo mais eficiente e acessivel a um maior nimero de pessoas.
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Capitulo 3

Tecnologias de Sistemas de Recomendacdo
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Os sistemas de recomendacao podem ser divididos em duas categorias de
acordo com a forma com que as recomendagdes sdo produzidas. A primeira
categoria ¢ formada pelos sistemas ndo personalizados, que buscam as
recomendagdes de terceiros € as entrega para a pessoa ou comunidade apropriada. A
segunda categoria ¢ formada pelos sistemas de recomendagao personalizados, que
aprendem sobre a preferéncia do usudrio e geram recomendacdes adaptadas ao seu
perfil. A seguir sdo apresentadas caracteristicas e exemplos de sistemas de

recomendagao divididos pela forma com que as recomendacdes sao produzidas.

3.1 Sistemas de Recomendacao Nao Personalizados

Sao os sistemas de recomendagdo que tem como objetivo mediar o processo de
recomendagdo. Esses sistemas tém como finalidade dar suporte as recomendagdes,
fazendo apenas o papel de coleta de preferéncia e/ou distribuicdo de recomendacdes.

O sistema Tapestry [Goldberg 92] ¢ freqiientemente referido como o primeiro
sistema de recomendacdo de que se tem conhecimento. O sistema Tapestry tem
como objetivo prover suporte para recomendagdes de mensagens eletronicas de
grupos de noticia ou correspondéncia eletronica. Ele permite que os usudrios
avaliem uma mensagem como “bom” ou “ruim” ou que postem alguma anotac¢do
sobre a mensagem. As mensagens sdo armazenadas em um repositorio junto com as
avaliagdes e anotagdes, € os usudrios podem recupera-las de acordo com o seu
contetido ou com a opinido dos demais usudrios. Por exemplo, um usudrio poderia
fazer uma consulta do tipo “mostre-me as mensagens que Ivan Teixeira avaliou
como bom” ou ainda “mostre-me as mensagens que os membros de meu grupo
responderam”. O Tapestry ¢ util para mediar o processo de recomendagdo, mas o
sistema ndo identifica a necessidade de informagao do usudrio. O proprio usuario
deve ser capaz de buscar recomendacdes baseando-se na semelhanca de
necessidades de informagdes e preferéncias que ele acredita ter com um ou mais

usuarios do sistema.



18

Na Internet a nogdo de recomendacao ¢ comum em paginas especializadas ou
pessoais onde ¢ freqliente encontrar recomendagdes de paginas sobre assuntos
especificos. O About.com massificou esse tipo de recomendagdo especializada e
impessoal [Terveen 01]. Este sistema ¢ baseado no servico de guias, que sao
usudrios interessados em fornecer recomendagdes de paginas sobre um topico do
qual tem conhecimento. Os guias sdo selecionados de acordo com sua capacidade de
achar informacao interessante para os demais usudrios. O About.com funciona como
um sistema capaz de intermediar e massificar o processo de geracdo de
recomendagdes por pessoas especializadas e a distribuicdo destas através da Internet.

E comum que as pessoas busquem recomendagdes através da observagdo da
preferéncia das pessoas sobre o assunto que tem interesse. Quando uma pessoa
acompanha a lista de mais vendidos de uma livraria ou vai a um restaurante que esta
sempre cheio, ela esta observando a avaliacdo implicita de qualidade e relevancia da
comunidade interessada no assunto. Alguns sistemas buscam exercer um processo
analogo, analisando registros digitais como documentos, paginas na Internet ou
grupos de noticias em busca de indicadores de preferéncia para gerar
recomendagdes, num processo referido como Mineragao de Dados Sociais [Terveen
01]. O sistema PHOAKS [Terveen 97] analisa mensagens em grupos de noticia,
busca referéncias para paginas na Web e identifica recomendacdes dos usudrios
dentre as referéncias. As recomendacdes dos usuarios sao combinadas para construir
uma lista de recomendacdes de paginas relevantes e populares para cada grupo de
noticias. Alguns sistemas de RI fazem esse tipo de mineracdo de dados sociais nas
paginas pesquisadas na Web. O algoritmo PageRank [Page 98], usado no popular

sistema de RI Google (www.google.com), considera dados como o numero de

referéncias existentes para uma pagina ou o nimero de vezes que uma pagina ¢
selecionada em resultados de buscas como indicadores de preferéncia para agrupar e
ordenar os resultados de uma busca.

Ainda que sigam um processo de recomendagdo, os sistemas de recomendacao

ndo personalizados apresentam como caracteristica principal a incapacidade de


http://www.google.com/
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aprender sobre as preferéncias e necessidades de um usudrio e de gerar
automaticamente recomendacdo associadas ao seu perfil. Os sistemas de
recomendag¢do personalizados buscam atingir esse grau de personalizagdo

utilizando-se de técnicas de FI e de aprendizagem de maquina.

3.2 Sistemas de Recomendacao Personalizados

Os sistemas de recomendag¢do capazes de identificar e aprender as preferéncias
e necessidades de um usudrio, gerando recomendagdes apropriadas ao seu perfil sdo
chamados sistemas de recomendacdo personalizados. Estes sistemas identificam
cada usuario de forma individual e coletam suas preferéncias que sdo armazenadas
em uma representacdo interna. O sistema utiliza técnicas de aprendizagem de
maquina e FI para, a partir do perfil do usuario, gerar recomendacdes apropriadas
aos interesses deste. A seguir discute-se as tecnologias utilizadas na construcao de

sistemas de recomendagao personalizados.

3.2.1 Técnicas de Filtragem de Informacao

A filtragem de informacao € uma tarefa comum em ambientes onde o fluxo de
informacgdo ¢ grande. Malone et al. [Malone 87] estudaram como as pessoas lidam
com grande quantidade de informagdo eletronica e identificaram trés formas de
filtragem que poderiam ser utilizadas num sistema de filtragem automatica de
mensagens eletronicas. A classificagdo feita para as técnicas de FI [Malone 87],
ainda que idealizada voltada para o problema de filtragem de mensagens eletronicas,
¢ extensivel para filtragem de informagdes em geral e € freqlientemente usada para
classificar os algoritmos de FI aplicados a variados tipos de informacao. As formas
de executar FI sdo classificadas em: Filtragem Baseada em Conteudo, Filtragem
Economica e Filtragem Colaborativa.

Filtragem Baseada em Conteudo ou Filtragem Cognitiva filtra informagdes
baseadas no conteudo dos elementos filtrados. Por exemplo, um filtro de e-mail que

apaga automaticamente e-mails com palavras indesejadas, ou que envia um sinal
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quando chega um e-mail com palavras-chaves contidas em um diciondrio de
assuntos importantes para o usuario, sao exemplos de filtragem cognitiva. Por ter
sua origem em pesquisas de RI ¢ comum aplicar técnicas como indexacdo e analise
de contetudo nesse tipo de filtragem.

Filtragem Economica filtra informacdo baseada na avaliagdo do custo para
consumir e/ou produzir o item e o beneficio do uso deste. Na filtragem econdémica
existe a necessidade de estimar o custo de consumo e beneficio de um determinado
item de informacdo. Uma forma de estimar o custo de uma mensagem, por exemplo,
¢ observar o tamanho do texto contido, geralmente um dos primeiros fatores usados
pelo destinatdrio para estimar o custo de uma mensagem. O custo de uma
informagdo pode ser também relacionado a sua produgdo. Em uma mensagem,
quando o nimero de destinatarios ¢ muito grande (i.e. lista de mensagens e mala
direta), o custo do remetente por destinatirio serd baixo, enquanto que uma
mensagem produzida para um unico destinatdrio tem um custo maior.

Filtragem Colaborativa ou Filtragem Social filtra informacdo baseada no
julgamento individual da qualidade de um item compartilhado em uma comunidade
de usudrios. Nesse tipo de filtragem, a relagdo entre usuarios € a parte central na
filtragem. Em uma comunidade ¢ observado que, para um dado usuario alvo,
existem usudrios com perfil mais similares a ele do que outros. Essa relacdo de
semelhanga quanto a preferéncia ou necessidade de informagao pode ser aproveitada
para que, através do compartilhamento da preferéncia sobre a colecao de
informagdes, seja possivel fazer a filtragem, ou seja, a relacdo entre usudrios pode
ser usada na recomendagdao cruzada de itens entre usuarios semelhantes. Um
exemplo de filtragem colaborativa ¢ a selecdo de mensagens baseado na relagdo do
remetente com o destinatario. As mensagens enviadas por colaboradores do mesmo
projeto que se estd trabalhando ou por superiores sdao mais relevantes do que
mensagens de um remetente externo desconhecido.

Tradicionalmente os sistemas de recomendagdo personalizados se encaixam

em duas categorias de filtragem: colaborativa e baseada em conteudo. Diversos
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sistemas de filtragem de informagdo foram construidos utilizando uma dessas
técnicas de filtragem ou mesmo uma combinacdo de ambas. As caracteristicas
dessas técnicas de filtragem, bem como suas vantagens e desvantagens, sdo

discutidas com mais detalhes nas se¢des seguintes.

3.2.2 Filtragem Baseada em Conteudo

Nos sistemas de filtragem baseado em contetido, utilizamos apenas as
preferéncias do proprio usuario. O foco desse tipo de sistema estd em aprender o
perfil do usudrio a partir da descrigdo dos itens que ele avalia, para que possa
produzir futuras recomendagdes de itens similares ao perfil aprendido.

A descricdo da informagdo sera relevante nesse tipo de filtragem. Um filme,
por exemplo, pode ser descrito por um conjunto de atributos como mostrado na

figura 3.1:

Nome: Matrix

Género: Acdo, Fic¢ao
Ano: 1999

Diretor: Andy Wachowski

Atores: Keanu Reevees,

Laurence Fishburne, ...

Figura 3.1 — Exemplo da descri¢cio de um filme

As preferéncias de um usuario sdo representadas por suas avaliagdes sobre os
itens de informagao. O objetivo da filtragem baseada em conteudo € aprender sobre
as caracteristicas da descricao dos itens de informagao relevantes ¢ nao relevantes
para um usudrio, para que possa fazer um julgamento da relevancia de novos itens
de acordo com as suas preferéncias. A figura 3.2 ilustra o problema da filtragem

baseada em conteudo para o caso dos filmes:
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Figura 3.2 — Problema de filtragem baseada em contetido

Na figura 3.2, o sistema de filtragem baseado em contetido conhece a avaliagao
do usudrio para alguns filmes. A partir desta avaliacao e da descricdao desses filmes,
o sistema deve ser capaz de predizer se o usuario ira gostar do novo filme baseando-
se na sua descricdo. Algoritmos de aprendizagem sdao usados para derivar
classificadores capazes de predizer quais itens um usudrio ira gostar a partir dos
atributos [Pazzani 97], ou sdo inferidas similaridades entre os itens a partir do
conhecimento sobre o dominio do problema tornando a filtragem uma aplicagdo de
CBR [Burke 99]. A preferéncia do usuario freqiientemente ¢ usada também para
construir um prototipo contendo indicadores do interesse do usudrio sobre
determinado topico, geralmente representados através de um conjunto de palavras-
chaves e pesos associados a relevancia da palavra [Cotter 00], [Krukwich 96],
[Balabanovic 97].

Os sistemas que utilizam filtragem baseada em conteudo possuem algumas
desvantagens que sdao proprias desse tipo de filtragem. Uma das principais
desvantagens esta na dependéncia quanto a representagdo do conteudo dos itens. Em
alguns casos, o tipo de informagdo filtrada ndo pode ser representada de forma
satisfatoria através de atributos como, por exemplo, objetos multimidia como sons,
videos e figuras que sdo de dificil extracdo de caracteristicas. Em outros casos, a

representacdo das caracteristicas através de atributos, ainda que possivel, pode
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omitir caracteristicas que sdo relevantes para os usuarios no momento de escolher
um item. Por exemplo, quando a informacgao filtrada ¢ sobre um filme, pode ndo ser
o bastante saber sobre atores, género e diretor, atributos freqlientemente usados para
descrever um filme, para determinar sua qualidade, enquanto que caracteristicas
como atuagao, trilha sonora ou fotografia podem ser determinantes.

Outro problema relacionado a sistemas de filtragem de contetdo esta na super
especializacdo do sistema em topicos freqlientes no perfil do usuario. Quando o
sistema aprende sobre o perfil do usudrio, tende a recomendar apenas itens muito
similares aqueles que o usudrio ja avaliou no passado, tornando as recomendacoes
pouco diversificada.

Por ultimo, a filtragem de contetido possui uma forte dependéncia em relagao a
quantidade de avaliac¢des realizadas pelo usuario, uma vez que a Unica influéncia na

qualidade das recomendagdes sdo estas avaliagdes.

3.2.3 Filtragem Colaborativa

Nos sistemas de filtragem colaborativa ha a formag¢ao de uma comunidade de
usuarios que interagem com o sistema fornecendo avaliacdes. Membros da
comunidade podem usufruir da experiéncia de outros ao mesmo tempo em que
fornecem informagdes sobre sua experiéncia.

Sistemas colaborativos tém sua énfase em algoritmos para produzir
recomendagdes baseando-se em usudrios com perfis semelhantes. Em vez de
recomendar itens similares aos avaliados pelo usuario, sdo recomendados itens cujos
usudrios similares tenham gostado. A recomendagdo ¢ baseada na similaridade entre
usuarios ¢ ndo mais entre itens. As técnicas para filtragem colaborativa sdo
discutidas em [Breese 98] e [Herlocker 00] e serdo aprofundadas no capitulo 5.

A principal vantagem da filtragem colaborativa ¢ ndo possuir varios dos
problemas inerentes a filtragem baseada em contetido. Como toda a avaliacdo usada
na recomendag¢do ¢ baseada no julgamento humano, ndo existe mais o problema de

dependéncia da representagdo do conteudo dos itens, j4 que ndo € necessario para o
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sistema conhecer o conteudo para andlise. De fato, tudo que ¢ preciso para fazer a
filtragem colaborativa ¢ um identificador inico para cada item e para cada usuario,
além da relacao das avaliagdes dos usudrios para os itens.

As avaliacOes feitas por humanos também tém a vantagem de levar em
consideracao caracteristicas realmente relevantes para a avaliacdo de qualidade,
inclusive as que ndo sdo representaveis facilmente em computadores. Além disso, na
filtragem colaborativa, a qualidade das recomendacdes ndo ¢ mais dependente
apenas das avaliagdes do proprio usudrio, mas também dos membros da
comunidade, o que permite ter recomendacdes de qualidade mesmo com poucas
avaliagOes e torna as recomendacoes mais diversificadas.

A filtragem colaborativa possui também alguns problemas proprios. Um desses
problemas esta relacionado a novos itens dentro da base de informag¢do. Logo que
um novo item ¢ apresentado ao sistema, este serd incapaz de recomenda-lo até que
este seja avaliado. Isso se da porque na filtragem colaborativa o sistema depende da
experiéncia dos membros da comunidade para determinar a relevancia de um item.

O sucesso de um sistema de filtragem colaborativa ¢ dependente da
comunidade de usuarios e do tipo de informagao que se deseja filtrar. Quanto maior
a comunidade e a quantidade de avaliagdes que seus membros fornecem, melhor
serd a qualidade das recomendacdes. Também ¢é importante observar a base de
informagdo. Se esta base for pequena comparada a comunidade e crescer
lentamente, um sistema colaborativo sera capaz de gerar boas recomendacoes.
Entretanto se ela for muito maior do que a comunidade ou crescer a uma velocidade
muito grande, € provavel que um sistema de recomendacdes puramente colaborativo
gere recomendacdes imprecisas. Uma solugdo € gerar recomendacdes baseando-se

numa combinacao de filtragem colaborativa com filtragem baseada em conteudo.

3.2.4 Filtragem Hibrida
Das técnicas de filtragem de informacao mais usadas, nenhuma parece resolver

por si s a necessidade de filtragem de informacao que se requer em um sistema de
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recomendagdo. Um sistema de recomendagdo precisa ser capaz de gerar
recomendagdes variadas e de qualidade, aprender rapidamente sobre o perfil do
usudrio sem exigir muito tempo deste para fornecer suas preferéncias e ainda filtrar
novas informagdes assim que inseridas no sistema com base nas caracteristicas
relevantes para o usuario.

A filtragem baseada em conteudo apresenta caracteristicas desejaveis em um
sistema de recomendacao, mas também desvantagens, como a filtragem baseada na
representagdo interna da informacdo, dependéncia da quantidade de avaliagdes
realizadas pelo usudrio e geracdo de recomendagdes pouco variadas. Filtragem
colaborativa, por sua vez, ndo possui essas desvantagens, entretanto possui
caracteristicas indesejaveis num sistema, como incapacidade de filtrar novas
informagdes e a dependéncia do tamanho da comunidade.

As duas técnicas de filtragem, no entanto, possuem caracteristicas
complementares que, quando combinadas, podem ser capazes de suprir as
necessidades de filtragem em um sistema de recomendagdo. Surge entdo a idéia de
combinar as duas metodologias para formar um sistema hibrido, que possua as
vantagens dos dois modelos de filtragem suprindo as desvantagens de cada tipo
individualmente. Um dos primeiros sistemas de filtragem hibrida, o FAB
[Balabanovic 97] da Stanford University, filtra paginas da Internet usando agentes
de filtragem que usam metodologias de hibrida, com filtragem de contetdo e
colaborativa. Nesse sistema, cada usuario possui um Agente de Sele¢do que possui o
perfil do usuério formado por palavras extraidas dos documentos de sua preferéncia.
Este agente ¢ responsavel por buscar recomendacgdes para o usuario que representa
junto aos Agentes de Coleta, que buscam documentos na Web por meio da filtragem
de contetido, ou junto a outros Agentes de Sele¢do cujo perfil do usuario se
assemelha.

GroupLens [Good 99] ¢ um sistema hibrido de filtragem de filmes, que utiliza
agentes dentro da comunidade em um sistema de filtragem colaborativa. Os agentes

chamados filterbots sao programados para avaliar os filmes segundo o contetido
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destes. Estes agentes sdo tratados pelo sistema de filtragem colaborativa como
usudrios comuns que fazem muitas avaliagdes. Os filterbots mostraram-se capazes
de melhorar a performance da filtragem agindo no sistema como usudrios comuns,
que se associam aos usuarios reais na filtragem colaborativa. Indiretamente, por
meio desses agentes, o sistema executa também uma filtragem de contetido. Outros
utilizam filtragem hibrida para filtrar programas de TV [Cotter 00] e noticias

[Claypool 99] , apresentando resultados satisfatorios.

3.3 Medindo a qualidade das recomendacgoes

A avaliacdo de sistemas de recomendacdes ¢ ainda uma questdo aberta no
estudo desses sistemas [Herlocker 00]. Isso se deve principalmente a dois fatores.
Primeiro, o desenvolvimento de sistemas de recomendacao ¢ uma inovacao recente
e ainda n3o ha um consenso sobre as métricas adequadas para avaliar esse tipo de
sistema. O segundo fator esta associado ao entendimento de qual ¢ a tarefa de um
sistema de recomendagdo, ou seja, que tipo de recomendacdo o sistema deve
fornecer ao usudrio. Nesta se¢do sdo analisadas as tarefas que os sistemas de
recomendagdo podem exercer. Uma tarefa define o que ¢ desejado em uma
recomendagdo e sera importante na determinagdo de que métrica usar para avaliar a

performance de um sistema.

3.3.1 Tarefas de um Sistema de Recomendacio

Identificar as tarefas de um sistema € o primeiro passo para saber como avalia-
lo de forma apropriada. A tarefa do sistema descreve a natureza da comunicagdo
com os usuarios € o objetivo do usuario quando utiliza o sistema. A escolha da
métrica apropriada para avaliar um sistema depende da tarefa identificada para o
sistema. Em sua tese, Herlocker [Herlocker 00] lista seis tarefas possiveis para um
sistema de recomendacdo. As tarefas que mostramos aqui sdo um resumo das
sugeridas nesse trabalho, divididas em trés tarefas mais gerais que julgamos

apropriadas:
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TAREFA 1: Selecionar os itens relevantes para o usuario.

Nesse caso o usudrio deseja receber recomendagdo apenas dos itens que se
assemelham com o seu perfil para que possa escolher quais itens consumir. Para o
sistema cabe diferenciar e selecionar estes itens, mostrando ao usuario apenas os
relevantes.

Se o usuario deseja manter uma atengdo constante sobre a informacao, e quer
que o sistema o notifique de qualquer item relevante que surja no sistema, entdo a
tarefa de selecdo de itens relevantes ¢ apropriada para o sistema. Um exemplo disso
seria um sistema de recomendagdo de artigos. Uma vez conhecido o perfil do
pesquisador, um sistema poderia automaticamente informa-lo sobre novas
publicacdes de seu interesse.

Quando o usuario tem como finalidade obter uma visao dos itens, tendo os
itens nao relevantes escondidos e os relevantes mostrados, a tarefa do sistema
também serd a selecdo de itens. Um exemplo disso seria um sistema de
recomendagdo de noticias. Uma vez conhecido o perfil do usudrio, o sistema poderia
apresenta-lo um jornal apenas com as noticias relevantes segundo seu interesse.

Nessa tarefa, as recomendagdes dependerao do numero de itens relevantes que

existem na base de informacao.

TAREFA 2: Ordenar os itens segundo sua relevancia para o usuario.

Nesse caso o usuario deseja obter uma lista de itens ordenados segundo sua
relevancia. O usudrio pode entdo navegar pelos itens na ordem do mais para o
menos relevante na busca de um item para consumir. Por exemplo, em um sistema
de recomendacao de filmes, uma lista de filmes ordenados em ordem crescente de
relevancia poderia ser mostrado ao usuario, e este percorreria a lista nessa ordem
até encontrar um filme que ndo tenha assistido.

Para visualizar quais itens s3o mais relevantes, o sistema também devera

ordenar os itens pela sua relevancia e mostrar apenas os mais similares ao perfil do
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usuario. Por exemplo, no sistema de recomendagdo de filmes o sistema poderia
retornar uma lista dos 10 filmes mais interessantes para o usudrio.

Essa tarefa independe da existéncia de itens relevantes na base de informacgao.
A tarefa do sistema serd ordenar corretamente os itens pela sua relevancia para o

usuario.

TAREFA 3: Prever a avaliacio dos itens para um usuario.

Nesse caso o usudrio deseja receber uma previsao de qual seria sua avaliagdao
para um item que ele ainda ndo avaliou.

Quando o usuario analisa uma seqiiéncia de itens selecionando os relevantes e
eliminando os ndo relevantes, mas nao deseja que o sistema omita nenhum deles, ele
podera ser auxiliado por uma avaliacdo prévia de cada item. Como, por exemplo, em
um sistema de mensagens eletronicas poderia ser associado a cada e-mail um escore
de relevincia. Nesta situacdo o usudrio ndo deseja que sua mensagens sejam
escondidas dele, mas que possa ser auxiliado no momento de decidir qual e-mail
abrir e qual apagar.

O usuario pode também pedir avaliagdo para um item especifico para decidir se
vale a pena consumi-lo. Por exemplo, em um sistema de recomendacao de filmes,
ele poderia pedir a previsao de sua avaliagao de um filme que estd em cartaz e tomar
a decisdo de se ira assisti-lo ou ndo de acordo com essa previsao.

Na maior parte dos casos, os sistemas de recomendacao utilizam algoritmos de
previsdo de escore para executar qualquer uma dessas tarefa. Se o sistema puder
prever com precisdo os escores de cada item, o que € feito para executar a tarefa 3,
ele podera usar esse escore tanto para selecionar os itens relevantes, no caso da
tarefa 1, como para ordenar os itens pela sua relevancia, no caso da tarefa 2.
Entretanto, a tarefa 3 propriamente ndo ¢ comum em sistemas de recomendacdo. A
maior parte dos sistemas preocupam-se mais em selecionar os itens relevantes ou em
gerar uma lista de itens ordenados pela sua relevancia. Para esta dissertagao foram

consideradas as tarefas 1 e 2 pois julgamos essas as mais relevantes para a avaliacao
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de um sistema de recomendagdo. A seguir serdo discutidas as métricas utilizadas
para avaliar a capacidade do sistema de realizar essas duas tarefas e porque sdo mais

apropriadas para essas tarefas.

3.3.2 Meétricas
As métricas usadas nas avaliagdes feitas nesse trabalho sdo apresentadas nesta

secdo, onde também especificamos para qual tarefa ¢ mais apropriada.

Area sob a curva ROC

A curva “relative operating characteristic”, ou simplesmente curva ROC, foi
introduzida na comunidade de RI por Swets [Swets 63]. A curva ROC ¢ utilizada
para medir o quanto um valor produzido por um sistema ¢ capaz de distinguir os
elementos relevantes dos ndo relevantes.

O sistema medido tem como saida uma variavel de relevancia associada a cada
elemento. O conhecimento sobre a relevancia dos elemento permite construir duas
curvas de distribui¢do, uma para os valores obtidos para os elementos relevantes e
outra para os elementos ndo relevantes. No momento de selecionar os elementos
relevantes, o sistema usa um limiar ¢. Os elementos que ultrapassem esse limiar
serdo considerados relevantes e portanto selecionados. Caso contrario, esse
elementos serdo considerados irrelevantes e entdo rejeitados. Para cada valor
escolhido para o limiar ¢ € possivel calcular a cobertura (proporg¢ao dos elementos
relevantes que sdo selecionados) e o ruido (propor¢do dos elementos nao relevantes
que sdo selecionados). A figura 3.3 ilustra as distribui¢des dos elementos relevantes

e nao relevantes e o acerto e erro para um limiar ¢ escolhido.
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Figura 3.3 — Curvas da distribuicdo dos valores para elementos relevantes (b) e nio relevantes (a). O limiar t
determina a precisio (taxa de acerto) e o ruido (taxa de erro) do sistema.

A cobertura serd a razdo do nimero de acertos pelo numero de elementos
relevantes e o ruido a razdo do ntimero de erros pelo niumero de elementos ndo
relevantes.

A utilizagdo da cobertura ¢ do ruido ¢ bastante comum na avaliacdo de
sistemas que tem como objetivo a selecdo binaria através de uma variavel resultante
separada por um limiar. O problema ¢ que os valores dessas grandezas dependem do
limiar escolhido. A curva ROC por sua vez ¢ capaz de avaliar a capacidade do
sistema separar os elementos relevantes dos ndo relevantes sem depender da escolha
de um limiar, permitindo comparar dois sistemas mais facilmente. A curva ROC ¢ a
curva obtida quando desenhado em um plano cartesiano os valores da cobertura
(ordenada) versus o ruido (abscissa) para diferentes valores do limiar ¢. A figura 3.4

mostra um grafico com uma curva ROC e alguns pontos para diferentes valores de .
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Figura 3.4 — Exemplo de uma curva ROC. Os pontos ¢ indicados na curva representam diferentes limiares usados
para separar itens relevantes de nio relevantes para um sistema com sinal de saida entre 1 e 5. Por exemplo, se o
limiar usado for de t=3 a cobertura sera igual a 0,85 enquanto o ruido sera igual a 0,6.

As curvas ROC sdo bastante uteis para observar a capacidade de um algoritmo
de FI separar informagado relevante da nao relevante. Entretanto, comparar varias
curvas ROC pode ser um processo trabalhoso e impreciso. A area sob uma curva
ROC pode ser usada como um valor que expressa a capacidade do sistema
discriminar os itens relevantes dos nao relevantes. A figura 3.5 mostra o exemplo de

varias curvas ROC ¢ a area 4 em cada situagao.
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Figura 3.5 — Exemplos de curvas ROC da cobertura vs. ruido. A 4rea 4 sob a curva indica a separacio entre os
elementos relevantes dos nio relevantes.
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Em [Hanley 82] ¢ mostrado que a area sob a curva ROC representa a
probabilidade de que, dados dois itens escolhidos aleatoriamente, sendo um
relevante e outro ndo, o sistema distinguird corretamente os dois elementos. E fcil
concluir que, se a area sob a curva ¢ de 0,5, entdo em 50% das vezes o sistema
distinguiria corretamente os elementos e em 50% das vezes erroneamente, o que
equivaleria a uma classificacdo puramente aleatoria, ou seja, a um desempenho nada
satisfatorio. Valores menores que 0.5 indicam que o sistema estd trocando os
elementos relevantes pelos nao relevantes, enquanto valores proximos de 1.0
indicam uma boa precisao na selecao dos elementos.

Como a areca sob a curva ROC ¢é uma métrica de selecdo, i.c. mede a
capacidade do sistema selecionar os itens relevantes, ela sera mais apropriada para a
tarefa 1 da secao 3.3.1. Descobrir quais sao os itens relevantes ainda dependera de
um limiar que pode ser calculado para o sistema ou para cada usudrio, mas o valor
da area sob a curva ROC ¢ capaz de diferenciar a capacidade de selecdo de dois
algoritmos de filtragem, independente do limiar.

A area sob a curva ROC nao ¢ apropriada para a tarefa 2 pois ndo leva em
consideracdo a ordem gerada pela predicao do sistema. Também nao ¢ apropriado
para a tarefa 3, pois ndo mede a precisao do sistema na predicdo de cada item

individualmente.

Breese
A métrica criada por Breese et al. [Breese 98] ¢ usada para medir a utilidade
de uma lista ordenada por um sistema de filtragem para o usuario. Em um sistema
de filtragem de informa¢do onde o resultado de uma filtragem ¢ retornado como
uma lista de itens ordenados pela relevancia, ¢ presumivel que o usudrio ira
investigar apenas os primeiros elementos da lista na sua busca por itens que lhe
interessam. A métrica Breese procura medir a utilidade de uma lista levando em

consideracao a tendéncia do usuério de observar apenas os primeiros itens da lista.
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Para cada item de uma lista, sua utilidade sera a diferenca entre a avaliagao
dada pelo usuario e o valor médio d no intervalo de avaliagdo. Para a constante d
geralmente se assume um valor no intervalo de avaliagdo que indica neutralidade em
relagdo a relevancia de um item. Na lista, cada item terd sucessivamente uma
probabilidade menor de ser visto pelo usudrio. A constante o, chamada de half-life,
¢ a posi¢do do item na ordem gerada pelo sistema que tera 50% de chance de ser

observada. A utilidade de uma lista ordenada para o usudrio a ¢ entdo:

max(ra’ = d,O)
R, = Z 2(1—1>J/(a—1) (Eq. 3.1

J

Onde j ¢ a posigdo do item na lista ordenada pelo sistema e 7, ; € a avaliacdo
feita pelo usuario ao item que ocupa a posicao j. Breese utiliza um half-life o igual a
5 e acrescenta que a utilizacdo de um valor igual a 10 apresentou pouca diferenca
nos resultados. Assumimos um #half-life igual a 5 indicado na literatura como
apropriado para avaliar as recomendacdes com a mesma base de dados utilizada
neste trabalho [Breese 98]. O valor final da métrica para o conjunto de usudrios

testados ¢ calculado como segue :

R
R=100 Za a (Eq.3.2)

Za Rmax

Onde R« ¢ a utilidade méaxima obtida quando todos os itens sdo ordenados de
acordo com a avaliagdo do usudrio, ou seja, quando a ordenacdo dos itens pelo
sistema € igual a ordenagdo pelas avaliagdes do usudrio. O valor que R, pode
assumir depende do numero de itens retornados em uma lista e da distribui¢ao das
avaliagdes do usuario. Essa ultima transformacdo permite considerar os resultados
independente desses fatores, pois o valor da métrica ¢ normalizado através da

divisao pelo valor maximo de utilidade de uma lista.
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A métrica criada por Breese ¢ apropriada para avaliar a tarefa 2 por medir a
capacidade do sistema de ordenar os itens de acordo com sua relevancia para o
usuario e também por dar mais énfase a precisdo dos primeiros itens na ordenagao
do sistema. Ela ja ndo ¢ apropriada para a tarefa 1, pois ndo computa a capacidade
de selecionar os itens relevantes dos ndo relevantes, mas sim a capacidade de
ordenar os itens pela sua relevancia para o usudrio. Também nao ¢ apropriado para a

tarefa 3, pois ndo mede a precisdo da predicdo da avaliagao de cada item.

Outras métricas

Além das métricas apresentadas aqui existem outras métricas que poderiam ser
utilizadas para medir a qualidade das recomendacdes. Métricas como precisdao e
cobertura, correlagdes de valores como Pearson ou de ordens como a Spearsman e
Kendall Tau e a npdm [Yao 95], sdo outras opgdes de uma vasta selegdo de métricas
j4 usadas para avaliar sistemas de filtragem de informacdo. Todas as métricas
possuem vantagens e significados diferentes. As métricas ROC e Breese escolhidas
para este trabalho formam um conjunto abrangente na avaliacdo de um sistema de
filtragem com relagdo as possiveis tarefas de um sistema de recomendag¢do. Um
estuda mais aprofundado das métricas que serviram também como base para essa

escolha encontra-se em [Herlocker 00].

3.4 Conclusao

Esse capitulo teve como objetivo apresentar o estado da arte no
desenvolvimento de sistemas de recomendacdo. Os sistemas ndo personalizados
foram apresentados como aqueles que dao suporte as recomendagdes, fazendo
apenas o papel de coleta de preferéncia e distribui¢do de recomendagdes. Os
sistemas personalizados por sua vez identificam e aprendem as preferéncias e
necessidades de um usudrio, gerando recomendagdes apropriadas ao perfil do
usudrio. As metodologias de filtragem de informacdo utilizadas em sistemas

personalizados sdo apresentadas com énfase para a filtragem colaborativa e a
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baseada em conteudo. As vantagens e desvantagens das duas metodologias de
filtragem sdo discutidas e as caracteristicas complementares das metodologias sdao
destacadas como vantagens da combinagdo das duas em sistemas de filtragem
hibrida.

Por ultimo discutimos as formas de medir a qualidade das recomendagdes
produzidas por um sistema de recomendacdo. Uma divisdo das tarefas possiveis de
um sistema de recomendagdo ¢ proposta para orientar na decisao de como avaliar a
performance de um sistema da melhor forma. As métricas ROC [Hanley 82] e
Breese [Breese 98] foram selecionas por serem mais apropriadas para avaliar as
tarefas de sele¢do da informagdo relevante ¢ de ordenacao da informagao pela sua

relevancia respectivamente.
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Capitulo 4

Coletando as preferéncias do usuario
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Para possibilitar a aprendizagem da preferéncia de um usudrio € necessario que
se possa coletar informagdo sobre sua preferéncia. Sistemas de recomendagdo
utilizam diferentes técnicas para determinar a preferéncia do usuario sobre um item
ou pedaco de informagdo. O sistema armazena a preferéncia do usuario através de
um valor que quantifica o interesse sobre a informac¢do. Esse valor pode ser obtido
com a participagdo ativa do usudrio através da marcagao de uma nota (um valor em
um intervalo discreto) a um item ou informagdo. Nesse caso onde o usudrio indica
diretamente sua preferéncia efetua-se uma avaliacdo explicita. Outra forma de se
obter informacdo sobre a preferéncia de um usuario ¢ indiretamente, através da

observacao do uso que o usudrio faz do sistema, chamada avaliacdo implicita.

4.1 Indicadores Implicitos

Em [Nichols 97] sdo discutidas diferentes formas de obter-se indicadores de
preferéncia implicitos e as vantagens e desvantagens das avaliacdes implicitas. Em
[Oard 98] ¢ exposta uma divisao dos tipos de avaliagdes implicitas identificadas em
[Nichols 97] em trés categorias: andlise, retengdo e referéncia.

Analise refere-se ao comportamento de um usuario ao examinar um item ou
uma informacao. Selecionar um item de uma lista para obter mais informacdes sobre
este € um tipo de indicacdo de preferéncia implicita de analise. Em [Morita 94] e
[Konstan 97] ¢ indicada uma correlagdo entre o tempo de leitura de artigos de
grupos de noticia e a preferéncia explicita de um usuario, dando indicios de que o
tempo de analise pode ser um indicador de preferéncia implicito. Hill et al. [Hill 92]
desenvolve a idéia de analise baseado no uso da informagao, no que chama de “uso
de leitura” e “uso de edicdo”, em uma analogia com a idéia de que a utilizagcdo de
um utensilios fisicos deixa marcas que podem ser indicadores de relevincia ou
preferéncia, como em um livro de uma biblioteca bastante lido apresentando marcas
na capa e paginas. Em situagdes como navegar por um texto digital, ao deslizar mais
lentamente ou com mais freqiiéncia por uma parte do texto, tem-se um indicativo de

preferéncia dessa parte. Por fim, um indicador de preferéncia por analise muito
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comum em muitos sistemas de comércio eletronico ¢ a compra de produtos, que em
muitos casos sao utilizados para reconhecer a preferéncia do usuario e recomendar
novas compras.

Retencgdo refere-se a agdes nas quais o usudrio d4 indicagdes de interesse em
fazer mais uso de determinado item. A¢des como salvar um item ou uma referéncia
para esse item podem ser entendidos como indicadores de preferéncia. Em [Rucker
97] ¢ desenvolvido um sistema de navegagao personalizado onde os indicadores de
preferéncia sdo obtidos na lista de enderegos salvos no navegador do usudrio. Em
um sistema de geréncia de e-mail, salvar uma mensagem em uma pasta separada
pode ser entendido como indicador da preferéncia do usuario. Outros indicadores
implicitos de preferéncia sdo imprimir ou apagar um item, sendo este ultimo um
indicador negativo de preferéncia.

Referéncia ¢ um indicador de preferéncia visto como uma ligacdo entre dois
itens que pode ser associado ao interesse do produtor ou do consumidor dessa
referéncia pela informacgdo contida nos itens. Passar adiante uma mensagem produz
uma referéncia entre as duas mensagens, a original ¢ a repassada, € uma indicagao
de preferéncia do remetente. No sistema Tapestry [Goldberg 92] os usuarios podem
requisitar as mensagens do seu grupo as quais um participante repassou ou
respondeu. Referéncias dentro de um hipertexto ou de um texto comum também
podem ser utilizadas como indicadores de preferéncia usados com freqiiéncia em
sistemas de RI para melhorar a qualidade da informagdo retornada, como no
algoritmo PageRank [Page 98] usado no Google (www.google.com). O sistema
PHOAKS [Hill 92] minera as mensagens postadas para grupos de noticia buscando
referéncias a paginas na Web e cria lista de paginas mais populares em cada grupo
de noticias.

A principal vantagem da avaliagdo implicita ¢ a auséncia do custo adicional
para o usudrio de avaliar os itens, uma vez que o sistema colhe a sua preferéncia

observando apenas suas agdes dentro do sistema. Potencialmente qualquer iteragao
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do usudrio com o sistema pode ser utilizada como indicador de preferéncia

[Claypool 01].

4.2 Indicadores explicitos

Indicadores explicitos fornecem uma indicacao clara e direta da preferéncia de
um usudrio sobre um item. Os sistemas que possuem esse tipo de avaliagao
geralmente disponibilizam em sua interface componentes que permitem a avaliagdo
de cada item mostrado. O objetivo ¢ facilitar ao maximo a avalia¢do do usuario para
que em muitos casos um simples clique seja suficiente para expressar sua
preferéncia sobre um item.

Muitos dos sistemas de recomendagdo utilizam esse tipo de avaliagdo como
sdo os casos dos sistemas PTV [Cotter 00], Ringo [Shardanand 95], Bellcore Video
Recommender [Hill 95], FilmConseil [Perny 02] e MovieLens [Good 99].

[5] = Must See [4] = Will Enjoy It [3] = It's OK  [2] = Fairly Bad [1] = Awful
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Figura 4.1 — Tela do sistema MovieLens. O usudario utiliza uma caixa de opcdes para avaliar um filme com um

escore entre 1 e 5.

A figura 4.1 mostra uma tela do sistema MovieLens de recomendagdo de

filmes. Para cada filme mostrado o usudrio utiliza uma caixa de opg¢des para indicar

a sua avaliagdo para o respectivo filme.



40

4.3 Indicadores implicitos versus indicadores explicitos

A necessidade de se conhecer o perfil do usudrio para a execucao da filtragem
da informagdo leva ao questionamento de qual ¢ a melhor forma de obter
indicadores de preferéncia de um usuario. Atualmente, as duas formas de obter tais
indicadores, implicitamente e explicitamente, apresentam vantagens e desvantagens.

A forma com que a preferéncia do usuario ¢ coletada serd determinante para o
sucesso de um sistema de recomendacdo. Alguns trabalhos mostram que as
avaliagdes implicitas sdo indicadores relevantes sobre a preferéncia do usuario
[Morita 94], [Konstan 97] e [Claypool 01]. Entretanto, Nichols [Nichols 97]
comenta que as avaliagdes implicitas possuem um custo computacional maior do
que as avaliagdes explicitas e que existem limitagdes quanto ao transporte e
armazenamento dos indicadores implicitos que podem ser em grande quantidade.
Claypool et al [Claypool 01] afirma que esses indicadores também possuem menor
“valor” do que uma avaliagdo explicita, mas que, apesar disso, ¢ possivel combinar
varios indicadores implicitos para obter um indicador mais preciso da preferéncia do
usuario. Entretanto, isso acarretaria um custo ainda maior para captar esses
indicadores, transportar € armazenar. Os indicadores implicitos ainda sdo pouco
utilizados e grande parte dos sistemas de recomendacdo sdo baseados
principalmente em avalia¢Oes explicitas.

Quando a avaliacdo explicita ¢ utilizada, em geral ¢ necessario um nimero
importante de avaliagdes e com isso corre-se o risco de desinteressar o usudrio,
afastando-o do sistema ou fazendo com que atue passivamente nao fornecendo
avaliacdes. Uma possivel solugdo seria tentar incentivar o usudrio a fazer avaliagdes
provendo algum beneficio relacionado a quantidade de avaliagcdes que ele efetuou.
Avery et al [Avery 99] fizeram uma analise de sistemas de incentivo a partir da
teoria dos jogos no intuito de encorajar os usudrios a fornecer avaliagdes. Entretanto,
na avaliagdo explicita existe ndo apenas a necessidade de motivar o usuario a
fornecer avaliacdes, mas também a necessidade de aprender o maximo possivel

sobre um usuario com cada avalia¢ao fornecida por ele.
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4.4 Aprendizagem Ativa

Para muitos algoritmos de aprendizagem, ¢ comum assumir que existe um
grande conjunto de exemplos classificados para o treinamento. Entretanto, em
alguns problemas de aprendizagem, a classificagdo de exemplos ¢ um processo caro,
que em alguns casos requer trabalho manual. Nesses casos € desejavel utilizar um
numero reduzido de exemplos de treinamento sem comprometer a precisao do
classificador. Aprendizagem ativa ¢ o paradigma onde os algoritmos de
aprendizagem possuem algum controle sobre as entradas a partir das quais ¢
realizado o treinamento.

Algoritmos de aprendizagem ativa sdo divididos em dois paradigmas:
membership queries e selective sampling. No paradigma de membership queries
[Angluin 88] ¢ possivel para o algoritmo construir exemplos artificiais e depois
pedir sua classificacdo. O algoritmo constréi exemplos cuja classificagao ¢
importante para formular uma hipotese consistente rapidamente, ou seja, com um
numero reduzido de exemplos. Por exemplo, em um problema de reconhecimento
de imagens, um algoritmo de aprendizagem poderia gerar uma imagem com
caracteristicas diferente das ja apresentadas, e requisitar de um supervisor humano a
classificagdo da imagem. O problema dessa metodologia esta na possibilidade de
levar a exemplos mal construidos ou ndo significativos [Lindenbaum 99], como por
exemplo, no problema de reconhecimento de imagens apresentar uma imagem
confusa.

O paradigma de selective sampling ¢ mais restritivo do que o paradigma de
membership queries. O problema consiste em, dentre um conjunto de exemplos cuja
classificagao ¢ desconhecida, selecionar o proximo exemplo que serd classificado
pelo supervisor e usado no treinamento. A tarefa do algoritmo de selective sampling
consiste em selecionar os exemplos cuja classificagdo ¢ importante para formular
uma hipotese consistente rapidamente, ou seja, com a classificagdo do menor
numero de exemplos possivel. O processo de aprendizagem com selective sampling

pode ser descrito como um procedimento iterativo em que, a cada iteragdo, o
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algoritmo de selective sampling ¢ chamado para selecionar um exemplo ndo
classificado e o supervisor ¢ chamado para classificar o exemplo. O novo exemplo ¢
usado no treinamento para atualizar o classificador. O procedimento ¢ repetido até
atingir um critério de parada, geralmente quando o classificador atinge a
performance desejadvel na classificacdo de exemplos em um conjunto de teste
separado.

Viarios algoritmos de aprendizagem ativa foram desenvolvidos para acelerar o
aprendizado de diversos algoritmos de classificagdo, como Redes Neurais [Cohn
94], algoritmo C4.5 de indugdo de regras [Lewis 94], Support Vector Machine
[Tong 00] e KNN [Hasenjager 98] [Lindenbaum 99].

4.5 Aprendizagem Ativa em Sistemas de FI

Em um sistema de filtragem de informagdo, cada usudrio dispde de um
conjunto de exemplos sobre as suas preferéncias, i.e. avaliacdes de itens, e a tarefa
do sistema de filtragem ¢ aprender o perfil de cada usuério para fornecer predigdes
de itens ainda ndo avaliados. Como cada usudrio possui caracteristicas proprias, nao
¢ possivel aprender um conceito geral que possa ser aplicado para todos usudrios.
Cada usuario possui suas preferéncias individuais e essas preferéncias devem ser
aprendidas apenas atraveés dos exemplos (avaliagdes) fornecidos por ele. Portanto
cada usudrio ¢ uma instancia de um problema de aprendizagem.

Quando a avaliagdo explicita ¢ utilizada, ¢ delegada ao usudrio a tarefa de
produzir manualmente avaliagdes expressando sua opinido sobre os itens. Nesse
caso, a producao de um exemplo ¢ uma tarefa cara e ¢ desejavel reduzir o nimero de
exemplos de treinamento necessarios € ao mesmo tempo manter a qualidade de
futuras predicdes. Dessa forma seria possivel diminuir a necessidade de avaliar cada
vez mais itens para melhorar a qualidade das predigdes. Através da requisicao da
avaliacdo do usudrio a itens especificos, aqueles que ajudam a aprender mais
rapidamente os aspectos mais relevantes relacionados ao seu perfil, o sistema

poderia conduzi-lo a fornecer suas preferéncias com uma quantidade menor de
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avaliacdes. Requere-se entdo que seja desenvolvida uma metodologia capaz de fazer
essa aprendizagem ativa no contexto de um sistema de filtragem de informagao.

Um sistema de filtragem normalmente interage de forma passiva com o
usudrio, apenas recebendo as avaliagdes dos itens que o usuario escolhe para avaliar.

O modelo de avaliagcdo de um sistema de filtragem passivo ¢ mostrado na figura 4.2.

Itens do Item nio . Item Perfil do
Sistema — > Usuario L usuario
avaliado avaliado

Figura 4.2 — Modelo de avalia¢do de uma sistema de filtragem passivo

Nesse modelo o usudrio avalia os itens do sistema em uma ordem indefinida.
Os itens avaliados pelo usuario serdo determinados por diversos fatores dos quais o
sistema nao tem controle. O usudrio simplesmente avalia itens que surgem no
sistema ao longo de sua utilizacdo. A forma que o usuario ird navegar pelo sistema,
quais itens serdo mostrados para ele e quais serdo avaliados ndo podem ser
determinados. Esse modelo de avaliagdo ¢ usado nos sistemas de recomendacao
atuais.

Neste trabalho propomos uma metodologia de aprendizagem ativa para
filtragem colaborativa. Para isso, o paradigma de selective sampling ¢ a escolha
mais apropriada devido as caracteristicas do problema da filtragem, no qual o
conjunto de itens para os quais o usuario pode fornecer avaliacdes ¢ determinado a
priori. Além disso, a alternativa de membership queries representa um problema
bem mais complexo, pois envolve a constru¢do de itens artificiais que devem fazer
sentido para o usudrio.

A tarefa da selective sampling em filtragem de informagao € selecionar os itens
para os quais sera requisitada a avaliacdo do usuario com os seguintes objetivos:

1. minimizar a quantidade de avaliacdes do usudrio necessaria para

alcancar uma qualidade especifica de recomendagdes.



44

2. maximizar a qualidade das recomendagdes para uma quantidade fixa de

avaliacoes do usuario.

Como alternativa ao modelo de avaliagdo mostrado na figura 4.2, o modelo de
avaliacao de um sistema de filtragem ativo seleciona os itens que um usudario avalia.
Para isso um algoritmo selective sampling seleciona dentre os itens do sistema
aqueles que ajudam a aprender mais rapidamente sobre o perfil do usuario. A figura

4.3 ilustra o modelo de avaliacdo de um sistema de filtragem ativo.
[ Usuario ]

Algoritmo

Item nao Item

Itens do de Selective Perfil do

avaliado avaliado

Sistema usuario

Sampling

Figura 4.3 — Modelo de avaliacido de um sistema de filtragem ativo. O algoritmo de selective sampling seleciona os
itens que o usudario avalia.

O objetivo da aprendizagem ativa em filtragem de informacao ¢ encorajar o
usudrio a avaliar um conjunto reduzido de itens que possibilitem um aprendizado
capaz de capturar o essencial sobre o seu perfil. Por exemplo, o sistema pode
informar o usudrio que um item ¢ relevante para aprender sobre o seu perfil e pedir
sua avaliacdo. Isso pode ser feito principalmente no momento que um novo usuario
entra no sistema e nada ¢ conhecido sobre ele. Através da avaliacdo de uma
quantidade minima de itens o sistema ja teria conhecimento suficiente sobre o perfil
do novo usudrio para poder gerar recomendagdes pertinentes ao seu perfil.

O algoritmo de selective sampling depende do tipo de aprendizado que ¢ feito.
Nesta dissertagdo propomos uma metodologia de selecao das avaliagdes dos usuario
para um sistema com filtragem colaborativa Para isso primeiro deve ser apresentado
o algoritmo de filtragem colaborativa utilizado. Uma andlise do estado da arte de

filtragem colaborativa e descricao do algoritmo adotado sdo descritos no capitulo 5.
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4.6 Conclusao

Atualmente o perfil dos usuérios ¢ aprendido ou implicitamente através da
observacdo do comportamento do usuario dentro do sistema, ou explicitamente
através de avaliacdes dos itens do sistema. A avaliacdo implicita ainda ndo ¢ bem
explorada nos sistemas de recomendagao, possivelmente por serem indicadores mais
fracos da preferéncia. A avaliagdo explicita, apesar de ter uma aplicacdo mais ampla,
acarreta um custo adicional ao usudrio que se vé obrigado a avaliar uma quantidade
grande de itens para obter um pequeno ganho na qualidade das recomendagdes.

A aprendizagem ativa foi introduzida como solugdo para problemas de
aprendizagem de maquina nos quais a aquisicdo de exemplos para o aprendizado ¢
dispendiosa, possivelmente por exigir esfor¢o humano, como ¢ o caso da
aprendizagem do perfil em sistemas de recomendacdo através de avaliacdes
explicitas.

Por ultimo, neste capitulo, foi apresentado um modelo de avaliagdes de itens
pelos usudrios de um sistema de filtragem onde o sistema seleciona os itens que o
usudrio avalia para capturar o seu perfil de forma mais eficiente, diferente do
modelo dos sistemas de filtragem atuais nos quais o sistema ndo tem qualquer

controle sobre quais itens o usuario avalia.
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Capitulo 5

Filtragem Colaborativa
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Existem varias formas de fazer filtragem baseando-se na relacdo entre
membros de uma comunidade que possuam perfil semelhante. Neste capitulo a
filtragem colaborativa sera discutida com énfase na filtragem colaborativa com

vizinhos mais proximos.

5.1 Defini¢ao do problema

A tarefa de um sistema de filtragem colaborativa €, para um dado usuario alvo
e item, encontrar outros usudrios que possuam afinidade com o usudrio alvo no que
diz respeito a informagao filtrada e que tenham avaliado o item, com o objetivo de
prever a avaliacdo do item pelo usuario alvo utilizando as avaliagdes ja realizadas
pelos outros usudrio. Para tal tarefa o sistema deve coletar as avaliagdes dos usuarios
sobre as informagdes. As informagdes deverdo estar organizadas em unidades de
informacao para as quais 0s usuarios emitirdo sua opinido e que receberao predicoes
do sistema, formando os itens que serdo filtrados. Por exemplo, em um sistema de
filtragem de filmes, os itens sdo os filmes que recebem avaliacdes dos usuarios e
para os quais o sistema faz predigdes sobre a relevancia para o usudrio.

Os dados de um problema de filtragem colaborativa podem ser organizados em
uma tabela de usudrios (em linhas) versus itens (em coluna). Cada célula da tabela
contera o escore da avaliagdo de um usudrio para um dado item. As células da tabela
que estdo vazias representam os itens para os quais ndo ¢ conhecida a avaliagdo do
usuario. O objetivo da filtragem estd em, quando requisitado, prever o valor de uma
célula vazia da tabela utilizando os valores conhecidos da mesma. Um exemplo de

matriz de avaliacdes esta na figura 5.1.

Item 1 Item 2 Item 3 Item 4
Usuario 1 2 4 5
Usuario 2 2 5 1
Usuario 3 3 1 5 ?

Figura 5.1 — Exemplo da matriz de avaliagdes de usuarios sobre itens em um intervalo de 1 a 5. O caractere “?”
indica a requisicio pela prediciao do item para o usuario.




48

Na tabela da figura 5.1 as células onde a avaliagdo do usuario para o respectivo
item € conhecida estdo preenchidas com o valor atribuido a este. No exemplo da
figura 5.1 a avaliacdo do usuario 3 para o item 4 nao ¢ conhecida e se deseja obter

uma predigdo para essa avaliagdao considerando o restante da tabela.

5.2 Algoritmos de Filtragem Colaborativa

O sistema Tapestry [Goldberg 92] ¢ considerado por muitos o primeiro sistema
com filtragem colaborativa. No Tapestry os usudrios fornecem avaliagcdes sobre os
itens, no caso mensagens eletronicas. Um usudrio pode entdo consultar os itens
baseando-se nas avaliacdes dos demais usudrios. Nesse sistema o proprio usudrio
deve identificar quais sdo os usuarios do sistema com os quais ele possui afinidade
quanto a informag¢ao avaliada, e através das consultas formuladas sobre a avaliagao
desses usudrio requisitar a informag¢do. A desvantagem de tal sistema ¢ que o
usudrio deve identificar outros usudrios semelhantes, tornando-o pratico apenas para
grupos pequenos onde os usudrios podem conhecer o perfil dos demais. Algum
tempo depois surgiram os algoritmos para executar filtragem colaborativa
automatizada, que sdo capazes de, a partir de uma tabela de avaliagdes, identificar a
semelhanca entre usuarios e recomendar itens sem a necessidade de qualquer
participa¢do do usudrio exceto aquela em que ele fornece suas avaliagdes.

Billus e Pazzani [Billsus 98] apresentaram um modelo de filtragem
colaborativa com Redes Neurais. Para cada usudrio do sistema ¢ treinada uma rede
que servird como modelo para gerar futuras avaliagdes. Para construir a rede de um
usudrio sdo construidos exemplos de treinamento com os itens que ele avaliou. Em
cada exemplo a entrada da rede ¢ a avaliagdo dos demais usudrios para o item e a
saida a avaliacdo do usuario alvo. O problema dessa abordagem esta no tamanho da
entrada da rede que pode ser muito grande devido ao numero de usuarios no
sistema. Billus e Pazzani tratam esse problema utilizando singular value

decomposition (SVD) para reduzir a dimensao da tabela de avaliagdes.
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Em [Lin 00] ¢ utilizada a mineragdo de regras de associagdo para a filtragem.
Para isso ¢ utilizado um modelo de mineracao de regras chamado de “classificacao
associativa”, que utiliza algoritmos de mineracdo de regras de associacdo para
encontrar regras associativas que descrevem uma unica classe. As regras extraidas
para um usuario descrevem sua relagdo com os demais usudrios e sao utilizadas para
fazer predigdes. Por exemplo, as regras produzidas para um usudrio qualquer podem
ser do tipo “SE u; = gosta E u, = ndo gosta ENTAO gosta” que significa que se o
usuario u; gosta de um item e o usudrio u, ndo gosta entdo o usuario alvo ira gostar.
Cohen et al. [Cohen 98] também faz filtragem de filmes utilizando regras. Para
extrair as regras sobre a relacdo de um usudrio com os demais usuarios do sistema ¢
utilizado o algoritmo Ripper [Cohen 95] de aprendizagem indutiva de regras. As
regras produzidas sdo somadas a regras que descrevem o conteido dos filmes que o
usudrio tem interesse para fazer uma filtragem hibrida.

Em [Breese 98] sdo usados algoritmos para aprender Redes Bayesianas. Cada
nodo da rede € um item e o estado do nodo o valor possivel de avaliacdao do item. Na
rede aprendida cada item terd um conjunto de itens pais que sdo os melhores
preditores para aquele item segundo as avaliagdes feitas pela comunidade de
usudrios. A predicdo de avaliagdo de um usudrio para um item recebera o valor
(relevante ou ndo relevante) de maior probabilidade dada a tabela de probabilidade
condicional extraida para o item da Rede Bayesiana aprendida e as avaliagdes do
usuario.

Os algoritmos de filtragem colaborativa mencionados até agora envolvem a
construcdo de um modelo de predi¢dao. Eles sdo classificados como Algoritmos
Baseados em Modelo [Breese 98]. Esses algoritmos ainda que muitas vezes
eficientes na predicdo necessitam construir um modelo antes de poder fazer
predi¢cdes. Dependendo do algoritmo esse modelo pode ser uma rede neural, um
conjunto de regras ou uma Rede Bayesiana. Entretanto a construgdo desses modelos
envolvem dois problemas. Primeiro, o custo computacional de construir o modelo

pode ser muito alto. Em um sistema de filtragem ¢ comum que o nimero de usuarios
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seja na ordem de milhares. Na abordagem com redes neurais e com regras deve ser
aprendido um modelo para cada usudrio. Segundo, o surgimento de novas
avaliagdes exige a constru¢do de um novo modelo. A incorporagdo de novas
avaliacOes aos modelos ¢ uma possibilidade ainda ndo explorada nos algoritmos
usados.

Uma alternativa para os algoritmos que constroem modelo sdo os Algoritmos
Baseados em Memoria [Breese 98]. Esses algoritmos, no momento da predicao,
operam sobre toda a base de usuarios para fazer predi¢des combinando as avaliagdes
de usudrios semelhantes. Ao contrario dos algoritmos baseados em modelos, os
algoritmos de memoria ndo necessitam da construcao prévia de um modelo. Todo o
processamento ¢ realizado no momento em que uma predicdo € requisitada com a
tabela de avaliagdes armazenada na memoria. Estes algoritmos utilizam uma
solu¢do baseada nos algoritmos de KNN.

O sistema GroupLens [Resnick 94] de filtragem de mensagens de grupos de
discussdao foi o primeiro a prover esse tipo de filtragem. O sistema computa as
similaridades do usudrio alvo com os demais usuarios. Os valores dessas
similaridades sdo utilizados para selecionar uma amostra de usuarios mais similares
que sao usados para predizer a avaliagdo de um item para o usuario alvo. A
influéncia de cada usudario selecionado na predicao dependera da sua similaridade
com o usuario alvo. Mais tarde outros sistemas foram desenvolvidos utilizando a
mesma 1déia, como os sistemas de recomendagcdo de musicas Ringo [Shardanand
95] e de filmes Bellcore Video Recommender [Hill 95]. Outros trabalhos mais
recentes também envolvem esse tipo de filtragem [Cotter 00],[Herlocker 00] e
[Billus 98]. O algoritmo baseado nos usudrios mais proximos rapidamente
apresentou grande aceitacdo devido a sua simplicidade e eficiéncia nas predigdes e
ficou conhecido como filtragem colaborativa com vizinhos mais proximos.
Atualmente esse algoritmo vem sendo utilizado em sistemas de recomendagdo com

grande quantidade de usuarios como o PTV [Cotter 00] ou o MovieLens [Good 99].
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O trabalho apresentado nesta dissertacdo ¢ voltado para esse tipo de algoritmo, que €

apresentado em detalhes na se¢do seguinte.

5.3 Filtragem Colaborativa Com Vizinhos Mais Proximos

A predicdo de um item para um usuario alvo utilizando a filtragem
colaborativa com vizinhos mais proximos pode ser decomposta em trés etapas:

1. Calcular das similaridades entre o usuario alvo e os demais usuérios do
sistema.

2. Selecionar uma vizinhanca formada pelos usudrios mais similares ao
usudrio alvo que tenham avaliado o item em questao.

3. Realizar a predicdo do item para o usudrio alvo, baseando-se na
avaliacdo dos usuarios que formam sua vizinhanga.

A filtragem colaborativa com vizinhos mais préximos utiliza o método de
KNN para realizar a predi¢ao de cada item para o usudrio alvo. Para um dado item e
usudrio alvo, tem-se um KNN onde os exemplos sdo os usuarios que avaliaram o
item em questdo, e a classificagdo de cada exemplo ¢ a avaliagdo para o item feita
pelo usuério que o exemplo representa. Para fazer a predicao de um item, o sistema
procura os k usuarios mais proximos entre aqueles que avaliaram o item em questao.

A figura 5.2 ilustra a situagdo.
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Figura 5.2 — Vizinhanca utilizada na predi¢ao dos itens A e B para o usudrio alvo (circulo preto). Para a predicio
de cada item, a vizinhanca é retirada apenas dentre os usudrios que avaliaram um item.

Os usuarios do sistema sao usados para predizer a avaliacdo do usudrio alvo
(circulo preto) para os itens 4 e B. A tabela das avaliagdes mostra a avaliagdo de
cada usudrio do sistema para os dois itens. O traco indica que o usuario nao avaliou
o item. A tabela da similaridade indica a similaridade de cada usudrio do sistema
com o usuario alvo, que na figura ¢ representada pela distdncia (mais proximo ¢
mais similar). Para a predi¢ao de cada item, sdo usados apenas aqueles usuarios que
avaliaram o item em questdo. Na figura 5.2 a predi¢ao dos itens 4 e B para o usudrio
alvo ¢ feita com diferentes grupos de usuarios do sistema. Para predizer o item 4,
sdo usados apenas os usuarios 2,4,5,7 e 8 que sdo aqueles que avaliaram esse item.
A predigao do item 4 ¢ um KNN onde esses usudrios sao os exemplos e suas
avaliacOes a classificag¢do, e deseja-se predizer a classificacdo (avaliacdo) do novo
exemplo (usuario alvo). No exemplo ¢ selecionada uma vizinhanga de trés usuario

J4

para a predigdo. Para o item B, a situacdo ¢ a mesma, apenas com exemplos
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diferentes, que no caso desse item serdo os usudrios 1,3,5,6 ¢ 7. Sua vizinhanca ¢
selecionada dentre esses usudrios.

Na filtragem colaborativa com vizinhos mais proximos o método KNN ¢
executado para cada item que se quer fazer uma predi¢do, a partir de diferentes
exemplos para cada caso. Mesmo em casos onde o mesmo usudrio ¢ usado na
predicdo de dois itens diferentes, ele pode representar exemplos diferentes em cada
caso. O usuario 5, por exemplo, participa da predi¢dao dos itens 4 e B, entretanto em
cada caso ele serd um exemplo de classifica¢do diferente porque possui avaliagdes
diferentes para os dois itens.

Cada uma das etapas desse tipo de filtragem pode ser implementada de
diferentes maneiras e estas terdo efeito na predicdo. Aspectos sobre a

implementacao de cada uma das etapas sdo discutidos na se¢ao seguinte.

5.4 Algoritmo de Filtragem Colaborativa

Para a implementagdo de um algoritmo de filtragem colaborativa com vizinhos
mais proximos ¢ necessario decidir como serd realizada cada etapa da filtragem. As
escolhas relativas a implementacdo das etapas baseiam-se em trabalhos existentes
sobre esse tipo de filtragem.

A seguir sao discutidas aspectos de implementagdo para cada um das etapas da

filtragem colaborativa com vizinhos mais proximos.

5.4.1 Similaridade entre os usuarios

A similaridade entre os usuarios ¢ usada para medir o quanto dois usuarios
concordam quanto a relevancia da informacdo filtrada. Essa similaridade ¢ usada
tanto para selecionar a vizinhanca do usudrio quanto para ponderar a influéncia
desse usudrio na predi¢ao do item. A similaridade entre dois usudrios ¢ calculada
com base nos itens que eles avaliaram em comum, ou seja, com base na intersec¢ao

entre os conjuntos de itens avaliados por cada um.
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A correlagdo de Pearson tem sido usada em varios sistemas de filtragem
[Resinick 94],[Hill 95], [Billus 98], [Herlocker 00]. A correlacdo s,, entre os
usuarios a e u ¢ calculada para os m itens avaliados por ambos, onde r,; e r,; sdo as

avaliacOes de a e u paraum item 7, € 7, € r, sdo a média das avaliagdo de a e de u:

D Y (A )
R S TR B 3 TR N Sl

Estudos comparativos mostram que a correlacdo de Pearson apresenta os

melhores resultados na filtragem colaborativa com vizinhos mais proximos
[Herlocker 00][Breese 98]. Nesse trabalho ela ¢ usada como medida de similaridade
entre 0s USUArios.

Um problema relacionado a similaridade entre os usudrios em um sistema
colaborativo estd no nimero de avaliagcdes que esses usuarios possuem em comum.
O cardinal da interseccdo entre os conjuntos de avaliagdes de dois usuarios pode
variar de zero ao numero de itens do sistema no caso onde dois usuarios avaliam
todos os itens. Quando o cardinal dessa interseccao ¢ muito pequeno, a medida de
similaridade pode julgar dois usuarios muito similares com base em pouca
informacdo. Por exemplo, se dois usudrios possuem apenas dois itens avaliados em
comum, ¢ ambos avaliaram um item com escore 4 € outro com escore 5, entao terao
uma similaridade méaxima, i.e. igual a 1. Entretanto se dois usuarios possuem 50
avaliacdes em comum, das quais 49 eles concordam na sua avaliagdo e em uma eles
discordam, Estes usuarios terdo similaridade inferior ao primeiro caso, 1.e. menor
que 1. Herlocker et al. [Herlocker 99] identifica a necessidade de considerar a
quantidade de avaliagcdes que dois usuarios t€tm em comum no calculo da
similaridade, e sugere a utilizacdo de uma penalizacao na fun¢ao de similaridade de
tal forma que quanto maior o nimero de avaliagdes em comum entre dois usuarios
menor sera a penalizacdo. Para tal, Herlocker et al. usam a seguinte forma de

penalizacdo para a similaridade entre dois usuarios com m avaliagdes em comum:
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— v . se m<50
s = (Eq.5.2)

) ,se m=>50

No algoritmo de filtragem que usamos, essa penalizagdo ¢ adotada por ter se
mostrado melhor do que quando ndo ¢ usada em testes preliminares, confirmando os
resultados dos experimentos, usando a mesma base de dados, feitos por Herlocker
[Herlocker 99], onde o numero 50 usado na penalizagdo foi encontrado

experimentalmente.

5.4.2 Selecao dos usuarios

Esta etapa envolve a escolha do conjunto de usudrios que serdo usados para a
predicdo. No sistema GroupLens [Resnick 94], considerado o primeiro sistema de
filtragem colaborativa com vizinhos, a predi¢do de um item ¢ feita utilizando todos
os usuarios que avaliaram o item em questdo. No sistema Ringo, Shardanand et al.
[Shardanand 95] advogam um limiar de similaridade para selecionar os usudrios da
vizinhanga como uma melhor solugdo. Em trabalhos mais recentes Cotter et al.
[Cotter 00] utilizam um numero fixo de usuarios na vizinhanga, sendo selecionados
aqueles de maior similaridade. Herlocker [Herlocker 00] analisa as formas de
selecdo de vizinhanga concluindo que uma vizinhanga de tamanho fixo apresenta
melhores resultados na filtragem colaborativa, e sugere uma vizinhanca de tamanho
40. Nesse trabalho decidimos utilizar uma vizinhanca fixa de tamanho 40 por

utilizarmos a mesma base de exemplos usada por Herlocker [Herlocker 99].

5.4.3 Geracao de predicoes
Uma vez calculada a similaridade do usuario alvo com os demais usuarios e

selecionada a vizinhanga com base nessa similaridade, resta combinar as avaliagdes
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para gerar a predi¢do. A maioria dos sistemas utiliza a similaridade com o usudrio
alvo para ponderar a contribuicio de cada usudrio [Konstan 97],[Billus 98].
Herlocker [Herlocker 00] faz um estudo comparativo entre algoritmos de predi¢do
ponderados ou ndo pela similaridade para concluir que a utilizagdo da similaridade
melhora a qualidade das predi¢des. A funcao de predi¢ao, que ¢ a mesma utilizada

em [Konstan 97],[Billus 98], [Herlocker 00], ¢ mostrada na equagao 5.3:

paai — ;/_‘a + Zuzl [(rl;,z - Fu )Wa,u] (Eq 53)
2 W

A predicdo p,; do item i para o usudrio a serd a média 7, de suas avaliacdes dos itens

da base mais um desvio. A direcdo e intensidade desse desvio ¢ calculada, em uma

vizinhanga N de tamanho n, pela diferenca entre a média 7, das avaliacdes de cada

usuario # € N em toda base de itens e sua avaliagdo r,; para o item i, ponderada pela
razdo entre a similaridade w,, com o usudrio alvo e a soma das similaridades do

usuario alvo em relacdo a cada usuario dessa vizinhanca.

5.4.4 Algoritmo de Prediciao
Com base nas observagdes e nas escolhas feitas sobre as etapas da filtragem,
introduzimos o algoritmo de filtragem colaborativa com vizinhos mais proximos

usado que mostramos abaixo:
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Entrada
a: usuario alvo
U: usuarios do sistema excluindo o usuario alvo
i: item alvo

Saida

Pa,i: predi¢éo do item ‘i’ para o usuario ‘a’

Predizer(a, i, U)
Para cada usuariouem U
begin
Sei e R, entdo
begin
Sim(a,u) <= Pearson(a,u)
Se |Ra n Ry| < 50 entdo Sim(a,u) <= Sim(a,u) / (50 - |[Ra N Ry|)
Lista <= (Sim(a,u) , u)
end

CoNooaRLN=

end

10. Ordenar os elementos de Lista em ordem decrescente segundo o valor de Sim(a,u)
11. ListaVizinhos <= TopoLista(40,Lista)

12. Pa; <= Predicao( ListaVizinhos, i)

Figura 5.3 — Algoritmo de filtragem colaborativa com vizinhos mais préoximos.

No algoritmo da figura 5.3 a fung¢do Pearson(a,u) retorna a correlacdo de
Pearson calculada nas avaliagdes que os usudrios possuem em comum conforme
mostrado na equagdo 5.1. R, e R, indicam os conjuntos de itens avaliados pelo
usuario u e pelo usuério alvo a respectivamente. O funcao TopolLista(n, Lista) ¢ uma
funcdo que retorna uma sublista da lista Lista formada pelos n elementos que
encabecam a lista. A fun¢do Predicao(Lista,i) utiliza os usudrios e sua similaridade
com o usuario alvo da lista Lista para gerar uma predicdo de acordo com a equagao
5.3.

No algoritmo da figura 5.3, no momento da predi¢ao para um dado usuario a e
item i, a lista dos n - 1 usuarios de U ¢€ percorrida na busca daqueles mais similares
ao usuario a que possam formar sua vizinhanga preditora para o item i. Para cada
usudrio u € U percorrido, a similaridade com o usuario alvo envolve encontrar a
interseccao entre os conjuntos R, e R, dos itens avaliados por a e u. O calculo da
intersec¢ao dependera do tamanho do conjunto de itens avaliados pelos dois usuario
e envolve uma busca linear de tamanho m = min(|R,|,|R,|). Com isso conclui-se que

a complexidade do algoritmo para percorrer a lista de usuarios e calcular a
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similaridade de todos os usudrios com o usuario alvo ¢ de O(mn). Depois de
calculada a similaridade com todos os usuarios, o sistema faz uma ordenag¢ao dos
usudrios para selecionar aqueles usuarios mais proximos de a que serdo utilizados
para predizer a avaliacdo de i. A ordenacdo com um algoritmo de QuickSort tem
complexidade de ordem O(n log n) tomando uma média de casos de ordenagdes. O
algoritmo final possui entdo uma complexidade de ordem O(mn)+O(n log n) que
resulta em um algoritmo de complexidade de ordem O(mn) se log n < m.

Para a utilizagdo do algoritmo da figura 5.3 em um sistema de recomendagao,
faz-se necessario adapta-lo para que possa gerar predi¢cdes para um conjunto de itens
em vez de apenas um. Num sistema de recomendacdo normalmente existe um
conjunto de itens para os quais sdo requisitadas predi¢des. O sistema utiliza as
predi¢des para formar uma lista de recomendacdes. Para gerar predigdes para um
conjunto de itens, a lista de usudrio ¢ percorrida calculando a similaridade dos
usuarios do sistema com o usudrio alvo. Os usuério da base sdo ordenados de acordo
com sua similaridade com o usudrio alvo. O custo para produzir essa ordem ¢ de
O(mn) como mostrado anteriormente. Essa ordem ¢ armazenada e utilizada na
predicao de todos os itens, sendo portanto necessario calcular a similaridade com os
usudrios do sistema uma Unica vez para predizer todos os itens.

Para cada item do conjunto de predigdes requisitadas a lista ordenada ¢
percorrida pela ordem de similaridade com o usuério alvo, do mais similar ao menos
similar, até encontrar o nimero necessario para formar a vizinhanga de usudrios que
avaliaram o item em questdo. Para gerar a predicdo de cada item, a lista de »
usudrios ¢ percorrida em uma busca linear de ordem O(n). Tendo-se um conjunto de
k itens para fazer a predigdo, entdo o algoritmo final terd complexidade da ordem de
O(kn) + O(mn) para predizer todos os itens. Na maior parte dos sistemas entretanto,
o numero k de predi¢cdes requisitadas por recomendagdo ¢ constante, como € o caso
do sistema descrito no capitulo 7. Quando o tamanho de & for constante o algoritmo

tera complexidade de ordem O(mn).
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5.5 Conclusao

Filtragem colaborativa ¢ uma técnica de filtragem bastante eficiente onde estdo
ausentes diversas dificuldades proprias a filtragem baseada em conteudo. Por
exemplo, ndo existe a necessidade de descrigdo do conteudo ou formas sofisticadas
de avaliar e comparar o contetido de dois itens. E possivel gerar boas predigdes e
diversificagdo apenas com a combinagdo da avaliacdo de usudarios correlacionados.

Nesse capitulo foi mostrado o estado da arte de filtragem colaborativa.
Também foi feita uma andlise do algoritmo de filtragem com vizinhos mais
proximos, que tem aplicagdo mais ampla em sistemas de filtragem colaborativa. Por
ultimo foi mostrado que o algoritmo adotado possui ordem de complexidade de
O(kn) + O(mn) para calcular a predicao de k itens em uma base de dados com n
usudrios que tém em média m avaliacdes em comum, ou em casos de sistemas de
recomendagdo como o que sera mostrado no capitulo 7 onde o tamanho de k ¢

constante terd a ordem de complexidade de O(mn).
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Capitulo 6

ActiveCP: Um método de aprendizagem ativa

para filtragem colaborativa
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Como ja explicado, sistemas que utilizam filtragem colaborativa sdo capazes
de prever a relevancia de uma informagao para um usuario, através da associagdo do
seu perfil armazenado com o de outras pessoas de uma comunidade que
compartilham preferéncias sobre um tipo de informacido e possuem afinidade de
preferéncias. O perfil de um usuario tem portanto papel fundamental na descoberta
de pessoas dentro da comunidade que possuam afinidade de gostos e necessidades
de informagao para que possam servir de base para a geracdo de predigdes. Quanto
mais informagdo sobre a preferéncia de um usudrio, melhor serd o conhecimento
sobre o seu perfil e mais precisa sera a identificagdo de usuarios semelhantes, e
conseqiientemente melhores serdo as recomendagdes para ele. Entretanto, os
sistemas atuais ndo possuem qualquer metodologia capaz de aprender de forma
rapida e eficiente o perfil do usuario. Para se obter um pequeno ganho na qualidade
das recomendagdo € necessario uma quantidade de avaliagdes cada vez maior. Neste
capitulo ¢ abordado o problema da necessidade de obtencdo rapida e eficiente do
perfil do usuério dentro de um sistema de recomendagdo. Para isso ¢ proposta uma
metodologia de aprendizagem do perfil através da selecao dos itens que um usuario
avalia. A metodologia proposta ¢ voltada para o algoritmo de filtragem colaborativa

com vizinhos mais proximos.

6.1 Selective sampling para FC com vizinhos mais proximos

Para desenvolver um algoritmo de aprendizagem ativa para FC com vizinhos
mais proximos, analisamos primeiro as metodologias usadas para selecionar

exemplos em algoritmos de KNN.

6.1.1 Selecdo de exemplos em KNN

O algoritmo KNN de aprendizagem baseado em instancias assume que todas as
instancias de um problema correspondem a um ponto num espaco multidimensional.
No momento de classificar um novo exemplo, o algoritmo utiliza uma funcao de

distancia para determinar quais exemplos cuja classificacdo ¢ conhecida sdo mais
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proximas desse exemplo, e usa a classificacdo dessa vizinhanga para predizer a
classificagao do novo exemplo. A capacidade de estimar o conceito para cada nova
instancia com KNN esta relacionada a quais exemplos do dominio do problema o
algoritmo conhece a classificagao.

O problema de selecionar os exemplos que serdo usados para estimar o
conceito de cada nova instancia em um KNN diz respeito a dois problemas
relacionados a esse algoritmo de aprendizagem. Um deles ¢ o problema de redugao
da base de exemplos. A reducdo em KNN ¢ usada para diminuir o numero de
exemplos usados para a classificacdo sem comprometer a performance do
classificador. Para isso um algoritmo de reducdo deve reter apenas os exemplos
mais relevantes para futuras classificacdes e remover aqueles exemplos que nao sao
essenciais para isso. A finalidade da redugdo ¢ diminuir o espago necessario para o
armazenamento dos exemplos e tornar a classificacdo de novos exemplos mais
rapida. Os algoritmos de reducao utilizam o conceito de pontos de borda e pontos de
centro para selecionar quais exemplos serdo retidos [Wilson 00]. Pontos de centro
sao aqueles localizados dentro de um agrupamento de pontos com a mesma
classificagdao dele. Pontos de borda sao aqueles localizados em zonas de transi¢ao
entre os agrupamentos de diferentes classificagdes. A estratégia dos algoritmos de
reducdo consiste em selecionar dentre os pontos de centro e de borda aqueles que
sdo mais importantes na classificacdo de futuros exemplos.

Outro problema relacionado ao algoritmo de KNN ¢ o de selecionar exemplos
para aprendizagem ativa. No trabalho de Hasenjager e Ritter [Hasenjager 98], ¢
sugerida a selecao dos exemplos que estivessem no vértice do diagrama de Voronoi
[Aurenhammer 91] construido com base nos exemplos classificados e na distancia
entre os mesmos. O diagrama de Voronoi para um conjunto de n pontos X =
{x1,....x,} em um espago D ¢ a particdo de D em n regides {V(x,),...,V(x,)} tal que
Vix) ={x € D:Vx; € X d(xx) <d(xx)} Os vértices de um diagrama de Voronoi
sd0 0s pontos cujos vizinhos mais proximos estdo a uma mesma distancia formando

um circulo com o vértice no centro e os vizinhos na circunferéncia. A figura 6.1
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ilustra o diagrama de Voronoi para um conjunto de pontos € um vértice no centro da

circunferéncia com seus vizinhos mais proximos.

Figura 6.1 — Diagrama de Voronoi para um conjunto de pontos. Um vértice do diagrama como o centro do circulo
formado por seus vizinhos mais préximos.

Hasenjager e Ritter [Hasenjager 98] investigaram trés estratégias: selecionar os
vértices aleatoriamente, selecionar os vértices mais distantes dos exemplos e
selecionar os vértices mais distantes que tenham os vizinhos com classificacao
diferente. A ultima estratégia mostrou-se a mais eficiente por ser capaz de explorar
bem o espago de busca e selecionar os exemplos de fronteira. O trabalho de
Hasenjager e Ritter € mais proximos do paradigma de membership queries [ Angluin
88] pois os vértices de um diagrama sdo exemplos calculados pelo algoritmo e nao
selecionados de um conjunto de exemplos predefinidos. Entretanto, a estratégia
pode ser adaptada para selective sampling selecionando os exemplos mais distantes
dos seus vizinhos mais proximos cujos vizinhos tenham classificacdes diferentes
[Lindenbaum 99].

O principio explorado por essas metodologias de selecdo estd na relacdo de
similaridade que um exemplo possui com os demais exemplos do sistema e na
classificagdao de sua vizinhanca. Nos algoritmos de redu¢do, as no¢des de pontos de
borda e pontos de centro usadas para determinar se um exemplo deve ser retido ou
nao sao definidas pela similaridade desse exemplo com os demais exemplos ¢ na
classificacdo da sua vizinhanga. Na aprendizagem ativa, a distdncia entre os

exemplos ¢ usada para determinar os vértices no diagrama de Voronoi e a
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classificacdo dos exemplos vizinhos a um vértice usada para determinar a sele¢do

desse exemplo.

6.1.2 Selecdo de exemplos em FC com vizinhos mais proximos

Em um sistema de filtragem com vizinhos mais proximos, dado um usudrio
para o qual deseja-se melhorar a qualidade das predi¢des, existem duas abordagens
possiveis:

1. Adicionar novos usudrios ao sistema que possam formar a vizinhanga
desse usuario.

2. Adicionar novas avaliagdes desse usuario, possibilitando que o sistema
possa determinar com mais precisdo quais usuarios dentro do sistema
sd0 mais similares a ele.

A primeira alternativa tende a aumentar o nimero de usuarios no sistema. Isso
permite que, para cada item que se queira gerar uma predicdo, possivelmente haja
uma quantidade maior de usuarios que também avaliaram o item e que podem
formar a vizinhanga do usudrio alvo para a predicdo desse item. Intuitivamente
quanto maior o nimero de usudrios em um sistema de filtragem colaborativa,
melhor serd a qualidade das recomendagdes. Em algoritmos de KNN o aumento do
nimero de exemplos conhecidos tem efeito semelhante. Quanto mais exemplos
classificados o algoritmo de KNN conhece, maior a chance de que hajam exemplos
no sistema similares a um novo exemplo para classifica-lo corretamente. O selective
sampling em algoritmos de KNN ¢ usado para selecionar os exemplos que sdo
usados na classificagdo de forma a melhorar o desempenho do classificador. Esses
mesmos métodos poderiam ser usados em filtragem colaborativa para selecionar
novos exemplos.

Para um sistema de filtragem essa abordagem entretanto nao ¢ apropriada. A
selecdo de novos exemplos na filtragem colaborativa significa a selecao de novos
usuarios, que sdo os exemplos de avaliagdo de um item. Isso significa que para

aprender sobre um item dever-se-ia selecionar os usuarios e questiona-lhes sobre a
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avaliacdo deste. Isso seria uma inversdao de papéis, pois o objetivo do selective
sampling na filtragem de informagao € selecionar os itens que o usudrio avalia para
melhorar a recomendacao fornecida a ele, e ndo selecionar os usudrios que avaliam
um item.

O segundo caso ¢ mais apropriado ao que se propde em um selective sampling
para um sistema com FC. Dentre os itens existentes o sistema deve ser capaz de
selecionar aqueles cuja avaliacdo ajudaria mais a capturar o perfil de um usuério em
particular. Os algoritmos de selecdo, como foi mostrado na se¢ao 6.1.1, tem como
requisito o conhecimento da distancia entre os exemplos. Na selecao de itens em um
algoritmo de FC a distancia conhecida ¢ entre os usuarios do sistema, enquanto as
avaliagdes aos itens sdao os atributos pelo qual ¢ calculada a similaridade entre dois
usuario. Para selecionar os itens devemos entdo criar um método de selecao que ndo
dependa da distancia entre esses itens.

Nesse trabalho desenvolvemos um método original de sele¢ao dos itens que,
quando avaliados pelo usudrio, ajudam a aprender de forma mais eficiente sobre o

seu perfil.

6.1.3 Ciritérios de selecao de itens em FC com vizinhos mais proximos

No algoritmo de FC com vizinhos mais proximos, quando o usudrio a avalia
um item qualquer, ele esta em Ultima instancia modificando a forma com que ele
esta relacionado com os demais usuérios do sistema que também avaliaram aquele
item. Isso se da porque a similaridade entre dois usuarios ¢ computada nos itens que
eles avaliaram em comum. Aqueles usuarios que avaliaram o item de forma igual,
ou seja, com um escore igual ou proximo ao atribuido por a, estardo agora mais
similares a ele, enquanto aqueles que avaliaram de forma diferente, ou seja, com um
escore diferente do escore de a, estardo menos similares a ele.

Se considerarmos que cada usuario possui uma vizinhang¢a Otima, i1.e., 0O
conjunto de usudrios que sdo os melhores indicadores de suas futuras avaliacdes,

seria necessario conhecer a avaliagdo de todos os itens por todos os usudrio para
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determinar essa vizinhanca. Entretanto, como o usudrio avalia apenas uma parcela
dos itens do sistema, sua vizinhang¢a deve ser determinada usando essas avaliagoes.
Intuitivamente, em FC com vizinhos mais proximos, quanto maior o niamero de
avaliacoes de wum wusuario melhor serd determinada sua vizinhanga, e
conseqiientemente melhor serd a qualidade das predi¢des. Neste trabalho sugerimos
que ndo s6 a quantidade de avaliagdes de um usudrio alvo ¢ importante para
determinar seus vizinhos, mas também quais itens ele avalia. Definimos entdo o
conceito de ganho de informagdo da avaliacao de um item.

O ganho de informagao da avaliacdo de um item para um usuario ¢ definido
como o quanto a avaliacdo desse item ajuda a determinar quais usudrios do sistema
sd0 mais similares a esse usudrio. Neste trabalho sugerimos duas medidas para
selecionar itens cuja avaliagdo terad maior ganho de informagdo, ou seja, ajudaré a
determinar quais usuarios sdo mais similares a um usuario e quais nao siao. Sao elas

a controvérsia e a popularidade.

6.2 Controvérsia

O ganho de informagdo ¢ usado em algoritmos de aprendizagem de maquina
como na inducdo de arvores ID3 [Mitchel 97] para determinar qual atributo sera
usado na classificagdo em cada nivel da arvore. Na indugdo de arvores, o ganho de
informac¢do mede o quanto um atributo ajuda a separar os exemplos de classificagao
através da selecdo desse atributo. Para calcular o ganho de informagdo da
classificagdo de um atributo ¢ usada a entropia, que caracteriza a distribuicao das
classes em uma colecao de exemplos. Se a colegdo de exemplos possui elementos
com classificagdo variada, entdo diz-se com entropia maior do que se a classificacao
dos exemplos fosse concentrada em uma classe. A idéia do algoritmo de indugado de
arvores ID3 ¢ selecionar os atributos que fornecem maior ganho de informacgao, ou
seja, aqueles que diminuem a entropia devido a particdo dos exemplos de acordo

com os valores dos atributos.
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Em algoritmos de aprendizagem ativa, a incerteza ¢ utilizada na selecao de
novos exemplos mais informativos [Lindenbaum 99]. Um exemplo ¢ selecionado
quando o grau de incerteza do classificador sobre sua classificacdo ¢ alto. Essa
estratégia permite que o erro de um classificador diminua na medida que sao
observados exemplos em regides do dominio de exemplos onde o classificador ndo ¢
preciso.

Em algoritmos de reducao dos exemplos de um KNN, os pontos de borda se
configuram como exemplos do dominio de exemplos localizados entre
agrupamentos de classificacdes diferentes e a retengdo desses pontos ajuda a
determinar a fronteira entre dois agrupamentos [Wilson 00].

Em um sistema de filtragem, as avaliacdes realizadas sobre um item em um
sistema se configuram como uma distribuicao da opinido da populagdo que utiliza o
sistema sobre esse item. A forma com que as avaliagdes estdo distribuidas vai
determinar o quanto esse item ¢ controvertido dentro da comunidade. Um item sobre
o qual os usudrios claramente nao possuem unanimidade quanto a sua qualidade e
que conseqiientemente recebe avaliacdes bastante diferenciadas € considerado
controvertido dentro da comunidade. Neste trabalho a controvérsia ¢ sugerida como
caracteristica analoga a incerteza usada em aprendizagem ativa, ou aos pontos de
borda em algoritmos de reducao de exemplos em KNN. Isso porque os itens
controvertidos sdao aqueles cuja avaliacdo dos usudrios ndo apresenta uma tendéncia
clara, separando os usudrios em grupos com diferentes opinides sobre sua
relevancia. A controvérsia dos usudrios na avaliacdo de um item ¢ sugerida como
critério para selecao de um item.

Em algoritmos de inducdo de arvores de decisdo como o ID3, os atributos
selecionados para a classificacio sdao aqueles que maximizam o ganho de
informagdo, ou seja, diminuem a incerteza sobre a classificacdo dos exemplos. Em
um algoritmo de FC com vizinhos mais proximos um item controvertido, quando
avaliado, fornece um ganho de informagao sobre o perfil de um usudrio, diminuindo

a incerteza sobre a sua similaridade com os usuarios da base.
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A figura 6.2 mostra uma situacdo hipotética onde ¢ mostrado o efeito de se

avaliar um item controvertido:

o® o © o ©
O @ O ON NO)
O

OOO o o

i=? i=5

Figura 6.2— A relacio do usudrio alvo (preto) com os demais usudrio antes e depois da avaliacio do item i pelo
usudrio alvo. Os usudrios brancos avaliaram o item i com escore S enquanto os usudrios de cor cinza avaliaram o
item i com o escore 1.

Na figura 6.2, a relacdo do usudrio alvo (circulo preto) com os demais usuarios
¢ modificada pela avaliacdo do item i. Nesse exemplo quanto mais distante do
usuario alvo, menor a similaridade em relacdo ao mesmo ¢ vice-versa. Antes da
avaliacao desse item os usuarios do sistema apresentavam a mesma similaridade em
relagdo ao usuario alvo. Apos a avaliacdo do item i pelo usuario alvo com o escore
5, os usuarios que avaliaram o item i também com o escore 5 (circulos brancos) se
tornaram mais similares ao usuario alvo, enquanto os usuarios que o avaliaram com
o escore 1 (circulos cinzas) se tornaram mais dissimilares em relacdo ao usuario
alvo. A avaliacao do item i portanto contribui para diminuir a incerteza sobre quais
usudrios possuem perfil similar ao usuario alvo. O fato de o item i ser controvertido,
ou seja, dos usudrios se dividirem quanto a sua avaliacao (uma parte avaliou com 5 e
outra com 1), permitiu que a avaliacdo desse item pelo usuario alvo ajudasse a
ganhar informacao sobre quais usuarios sdo mais similares ao usudrio alvo. A figura
6.3 mostra a situa¢do de um item em que todos os usudrio avaliaram com a mesma

nota ¢ avaliado pelo usuario alvo:
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Figura 6.3 - A relacio do usudrio alvo (preto) com os demais usuario antes e depois da avaliacio do item j pelo
usuario alvo. Todos os usuarios de cor cinza avaliaram o item j com o escore 1, o que indica o consenso na
avaliacdo desse item.

No exemplo da figura 6.3, quando o usudrio avalia o item j com o escore 1, a
determinacdo de quais usuarios sdo mais similares a ele continua a mesma de antes
dele realizar essa avaliacdo, ou seja, o ganho de informagdo ¢ nulo. Isso acontece
porque a opinido dos usuarios do sistema sobre o item j estdo concentradas, os
usudrio tém o consenso em torno de uma avaliagdo com escore 1 para esse item.
Nesse caso, mesmo que o usuario alvo avaliasse os itens com um escore diferente,
como por exemplo, com o escore 5, a similaridade entre ele e os usudrios da base
iria diminuir, mas a informagao sobre quais usuarios sao mais similares a ele e quais
ndo sao permaneceria a mesma.

A utilizagdo da controvérsia como critério de selecdo dos itens que um usuario

avalia levanta algumas questdes praticas que discutiremos a seguir.

6.2.1 O que é controvérsia ?

A primeira questdo sobre a controvérsia como critério de selegdo ¢ quando um
item ¢ considerado controvertido. Para cada item existe uma distribuicdo das
avaliagdes dos usudrios sobre sua relevancia. A figura 6.4 mostra quatro possiveis

distribuicdes de avaliacdes em um intervalo de 1 a 5:
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Figura 6.4 - Exemplos de distribuicdes das avaliacdes para itens com escores entre 1 a 5. Valores maiores indicam
maior relevincia ou preferéncia dos usuario para um item.

As distribui¢des mostradas em (a) e (b) apresentam claramente uma tendéncia
dos usuarios quanto a avaliagdo de um item como relevantes ou nao relevantes. Itens
com essa distribuicdo claramente ndo podem ser considerados controvertidos entre
os usudrios. Ja nas distribuigdes de avaliagdes mostradas em (c) e (d) ndo ha uma
indicacdo clara de qual a preferéncia da maioria. Na situacao (c), a maior parte dos
usuarios avalia o item com o escore minimo (1) ou com o escore maximo (5), o que
claramente indica que este item ¢ controvertido. Na situagdo (d) as avaliagdes dos
usuarios se distribuem igualmente em todo intervalo de avaliagdo. Nesse caso
também pode-se dizer que ndo hd uma concordancia entre os usudrios sobre a
relevancia desse item, ou seja, o item € controvertido. A questdo que surge entdo ¢
em qual das duas situagdes pode-se dizer que o item ¢ mais controvertido, ou seja,
se temos dois itens, um com a distribui¢do das avaliagdes igual a (c) e outro igual a
(d), qual deles devemos selecionar ? Uma ultima situagdo seria a que ¢ mostrada em
(e). Nesse caso os usudrio tendem a avaliar um item com uma avaliagdo
intermedidria. Esse comportamento dos usuérios indica uma incerteza sobre a
relevancia de um item, o que pode levar a interpreta-lo como controvertido.

A questdo do que ¢ a controvérsia conduz naturalmente ao problema de como

medir a controvérsia, que serd visto na proxima sec¢ao.
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6.2.2 Como medir a controvérsia ?

A partir do que se considera controvertido deve-se escolher uma métrica que
traduza essa observacdo. Existem diversas medidas de dispersdo que podem ser
utilizadas para medir como as avaliagdes dos usuarios se distribuem. O conceito do
que ¢ considerado controvertido ou ndo dependera da métrica usada.

Neste trabalho utilizamos a variancia como métrica para calcular a
controvérsia das avaliagcdes de um item. A controvérsia ¢; do item i € calculada da

seguinte forma:

c=" L (Eq6.1)

Para um conjunto de » usudrios, r,; ¢ a avalia¢do do item i pelo usudrio u, e 7,

¢ a média das avaliagdes feitas para o item i. A varidncia como medida de
controvérsia mede o quando esta dispersa a distribuicao das avaliagdes em dado
conjunto de avaliagdes de usuarios.

A figura 6.5 mostra a variancia das distribui¢des da figura 6.4:

Distribuicao Variancia Distribuicao Variancia
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Figura 6.5 — Variancia para as distribuicées mostradas na figura 6.4
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As distribuicdes (a), (b) e (e) possuem uma variancia pequena indicando que os
itens com essa distribuicao de avaliagoes nao sao controvertidos. As distribui¢des
(c) e (d) possuem maior variancia e sdo consideradas controvertidas. A distribui¢ao
(c) tem variancia maior do que a de (d), o que indica que a escolha da variancia
como métrica da controvérsia fard com que os itens cujas distribuicdes de notas
segundo os usudrios exprimam mais acentuadamente grupos de opinides contrarias
sejam considerados mais controvertidos.

Uma possivel modifica¢do na varidncia como medida da controvérsia € utilizar
a similaridade com os usuarios no seu calculo. A equacdo 6.2 apresenta uma outra
métrica derivada da variancia cujos termos sdo ponderados pela similaridade dos

usuarios com o usuario alvo:

Cpy =" (Eq. 6.2)

n
nD Wa
u=l1

A controvérsia de um item i para o usuario alvo a serd ponderada pela
similaridade w,, de @ com o usuario u. Essa modifica¢do da variancia faz com que
0s usuarios mais similares ao usuério alvo tenham maior peso quando calculada a
controvérsia de um item.

Existem outras medidas de dispersdao que podem ser usadas para medir a
controvérsia de um item. Neste trabalho escolhemos usar a variancia da equacao 6.1
como medida da controvérsia por traduzir o que intuitivamente consideramos
controvertido na distribui¢do das avaliagdes de um item. A utiliza¢do da equagdo 6.2
requere o conhecimento prévio do perfil do usudrio para calcular os pesos w, ,, 0 que
impossibilita de utiliza-la quando o usuario ndo avaliou item algum. A utilizacdo

dessa equagdo € citada como trabalho futuro.
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6.2.3 Controvérsia Global versus Controvérsia Local

A distribuicdo das avaliagdes feitas por um conjunto de usudrios a um item
determina a sua controvérsia. Para construir essa distribuicdo entretanto, ¢
necessario verificar qual ¢ o conjunto de usudrios cuja avaliagdes serao
consideradas.

A primeira idéia quando se fala em medir a controvérsia de um item no sistema
¢ utilizar a avaliagdo de todos os usuarios do sistema que avaliaram o item, ou seja,
a controvérsia global. Dessa forma um item sera considerado controvertido quando a
distribuicdo das avaliagdes de todos os usudrios for dispersa.

Uma alternativa a controvérsia global ¢ a controvérsia local. A controvérsia
local refere-se a distribuigdo das avaliagcdes a um item apenas entre 0s usudrios mais
similares ao usuario alvo. Nesse caso a distribuicdo de um item implicard que ele
seja controvertido ou ndo para um usuario dependendo de quais usudrios sao mais
similares a ele. O tamanho da vizinhanca de um usuério usada para medir a
controvérsia deve ser menor do que o nimero de usuarios do sistema, pois caso
contrario a controvérsia seria global. Para calcular a controvérsia local sugerimos
usar uma vizinhanga igual ou um pouco maior do que a vizinhanga usada nas
predicdes .

A justificativa intuitiva para usar a controvérsia local ¢ que um item pode ser
consensual na comunidade mas controvertido entre os vizinhos de um usuario, ou o
contrario também pode ocorrer. Como as predigdes de um item sdo feitas baseada
nos usudrios mais similares, o ganho de informag¢do sobre a similaridade dos
vizinhos de um usudrio sera mais relevante, o que leva a crer que a distribuicao das
avaliacOes entre os usudrios mais similares terd mais importancia na selecao dos

itens que um usudrio avalia.

" Neste trabalho usamos uma vizinhanga preditora de tamanho 40 como mostrado no capitulo 4. A
utilizagdo de uma vizinhanga desse tamanho ¢ porque a idéia da controvérsia local é calcular a controvérsia
com 0s mesmos usuarios que serdo usados nas predi¢des.
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6.2.4 Cobertura versus Intensidade da Controvérsia

Em um sistema de filtragem, o numero de avaliagdes para os diferentes itens
pode variar bastante. Um item pode ser avaliado por apenas dois usuérios que tem
opinides radicalmente opostas sobre sua relevancia. Nesse caso esse item seria
considerado muito controvertido, o que nao corresponde a nocdo de controvérsia
proposta. O que as medidas de controvérsia como a variancia medem € apenas a
intensidade da controvérsia. Outro aspecto que deve ser considerado na controvérsia
¢ a sua cobertura, ou seja, quantos usuarios participam de seu calculo.

Para considerar as nog¢oes de intensidade e cobertura no calculo da controvérsia
propomos fixar o nimero de usudrios usados para seu calculo. Fixando o nimero de
usudrios utilizados garantimos que a cobertura no célculo da controvérsia de todos
os item serd igual, tornando a medida da controvérsia focada na sua intensidade.
Para selecionar uma quantidade fixa de k& de usuarios que avaliaram um item para
calcular sua controvérsia propomos utilizar estratégias diferentes quando a
controvérsia € local ou global. Na controvérsia local o nimero de usuarios
requeridos € retirado da sua vizinhanga, ou seja, para usar k usuarios para calcular a
controvérsia de um item i sdo selecionados os & usudrios mais similares ao usuario
alvo que avaliaram o item i. No caso da controvérsia global, os usuarios usados para
calcular a controvérsia de um item sdo uma amostragem dos usuarios do sistema que
avaliaram esse item, ou seja, para usar k usuarios para calcular a controvérsia de um
item i sdo selecionados aleatoriamente k& usudrios dentre aqueles que avaliaram o
item i.

As respostas para questdes sobre a controvérsia apresentadas aqui bem como
sobre a eficacia da mesma como critério de selecdo devem ser obtidas
experimentalmente. Antes disso analisaremos um segundo critério de selecdo dos

itens que um usuario avalia, a popularidade.
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6.3 Popularidade

Na FC com vizinhos mais préximos, a similaridade entre dois usuarios ¢é
calculada nos itens que eles avaliaram em comum. A credibilidade que se tem na
similaridade calculada entre dois usudrios deve ser proporcional ao cardinal da
intersec¢ao dos conjuntos de avaliagdes dos dois, como mostrado no capitulo 5.
Quando um par de usudrios tem um numero grande de avaliagdes em comum, 0
sistema deve ter mais credibilidade nessa similaridade do que quando possuem um
numero pequeno de avaliacdes em comum. Neste trabalho a credibilidade da
similaridade ¢ tratada no célculo da similaridade entre dois usudrios através da
penalizagdo feita quando dois usuarios tém poucas avaliagdes em comum. Essa
penalizagdo mostrou-se mais efetiva em um algoritmo de FC com vizinhos mais
proximos do que o mesmo algoritmo sem a penalizacao [Herlocker 00].

Tendo em vista a importdncia que o numero de avaliacdes em comum
apresentadas por dois usudrios tem na célculo da similaridade entre eles, a
popularidade de um item que um usuario avalia passa a ser relevante para
determinar a vizinhanca desse usuario.

O nuimero de avaliagdes realizadas pelos usuarios sobre um item € o que define
a sua popularidade' no sistema. Nesse trabalho sugerimos que a popularidade de um
item € um critério relevante na selecdo dos itens que um usudrio avalia. A id¢ia em
selecionar os itens populares ¢ que, quando um usudrio avalia um item que outro
usuario avaliou, h4 um ganho de informagdo sobre a similaridade desses dois
usudrios. Portanto, quanto maior o nimero de usudrios que avaliou um item, maior
serd o ganho de informagdo sobre a similaridade do usuario alvo com relacdo aos
usudrios da base. A avaliagdo de um item que poucos usuarios avaliaram fornece
informacgao sobre similaridade do usuério alvo com poucos usuarios da base, sendo

assim menor o ganho de informacao.

" A popularidade de um item aqui refere-se a quantidade de usuarios que avaliou um item. A
popularidade de um item ndo esta relacionada ao conceito dos usuarios da comunidade sobre a qualidade de
um item como poderia se imaginar, mas apenas ao niimero de usuarios que avaliaram um item.
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O critério da popularidade ¢ mais simples que a controvérsia. Das questdes
levantada sobre a utilizacdo da controvérsia na selecdo dos itens, apenas a questao
de local e global se aplica ao critério da popularidade.

A popularidade de um item depende de quais usudrios do sistema sdo
considerados relevantes para determinar essa popularidade. Uma possibilidade ¢
considerar a popularidade de um item em todos os usuarios do sistema, ou seja, para
ser considerado popular um item deve ser avaliado com freqiiéncia pelos usuarios do
sistema.

Uma alternativa a popularidade global ¢ popularidade local. A popularidade
local refere-se apenas aos usudrios mais similares a um usuario alvo, ou seja, para
um item ser considerado popular ele devera ser avaliado com freqliéncia pelos
usudrios mais similares a ele. Um item pode ser popular na comunidade mas nao
entre os vizinhos de um usudrio, ou o contrario também pode ocorrer. Como as
predicoes de um item sdo feitas baseada nos usudrios mais similares, o ganho de
informagdo sobre a similaridade dos vizinhos de um usuario serd mais relevante, o
que leva a crer que a popularidade entre os usuarios mais similares terd mais

importancia na selecdo das avaliagcdes de um usuario.

6.4 Analise Empirica

Ap6s a reflexdo feita sobre a selegdo dos itens em um algoritmo de selective
sampling para FC com vizinhos mais proéximos, nos propomos a avaliar os critérios
de controvérsia e popularidade propostos. Nessa secdo sdao descritos dados,
metodologia e testes realizados.

A forma mais apropriada de testar uma metodologia de sele¢do seria com a
iteracao de usudrios reais que avaliariam os itens indicados pelo sistema. A principal
vantagem desse teste ¢ que simularia uma situagdo real onde existem fatores como a
incapacidade do usuario de avaliar itens que ele desconhece. Entretanto, isso
exigiria um trabalho exaustivo de repeti¢cdes de testes de selecdes por parte dos

usudrios, além de ter limitagdes quanto ao numero de usudrios testados e a
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quantidade de itens que um usuario avalia. Uma alternativa seria obter as avaliacdes
dos usuarios para todos os itens do sistema possibilitando executar repetidos testes
de selecao sem a participacao do usuario. O problema dessa metodologia estd em
obter avaliacdes para todos os itens, pois 0 nimero de itens em um sistema pode ser
muito grande. Para o escopo desse trabalho tomamos uma base publica de um
sistema de recomendagdo para executar os testes de selecdo e criamos uma

metodologia de teste baseada nesses dados.

6.4.1 Base de Dados

A base de dados utilizada [McJones 97] ¢ formada por avaliagdo de usudrios
reais sobre filmes. A base ¢ formada por 72.916 usuarios e 1.628 filmes. Cada
usuario avaliou no minimo 20 filmes, em uma escala de 1 a 5, onde os valores
correspondem as avaliagdes péssimo (1), ruim (2), regular (3), bom (4) e 6timo (5).
Para os testes realizados neste trabalho utilizamos uma parte dos usudrios da base
formada por 10.000 usuarios selecionados aleatoriamente. O numero menor de
usudrios foi usado por representar uma diminui¢do no tempo dos experimentos € no
espaco ocupada pela base usada sem maiores prejuizos aos resultados, uma vez que

os recursos disponiveis para os experimentos eram limitados.

6.4.2 Meétricas

As métricas usadas foram ROC e Breese apresentadas no capitulo 3. Para a
Breese foi utilizado um half-life de 5. O valor de d ¢ igual a 3, escolhido por ser o
valor médio no intervalo de avaliacdo sendo assim aquele que mais aproxima a
neutralidade de preferéncia do usuario. Na métrica ROC foram consideradas as
avaliacOes com valores 1, 2 e 3 como insatisfatorias e avaliagdes com valores de 4 ¢

5 como satisfatorias.
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6.4.3 Organizaciao dos experimentos

Para testar a eficiéncia da sele¢do das avaliagcdes partimos de uma visdo
simplificada do problema aprendizagem ativa em um sistema de recomendagao. Na
nossa metodologia o algoritmo deve selecionar os itens apenas entre aqueles em que
ja sdo conhecidas as avaliacdes do usuario testado. Dessa forma o problema do
usuario nao conhecer um item selecionado ¢ eliminado.

Dentre os usuarios da base de dados usada, foram selecionados aleatoriamente
1000 usuarios que tinham efetuado avaliagcdes em pelo menos 100 itens. Para cada
um desses usudrios, foram selecionadas aleatoriamente 100 dos itens avaliados pelo
usudrio em questdo. Para medir o desempenho de uma metodologia de selecdo dos
itens que o usuario avalia, a mesma ¢ empregada no estudo de cada um dos 1000
usuarios selecionados.

Os itens dos usudrios sdo divididos em 5 conjuntos de 20 itens cada. Os cinco
conjuntos sao usados para executar uma validacao cruzada com 5 iteracoes. Em cada
uma das execugdes, um dos cinco conjuntos de avaliagdes do usudrio ¢ designado
como conjunto de teste, conjunto de avaliagdes independente usado para medir o
desempenho do algoritmo de selecdo através de uma das métricas escolhidas
(Breese ou ROC). Os outros quatro formam o conjunto de selecdo. Em cada
execucao dispde-se de um total de 80 avaliagdes no conjunto de sele¢ao.O método
de selecao testado deve entdo, para cada execugdo, selecionar uma parte dos itens do
conjunto de selegdo que considera mais relevantes para determinar o perfil do
usuario. As avaliacdes dos itens selecionados sdo utilizadas para predizer as
avaliagdes do conjunto de teste utilizando o algoritmo de FC com vizinhos mais
proximos descrito no capitulo 5. O algoritmo mostrado na figura 6.6 mostra a

execucao do teste para cada usudrio selecionado.
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Entrada
U[1..5]: conjuntos originais de itens avaliados pelo usuario
n: numero de itens a selecionar

Saida
a: precisao das predigdes

TesteSelecaoUsuario(U[1..5] , n)

1 Parai=1to5

2 begin

3 TestSet T<- U[i] //lum conjunto de U
4. SelectionSet S <- os outros 4 conjuntos de U
5. EvaluationSet E <-@.

6 Enquanto |E| <n

7 begin

8 E <- Selecionarltem(S,E)

9. end

10. P <- Predizer(T,E)

11. a[i]<- CalcularPrecisao(P,T)

12. end

13. Retornar a precisdo média de a[i],i =1..5

Figura 6.6 — Algoritmo do teste de selecio dos itens que um usuario avalia

O método TesetSelecaoUsuario( ) recebe como parametros um vetor U[1..5]
com o0s cinco conjuntos de itens que o usudrio avaliou e o numero n de itens que
serdo selecionados a cada iteracdo da validacdo cruzada. O método executa 5
iteragOes da validacao cruzada. Para cada iteragdo um dos conjuntos de U[/1..5] ¢
selecionado como conjunto de teste 7 e os 4 restantes juntos formam o conjunto de
selecao S. O método de selecao Selecionarltem( ) seleciona um item de S que ndo
estd em £, e insere no conjunto £ que inicialmente esta vazio. A selecdo de itens se
repete até atingir o namero # de itens inseridos em E. A avaliacdo dos itens inserido
no conjunto £ sdo entdo usadas pelo algoritmo de FC com vizinhos mais préximos
para gerar predigdes P das as avaliacOes dos itens do conjunto 7. A precisdo das
predicdes dos itens do conjunto 7' ¢ calculada para cada uma das 5 iteracdes da
validacdo cruzada. O algoritmo enfim retorna a precisdo média calculada nas 5
iteracoes.

A figura 6.7 ilustra o modelo geral usado para os experimentos:
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Base de usudrios Validacio cruzada
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Figura 6.7 — Metodologia de teste dos algoritmos de sele¢cio

Sao selecionados inicialmente os 1000 usuérios da base de usuarios. Os 100
itens avaliados pelos usuarios sdo divididos em 5 conjuntos. Para cada usudrio o
algoritmo da figura 6.6 ¢ executado realizando a validagdo cruzada com os 5
conjuntos do usudrio e retornando a precisio média das predi¢cdes usando as
avaliagdes dos itens selecionados. O desempenho final de uma metodologia serd a

média do valor retornado pelo algoritmo 6.6 para os 1000 usudrios testados.

6.4.4 Teste de hipotese

A eficiéncia de uma metodologia de sele¢do de itens € calculada pelo
desempenho do algoritmo de predicdo utilizando as avaliacdes dos itens
selecionadas no conjunto de selecdo para prever as avaliacoes do usudrio. Os valores
médios de cada uma das métricas ROC e Breese para cada um dos 1000 usudrios
pode ser vista como uma realizacdo de uma variavel aleatéria de distribuicdo
aproximadamente normal. Dispde-se entdo de uma amostra de tamanho 1000 dessa
variavel aleatéria. O desempenho global para uma dada metodologia de selegao ¢
expresso como a média dos valores médios de cada uma das métricas ROC e Breese
calculados para cada um dos 1000 usuarios e ¢ também uma varidvel aleatéria de
distribui¢do normal segundo o teorema central do limite em estatistica. Para
verificar se existe evidéncia estatistica em relacdo a hipdtese de superioridade de

uma metodologia em relag@o a outra utilizamos um teste de hipotese.
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Uma hipoétese estatistica ¢ uma afirmacgao a respeito de um parametro de uma
distribuicdo (populagao). Um teste de hipotese € um procedimento para, a partir de
uma amostra aleatoria e do calculo de um teste estatistico apropriado, decidir se uma
hipotese estatistica deve ou ndo ser rejeitada. No nosso caso, como o desempenho de
uma metodologia de selecdao de avaliagdes ¢ expressa como a média do desempenho
dessa metodologia aplicada a cada usudrio (valor médio das métricas ROC ou
Breese), sendo uma variavel aleatéria de distribuicdo normal, o teste estatistico
apropriado ¢ um teste unilateral de diferenga de médias. A hipotese nula ¢ a
igualdade das médias (metodologias de sele¢do de avaliagdes de mesmo
desempenho) e a hipodtese alternativa ¢ a superioridade de uma das médias
(superioridade de uma das metodologias em relagdo a outra). A variavel do teste
normalmente seria a ¢ de Student, mas como o tamanho da amostra ¢ muito grande
(1000 usuarios), pode-se usar diretamente a normal padrao.

Para mostrar o resultado do teste de hipotese foi utilizado o P-value. O P-value
¢ a probabilidade de que o teste estatistico vai tomar um valor que seja tdo extremo
quanto o valor observado quando a hipotese ¢ nula. O P-value é o menor nivel de
significancia o que levaria a rejeitar a hipotese nula, ou seja, o valor p tal que a
hipotese nula seja rejeitada se o > p [Montgomery 97].

Os resultados de um teste de hipotese sobre a performance de duas
metodologias de selecao fornecerdo, para cada métrica utilizada, o seu valor médio
x, o desvio padrao s encontrado no experimentos para os 1000 usuéarios testados, e o
P-value p para um teste com a hipdtese nula de igualdade entre as médias. Neste
trabalho, a hipotese nula sera rejeitada quando o valor de p for menor ou igual a 0,1,

ou seja, a um nivel de significancia de 10%.

6.4.5 Performance
Nessa secao sdo mostrados os resultados dos experimentos com os algoritmos

de selegao dos itens avaliados pelo usuario.
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Selecao Aleatdria

A selegdo aleatoria das avaliagdes € usada como referéncia na comparagao das
metodologias de selecdo. O objetivo de um método de selegdo ¢ predizer as
avaliagdes desconhecidas com o algoritmo de FC com vizinhos mais préximos
utilizando as avaliagdes dos itens escolhidas por ele, de forma mais eficiente do que
se esses itens tivessem sido selecionadas aleatoriamente.

Neste trabalho a sele¢do aleatdria foi selecionada como referéncia por ser a
forma mais proxima do modelo de avaliagdo que os sistemas de recomendagdo
utilizam atualmente, ou seja, os usuarios selecionam quais itens serdo avaliados de
forma ndo deterministica. De fato, a selecdo aleatéria aproxima o modelo de
avaliagdo em um sistema de filtragem passivo mostrado na figura 4.1. Nesse
modelo, os itens avaliados pelo usuério sdo determinados por diversos fatores sobre
0s quais o sistema ndo tem controle. O usuario avalia itens que surgem no sistema
ao longo de sua utilizagdo. A forma com que o usudrio ird navegar pelo sistema,
quais itens serdo mostrados para ele e quais serdo avaliados ndo podem ser

determinados.

Selecao baseada na controvérsia

Para os experimentos mostrados foi utilizada como métrica da controvérsia a
variancia das avaliagdes para um item. Por ser uma abordagem mais simples, foi
assumida uma controvérsia global, ou seja, calculada entre os usuarios do sistema
sem observar sua similaridade com o usudrio alvo. Para tratar da questdo da
cobertura ¢ intensidade no calculo da controvérsia de um item, tomamos diferentes
tamanhos de amostras de usuarios do sistema que avaliaram esse item. Os tamanhos
de amostra usados foram de 100 e 1000 usuarios, além da controvérsia total que
refere-se a utilizagdo das avaliacdes de todos os usudrios que avaliaram um item
para calcular sua controvérsia. A figura 6.8 mostra o grafico da performance das
predicdes quando as avaliagdes sdo selecionadas segundo a controvérsia dos itens

calculada em cada um dos trés casos. A tabela 6.1 resume os dados desse grafico.
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Figura 6.8 — Grafico da performance das predi¢des usando as avaliagcdes dos itens selecionados pelo critério da
controvérsia calculada em amostras de 100 e 1000 usuario e em todos os usuarios. Para uma quantidade de itens

selecionados (eixo x), mostra-se o desempenho do algoritmo no conjunto de teste (eixo y).

ROC Breese

Numero de | Controvérsia | Controvérsia | Controvérsia| Controvérsia | Controvérsia | Controvérsia

avaliagoes 100 1000 Total 100 1000 Total
2 0,67750 0,69195 0,68622 64,097 65,583 65,155
4 0,74914 0,75440 0,75541 71,462 72,049 72,035
6 0,76071 0,76250 0,76050 72,697 72,828 72,606
8 0,76428 0,76685 0,76365 73,120 73,539 72,912
10 0,76656 0,76855 0,76510 73,434 73,739 72,962
13 0,76838 0,77081 0,76546 73,653 73,863 73,013
16 0,76992 0,77156 0,76799 73,791 74,0492 73,355
20 0,77214 0,77484 0,77305 74,142 74,3319 73,912
25 0,77644 0,78002 0,77808 74,435 74,9959 74,521
30 0,78268 0,78766 0,78428 75,115 75,7686 75,233

Tabela 6.1 — Tabela que mostra os valores médios de ROC e Breese para as metodologia de selecio com

controvérsia em uma amostra de 100 e 1000 usuarios e com todos os usuarios do sistema.
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Das metodologias de selecao baseada na controvérsia, a que apresentou melhor
resultado em média foi a que utiliza a controvérsia calculada em uma amostra de
1000 usuarios. A diferenca dos valores ndo ¢ significativa o suficiente para
comprovar estatisticamente a superioridade desse metodologia em relacao as outras.
Porém existe uma evidéncia de que a utilizagdo dessa metodologia ¢ mais eficiente
pois a sua performance média estd quase sempre acima das demais metodologias. A
controvérsia calculada em uma amostra de 1000 usuarios € escolhida para calcular a
controvérsia.

Para comparar a metodologia de selecdo escolhida com a metodologia de

selecdo aleatoria os graficos do desempenho das duas metodologias sdo mostrados

na figura 6.9:
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Figura 6.9 — Graficos da performance das predicées usando as avaliaces dos itens selecionados com a controvérsia
medida em uma amostra de 1000 usudrio e aleatoriamente.
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ROC | Controvérsia 1000 Aleatorio P Significativo
Nimero de X; S X, S5 (@=0,1)
avaliacoes

2 0,69195 0,10970 0,68244 0,07723 0,01 Sim
4 0,75440 0,10072 0,75126 0,09358 0,23 Nio
6 0,76250 0,09897 0,75981 0,09692 0,27 Nio
8 0,76685 0,10108 0,76193 0,09806 0,13 Nio
10 0,76855 0,10063 0,76380 0,09800 0,14 Nio
13 0,77082 0,10077 0,76636 0,09771 0,16 Nio
16 0,77156 0,10245 0,76824 0,09757 0,23 Nio
20 0,77484 0,10250 0,77206 0,09925 0,27 Nio
25 0,78002 0,10199 0,77763 0,09820 0,30 Nio
30 0,78766 0,09848 0,78301 0,09727 0,14 Nio

Tabela 6.2 — Tabela da performance da predi¢ées segunda a métrica ROC utilizando as avaliacdes dos itens

selecionados com a controvérsia e aleatoriamente.

Breese | Controvérsia 1000 Aleatorio P Significativo
Nimero de X, S X, S5 (@=0,I)
avaliacoes

2 65,583 13,179 64,594 10,403 0,03 Sim
4 72,049 11,398 71,598 10,808 0,18 Nio
6 72,828 11,144 72,608 10,810 0,33 Nio
8 73,539 10,930 72,886 10,708 0,09 Sim
10 73,739 10,851 72,987 10,626 0,06 Sim
13 73,863 10,503 73,250 10,385 0,09 Sim
16 74,049 10,490 73,493 10,398 0,12 Nio
20 74,331 10,439 73,877 10,473 0,17 N3io
25 74,995 10,381 74,478 10,322 0,13 N3io
30 75,768 10,157 75,211 10,101 0,11 Nio

Tabela 6.3 — Tabela da performance das predi¢cées segunda a métrica Breese utilizando as avaliagées dos itens

selecionados com a controvérsia e aleatoriamente.

A comparagdo entre as metodologias mostra que apesar da selecdo com

controvérsia ser em média melhor do que a selecdo aleatoria, ainda ndo € possivel

provar a superioridade dessa técnica de selecdo utilizando um teste de hipotese a um

nivel de 10%. Na tabela 6.2, utilizando a métrica ROC, apenas no caso onde sao

selecionadas 2 avaliagdes pode-se concluir que a selegdo com controvérsia ¢ melhor

do que uma selecao aleatoria. Na tabela 6.3, utilizando a métrica Breese, além do

caso de 2 avaliagdes selecionadas, também nos casos entre 8 € 13 itens selecionados

pode-se concluir que a controvérsia foi melhor.
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Selecao baseada na popularidade
A utilizacao da popularidade como critério de sele¢do das avaliagdes também
foi testada. A popularidade testada aqui ¢ global (popularidade total), ou seja, a
popularidade de um item serd o nimero de avaliagdes que ele recebeu no conjunto
de usudrios do sistema. A figura 6.10 mostra o grafico do desempenho dessa
metodologia na selegdo de avaliagdes comparada com o método aleatério e o da

controvérsia com amostra de 1000.
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Figura 6.10 — Graficos da performance das predicdes usando as avaliacdes dos itens selecionados com a
controvérsia medida em uma amostra de 1000 usudarios, com a popularidade total e aleatoriamente.
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ROC Breese
Numero de | controvérsia | Popularidade | Aleatéria | Controvérsia| Popularidade | Aleatéria
avaliagoes 1000 Total 1000 Total
2 0,69195 0,69824 0,68244 65,583 66,271 64,594
4 0,75440 0,75307 0,75126 72,049 72,032 71,598
6 0,76250 0,75930 0,75981 72,828 72,547 72,608
8 0,76685 0,76247 0,76193 73,539 72,832 72,886
10 0,76855 0,76585 0,76380 73,739 73,232 72,987
13 0,77081 0,76999 0,76636 73,863 73,592 73,250
16 0,77156 0,77324 0,76824 74,049 74,110 73,493
20 0,77484 0,77864 0,77206 74,331 74,877 73,877
25 0,78002 0,78669 0,77763 74,995 75,729 74,478
30 0,78766 0,79164 0,78301 75,768 76,287 75,211

Tabela 6.4 — Tabela que mostra os valores médios de ROC e Breese para as metodologia de selecio com

controvérsia em uma amostra de 1000 usudrios, com a popularidade total e aleatéria.

O grafico da figura 6.10 mostra que a performance das predi¢des utilizando as

avaliacdes selecionadas, segundo o critério de popularidade, tem uma performance

inferior ao método de selecao de avaliagdes utilizando a controvérsia quando sao

selecionados um ntimero inferior a 16 itens avaliados. Entretanto, essa metodologia

mostrou-se melhor quando selecionado um nimero maior de itens. A comparagao da

performance média de cada metodologia comparada no grafico da figura 6.10 ¢

mostrada na tabela 6.4.

Quando feita a comparacao entre os métodos aleatorio e de selecdo com

popularidade, observa-se que a popularidade como critério de selecdo ¢

significativamente superior a sele¢do aleatéria quando o numero de itens

selecionadas ¢ grande. As tabelas 6.5 e 6.6 mostram a comparagdo entre as duas

metodologias segundo as métricas de performance da predi¢ao ROC e Breese.
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ROC |Popularidade Total Aleatoério P Significativo
Nimero de X; S X, S5 (@=0,1)
avaliacoes

2 0,69824 0,11533 0,68244 0,07723 0,00 Sim
4 0,75307 0,10459 0,75126 0,09358 0,34 Nio
6 0,75930 0,10413 0,75981 0,09692 0,55 Nio
8 0,76247 0,10368 0,76193 0,09806 0,45 Nio
10 0,76585 0,10279 0,76380 0,09800 0,32 Nio
13 0,76999 0,10000 0,76636 0,09771 0,21 Nio
16 0,77324 0,09933 0,76824 0,09757 0,13 Nio
20 0,77864 0,09741 0,77206 0,09925 0,07 Sim
25 0,78669 0,09712 0,77763 0,09820 0,02 Sim
30 0,79164 0,09502 0,78301 0,09727 0,02 Sim

Tabela 6.5 — Tabela da performance das predi¢des segunda a métrica ROC utilizando as avaliacdes dos itens

selecionados com a popularidade total e aleatoriamente.

Breese |Popularidade Total Aleatoério P Significativo
Nimero de X3 $1 X, S5 (@=0,1)
avaliacoes

2 66,271 13,074 64,594 10,403 0,00 Sim
4 72,032 11,293 71,598 10,807 0,19 Nio
6 72,547 11,400 72,608 10,810 0,55 Nio
8 72,832 11,333 72,886 10,708 0,54 Nio
10 73,232 11,065 72,987 10,626 0,31 Nio
13 73,592 10,843 73,250 10,385 0,24 Nio
16 74,110 10,852 73,493 10,398 0,10 Sim
20 74,877 10,491 73,877 10,473 0,02 Sim
25 75,729 10,218 74,478 10,322 0,00 Sim
30 76,287 9,913 75,211 10,101 0,01 Sim

Tabela 6.6 — Tabela da performance das predi¢cées segunda a métrica Breese utilizando as avaliacées dos itens

selecionados com a popularidade total e aleatoriamente.

A performance da metodologia de selecdo baseada na popularidade dos itens

mostrou-se superior apenas quando uma quantidade de avaliagdes maior do que 20 ¢

selecionada. No entanto, foi possivel observar que a popularidade de um item ¢

relevante no momento de seleciona-lo.
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6.4.6 ActiveCP

Apesar de existirem evidéncias de que a controvérsia e a popularidade de um
item sdo critérios relevantes no momento de selecionar os itens avaliados por um
usudrio, as metodologias propostas em cada um desses critérios foram capazes de
selecionar os itens que resultaram em melhores predigdes apenas quando
determinadas quantidades de itens sdo selecionadas.

A selegcdao dos itens baseado na sua controvérsia ndo teve uma performance
significativamente melhor do que a sele¢do aleatoria. Isto aconteceu na maioria dos
casos, quando as predi¢des sdo avaliadas pela métrica de selecdo ROC. Quando as
predicdes sdo avaliadas pela métrica Breese, essa metodologia de sele¢dao foi
significativamente melhor do que a aleatoria apenas em alguns pontos.

A selecdo dos itens baseado na sua popularidade mostrou performance
significativamente melhor do que a selegdo aleatoéria apenas quando uma quantidade
superior a aproximadamente 20 itens foi selecionada.

A controvérsia e a popularidade parecem ser caracteristicas ortogonais de um
item dentro do sistema. Um item pode ser considerado controvertido sendo ou nao
popular. Ao mesmo tempo um item pode ser considerado popular sendo ou ndo
controvertido. A tabela 6.7 mostra exemplos extraidos da base de avaliagdes dos

usuarios para filmes:
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Filme Distribuicao das Variancia das Numero de
avaliacoes avaliacoes avaliacoes
Assassinos por o
natureza { 2,12 14.759
LU o [ o
Um favor 04
Inocente 02 | { 0,52 20
0
1 2 3 4 5
04
Bye-Bye 02 3,06 25
o o [ T
1 2 3 4 5
04 ]
O Fugitivo 02 0,78 24.278
0 = —
1 2 3 4 5

Tabela 6.7 — Exemplos de filmes da base de dados e a distribui¢io, varidncia das avaliagdes e nimero de avaliacdes
para cada um

A tabela 6.7 mostra exemplos de filmes extraidos da base de dados completa.
A distribuicao e variancia das avaliacdes ¢ o nimero de avaliagdes dos usuarios do
sistema sdo mostrados. O filme “Assassinos por natureza” mostrou-se bastante
popular e controvertido. O filme “Um favor inocente”, por sua vez, ndo teve muitas
avaliacdes e ndo € muito controvertido. O filme “Bye-Bye” € pouco popular mas
controvertido, ¢ o filme “O Fugitivo” ¢ bastante popular, a0 mesmo tempo que a
maioria dos usudrios concorda quanto a sua avaliacdo. Observamos, portanto, que

existem na base de dados filmes com caracteristicas de popularidade e controvérsia

bastante independentes.
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Sugerimos o método de selecdo ActiveCP capaz de combinar esses dois
critérios no momento de selecionar os itens. No nosso método sdo produzidas duas
ordenagdes dos itens do sistema, uma ordenagao dos itens pela controvérsia, do mais
ao menos controvertido, € outra ordenagao crescente pela popularidade, ou seja, do
mais ao menos popular.

A cada item sdo associados dois valores que indicam sua ordem de preferéncia
dentre os itens do sistema segundo cada um dos critérios. Para um item i ordenado
na posi¢do p; em uma lista com # itens, o valor v; associado a esse item ¢ calculado

segundo a equagdo 6.3:

S R (Eq. 6.3)

l-n 1-n

i

A equacdo 6.3 mapeia a posicdo p; de um item em uma determinada ordem
para um valor v; € [0,1], de forma que o primeiro item da ordem (p; = 1) ¢ mapeado
para um valor v; = 1, e o ultimo item da ordem (p; = n) € mapeado para um valor v; =
0. Os dois valores associados a um item serdo os valores mapeados das ordens
obtidas segundo os critérios de popularidade e controvérsia. Para um item i, os
valores vc; e vp; sdo obtidos pelo mapeamento das posi¢des desse item nas
ordenagdes feitas respectivamente pela controvérsia e popularidade, utilizando a
equagdo 6.3. Os valores vc; € vp; obtidos sao combinados para obter um unico valor

V;, como segue na equacao 6.4:
Vi=wyvc, +w,vp, (Eq. 6.4)

Na equagdo 6.4, w, € o peso dado a controvérsia de um item e w, o peso dado a
popularidade de um item. Os valores de w. € w, vdo determinar o quanto cada um
dos critérios ira influenciar no valor V; calculado para cada item.

O critério V; ¢ chamado de CP (Controvérsia - Popularidade) por ser um
critério que combina a controvérsia e a popularidade dos itens em um tnico valor. O
nosso método ActiveCP consiste em selecionar os itens que tiverem o maior valor

do critério CP utilizado.
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Para testar o método de sele¢do ActiveCP, os pesos w, € w, sdo variados de

forma que a controvérsia ou a popularidade tivessem maior ou menor influéncia na

selecdo das avaliagdes. As combinacgdes de pesos testados sdo indicadas na tabela

6.8.
CPO0 | CP1 | CP2 | CP3 | CP4 | CP5|CP6|CP7 | CP8|CPY9 |CP10
W, 1.0 0.9 0.8 0.7 0.6 0.5 0.4 0.3 0.2 0.1 0.0
W, 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

Tabela 6.8 — Tabela dos pesos utilizados no critério CP de selecio das avaliacdes.

A variagao feita com os pesos tem o propodsito de verificar a performance das

predicdoes do sistema usando as avaliacdes dos itens selecionados segundo um

critério baseado apenas na controvérsia (CP 0), diminuindo gradualmente a

influéncia da controvérsia e, ao mesmo tempo, aumentando a influéncia da

popularidade, até chegar a um critério baseado apenas na popularidade (CP 10).

O método ActiveCP foi testado utilizando uma amostra de 1000 usuarios para

calcular a controvérsia e a popularidade total. As tabelas 6.9 e 6.10 mostram os

resultados da selecdo das predi¢cdes com as métricas ROC e Breese respectivamente,

usando as avaliagoes dos itens selecionados pelo critério CP.

CPO CP1 CP2 CP3 CP4 CP5 CP 6 CP17 CP8 CP9 CP 10

2 | 0,6920 | 0,6924 | 0,6940 | 0,6970 | 0,7012 | 0,7033 | 0,7007 | 0,6990 | 0,6992 | 0,6969 | 0,6982

4 0,7544 | 0,7559 | 0,7564 | 0,7571 | 0,7561 | 0,7582 | 0,7560 | 0,7537 | 0,7514 | 0,7522 | 0,7531

6 0,7625 | 0,7643 | 0,7637 | 0,7653 | 0,7642 | 0,7664 | 0,7626 | 0,7613 | 0,7611 | 0,7589 | 0,7593

8 0,7669 | 0,7670 | 0,7672 | 0,7673 | 0,7665 | 0,7677 | 0,7642 | 0,7639 | 0,7642 | 0,7634 | 0,7625

10 0,7686 | 0,7696 | 0,7691 | 0,7680 | 0,7680 | 0,7702 | 0,7675 | 0,7661 | 0,7662 | 0,7651 | 0,7659

13 0,7708 | 0,7705 | 0,7700 | 0,7705 | 0,7701 | 0,7721 | 0,7695 | 0,7698 | 0,7713 | 0,7698 | 0,7700

16 0,7716 | 0,7724 | 0,7727 | 0,7721 | 0,7731 | 0,7744 | 0,7737 | 0,7740 | 0,7752 | 0,7749 | 0,7732

20 0,7748 | 0,7759 | 0,7758 | 0,7779 | 0,7779 | 0,7816 | 0,7812 | 0,7803 | 0,7802 | 0,7794 | 0,7786
25 0,7800 | 0,7810 | 0,7820 | 0,7838 | 0,7848 | 0,7878 | 0,7882 | 0,7873 | 0,7862 | 0,7862 | 0,7867
30 0,7877 | 0,7870 | 0,7901 | 0,7906 | 0,7930 | 0,7927 | 0,7938 | 0,7938 | 0,7926 | 0,7914 | 0,7916
Area|21,550]21,570]21,582 [ 21,605 | 21,618 | 21,678 21,643]21,623]21,619 21,570 [ 21,595

Tabela 6.9 — Essa tabela mostra a performance das predi¢cdes com a métrica ROC quando os itens siio selecionadas
segundo o critério CP com diferentes pesos. Para cada nimero de avaliacdes selecionada esta marcado de negrito o
critério que teve melhor performance média. Na ultima linha da tabela se encontra a area sob a curva formada
pelos pontos (performance para niimero de avaliacdes selecionadas) conhecidos.
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CPO CP1 CP2 CP3 CP4 CPS5 CPo6 CP7 CP8 CP9 CP 10

65,584 | 65,867 | 65,901 | 66,367 | 66,573 | 67,200 | 66,614 | 66,344 | 66,632 | 66,179 | 66,271

72,050 | 72,330 | 72,356 | 72,345 | 72,246 | 72,788 | 72,415 | 71,970 | 71,837 | 71,952 | 72,033

2
4
6 | 72828 | 73,255 [ 73,169 | 73,399 | 73,406 | 73,623 | 73,070 | 72,809 | 72,772 | 72,525 | 72,547
g | 7353973537 [ 73498 | 73,517 | 73,522 | 73,619 | 73,121 | 73,071 | 73,079 | 72,907 | 72,833

10 | 73,739 | 73,695 | 73,597 | 73,500 | 73,561 | 73,930 | 73,515 | 73,332 | 73,292 | 73,199 | 73,233

13 | 73,864 | 73,812 | 73,784 | 73,868 | 73,808 | 74,138 | 73,771 | 73,668 | 73,791 | 73,619 | 73,593

16 | 74,049 | 74,072 | 74,087 | 74,089 | 74,230 | 74,335 | 74,236 | 74,256 | 74,279 | 74,380 | 74,110

20 | 74,332 | 74,552 | 74,370 | 74,694 | 74,809 | 75,046 | 74,974 | 75,040 | 75,002 | 74,955 | 74,878

25 | 74,996 | 75,077 | 75,027 | 75,366 | 75,459 | 75,839 | 75,807 | 75,766 | 75,725 | 75,708 | 75,730

30 | 75.769 | 75,746 | 75,956 | 76,029 | 76,376 | 76,445 | 76,425 | 76,418 | 76,416 | 76,222 | 76,288

Area|2066,4 | 2069,3 | 2068,3 | 2072,6 | 2074,9 | 2082,69 | 2076,2 | 2073,8 | 2073,8 | 2071,5 | 2070,7

Tabela 6.10 — Essa tabela mostra a performance das predicdes com a métrica Breese quando os itens sdo
selecionadas segundo o critério CP com diferentes pesos. Para cada nimero de avaliacdes selecionada esta
marcado de negrito o critério que teve melhor performance média. Na ultima linha da tabela se encontra a drea
sob a curva formada pelos pontos (performance para niimero de avaliacdes selecionadas) conhecidos.

Os resultados mostrados nas tabelas 6.9 e 6.10 sao avaliados para cada nimero
de itens selecionados. O critério que obteve maior performance média para cada
ponto se encontra em negrito. Os valores pontuais talvez ndo sejam conclusivos
quanto a qual critério ¢ o melhor. A area sob a curva do desempenho por nimero de
itens avaliados selecionados ¢ mostrada na ultima linha como forma de resumir a
performance de cada critério em um tUnico valor. Tanto para a métrica ROC quanto
Breese, quando levada em consideracao a area da curva de desempenho, o critério
CP 5 obteve o maior valor.

Observa-se que os critérios da controvérsia e popularidade, quando usados
isoladamente, mostrados em CP 0 onde usa-se apenas a controvérsia, e em CP 10
que utiliza somente a popularidade, sdo quase sempre em média pior do que quando
combinamos os dois critérios. O método CP 5, que obteve maior area da curva de
desempenho, € o que atribui pesos iguais tanto para a influencia da controvérsia
quanto para a da popularidade.

A figura 6.11 mostra o grafico do desempenho da metodologia de selegdo com

o critério CP 5, comparando com a selecdo aleatoria de avaliagdes.
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Figura 6.11 — Graficos comparando as metodologia de selecio com o critério CP e aleatoria.

ROC CP5 Aleatorio P Significativo
Nimero de X; S X, S5 (@=0,1)
avaliacoes

2 0,70328235 | 0,112196 0,68244 0,077232 0,000 Sim
4 0,758189407| 0,101586 0,751268 0,093589 0,057 Sim
6 0,766431332| 0,099787 0,759812 0,096926 0,066 Sim
8 0,767666859 | 0,099094 0,761933 0,098061 0,097 Sim
10 0,770222509| 0,100638 0,7638 0,098008 0,074 Sim
13 0,772134089| 0,100282 0,766361 0,097719 0,096 Sim
16 0,774372875| 0,099758 0,768243 0,097572 0,082 Sim
20 0,78162038 0,09962 0,772069 0,099256 0,016 Sim
25 0,787758579| 0,096624 0,77763 0,0982 0,010 Sim
30 0,792748385| 0,096323 0,783016 0,097271 0,012 Sim

Tabela 6.11 — Tabela da performance das predi¢des segunda a métrica ROC utilizando as avaliacdes dos itens

selecionados com o CP 5 e aleatoriamente.
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Breese CP5 Aleatorio P Significativo
Nimero de X; S X, S5 (@=0,1)
avaliacoes

2 67,20039799 | 12,57011 64,594 10,40312 0,000 Sim
4 72,78837383| 10,62759 71,59879 10,8078 0,007 Sim
6 73,62264997 | 10,35276 72,60887 10,81094 0,016 Sim
8 73,61861591 10,3018 72,88648 10,70897 0,060 Sim
10 73,92990867 | 10,40611 72,98726 10,62624 0,023 Sim
13 74,13782229| 10,40674 73,25022 10,38577 0,028 Sim
16 74,33502013| 10,40232 73,4937 10,39826 0,035 Sim
20 75,04619619| 10,3166 73,87777 10,47393 0,006 Sim
25 75,8387234 | 10,01953 74,47875 10,32246 0,001 Sim
30 76,44541011| 9,835994 75,21148 10,10114 0,003 Sim

Tabela 6.12 -Tabela da performance das predi¢cées segunda a métrica ROC utilizando as avaliacdes dos itens
selecionados com o CP 5 e aleatoriamente.

O grafico da figura 6.11 mostra que o desempenho médio da metodologia de
selecdo baseada no critério CP 5 ¢ sempre superior ao desempenho da selecdo
aleatoria. As tabelas 6.11 e 6.12 mostram os valores dos graficos da figura 6.11 e o
teste de significancia da diferenca do desempenho médio das duas métricas. O
desempenho médio da selecio com o critério CP 5 mostrou-se superior ao

desempenho da selecdo aleatoria ao nivel de 10 %.

6.4.7 Analise do método ActiveCP

O estudo das avaliagdes dos usudrios para os itens e de sua distribuicdo através
de critérios como a controvérsia € a popularidade se mostrou adequado para o
problema de selecdo dos itens que o usudrio avalia no desenvolvimento de um
método de selective sampling para FI com vizinhos mais proximos. Cada um desses
critérios, quando utilizado de forma independente, mostrou um ganho no
desempenho médio das predicoes feitas utilizando as avaliagdes selecionadas
quando comparada a selecdo aleatoria. Entretanto, essa diferenca nao foi
estatisticamente significativa na maioria dos casos, o que dificulta justificar a sua
utilizacdo. Somente quando foram combinados no método ActiveCP de selecdo,

integrando popularidade e controvérsia, foi possivel alcangar um desempenho médio
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significativamente superior a sele¢ao aleatoria. A figura 6.12 mostra o grafico que
permite comparar as metodologias de selegdo com a controvérsia, popularidade e a

combinagdo das duas através do critério CP 5.
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Figura 6.12 — Grafico comparando as metodologias de selecio baseadas na controvérsia, popularidade e na
combinacio das duas através de CP 5.

A combinacdo da controvérsia e popularidade através do método ActiveCP
com o critério CP 5 teve desempenho médio igual ou superior a quando apenas a
controvérsia ou a popularidade foi utilizada para qualquer nimero de itens
selecionados. Essa observagdo leva a conclusdao que um item ¢ mais relevante para o
perfil de um usuario quando ele é ao mesmo tempo popular e controvertido dentro
da comunidade.

E importante também observar melhor o ganho obtido utilizando uma
aprendizagem ativa do perfil do usuario. Nota-se que o ganho de performance nas
predicdes aumenta gradualmente com o acréscimo no nimero de avaliagdes feitas

pelo usudrio. O aumento ¢ grande apenas quando efetuadas as 5 primeiras
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avaliacdes. A partir deste ponto, esse aumento ¢ bem menor quando mais itens sdo
avaliados. Quando as avaliagdes sdo selecionadas através da metodologia CP 5, ha
um sensivel ganho de performance que pode ser melhor apreciado quando
observado o numero de avaliagdes necessarias para atingir uma performance
desejada na qualidade das predicdes. A figura 6.13 mostra o grafico comparando
quantas avaliagdes seriam necessarias para atingir um desempenho desejado com as
métricas ROC e Breese, quando essas avaliacdes sao selecionadas aleatoriamente ou

utilizando o critério CP 5.
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Figura 6.13 — Graficos com o niimero de avaliacdes necessarias para obter a performance desejada utilizando a
seleciio aleatoria das avaliacGes e a seleciio pelo critério CP 5.
Os graficos da figura 6.13 mostram que a selecdo das avaliagdes pelo critério
CP 5 permite alcancar uma qualidade de predicdes igual aquela quando as

avaliacoes sao feitas aleatoriamente, mas com um nimero bem menor de avaliacoes.
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Para desenhar os graficos da figura 6.13 a selecdo aleatéria de avaliagdes foi
estendida além das 30 avaliagdes selecionadas para o experimento chegando ao
maximo de 80 avaliagdes, quando todas as avaliagdes do wusuario foram
selecionadas. A performance do caso onde todas as 80 avaliacoes dos usuarios
foram selecionadas e utilizadas pelo algoritmo de predi¢do foi similar aquela do
caso onde foram selecionadas 30 avaliagdes pelo critério CP 5. A tabela 6.13 mostra

esse resultado:

CPS5 Perfil Completo
30 avaliacoes | 80 avaliacoes P Significativo
X1 Si X S2 (a=0,1)
ROC 0,7927 | 0,0963 | 0,7957 10,0878 0,769 Nio
Breese 76,445 9,836 76,530 | 9,665 0,577 Nao

Tabela 6.13 — Comparacio da performance das predi¢des quando sio usadas as avaliacdes de 30 itens selecionados
pelo critério CP 5 e o perfil completo do usuario contendo todas as suas 80 avaliacdes.

Nas métricas Breese ¢ ROC, a performance das predi¢des utilizando 30
avaliacdes selecionadas pelo critério CP 5 tem performance semelhante a quando ¢
utilizado todo o conjunto de avaliagdes de cada usuario, num total de 80 avaliagdes.
A tabela mostra também que a diferen¢a da performance média dos dois nao ¢
estatisticamente significativa ao nivel de 10%.

A figura 6.14 mostra os graficos com a razdo N,/Ncps para diferentes valores
das métricas ROC e Breese, onde N, € o numero de itens selecionados
aleatoriamente necessario para obter a performance indicada € Ncps 0 nimero de

itens selecionados usando o critério CP 5 para obter a mesma performance.
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Figura 6.14 — Razao N,/Ncps entre o nimero de itens selecionados aleatoriamente N, e selecionados pelo critério
CP 5 para obter uma performance desejada nas métricas ROC e Breese

Esse grafico mostra a proporcao de itens selecionados aleatoriamente que
equivalem aos itens selecionados pelo critério CP 5 para alcancar a mesma
performance. Na métrica ROC essa propor¢do varia entre 1,5 e 2 indicando que sdo
necessarias de 50% até o dobro de avaliacdes aos itens selecionados aleatoriamente
para obter a mesma performance de quando sdo avaliados itens selecionados pelo
critério CP 5. Na métrica Breese essa proporcao ¢ ainda maior, chegando a 2,5 vezes
ou 3 vezes em alguns casos.

A figura 6.15 mostra os graficos que comparam quantas avaliacoes devem ser
selecionadas aleatoriamente para obter a mesma performance de predi¢do, quando

as avaliacdes sdo selecionadas segundo o critério CP 5.
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Figura 6.15 — Quantidade de avaliagdes que devem ser selecionadas aleatoriamente para obter performance média
de predicdes igual a obtida pela quantidade de avaliac6es selecionadas pelo critério CP 5.
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Pode-se concluir através dos graficos da figura 6.15 que o numero de
avaliagdes selecionadas pelo critério CP 5 sempre corresponde a uma quantidade
maior de avaliagdes selecionadas aleatoriamente. Além do mais, essa diferenga
tende a aumentar quando o numero de avaliagdes ¢ maior, conforme mostram os

graficos expostos acima.

6.5 Conclusao

Nesse capitulo foi introduzido o problema da aquisi¢dao do perfil do usuério em
um sistema de FI. A aprendizagem ativa foi apresentada como solugdo para
problemas de aprendizagem de maquina nos quais a aquisi¢do de exemplos para o
aprendizado ¢ dispendiosa, possivelmente por exigir esforco humano, como ¢ o caso
da aprendizagem do perfil em sistemas de FI através de avaliagdes explicitas.

Nesse capitulo foi desenvolvida uma metodologia de sele¢dao das avaliagdes
capaz de tornar mais eficiente a aquisicdo do perfil do usudrio. A controvérsia e a
popularidade de um item foram identificados como atributos relevantes na selecao
das avaliacOes dos usuarios. Para calcular a controvérsia de um item foi utilizada a
variancia das avaliacOes feitas para esse item. A controvérsia calculada em uma
amostra de até 1000 usudrios que avaliaram o item, apresentou melhor performance
média das predicdes feitas com as avaliagdes dos itens selecionados do que a
selecdo baseada na controvérsia calculada em toda a comunidade ou em tamanhos
diferentes de amostras.

Tanto a selegdo de avaliagdes baseada na controvérsia quanto na popularidade
apresentaram desempenho médio das predigdes superiores a sele¢do aleatédria das
avaliacdes. Entretanto, o teste de hipdtese mostrou que a diferenca entre as médias
nao era significativa na maior parte dos casos de selecdo de numeros diferentes de
avaliacoes.

A solucao encontrada foi utilizar o método ActiveCP que combina os critérios
da controvérsia e popularidade em um unico critério capaz de levar em consideragao

os dois fatores no momento da selecdo. O critério CP (Controvérsia-Popularidade)
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desenvolvido combina os dois critérios através da ordenagdo dos itens segundo cada
um dos critérios, favorecendo aqueles itens que, ao mesmo tempo, estdo entre os
mais controvertidos e mais populares. Foi variada a influéncia da popularidade e da
controvérsia no critério CP para verificar que o critério CP 5, onde a influéncia dos
dois € a mesma, apresenta os melhores resultados. A performance das predigdes com
as avaliagdes selecionadas segundo o critério CP 5 foi comparada com as avaliagdes
selecionadas aleatoriamente para verificar que o método ActiveCP com o critério
CP 5 ¢ capaz de selecionar melhor as avaliagdes. A diferenca da performance média
foi verificada significativa ao nivel de 10%.

Finalmente foi mostrado que a sele¢do das avaliagdes utilizando o critério CP 5
¢ capaz de diminuir bastante o nimero de avaliagdes necessarias para atingir um
nivel de performance desejado. Também foi mostrado que a performance do
algoritmo de predicdo usando as avaliacdes de determinado numero de itens
selecionadas pelo critério CP 5 equivale a performance do algoritmo com um

numero bastante superior de avaliacdes de itens selecionados aleatoriamente.
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Capitulo 7

GEP: Um sistema de recomendacdo para

entretenimento




103

Nesse capitulo ¢ descrito o sistema de recomendacdo GEP (Guia de
Entretenimento Personalizado), que foi desenvolvido com a finalidade de mostrar a
aplicacdo da metodologia de filtragem de informagdo e de aprendizagem ativa do

perfil do usudrio.

7.1 Visao geral do sistema

O sistema GEP foi desenvolvido numa parceria entre o Centro de Informatica
da UFPE e o CESAR (Centro de Estudos e Sistemas Avancados do Recife). O
objetivo do sistema ¢ mostrar a aplicacdo da tecnologia desenvolvida nesse trabalho
em um sistema de recomendagao.

O sistema GEP foi idealizado como um sistema capaz de ajudar um usuario a
escolher uma opg¢do de entretenimento dentre uma quantidade grande de opgdes
disponiveis. Para isso o GEP ¢ capaz de aprender sobre o perfil do usuario através
de avaliacdes explicitas dos itens, e utilizando o conhecimento que possui sobre ele,
gerar um guia com as opg¢oes de entretenimento de seu maior interesse. O sistema ¢
portanto um sistema de informagdo sobre eventos de entretenimento, com um
cadastro dos eventos disponiveis e a data e hora de sua realizagdo, onde o usuario
pode tanto recuperar e consultar os eventos pelo local, data e categoria, como
também terd a opcao de avaliar eventos e receber sugestdes de eventos segundo o
seu perfil.

A tecnologia usada no sistema para aquisi¢ao do perfil do usuario e geragao de
recomendagdes € a mesma descrita nesta dissertacdo. A mesma tecnologia pode ser
utilizada também para personalizar o acesso a informagdes sobre livros, CDs,
noticias, artigos, etc. A escolha da sua aplicagdo ao dominio de eventos de
entretenimento deve-se ao fato desse dominio apresentar a caracteristica de possuir
grande quantidade de opg¢des e usuarios com gostos bastante variados. Verifica-se

portanto uma necessidade de personaliza¢do dos guias de eventos.
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O tipo de evento de entretenimento que pode ser recomendado pode variar
bastante. Foi desenvolvida uma ontologia de eventos que podem ser recomendados

pelo GEP. A ontologia ¢ mostrada na figura 7.1

Evento

“stow ) [ Tearo | Cinema )

[ Filme ][ Série ][ Auditodrio ][ Esporte ]

Figura 7.1- Ontologia de eventos de entretenimento

Para o prototipo descrito nessa dissertagdo foi considerada apenas a parte da
ontologia que trata de eventos de TV. Entretanto, a extensdo do sistema para
abranger toda a ontologia da figura 7.1 nao apresenta dificuldades maiores. A
decisdo de restringir o sistema se deve principalmente a dificuldade de obter dados

sobre tais eventos.

7.2 Ambiente de desenvolvimento

O suporte necessario para o desenvolvimento do GEP foi fornecido pelo
CESAR e pelo CIn-UFPE. O desenvolvimento do sistema teve a participagdao de 4
pessoas além do autor deste trabalho.

A linguagem de programacao utilizada foi Java (com o compilador JDK 1.2.2).
Escolheu-se a linguagem Java devido a sua portabilidade uma vez que existem
implementacdes do seu interpretador para diferentes plataformas, tornando o proprio
sistema portavel. Também o fato de Java ser uma linguagem orientada a objeto com
uma API (4plication Program Interface) bastante completa facilitou bastante o

desenvolvimento.
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Como sistema gerenciador de banco de dados foi utilizada a versao 7.2 do DB2
Universal Edition. A comunicagdo da aplicacdo Java com o servidor de dados ¢
realizada através da API Java JDBC (Java Database Connectivity), que trata de
todas as questdes de troca de dados entre aplicacdo e SGBD.

A comunicagdo entre o usudrio e o sistema ¢ feita através de um brownser que
se comunica com o servidor http e de aplicagdo Jakarta Tomcat versao 3.3. No
servidor de aplicagdo utilizado, as requisicoes do usudrio sdo tratadas pelo sistema
utilizando Java Servlet [Servlet 02] e o resultado € retornado ao usudrio através de
paginas geradas dinamicamente via JSP (Java Server Pages) [JSP 02].

Essas e outras ferramentas utilizadas no desenvolvimento do protétipo sdo

resumidos na tabela 7.1.

Ferramenta Descricao
DB2 Universal SGBD utilizado para armazenar os dados persistentes.
Edition 7.2
Visual Age for Java | Ambiente de desenvolvimento Java com construcdo para o
4.0 JDK 1.2.2.

Rational Rose 2000 |Para a modelagem do sistema baseado no padrao UML
(Unified Modelling Language).

Jakarta Tomcat 3.3 |Servidor Web e de aplicagdo responsavel pela comunicacao
entre usuario e sistema.

Adobe Photoshop 6.0 | Ambiente de criagdo e manipulagcdo de imagens.

Macromedia Ambiente de desenvolvimento de interface Web.
Dreamweaver 4

Tabela 7.1 — Ferramentas utilizadas no desenvolvimento do sistema GEP
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7.3 Projeto e implementacao
Nesta secao € descrito o projeto e a implementacao do sistema GEP. A figura

7.2 mostra um modelo geral do sistema.

Usuario

‘Avaliac()es

GEP

~
(¢
(]
3
—
-
[¢-]
2 % 2
=" »
5
> Perfil dos
2 Usudrios

> LN
| | | |

T T

Prosramacio Eventos

Figura 7.2 — Modelo geral do sistema GEP
O cliente do GEP acessa o sistema para obter informagdes sobre os eventos
cadastrados no sistema. A qualquer momento o wusuario pode consultar a
programagao de eventos como em um sistema de informa¢do comum. O usudrio
podera também fornecer avaliagdes sobre os eventos que serdo usados para formar o
seu perfil. Além disso o sistema interage com o usudrio através dos seguintes

modulos:

Moédulo de Personaliza¢cao (MP)
E a parte do sistema responsavel pela geragdo de recomendagdes para o
usudrio. O MP recebe a programagdo dos eventos e o perfil do usudrio e retorna um

guia de programacao com os eventos de maior interesse do usuario segundo o seu

perfil armazenado.
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Modulo de Aquisicao de Perfil (MAP)
E a parte do sistema responsavel pela aquisicio do perfil do usuario. O MAP
recebe uma colecao de eventos e o perfil do usuario (se ja disponivel), e retorna um
conjunto de eventos que, uma vez avaliados pelo usuario, ajudam na constru¢ao do

seu perfil de forma eficiente.

7.4 Arquitetura do sistema

No projeto de implementagao do modelo descrito para o GEP foi utilizada uma
arquitetura modular com camadas independentes. A figura 7.3 mostra a arquitetura
utilizada. Na seqiiéncia, serd descrita a funcionalidade de cada componente em sua

respectiva camada da arquitetura.

APLICACAO
CLIENTE
1€
CAMADA DE .
COMUNICACAO (Servidor Web / Servlet)
CAMADA DE
NEGOCIO
MP
Fachada
MAP
Cadastro Cadastro
Usuario Programacio
CAMADA DE
DADOS
Repositério Repositorio
Usudrio Programacao

SGBD

Figura 7.3 — Arquitetura do sistema GEP
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7.4.1 Camada de Comunicacio

A camada de comunicagdo ¢ o ponto de acesso do usudrio ao sistema. Nessa
camada o servidor Web recebe as requisi¢des do brownser do usudrio via protocolo
HTTP. O servidor Web utilizado possui serviet container', onde é executado o
Servlet que recebe as requisi¢des de servico do usudrio e as encaminha para a
camada de negocio. O Serviet ¢ também responsavel pela montagem da pagina de

resposta que ¢ encaminhada via protocolo HTTP ao usuario.

7.4.2 Camada de Negocio
A camada de negbcios ¢ o nlcleo do sistema e ¢ responsavel pela
implementacao da l6gica de negdcios. A seguir sdo descritos os componentes dessa

camada.

Fachada

Esse componente representa todos os servigos do sistema e funciona como
servidora da camada de negocio. Ela possui referéncia para os cadastros do sistema,
para os quais sdo requisitadas instancias dos dados persistentes, e para as classes de
negocio MP e MAP. Esse componente ¢ implementado segundo o padrao Singleton
[Gamma 94], garantindo que apenas uma instancia estard ativa em algum momento
durante a execucao do sistema, evitando assim inconsisténcias. Quando a fachada
recebe a solicitacdo de um servigo, ela coleta os dados necessarios para execugao do
servigo através dos cadastros e os repassa para a classe de negdcio responsavel. A
reposta do servico da classe de negocio € repassada para o cliente. No caso de
consultas comuns aos dados, como por exemplo a consulta de programacgao do dia, a
fachada apenas repassa a requisi¢do para o cadastro e retorna ao usuario a reposta

deste.

" Médulo de suporte a execugio de Servlet. No GEP o servidor Web usado foi o Jakarta Tomcat que
possui modulo para execucdo de Servlet Java.
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Cadastros

Os cadastros sdo responsaveis pela comunicagdo com a camada de dados. Os
cadastros pertencem a camada de negdcio porque encapsulam as verificagdes e
validagdes inerentes ao negdcio, como verificar se determinada instancia ja existe
antes de inseri-la. Os cadastros do GEP sdo os seguintes:

Cadastro Usuario: Responsavel pelo acesso aos dados referentes aos
usudrios, como cadastrar e recuperar usuarios, registrar e recuperar preferéncias de
configuracdo e avaliacoes.

Cadastro Programacio: Responsavel pelo acesso aos dados referentes a

programacgao, Como recuperar programas € programacao.

Modulo de Personalizacao
Classe de negdcio que implementa o servico de personalizacao (Modulo de

Personalizacdo). Essa classe deve implementar a interface da figura 7.4.

<<<interface>>>
MPInterface

#sugestaoPersonalizada(usuario : User, usuarios : Collection, programas : Schedule) : Schedule

Figura 7.4 — Interface do Médulo de Personalizacio

A interface possui apenas o método sugestaoPersonalizada( ), que recebe o
usuario alvo (User), a colecdo de usuarios (Collection) do sistema e os programas
que se deseja filtrar (Schedule). Esse método retorna uma programacao contendo os
programas de maior interesse do usuario segundo o seu perfil. Quando a
recomendagdo ¢ requisitada a fachada, essa ¢ responsavel por obter os parametros
necessarios junto aos cadastros e por chamar o método que gera um guia de
recomendagdes de programas.

Para o protétipo do GEP, foi feita uma classe que implementa essa interface
utilizando o algoritmo descrito no capitulo 5 desta dissertacdo. Entretanto, devido a

implementacao modular feita no sistema, outro algoritmo de filtragem poderia ser
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utilizado, bastando para isso que a interface MPInterface seja implementada, uma

vez que a geracao de guias personalizados depende unicamente dessa interface.

Modulo de Aquisicao do Perfil
Classe de negocio que implementa o servico de aprendizagem ativa do perfil
do usuario (Mddulo de Aquisicdo do Perfil). Essa classe deve implementar a

interface da figura 7.5.

<<<interface>>>
MAPInterface

#%selecionarProgramas(Usuario : User, Programas : Collection, NumeroProgramas : Integer) : Collection

Figura 7.5 — Interface do Mddulo de Aquisi¢do de Perfil

A interface possui apenas o método selecionarProgramas( ) que recebe o
usudrio alvo (User), a colecdao de programas (Collection) do sistema e o nimero de
programas que serdo retornados. Esse método retorna colecdo de programas cuja
avaliagdo ajuda a aprender mais rapidamente sobre o perfil do usuario. Quando uma
selecdo de programas para avaliacdo de um usuario € requisitada a fachada, essa ¢
responsavel por obter os pardmetros necessarios junto aos cadastros para a chamada
desse método

Para o prototipo do GEP foi feita uma classe que implementa essa interface
utilizando o algoritmo descrito no capitulo 6 desta dissertacdo. Entretanto, devido a
implementacdo modular feita no sistema, outros algoritmos de selective sampling
podem ser usados, bastando para isso que a interface MAPlInterface seja
implementada, uma vez que a selecio de programas depende unicamente dessa

interface.

7.4.3 Camada de Dados
A camada de dados ¢ responsavel pela manipulagdo da estrutura fisica de
armazenamento de dados. Ela isola o sistema do meio de armazenamento de

maneira que este pode ser trocado sem afetar as classes das camadas de negocio e de
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comunica¢do. Cada cadastro da camada de negdcio possui um repositdrio
correspondente na camada de dados. Os repositérios que implementam o acesso aos
dados no sistema GEP sdo as seguintes.

Repositorio Usuario: Responsavel por cadastrar e recuperar usuarios, registrar
e recuperar preferéncias de configuracao e avaliagdes no SGBD. Recebe requisi¢des
de operagdes do Cadastro Usudrio e monta o SQL que executa a operagdo
requisitada no SGBD.

Repositorio Programacao: Responsavel por recuperar os programas e
programagdes no SGBD. Recebe requisi¢des de operagdes do Cadastro

Programacao e monta o SQL que executa a operacao requisitada no SGBD.

Para realizar operagdes dos repositorios no SGBD os cadastros possuem

conexoes JDBC com o SGBD.

7.5 Apresentacao do GEP

Nessa secao a funcionalidade do GEP ¢ ilustrada através de telas do sistema. O
prototipo demonstrado foi carregado com programas na categoria de filmes. Os
usuarios do MovieLens [McJones 97] foram cadastrados como usudrios do sistema e
suas avaliagOes para os filmes inseridas no seu perfil para que fossem usados para a
filtragem colaborativa. Um conjunto de canais ficticios foi criado e uma
programagao didria formada por filmes foi também criada para cada data.

Ao entrar no sistema o usuario vé uma tela de apresentacdo do sistema
mostrada na figura 7.6. Nessa tela ele ja tem a op¢do de navegar pelo conteudo do
sistema, podendo fazer consultas a programag¢ao do dia por local (canal de

apresentagdo) e por género do programa.
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/3 GEP - Microsoft Internet E xplorer
J File  Edit “iew Favortes Toolz Help

j¢,».@ﬁ‘@@®%v@%v-@

Back Fannand Stop Refrezh Home Search  Favortes  History bd ail Size Frint Exdit Feal

J Address I@ hitp: /flisa.cesarorg.br 8195/ gep/index. jsp

centro de stucos e sistemas avangades do aecife

Bem-vindo ao Guia de Entretenimento Personalizado!

0'que 60 GEP?

Consulta de Hoje

Figura 7.6 — Tela inicial do sistema GEP
Quando executa uma consulta comum, o usuario utiliza o sistema como um
usuario andénimo. A informagdo que ele obtém no sistema ndo pode ser filtrada
porque ele ndo ¢ cadastrado dentro do sistema, € conseqlientemente nao existe
qualquer conhecimento sobre seu perfil. A figura 7.7 demonstra o resultado de uma

consulta a programacao do canal intitulado HBO.
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4 GEP - Microsoft Internet Explorer

J File  Edit Wiew Favorites Tools  Help
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centro de estudos e sistemas avangados do secife

Existern 12 it

Senha Jefferson Em Paris

Consulta de Hoje

Animagio hd

HEO, Qui 07:30 - Qui 09:30

Mafia No Diva

HEO, Qui 11

Figura 7.7 — Consulta a programacio do canal HBO.

O usuario tem também a op¢ao de conectar-se no sistema informando seu login
e senha caso ja seja cadastrado no sistema. Caso ndo seja, o usuario pode se
cadastrar mediante o preenchimento de uma ficha cadastral onde sdo requisitadas
informagdes gerais como nome, /ogin, senha , e-mail’ e telefone’.

O cadastro no sistema ¢ simples e a informacao requisitada tem utilidade de
identificagdo tnica do usudrio dentro do sistema para que as avaliagdes que ele
fornecer sejam associadas unicamente ao seu perfil e que possam ser utilizadas na
geracao de recomendagoes.

Quando o usudrio esta cadastrado no sistema, apds conectar-se a0 mesmo, a

tela da figura 7.8 € apresentada.

"' O e-mail do usuario é requisitado para que o sistema possa enviar guias de programacio para o e-
mail do usuario se solicitado. Esse servigo ndo esta demonstrado neste trabalho.

2 0 numero do celular do usuario ¢ requisitado para que o sistema possa envia recomendagdes de
programas via SMS (Short Message System). Esse servigo ainda ndo estd implementado no sistema.
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Figura 7.8 — Tela inicial para o usudrio conectado

Nessa tela o usuario tem opg¢des de configuracdo do sistema, aprendizagem do

perfil e requisi¢do de sugestoes.

Configuracio

O usudrio cadastrado pode configurar o sistema para melhor atender suas

necessidades. As opg¢des de configuragdo sdo as seguintes:

Preferéncias Gerais: o usuario configura os periodos (manha, tarde e noite) da

programagao para os quais deseja receber recomendacao, o nimero de sugestoes por

guia e a forma com que os itens sao ordenados (por hordrio ou por canal).

Preferéncias de Canais: o usudrio informa quais sdo os canais que deseja

receber recomendagdes de programas.
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Sugestao

O usuario do GEP pode requisitar uma sugestdo de programacdo a qualquer
instante. As sugestdes do sistema sdao recomendacdes de programas que foram
selecionados pelo algoritmo de filtragem como os mais similares ao perfil
armazenado do usudrio. As sugestdes podem ser pedidas na programacgdo da data
corrente, da data seguinte ¢ de toda a semana. O nimero de programas que
aparecerdao em uma sugestdo ¢ o nimero definido em Preferéncias Gerais (nimero
de sugestdes por guia), selecionados na ordem crescente de similaridade com o
perfil do usudrio do mais ao menos similar. A figura 7.9 ilustra uma tela com

recomendagoes.

J File  Edit “iew Fawortes Toole Help
S e Bl A | el e X B e 21 [ 6

‘ Back Forward Stop Refresh Huorne: ‘ Search  Favortes  History b il Size Frirt Exit Fieal.co
J Address I@ hitp: /flisa. cesar.org.br8195/gep/ queny. jsp

centro de estudos e sistemas avangados do mecife

ada para arnanhd ui 10 itens,

Consulta de Hoje

= Filmes

= Consulta Avancada Nome Original:
Gél

Sugesties

= Para Hoje

= Para Amanhi
= Para a Semana

= Melhores Programas

Opgies do Usuario

= Dados Pessoais

= Minhas Preferéncias

= Logout

Rede Bande ntes, Sab 02:00 - $ib 04:00
*+4 17

Figura 7.9 — Recomendacio de programas para um usudrio.
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Quando o usuario estd cadastrado no sistema ele podera fornecer avaliagdes
para qualquer programa que desejar. Para isso o GEP posiciona abaixo de cada

programa mostrado ao usuario caixas de avaliagdo.

###* Epidemia

Mome Original: ©

Rede Bandeirantes, 5ab 02:00 - 53k 04:00

Figura 7.10- Caixas de avaliacdo do usuario. A feicio do desenho indica o grau de satisfacdo do usuario com o
programa de 6timo a péssimo.

A figura 7.10 mostra um programa com as caixas de avaliacdo. Quando o
usuario clica em uma das caixas, o sistema registra essa avaliagdo no seu perfil com
um escore que varia entre 1 (péssimo) e 5 (6timo). Quando o usuario estd cadastrado
no sistema, qualquer consulta a programagao ou sugestdo do sistema apresentard os

programas com essas caixas de avaliagao.

Obtencao do Perfil
Para fornecer o seu perfil ao sistema, o usudrio pode utilizar as seguintes
funcionalidades do mesmo:
Preferéncias de Programas
Nessa op¢ao o usudrio pode remover e adicionar ou alterar as avaliacdes que

ele fez no passado. A figura 7.11 mostra a tela dessa opgao.
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Figura 7.11 — Tela de preferéncias de programa.

Nessa tela os programas avaliados pelo usuario sao listados com sua respectiva
avaliagdo. O wusuario pode remover a avaliacdo clicando sobre a lixeira
correspondente ao programa, ou pode avaliar o programa de forma diferente. Ele
podera também fazer uma busca por outros programas para inserir no seu perfil.

Definir Meu Perfil

Nessa opg¢do, o usuario tem a possibilidade de construir ou melhorar o seu
perfil através da avaliagdo de programas indicados pelo proprio sistema. Sera
apresentada a ele uma lista de programas selecionados pelo sistema como mais
relevantes, para que o sistema possa aprender sobre o seu perfil. Essa ¢ a parte do
sistema que executara o algoritmo de aprendizagem ativa implementado no MAP. A

figura 7.12 demonstra a interface dessa opgao.
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Figura 7.12 — Tela de aprendizagem ativa do perfil do usuario.

Nessa tela o usudrio recebe uma lista dos programas selecionados pelo sistema.
Apos avaliar os programas da lista corrente, o sistema seleciona novos programas e
mostra uma nova lista ao usuario, que novamente avalia os itens de sua escolha.
Esse processo ¢ uma forma de aprendizagem iterativa, onde o sistema escolhe os
programas apresentados ao usuario, de tal forma que a avaliacdo desses programas
ajude a melhorar a qualidade das recomendagdes para esse usuario com uma

quantidade pequena de avaliagoes.

7.6 Conclusao
Esse capitulo apresentou o GEP (Guia de Entretenimento Personalizado), um
sistema de recomendacao de entretenimento, desenvolvido seguindo uma arquitetura

de camadas independentes, que permite que a comunicagdo com O USUario seja
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modificada ou que o armazenamento de dados seja diferente sem alterar as outras
camadas .

Esse sistema ilustra a aplica¢do dos algoritmos de filtragem de informacao e de
aprendizagem ativa do perfil do usuario discutidos ao longo dessa dissertacdo. A
filtragem de informagdo do capitulo 5 foi aplicada na geragdo de recomendagdes do
sistema, mais especificamente no médulo MP do sistema, enquanto a aprendizagem
ativa do capitulo 6 foi aplicada na aquisicdo do perfil do usuario, mais
especificamente no modulo MAP do sistema. Esses modulos foram planejados para
serem transparente ao sistema quanto a forma com que sdo implementados, podendo
assim serem facilmente substituidos por modulos que implementam outros
algoritmos.

Por fim, o sistema e sua funcionalidade foram apresentados por meio de telas
de demonstracdo de sua utilizacdo. As principais funcionalidades demonstradas
foram a geragdo de guias de recomendacgdo (sugestdes) e a aquisicdo do perfil do
usuario através de avaliacdes dos programas apresentados em consultas e sugestdes

e através de um processo de aprendizagem ativa de perfil.
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Capitulo 8

Conclusoes
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Este trabalho esta relacionado com um problema que vem se tornando cada vez
mais comum, o excesso de informagao. O ser humano nao conseguiu acompanhar a
velocidade com que a informacdo chega até ele e agora procura solucdes
automatizadas para ajuda-lo a encontrar a informacao apropriada.

Dentre as solucdes existentes, a filtragem de informagdo vem se tornando cada
vez mais popular, principalmente devido ao surgimento de sistemas de
recomendagdo, capazes de personalizar o acesso do usudrio a informagdo. Para
executar tal tarefa, um sistema de recomendagdo deve ser capaz de identificar o
perfil de cada usudrio e, utilizando conhecimento sobre suas preferéncias, entregar a
informacao relevante para ele.

O foco desse trabalho foi a aquisi¢do das preferéncias do usuario em um sistema
de recomendac¢do. O modelo de aprendizagem sobre as preferéncias dos usudrios,
geralmente feito através de avaliagdes do usuario sobre a informacao, requer do
mesmo um esfor¢o necessario para avaliar a informagdo, o que tende a desinteressa-
lo em usar o sistema [Nichols 97]. A alternativa de utilizar indicadores implicitos da
preferéncia do usudrio apresenta limites sobre o custo de obtencdo, transporte e
armazenamento desses indicadores além de refletir de maneira menos precisa a
preferéncia dos usudarios [Claypool 01].

Nesse trabalho foi desenvolvida uma metodologia original de aprendizagem
ativa do perfil do usuario. O método criado para a sele¢do dos itens que o usudrio
avalia permite identificar o perfil dos usudrios em um sistema de recomendacgdo de

forma mais eficiente do que no modelo usado pelos sistemas atuais.

8.1 Contribuicoes

O principal objetivo desta dissertacao foi alcangado através do desenvolvimento
de um método original de aprendizagem ativa do perfil dos usuarios no algoritmo de
FC com vizinhos mais préximos.

Para desenvolver o método ActiveCP foi feito primeiro uma reflexdo sobre os

atuais métodos de selecdo de exemplos relevantes em algoritmos de aprendizagem
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ativa e de reducdo de exemplos em KNN. Apds verificar as diferengas entre esses
métodos e o nosso problema, identificamos o conceito de ganho de informacgao e
incerteza da classificacdo de um exemplo e traduzimos esses conceitos para o nosso
problema. Introduzimos entdo a idéia do ganho de informacdo da avaliacdo de um
item e sugerimos a utilizacdo dos critérios da controvérsia e da popularidade para
selecionar os itens cujas avaliagdes ajudariam a aprender mais rapidamente sobre o
perfil do usuario. Fizemos também uma reflexao sobre cada um desses critérios para
definir como medi-los e que parte das avaliagdes do sistema usar nessa medida.

Para alcancar o nosso segundo objetivo, realizamos experimentos para
comprovar a eficiéncia do método criado. Para testar o desempenho dos critérios
sugeridos na selecdo dos itens, os experimentos foram organizados para realizar uma
validacdo cruzada com os itens avaliados por cada usudrio testado e para verificar a
eficiéncia das predigdes feitas com o algoritmo de FC com vizinhos mais préximos
usando as avaliagdes dos itens selecionados. A organizagcdo dos experimentos com
validagdo cruzada ndo ¢ praticada na area de sistemas de recomendacao, podendo a
metodologia criada para este trabalho ser usada como referéncia para trabalhos
futuros na area.

Nos testes realizados, os critérios da controvérsia e da popularidade para a
selecdo dos itens apresentaram performance média melhor do que a selegdo aleatoria
dos itens, porém a diferenga na maior parte das vezes ndo foi estatisticamente
significativa. Para melhorar os resultados criamos a metodologia ActiveCP, que
combina os critérios da controvérsia e da popularidade na sele¢do dos itens que o
usudrio avalia. A combinacao dos dois critérios mostrou resultados melhores do que
a selecdo utilizando apenas um dos critérios isoladamente e teve desempenho
superior (inclusive estatisticamente significativo) ao da sele¢do aleatoria dos itens,
sendo alcangado nosso segundo objetivo de comprovar a superioridade do nosso
método de aprendizagem ativa em relacdo ao método de aprendizagem do perfil do

usuario nos sistemas atuais.
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Além da criagdo de um método de aprendizagem ativa para a aquisi¢ao dos
perfis dos usudrios, a andlise feita sobre a relevancia da tarefa de um sistema de
recomendagdo na escolha das métricas que serdo usadas na sua avaliagdo e a
sugestdo das métricas ROC e Breese sdo contribuicdes relevantes para futuros
trabalhos que também precisem avaliar um sistema de recomendagao.

Como contribui¢des adicionais deste trabalho pode-se citar também o
pioneirismo na pesquisa relacionada com filtragem de informacgdo e sistemas de
recomenda¢do no CIn da UFPE. O trabalho motivou a pesquisa sobre o tema de
sistemas de recomendagdo e filtragem de informagdo no centro, onde novas
pesquisas poderao se beneficiar do trabalho realizado, diminuindo o esforg¢o inicial.

O nosso ultimo objetivo foi alcancado através do desenvolvimento do sistema
GEP. Esse sistema ajudou a mostrar o potencial comercial da tecnologia de sistemas
de recomendacao e personalizagdo no mercado nacional através da sua aplicagdo em
sistemas informagdo ou de comércio eletronico, sendo desenvolvido em uma
instituicdo atuante no mercado de tecnologia da informagdo nacional como o
CESAR (Centro de Estudos e Sistemas Avangados do Recife).

Este trabalho também ajudou a consolidar a parceria entre LIP 6 (Laboratoire
d’Informatique Paris 6) e Cln-UFPE, e contou com a participacao dos parceiros do
LIP 6, em especial Vincent Corruble na idealizagao do problema e desenvolvimento

da soluc¢ao encontrada.

8.2 Trabalhos Futuros

Como continuacdo do trabalho desta dissertacdo sugere-se aprofundar os
estudos feitos sobre os critérios da controvérsia e da popularidade na sele¢ao dos
itens que o usuario avalia.

Para medir a controvérsia, outras medidas de dispersdao podem ser usadas além
da varidncia, como a variancia ponderada pela similaridade com o usuario alvo
mostrada na secdo 6.1.3. No problema da cobertura e intensidade da controvérsia

citado, a abordagem usada foi de fixar o nimero de usuarios usados para calcular a
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controvérsia. Essa solug¢ao obteve €xito nos testes realizados na base de dados usada
porque o nimero de avaliagdes para os itens € grande o suficiente. Entretanto, para
sistemas com poucas avaliacdes por item, essa abordagem pode ndo ser apropriada
pois ¢ possivel que nao haja usuarios suficientes que avaliaram um item para
calcular a controvérsia. Uma sugestdo de trabalho futuro seria utilizar uma
metodologia para penalizar medida de controvérsia quando ela fosse calculada
baseada em um nimero pequeno de avaliagdes.

No trabalho realizado, tanto a controvérsia quanto a popularidade dos itens
foram calculadas globalmente, ou seja, no conjunto de todos os usuarios do sistema
que avaliaram o item. Intuitivamente os critérios da controvérsia e da popularidade
de um item podem ser mais relevantes na sua selecdo para formar o perfil de um
usuario quando calculados entre os vizinhos desse usuario. Além disso, a utilizagao
da vizinhanga permite o uso de novas medidas que dependem da similaridade com o
usudrio alvo, como ¢ o caso da varidncia cujos termos sao ponderados pela
similaridade dos usuarios com o usuario alvo. A analise da utilizacdo dos critérios
localmente representa um problema bem mais complexo e, apesar de ja termos
iniciado testes com essa abordagem, os resultados ainda ndo sdo conclusivos,
permanecendo portanto como sugestao de trabalho futuro.

Além da continuidade da aprendizagem ativa desenvolvida para o algoritmo de
FC com vizinhos mais préoximos, também ¢ sugerido como trabalho futuro o
desenvolvimento da aprendizagem ativa também para algoritmos de filtragem
baseada em conteudo. Atualmente a maioria dos sistemas utilizam a filtragem
hibrida, que combina as filtragens colaborativa e baseada em contetdo, o que torna
importante que esses sistemas sejam capazes também de realizar a aprendizagem
ativa na filtragem baseada em contetido.

Para o sistema GEP apresentado sugere-se a extensdo do algoritmo de
filtragem implementando um algoritmo hibrido, o que poderia melhorar a qualidade

das suas recomendac¢des além de evitar problema préprios da filtragem colaborativa.
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