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Estrutura Feedforward Tradicional 
�  Rede Totalmente Conectada (Fully Connected) 



Como Lidar com Padrões em Áreas Diferentes? 
Que tal detectores em áreas diferentes? 

“upper-left 
beak” detector

“middle beak” 
detector

Comprimidos para os 
mesmos parâmetros!



1o Passo: Camada Convolucional 

A filter 

•  CNN: rede neural com camadas convolucionais e outras camadas 
•  Camada convolucional: filtros que fazem operação de convolução 

Beak detector 
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Parâmetros a serem 
aprendidos!	

Cada filtro detecta  
pequeno padrão(3 x 3) 	
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Convolução
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Convolução
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Repita para cada filtro	
s =1

Duas imagens 4 x 4 
Formando matriz 2 x 4 x 4	

Feature
Map



Imagem Colorida: 3 Canais RG
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Fully-
connected	
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Max Pooling
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Max Pooling
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http://deeplearning.stanford.edu/wiki/index.php/Feature_extraction_using_convolution 

Convolução…
Main CNN idea for text: 
Compute vectors for n-grams and group them afterwards 
 
Example: “this takes too long” compute vectors for:  
This takes, takes too, too long, this takes too, takes too long, this takes too long 

Input matrix 

Convolutional  
3x3 filter 



Max Pooling
Main CNN idea for text: 
Compute vectors for n-grams and group them afterwards 

https://shafeentejani.github.io/assets/images/pooling.gif 

max pool 
2x2 filters  
and stride 2 



Por Que Fazer Pooling?

�  Subsampling não muda o objeto

Subsampling	

pássaro	
pássaro	

Subamostrar pixels para tornar imagem menor	

Menos parâmetros para caracterizar a imagem	



CNN Completa

Convolution

Max Pooling

Convolution

Max Pooling

Pode se 
repetir 
várias 
vezes	

Uma nova imagem

Número de canais=Número de Filtros	

Menor que a original	
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CNN Completa

Rede Feedforward 
Totalmente Conectada

cat dog ……	
Convolution

Max Pooling

Convolution

Max Pooling

Flattened

Nova imagem

Nova imagem



Rede Neural CNN

2x2 

Convolution + NL Sub-sampling Convolution + NL 



Achatamento 
(Flattening)
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CNN em Reconhecimento da Fala

Time	
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Spectrogram

CNN

Image	

Filtros se movem na 
direção da frequência	



CNN em Classificação de Textos

Source of image: 

?	



Solução Típica em Visão Computacional

Para reconhecer coisas?



1.  Definir e selecionar características:  
2.  SURF, HoG, SIFT, RIFT.
3.  Acrescentar classificadores

Feature 
Extraction: 
SIFT, HoG... 

Detection, 
Classification 
Recognition 

  Definição de características é dependente do domínio e 
consome tempo 

Solução Típica em Visão Computacional



Solução em Deep Learning: 
Pipeline Baseado em Visão

�  Extrair características automaticamente baseado nos dados
�  Combina a extração com classificação
�  Papel do especialista: definir topologia e treinamento

Deep NN... 

Detection, 
Classification 
Recognition 

  Promessa do Deep Learning? 
 Treinar boas características automaticamente 

Mesmo método para diferentes domínios 

Deep NN... 



Visão Computacional + Deep Learning +  
Machine Learning

�  Combinar características pré-definidas com 
características aprendidas 

�  Melhores métodos para classificação de múltiplas classes 
�  Especialistas em CV+DL+ML necessários para criar 

melhores soluções

ML 
AdaBoost 

… 

CV 
features 

HoG, SIFT  

Deep  
NN... 



CNN Multi-camadas
◦  Convolutional + Non-Linear Layer
◦  Sub-sampling Layer
◦  Convolutional +Non-Linear Layer
◦  Fully connected layers
◦  Supervised 

Extração de Caracteríscticas Classificação 



Como	Tudo	Começou?	LeNet5	



Os 82 erros 
da LeNet5 

Muitos casos facilmente 
reconhecidos por 
humanos 

Taxa de erro humana 
estimada em 20 a 30 
erros 



Erros na Rede de Ciresan et.al. 
Digito em cima: resposta 
certa. Dígitos de baixo: 2 
melhores apostas da rede.  
 
Resposta certa quase 
sempre nas 2 melhores 
apostas.  
 
Tirando a média, 
performance aumentou  
para 25 erros. 
 
 



Competição ILSVRC-2012 no 
Dataset ImageNet 

•  1.2 milhões de imagens em 
alta resolução. 

•  Tarefa de classificação: 
– Encontre a classe correta nas 

suas 5 melhores apostas. 
1000 classes. 

•  Tarefa de localização: 
– Para cada aposta, desenhe 

uma caixa entorno do objeto. 
Sua caixa tem de ter pelo 
menos 50% de sobreposição 
com a caixa correta. 

•  Alguns dos melhores 
métodos de visão 
computacional (VC) foram 
usados:  Oxford, INRIA, 
XRCE, Tokio 

– Systemas de VC tarefas 
complicadas de múltiplos 
estágios 

– Estágios iniciais envolvem 
refinamento a mão de 
parâmetros 



Exemplos de Apostas



Taxas	de	Erros:	ILSVRC-2012	

�  University	of	Tokyo														
�  Oxford	University	Computer	Vision	
Group	

�  INRIA	(French	naLonal	research	
insLtute	in	CS)	+	XRCE	(Xerox	
Research	Center	Europe)			

�  University	of	Amsterdam	

�  26.1%												53.6%	
�  26.9%												50.0%	

�  27.0%	

�  29.5%						

�  University	of	Toronto	(Alex	Krizhevsky)	 �  16.4%         34.1% 
�   

classificaLon	
classificaLon	
&localizaLon	



Classificações na Imagenet 2012



Rede Neural CNN para ImageNet 

•  Alex Krizhevsky (NIPS 2012): rede muito profunda 
baseada no trabalho de Yann Le Cun 

– 7 camadas intermediárias sem contar camadas de max pooling 
– Primeiras camadas convolucionais 
– Últimas 2 totalmente conectadas 



Alguns Exemplos de 
Classificação: ILSVRC



Outros	



Topologia da CNN de Krizhevsky
�  5 convolutional layers
�  3 fully connected layers + soft-max
�  650K neurons , 60 Mln weights



Explosão



ILSVRC 2012: Top Rankers
http://www.image-net.org/challenges/LSVRC/2012/results.html

N Error-5 Algorithm Team Authors
1 0.153 Deep Conv. Neural 

Network 
Univ. of 
Toronto

Krizhevsky et al

2 0.262 Features + Fisher Vectors  
+ Linear classifier 

ISI Gunji et al

3 0.270 Features + FV + SVM OXFORD_VGG Simonyan et al
4 0.271 SIFT + FV + PQ + SVM XRCE/INRIA Perronin et al
5 0.300 Color desc. + SVM Univ. of 

Amsterdam 
van de Sande et al



Imagenet 2013: Top Rankers
http://www.image-net.org/challenges/LSVRC/2013/results.php

N Error-5 Algorithm Team Authors
1 0.117 Deep Convolutional Neural 

Network
Clarifi Zeiler

2 0.129 Deep Convolutional Neural 
Networks

Nat.Univ 
Singapore

Min LIN

3 0.135 Deep Convolutional Neural 
Networks

NYU Zeiler 
Fergus

4 0.135 Deep Convolutional Neural 
Networks

Andrew Howard

5 0.137 Deep Convolutional Neural 
Networks

Overfeat
NYU

Pierre Sermanet et 
al



CNN: Detecção de Ações

Taylor, ECCV 2010 



CNN: Detecção

Sermanet, CVPR 2014



CNN: Descrição de Cenários

Farabet, PAMI 2013



CNN: Rotulamento Semântico 
Indoor em RGBD

Farabet, 2013 



Como se Treina uma CNN?



Lembrando Gradiente Descendente 
(Backpropagation)



Transformando	Rede	Totalmente	
Conectada	em	CNN	



Transformando	Rede	Totalmente	
Conectada	em	CNN	



Operação	de	Convolução	



Definição	do	Erro	para	Ajuste	de	Cada	Conexão	



Definição	do	Erro	para	Ajuste	de	Cada	Conexão	



Da Pesquisa para Tecnologia

Deep Learning – breakthrough 
reconhecimento visual e da fala 



Buzz
�  July 2012 - Started DL lab
� Nov 2012- Big improvement in Speech, 

OCR:
◦  Speech – reduce Error Rate  by 25%
◦ OCR – reduce Error rate by 30%  

�  2013 launched 5 DL based products
◦  Voice search
◦  Photo Wonder
◦  Visual search



Buzz

Microsoft On Deep Learning for Speech goto 3:00-5:10 



Buzz

Why Google invest in Deep Learning 



Buzz

NYU “Deep Learning” Professor LeCun Will Head 
Facebook’s New Artificial Intelligence Lab, Dec 10, 
2013



Por	Hoje	é	Só…	


