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Introdução
Redes Neurais Artificiais são técnicas computacionais que apresentam um modelo matemático inspirado na estrutura neural de organismos inteligentes e que adquirem conhecimento através da experiência.

Uma rede neural artificial é composta por várias unidades de processamento, cujo funcionamento é bastante simples. Essas unidades, geralmente são conectadas por canais de comunicação que estão associados a determinado peso. As unidades fazem operações apenas sobre seus dados locais, que são entradas recebidas pelas suas conexões. O comportamento inteligente de uma Rede Neural Artificial vem das interações entre as unidades de processamento da rede.

A operação de uma unidade de processamento, proposta por McCullock e Pitts em 1943, pode ser resumida da seguinte maneira:

· Sinais são apresentados à entrada;

· Cada sinal é multiplicado por um número, ou peso, que indica a sua influência na saída da unidade;

· É feita a soma ponderada dos sinais que produz um nível de atividade;

· Se este nível de atividade exceder um dado limite (threshold) a unidade produz uma determinada resposta de saída.
A solução de problemas através de Redes Neurais Artificiais é bastante atrativa. Já que a forma como estes são representados internamente pela rede e o paralelismo natural inerente à arquitetura das Redes Neurais Artificiais criam a possibilidade de um desempenho superior ao dos modelos convencionais. Em Redes Neurais Artificiais, o procedimento usual na solução de problemas passa inicialmente por uma fase de aprendizagem, em que um conjunto de exemplos é apresentado para a rede, a qual extrai automaticamente as características necessárias para representar a informação fornecida. Estas características são utilizadas posteriormente para gerar respostas para o problema. 

A capacidade de aprender através de exemplos e de generalizar a informação
aprendida é, sem dúvida, o atrativo principal da solução de problemas através de Redes Neurais Artificiais. A generalização, que está associada à capacidade de a rede aprender através de um conjunto reduzido de exemplos e posteriormente dar respostas coerentes para dados não conhecidos, é uma demonstração de que a capacidade das Redes Neurais Artificiais vai muito além do que simplesmente mapear relações de entrada e saída. As Redes Neurais Artificiais são capazes de extrair informações não apresentadas de forma explícita através dos exemplos. Não obstante, as Redes Neurais Artificiais são capazes de atuar como mapeadores universais de funções multivariáveis, com custo computacional que cresce apenas linearmente com o número de variáveis. Outra característica importante é a capacidade de auto-organização e de processamento temporal, que, aliada àquelas citadas anteriormente, faz das Redes Neurais Artificiais uma ferramenta computacional extremamente poderosa e atrativa para a solução de problemas complexos.

Descrição do algoritmo de backpropagation
O algoritmo de aprendizado supervisionado mais conhecido para treinamento de redes Perceptron Multi-Camadas (MLP) é o algoritmo backpropagation. Primeiramente, apresenta-se à rede um exemplo que flui através dela, camada por camada, até que a resposta seja produzida pela camada de saída (forward). No segundo passo, a saída obtida é comparada à saída desejada. Se esta não estiver correta, o erro é calculado. O erro é propagado a partir da camada de saída até a camada de entrada, e os pesos das conexões das unidades das camadas internas vão sendo modificados conforme o erro é retropropagado (backward). 
A maioria dos métodos de aprendizado para Redes Neurais Artificiais do tipo MLP utiliza variações deste algoritmo.
Passos do algoritmo backpropagation:

1. Inicializar pesos e parâmetros.

2. Repetir até o erro ser mínimo ou até a realização de um dado número de
ciclos:

3. Para cada padrão de treinamento X
2.1.1 Definir saída da rede através da fase forward.
2.1.2 Comparar saídas produzidas com as saídas desejadas.
2.1.3 Atualizar pesos dos nodos através da fase backward.
Fases forward e backward:
Fase forward:
Esta fase é utilizada para definir a saída da rede para um dado padrão de entrada.

Passos:

1. A entrada é apresentada à primeira camada da rede, a camada C0.  

2. Para cada camada Ci a partir da camada de entrada:

2.1. Após os nodos da camada Ci (i > 0) calcularem seus sinais de saída, estes servem como entrada para a definição das saídas produzidas pelos nodos da camada Ci + 1.

3. As saídas produzidas pelos nodos da última cansada são comparadas às saídas desejadas.

Fase Backward:
Esta fase utiliza a saída desejada e a saída fornecida pela rede para atualizar os pesos de suas conexões.

Passos:

1. A partir da última camada, até chegar à camada de entrada:

1.1. Os nodos da camada atual ajustam seus pesos de forma a reduzir
seus erros.

1.2. O erro de um nodo das camadas intermediárias é calculado utilizando os erros dos nodos da camada seguinte conectados a ele, ponderados pelos pesos das conexões entre eles. 


 
O desempenho do algoritmo de aprendizagem backpropagation está condicionado tanto à modelagem adotada na rede neural artificial quanto ao conjunto de dados utilizados no processo de ajuste dos pesos sinápticos entre as conexões da rede. 
Descrição teórica sobre a topologia utilizada

· Problema: Diabetes
· Número de entradas: 8
· Número de saídas: 2
· Quantidades de neurônios escondidos: 5 / 4 / 17



· Taxas de aprendizado: <as 3 possibilidades>



· Padrões de teste: 192
· Padrões de validação: 384
· Padrões de treinamento: 192
· Quantidades máximas de iterações: 200
Planejamento dos experimentos


As Redes Neurais Artificiais (RNA) são treinadas, usando dois tipos de aprendizado, o Não supervisionado e Supervisionado. 
No primeiro, como o próprio nome sugere, não há um supervisor para acompanhar o processo de aprendizado. Para algoritmos deste tipo, somente os padrões de entrada são fornecidos.
 Já no aprendizado supervisionado faz-se uso de um conjunto de entradas e saídas padrões, o qual é fornecido por um supervisor externo. O objetivo é ajustar os parâmetros da rede de forma a encontrar uma ligação entre os pares de entrada e saída fornecidos.

No experimento, foi usado o aprendizado supervisionado com o algoritmo Backpropagation, que é geralmente usado nas redes MLP.  Os dados usados para o treinamento da rede estão divididos em 2 classes, diabéticos e não-diabéticos. Os dados (768 exemplos de situações reais) foram divididos em 3 conjuntos: 50% (384) para Treinamento, 25% (192) para Validação e 25% (192) para Testes, sempre mantendo-se a proporção entre as classes.  
Execução dos experimentos

Etapas

· Coleta de dados
Os dados foram coletados da base Pima Indians Diabetes Database do National Institute of Diabetes and Digestive and Kidney Diseases. 
· Separação dos dados em conjuntos

Os dados foram separados nos conjuntos Treinamento, Validação e Teste. O conjunto total de dados foi dividido em 50% para Treinamento, 25% para Validação e 25% para Teste.

· Configuração da rede

A configuração da rede foi dividida em três etapas:

1. Selecionar o paradigma neural apropriado à aplicação

Foi utilizado o treinamento supervisionado em uma rede Multilayer Perceptron (MLP).

2. Determinar topologia da rede: número de camadas, número de nós.

O número de nós na camada de entrada é igual ao número de atributos de entrada (8). O número de nós da camada de saída é igual ao número de classes (2). Há apenas uma camada escondida, com (4, 5 ou 17) nós. Todas as possíveis conexões entre camadas adjacentes, sem conexões entre nós de uma mesma camada.

3. Determinar os parâmetros do algoritmo de treinamento e funções de ativação

O algoritmo utilizado para treinar a rede foi o back-propagation e a função de ativação foi a sigmóide logística.

· Treinamento

Nesta etapa o algoritmo de treinamento escolhido (backpropagation) ajusta os pesos das conexões. O treinamento é interrompido quando a rede apresentar uma boa capacidade de generalização e quando a taxa de erro é pequena o suficiente. 

A medida de desempenho da rede foi calculada pela Sum Squared Error (SSE). Além disso, foi calculado também o erro de classificação para o conjunto de testes.

A regra de classificação usada foi o winner-takes-all, ou seja, o nó de saída com maior valor determinará a classe do padrão.
Foram escolhidos dois critérios de paradas: 
1. 
Interromper o treinamento quando o erro de validação do conjunto de validação subir por 5 iterações consecutivas

A partir desse ponto, supõe-se que a rede só aprenderia detalhes irrelevantes do conjunto de treinamento.

2. 
Número máximo de iterações

Após um número determinado (200) de iterações o treinamento acaba.

Preparação para testes
Algumas fórmulas heurísticas sugerem valores para o número de neurônios na camada escondida da rede MLP. Treinou-se e testaram-se várias vezes uma rede MLP para diversos valores, a fim de garantir que a rede neural generaliza bem para dados novos – não usados durante a fase de treinamento.

Foram utilizadas três regras heurísticas, dentre as várias encontradas:
· Regra do Valor Médio: o número de neurônios da camada escondida é a média aritmética do número de entradas (E) e do número de saídas (S) da rede:
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· Regra da Raiz Quadrada: o número de neurônios da camada escondida é igual a média geométrica do número de entradas (E) e do número de saídas (S) da rede:
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· Regra de Kolmogorov: o número de neurônios da camada escondida é igual a duas vezes o número de entradas (E) somado de um:
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Nas iterações 1, 2 e 3, foi utilizada a Regra do Valor Médio. Nas iterações 4, 5 e 6, foi utilizada a Regra da Raiz Quadrada e nas iterações 7, 8 e 9 foi utilizada a Regra de Kolmogorov.

Iterações preliminares
	Iteração
	Taxa de aprendizado
	Número de nós na camada escondida

	1
	0.004
	5

	2
	0.01
	5

	3
	0.08
	5

	4
	0.004
	4

	5
	0.01
	4

	6
	0.08
	4

	7
	0.004
	17

	8
	0.01
	17

	9
	0.08
	17


1. 200 épocas

5 nodos intermediários

0.004 de taxa de aprendizado
SSE para o conjunto de treinamento: 154.39381 

SSE para o conjunto de validacao: 80.92714 

SSE para o conjunto de teste: 85.53965 

Erro de classificacao para o conjunto de teste: 36.97917
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2. 200 épocas

5 nodos intermediários

0.01 de taxa de aprendizado
SSE para o conjunto de treinamento: 131.01982 

SSE para o conjunto de validacao: 69.40168 

SSE para o conjunto de teste: 76.38228 

Erro de classificacao para o conjunto de teste: 30.20833
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3. 7 épocas

5 nodos intermediários

0.08 de taxa de aprendizado
SSE para o conjunto de treinamento: 232.14313 

SSE para o conjunto de validacao: 129.60280 

SSE para o conjunto de teste: 121.81784 

Erro de classificacao para o conjunto de teste: 36.45833
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4. 200 épocas

4 nodos intermediários

0.004 de taxa de aprendizado
SSE para o conjunto de treinamento: 151.45983 

SSE para o conjunto de validacao: 84.77215 

SSE para o conjunto de teste: 86.30377 

Erro de classificacao para o conjunto de teste: 31.77083
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5. 200 épocas

4 nodos intermediários

0.01 de taxa de aprendizado
SSE para o conjunto de treinamento: 118.97218 

SSE para o conjunto de validacao: 66.32963 

SSE para o conjunto de teste: 67.08539 

Erro de classificacao para o conjunto de teste: 26.56250
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6. 7 épocas

4 nodos intermediários

0.08 de taxa de aprendizado
SSE para o conjunto de treinamento: 253.98019 

SSE para o conjunto de validacao: 141.98928 

SSE para o conjunto de teste: 126.29588 

Erro de classificacao para o conjunto de teste: 36.45833
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7. 200 épocas

17 nodos intermediários

0.004 de taxa de aprendizado
SSE para o conjunto de treinamento: 122.85082 

SSE para o conjunto de validacao: 70.35553 

SSE para o conjunto de teste: 70.77600 

Erro de classificacao para o conjunto de teste: 27.08333
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8. 18 épocas

17 nodos intermediários

0.01 de taxa de aprendizado
SSE para o conjunto de treinamento: 181.00593 

SSE para o conjunto de validacao: 102.74746 

SSE para o conjunto de teste: 84.08545 

Erro de classificacao para o conjunto de teste: 31.25000
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9. 200 épocas

17 nodos intermediários

0.08 de taxa de aprendizado
SSE para o conjunto de treinamento: 383.98254 

SSE para o conjunto de validacao: 191.99127 

SSE para o conjunto de teste: 121.83352 

Erro de classificacao para o conjunto de teste: 36.45833
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Treinamento com melhor configuração

<pegar o resultado com menor SSE de validação e fazer 10 iterações mudando o peso inicial para obter um erro de classificação mínimo>

Tabela de Resultados

	Iteração
	Treinamento
	Validação
	Teste
	Erro de Classificação

	1
	118.97218
	66.32936
	67.08539
	26.56250

	2
	115.17651
	61.58601
	65.84276
	26.04167

	3
	154.27012
	82.38850
	82.97222
	35.93750

	4
	122.95519
	66.26983
	67.01945
	26.04167

	5
	121.58609
	68.26181
	69.51732
	30.72917

	6
	132.89874
	78.08262
	63.07624
	22.91667

	7
	130.65250
	67.53844
	75.20918
	30.72917

	8
	116.01265
	65.93175
	63.62908
	25.00000

	9
	127.25695
	66.37768
	70.82696
	29.68750

	10
	120.82208
	63.96777
	63.06445
	23.95833

	MÉDIA
	126.060301
	68.673377
	68.824305
	27.760418

	DESVIO
	11.51
	6.451
	6.27
	3.959


Conclusão

Análise dos resultados

Sugestão para melhoria dos experimentos
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